XXXVII Congresso da Sociedade Brasileira de Computagado

Uma Proposta de Implementacao de Algebra de Workflows
em Apache Spark no Apoio a Processos de Analise de Dados

Jodo Ferreira', Daniel Gaspar?, Bernardo Monteiro', Ana Beatriz Cruz',
Fabio Porto?, Eduardo Ogasawara'

! CEFET/RJ
2LLNCC - DEXL Lab

joao.paranalacm.org, gaspar@lncc.br

anacruz@acm.org, fporto@lncc.br, eogasawaralieee.org

Abstract. The typical activity of a Data Scientist involves the implementation of
various processes that characterize data analysis experiments. In these analy-
zes there is a need to execute several codes in different programming languages
(Python, R, C, Java, and Scala) in different parallel and distributed processing
environments. Depending on the complexity of the process and the numerous
possibilities for distributed execution of these solutions, it may be necessary to
spend a lot of energy on different implementations that take the Data Scientist
away from his ultimate goal of producing knowledge from large volumes of data.
In this context, this paper aims to support this difficulty by proposing the cons-
truction of a framework conceived from an algebraic approach that isolates the
process modeling from the difficulty of optimally executing such workflows. The
proposal presents a typical Extract Transform Load (ETL) workflow for perfor-
ming data analysis and points to promising results in terms of representation
and abstraction/isolation potential of the execution environment.

Resumo. A atividade tipica de um Cientista de Dados envolve a implementacdo
de diversos processos que caracterizam experimentos de andlise de dados. Nes-
tas andlises hd a necessidade de executar diversos codigos em diferentes lin-
guagens de programacdo (Python, R, C, Java e Scala) em diferentes ambientes
de processamento paralelo e distribuido. Dependendo da complexidade do pro-
cesso e das iniimeras possibilidades para execugdo distribuida destas solugoes,
pode ser necessdrio gastar muito energia em diferentes implementacoes que
afastam o Cientista de Dados do seu objetivo final, que é produzir conheci-
mento a partir dos grandes volumes de dados. Dentro deste contexto, este tra-
balho visa apoiar na solugdo de tal dificuldade ao propor a construgdo de um
framework concebido a partir de uma abordagem algébrica que isola a modela-
gem do processo da dificuldade de executar, de modo otimizado, tais workflows.
A proposta apresenta um workflow tipico de Extract Transform Load (ETL) para
realizacdo de andlise de dados e aponta para resultados promissores em termos
de representagdo e potencial de abstragdo/isolamento do ambiente de execugdo.

1. Introducao

A atividade tipica de um Cientista de Dados envolve a implementacdo de diversos proces-
sos que caracterizam experimentos de andlise de dados. Tais experimentos ddo origem a
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workflows que possuem caracteristicas empiricas e necessitam garantir reprodutibilidade.
Em diversas situacdes, usar sistemas de geréncia de workflows (SGW) é uma escolha
natural para apoiar experimentos datacéntricos. Muitos trabalhos e implementacdes de
SGW tém sido propostos e avaliadas [Liu et al., 2015].

Em contrapartida, no cendrio de processamento de alto desempenho para Big
Data, t€m-se solucdes baseadas no ecossistema Spark/Hadoop capazes de processar alto
volume de dados em ambientes distribuidos [Salloum et al., 2016]. Este ecossistema de
software, no entanto, impde algumas limita¢des: i) a programagao em linguagem proce-
dural imperativa; ii) a falta de um mecanismo de gestao de proveniéncia sobrecarrega o
cientista de dados com a necessidade de resolver problemas relacionados a infraestrutura
de hardware e software para garantir uma correta coleta de dados da proveniéncia; iii)
auséncia de primitivas para apoiar cendrios tipicos de analise de dados como varredura
de parametros, por exemplo. Em outras palavras, tais solugdes compreendem um con-
junto de APIs que viabiliza aos usudrios na execu¢do de tarefas paralelizaveis de forma
distribuida, mas que ndo cobrem as funcionalidades gerais de SGWs.

Ademais, tem-se a disposicao milhares de pacotes de softwares cientificos e de
engenharia desenvolvidos ao longo de anos de pesquisa tais como CRAN [2017] que pos-
sui mais de dez mil pacotes de software escritos em R e bibliotecas como SciPy [2017]
em Python que disponibilizam centenas de pacotes completos para cientistas de todas as
areas de conhecimento. Tais bibliotecas sao comumente usadas diretamente pelos Cien-
tistas de Dados, estabelecendo cendrios tipicos de codigos legados a serem invocados nos
workflows.

A proposta desse trabalho combina as caracteristicas presentes na linguagem Scala
com as funcionalidades do ecossistema Spark/Hadoop para desenvolver um framework,
usando inversdo de controle [Fayad and Schmidt, 1997], capaz de prover uma solucio
semelhante aos SGW, codificada de modo simples e, a0 mesmo tempo, capaz de executar
de modo eficiente. Em participar, a otimizagao das execugdes de atividades em ambientes
distribuidos que respeite, a0 mesmo tempo, as caracteristicas intrinsecas desses workflows
com a grande presenca de aplicagdes consoles e de bibliotecas e codigos legados escritos
em Python e R.

Além desta introdugdo, o trabalho esta organizado em mais cinco secdes. Na secao
2, s@o apresentados conceitos gerais de workflow e as iniciativas de pesquisa nesta drea.
Em seguida, na secio 3, apresentam-se as caracteristicas mais relevantes do Spark e seu
ecossistema. Estes conceitos servem de base para o projeto do framework usando algebra
de workflows [Ogasawara et al., 2011], denominado de Workflow Framework, descritos
na secao 4. A secdo 5 discute a implementac¢do da proposta por meio da descricdo de
um workflow de ETL (do inglés, Extract Transform Load) para aplicacdes em mobilidade
urbana. Finalmente, a secdo 6 apresenta as consideracdes finais.

2. Workflows Datacéntricos

Um workflow geralmente se refere ao processo de execugdo tanto de tarefas automati-
zadas, quanto manuais (com interacdo humana), integradas num mesmo fluxo, o qual
tem por objetivo a producdo de um determinado resultado [Van Der Aalst et al., 2003].
Em funcao da complexidade de tal execucdo, torna-se necessario gerencia-la por meio
de SGW. Os SGWs necessitam de linguagens de especificacdo de workflows, as quais
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podem ser: (i) graficas (normalmente associadas a grafos ou redes de Petri); (ii) baseadas
em XML (XPDL etc); ou (iii) baseadas linguagens de especificagdo proprias plain-text
[Deelman et al., 2009]. Em uma visdo mais datacéntrica, um workflow € composto de ati-
vidades onde cada uma delas € um componente de software capaz de executar programas
considerando parametros de entrada e de saida [Ogasawara et al., 2011]. Tais pardmetros
sdo usados para definir as dependéncias entre as atividades de um workflow.

Diversos cendrios de andlise de dados podem ser modelados como grafos aciclicos
direcionados (DAG). Em particular, também, s@o muito comuns problemas que recaem
em varredura de parametros, i.e., as andlises devem ser executadas com varios conjun-
tos de parametros diferentes para que se possa escolher o melhor resultado. Isso vem da
caracteristica empirica dos experimentos cientificos in-silico. Por exemplo, num experi-
mento de mineracao de dados, para treinar modelos de classificagdo € necessario execu-
tar varios algoritimos diferentes com vdarios parametros diferentes para encontrar o mo-
delo que apresenta melhor comportamento para um dado problema especifico. Desta
forma, mecanismos que otimizem a produgdo e consumo de resultados intermediarios e
otimize quais atividades devem ser executadas antes e quais delas devem ser executadas
de modo agrupado (pipeline) passam a ser muito relevantes. As abordagens algébricas
[Jergler et al., 2015; Rheinlidnder et al., 2015; Ogasawara et al., 2011] procuram otimizar
a execucgao dos workflows, levando-se em consideracdo o contexto de execucao, os dados
com 0s seus respectivos metadados e as informagdes de proveniéncia.

3. Spark e o Ecossistema Hadoop

Salloum et al. [2016] descrevem os cendrios atuais de BigData e as funcionalidades
mais relevantes do Spark que proveem desempenho no processamento e geréncia de da-
dos no ecossistema Hadoop, incluindo integracdo com o sistema de arquivos HDFS. O
Spark € um framework que possibilita a execu¢do das tarefas paralelizaveis de forma
distribuida em maquinas multi-core ou clusters YARN/Mesos, com €nfase no processa-
mento em pipeline de atividades, com alocagdo de arquivos intermedidrios primordial-
mente em memoria. Cédigos podem ser escritos em uma das linguagens para as quais
o framework oferece sua API, incluindo: Scala, Java, Python e R. O framework possui
arquitetura modular que permite a inclusdo de componentes adicionais, tais como: Spark
SQL, GraphX, Spark MLIib e Spark Streaming. Finalmente, o armazenamento de arqui-
vos intermedidrios em memoria faz com que a execucdo ocorra dezenas ou até centenas
de vezes mais rdpida que uma implementacao equivalente em Apache Hadoop.

O Spark € constituido por cinco componentes principais, dos quais podem-se des-
tacar: Spark Core e o Spark SQL. O Spark Core implementa a base do mecanismo de
execucgao de tarefas, separando as transformacoes das agcoes sobre os Resilient Distribu-
ted Datasets (RDD) [Zaharia et al., 2012] e, mais recentemente, sobre os dataframes. As
operacoes de transformagdo sao de avaliacdo tardia e podem ser invocadas vdrias vezes
antes que uma agdo seja executada. Tal abordagem permite que o Spark escolha a melhor
forma de executar as transformacdes considerando a quantidade de memoria, os dados de
localidade, o niimero de computadores no cluster, o nimero de cores nos processadores e
as otimizagdes de cddigo por meio do Catalyst [Armbrust et al., 2015]. J4 o Spark SQL faz
também uso do Catalyst para otimizar geracdo de cddigo em tempo de execucdo a partir
de expressoes e comandos SQL. O Spark SQL permite acesso a datasets usando uma inter-
face baseada em dlgebra relacional [Armbrust et al., 2015]. Trata-se de um modulo para
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processamento de dados estruturados. As interfaces do Spark SOL fornecem informagdes
adicionais sobre a estrutura dos dados e a computacio que estd sendo executado. Com
o Spark SQL, pode-se fazer uso, no mesmo programa, da linguagem SQL declarativa e
APIs de acesso a dados em DataFrame/Dataset de modo imperativo/procedural.

4. Proposta do Workflow Framework W; F

Esta secdo descreve a proposta do framework W F. O diagrama UML conceitual da
Figura 1.a apresenta a arquitetura do W I’ na perspectiva da execu¢do de um workflow
e suas ligagdes com a proveniéncia retrospectiva [Freire et al., 2008]. A arquitetura pode
ser sumarizada por meio de suas nove classes principais que implementam os principais
conceitos da dlgebra de workflows [Ogasawara et al., 2011].
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Figura 1. Diagrama UML conceitual descrevendo os componentes

A classe WorkflowExecution representa a execucao de um workflow. O workflow
¢ composto de atividades (Activity) que apresentam um programa (Program) associado.
Cada atividade tem associada relagdes (Relation) de entradas e saida. A relagdo apresenta
nome, esquema e os dados, propriamente ditos, representados por um conjunto de tuplas
(Tuple). Além disto, as atividades t€ém um operador (Operator) da algebra de workflows
associado. O operador rege como a atividade deve consumir e produzir tuplas durante a
sua execuc¢do por meio das ativagdes (Activation). Cada ativacdo consome um conjunto
de tuplas e produz um conjunto de tuplas. Quando todas as ativacdes de uma atividade
sdo processadas, tem-se a formacao completa da relacdo de saida da atividade. A relacdo
de producido e consumo das atividades produz uma dependéncia entre elas.

O W, F esta sendo projetado e escrito para funcionamento na linguagem Scala.
Tal escolha visa a uma integracdo nativa com o Spark e seu componente de otimizagao
(Catalyst). A classe RuntimeEnvironment abstrai o tipo de tecnologia a ser usada na
execucao do workflow. Ademais, em termos de apoio a execugdao de Programas, como
o foco sao workflows de andlise de dados, além da execucdo de aplicacdes console, ha
também especializacdes especificas para execugdes de atividades escritas em R e Python.
A partir das caracteristicas de projeto, pode-se apresentar com maior clareza os aspectos
relacionados a otimizagao para execug¢ao do workflow.
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Na arquitetura proposta, as relagcdes, por exemplo, sdo especializacdes de Da-
taset do Spark. Elas podem tanto permanecer em memoria RAM usando o cache do
Spark ou serem materializadas. Como a linguagem Scala viabiliza métodos que sejam
transformacoes (ver secao 3), as relagdes, sao processadas em avaliacao tardia. Tal carac-
teristica viabiliza que o c6digo seja otimizado de modo andlogo ao processo de otimizacao
de consultas em banco de dados.

Usando as informagdes de proveniéncia [Simmhan et al., 2005] de execucdes an-
teriores, as informacdes do ambiente de execucdo (RunTimeEnvironment) e as proprias
caracteristicas intrinsecas das atividades, tem-se um processo de otimizacdo que produz
fragmentos de workflows (WorkflowFragment). Assim, no modelo proposto, cada frag-
mento de workflow € composto de um conjunto atividades. Os fragmentos t€ém um mo-
delo de execucdo estabelecido (FAF ou FTF [Ogasawara et al., 2011]). Cada fragmento
de workflow encapsula chamadas em Spark (Figura 1.b). As ativag¢des, por consequéncia,
sdo instanciadas e agrupadas segundo a estratégia execugao associada aos seus respecti-
vos fragmentos de workflow. Apenas as relacdes finais de cada fragmento de workflow
sdo materializadas e tém as suas proveniéncias registradas. As demais, existem apenas
no escopo dos pipelines formados no ambito do modelo de execucdo FTE. Um exemplo
didético deste processo é apresentado na secao 5.

O Diagrama UML da Figura 1.a também ilustra o barramento de eventos (Event-
Bus). Neste barramento, os eventos sdo segregados e despachados por dominio para
flexibilizar o controle e eficiéncia de execug¢do. Dé-se a opcdo de instanciagdo de ob-
jetos polimérficos que podem compartilhar o acesso a eventos. A classe mais apropri-
ada pode tratar o evento. Em termos de armazenamento da proveniéncia, por exemplo,
cada ativacdo notificam o barramento de eventos, que delega a gravacao da proveniéncia
[Simmhan et al., 2005; Freire et al., 2008] a partir do seu handler.

No que tange as atividades, cada programa associado tem a op¢ao de produzir
eventos onFinish e onError engatilhado (do inglés, triggered) pelo W F'. O tratamento
de erro e steering para o usudrio podem ser realizados no barramento por handlers. Final-
mente, o barramento também apoia informacdes de notificacdes associadas a otimizagao,
viabilizando handlers especificos para essa finalidade. Usando a API GraphX do Spark,
gera-se, por exemplo, uma representacao grafica do workflow, com sua decomposi¢cdao em
fragmentos, em imagens, para fins de documentacdo ou depuracao.

5. Discussao

Para fins de discussdo, esta secdo apresenta um workflow de ETL voltado a anélise de
séries espaco-temporais aplicada em problema de mobilidade urbana. O ETL faz a
importacdo, limpeza e transformagdes nos dados obtidos de GPS dos 6nibus do Rio de
Janeiro coletados a cada minuto. Estes dados sao fornecidos pela prefeitura da cidade. O
periodo de andlise engloba a Copa do Mundo de 2014 que aconteceu entre 12 de junho a
13 de julho. O intervalo de anélise comega em 01/06/2017 e termina em 31/07/2014.

A algebra de workflows [Ogasawara et al., 2011] descreve seis operadores
algébricos. No contexto do W I, optou-se por simplificar e fazer uso apenas de cinco
deles: Map, SplitMap, Reduce, Filter e JoinQuery. Este Ultimo é chamado apenas por
Query visando uma integracao mais estreita com SparkSQL [Armbrust et al., 2015].

A Figura 2.a ilustra a especificagao do workflow usando a linguagem Scala. Neste
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ETL de exemplo, o workflow faz uso apenas de trés operadores: (i) Split Map, (i1) Map,
(iii) Query. No Split M ap, representado por 1" <— Split Map(Y, R, a), tem-se que a ati-
vidade Y produz um conjunto de tuplas na relagdo de saida 7" para cada tupla consumida
na relagdo de entrada R. O conjunto de atributos a identifica as composi¢des das tuplas
produzidas na operagdo de split. Na linha 6 do exemplo, para o intervalo estabelecido na
relacdo trajectory, sdo criadas 61 tuplas para coleta dos dados de mobilidade dos 6nibus
correspondente a cada dia do periodo de 1 de junho de 2014 a 31 de julho de 2014.

As operagdes envolvendo Map, seguem a notagdo T +— Map(Y, R), onde a ati-
vidade Y produz uma unica tupla na relacdo de saida 7" para cada tupla consumida na
relacdo de entrada R. Isto ocorre nas linhas de 7 a 10 e na linha 12 do workflow. Na linha
7, para cada dia, faz-se o download efetivo dos dados de trajetéria dos Onibus. Trata-se
de um arquivo zip contendo um arquivo JSON por minuto. Em cada JSON, tem-se a
localizag@o de todos os dnibus em transito no Rio de Janeiro. Na linha 8, cada arquivo zip
¢ processado e produz-se um arquivo RData com as observagdes minuto a minuto de to-
dos os Onibus para aquele dia. Esta atividade remove os registros duplicados. Na linha 9,
faz-se uma remocao de outliers por distribui¢ao (velocidade instantanea, posicionamento
e distancia percorrida). A linha 10 produz as estacdes virtuais, considerando-se um raio
para agrupamentos dos pontos de Onibus, a partir da malha de pontos de dnibus da cidade
do Rio de Janeiro [Silva et al., 2016].

trajectory st_aggreg_config
generate_download_info.py l n create_virtual_stations.R

: P
» [
+
-

val trajectory: Relation = Relation{Schema(key, initialTime, endTime),
Tuple("copa-do-mundo-2014", "2014-06-01", "2014-87-31"))
val st_aggreg_config: Relation = Relation(Schema(radius, interval, busesMesh),
4 Tuple(“10", "18", "malha-2014.csv"))
5 w = Workflow("2014CupAggregation”, () = {
6 rl = SplitMap(Activity(“generate_download_info.py"), key, trajectory)
7 r2 = Map(Activity(“"download.py"), rl)
r3 = Map(Activity(“"generateRdata.R"), r2)
rd = Map(Activity("remove_outliers.R"), r3)
r5 = Map(Activity(“"create_virtual_stations.R"), st_aggreg_config)
ré = Query(CrossProduct, rd, r5)
result = Map(Activity("st_aggregation.R"), ré6)
3

w.execute()

St_dataset

(a) (b)

Figura 2. Workflow para analise de trafego durante a COPA de 2014 : a)
Especificagao do Workflow usando linguagem Scala; b) grafo mostrando as de-
pendéncias entre as atividades

A operagdo de Query, representada por T' < Query(Y, Ry, ..., R,,), consome um
conjunto de relagdes para produzir uma unica relacao de saida 7'. A atividade Y descreve
uma consulta sobre as relagdes de entrada { Ry, ..., R, }. Na linha 11, por exemplo, faz-se
o produto cartesiano da relagdo r5 com a relagdo ry4, i.e., faz-se uma combinacdo entre os
arquivos RData preprocessados € as opcOes de configuracdes para agregacdes espago-
temporais [Silva et al., 2016].
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Posteriormente, na linha, 12, tem-se a execucdo da agregacdo espaco-temporal em
cada configuracio de estacOes virtuais previamente estabelecida. Desta forma, produz-se
séries espago-temporais agregadas temporal e espacialmente, de acordo com as opcdes
previstas na relagao st_aggreg_con fig. Ao final do exemplo apresentado, sdo produzidos
61 arquivos RData de agregacdes espaco-temporais, um para cada dia.

A Figura 2.b apresenta a relagdo de dependéncia no workflow por meio de fluxo de
dados entre as atividades. Pode-se observar que o workflow € constituido de duas relacdes
de entrada independentes (trajectory e st_aggreg_con fig). No ramo da esquerda, tem-se
trajetory com schema definido por key, initialTime, endTime. No exemplo, por simplici-
dade, esta relac@o possui apenas uma tupla que especifica os valores dos parametros para
o operador SplitMap que produz a relagdo de saida r,. Esta relacdo serve de entrada para
a atividade “generate_download_info.py” e assim por diante.

No ramo da direita, tem-se st_aggreg_config com o schema definido por ra-
dius, interval, busesMesh. Da mesma forma, esta relacdo, por simplicidade, também
apresenta apenas uma tupla onde especifica os parametros para criacdo das estacdes vir-
tuais tendo r5; como relacdo de saida. Este operador estd associado a atividade “cre-
ate_virtual _stations.R”. Depois, faz-se uma operacdo de Query que realiza o produto car-
tesiano ligando os dois ramos e processa-se as agregacdes espaco-temporais para cada dia
e configuracdo de agregacdo. O produto final € a relacdo st_dataset.

Finalmente, as atividades indicadas na Figura 2.b, t€ém, ao lado esquerdo do seu
nome, a indica¢do do nimero do fragmento de workflow associado. Ao todo, sdo cinco
fragmentos. Os fragmentos que contém apenas uma Unica atividade apresentam estratégia
de execugdo do tipo FAF, enquanto que as atividades do fragmento 2 apresentam a es-
tratégia de execucdo FTF [Ogasawara et al., 2011]. O processo de otimizagdo inclui
transformacoes algébricas que poderiam levar a mudancas na ordem de execugao das ati-
vidades no workflow, mas que neste exemplo, nao foi explorado.

6. Consideracoes finais

O presente trabalho apresenta uma proposta de implementagdo da dlgebra de workflows
em Apache Spark no apoio a processos de andlise de dados. O trabalho procura ligar as
vantagens de décadas de pesquisa na drea de workflows com as ferramentas de andlise de
dados desenvolvidas recentemente e bastante difundidas nos ultimos anos. Ha também
um amplo compromisso em apoio a existéncia de inimeros projetos desenvolvidos em
diversas linguagens usadas no contexto da Ciéncia de Dados, como Python e R e, ao
mesmo tempo, apoiar aplicacdes legadas baseadas em programas de linha de comando.

Na implementacdo da prova de conceito, utilizou-se Design Patterns, tais como
Template Method, Command, Strategy, Proxy e ValueObject, adaptados para a lingua-
gem Scala. Como trabalhos futuros, pretendem-se realizar avaliagcdes experimentais
de speed-up e eficiéncia da solucdo em ambientes distribuidos de larga escala e medir
a sobrecarga associada a gestdo e armazenamento da proveniéncia e compard-las com
solugdes tipicas de workflows cientificos como, por exemplo, Chiron/Scicumulus [Oga-
sawara et al., 2013].
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