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Resumo. Os cientistas cada vez mais tém se apoiado em ferramentas compu-
tacionais para executar e analisar experimentos cientificos, almejando redu-
zir esforcos e custos para comprovar ou refutar hipoteses. Entretanto, recur-
sos podem ser desperdicados se os parametros usados nas aplicacoes fizerem
com que a execugdo do experimento falhe. Assim, para diminuir a quantidade
de execucoes que resultam em falha, este artigo propde a integracdo de uma
técnica de Aprendizado de Mdquina com um Sistema de Geréncia de Work-
flows Cientificos para induzir um modelo preditivo de falhas, a partir de dados
de proveniéncia. Resultados experimentais mostram que o modelo é capaz de
identificar corretamente casos de falha no Workflow Cientifico SciPhy.

1. Introducao

Os cientistas de dreas como a biologia e a astronomia executam experimentos cientificos
a fim de comprovar ou refutar suas hipdteses. Muitos desses experimentos sao mode-
lados como Workflows Cientificos [Mattoso et al. 2010]. Um workflow € composto por
atividades que possuem dependéncias de dados entre si, onde cada atividade invoca
programas de computador. Os workflows cientificos sdo gerenciados por Sistemas de
Geréncia de Workflows Cientificos (SGW{C). Existem diversos SGW{Cs como o Swift/T
[Wozniak et al. 2013] e o SciCumulus [de Oliveira et al. 2010], e a maioria deles, além
e gerenciar a execucao, capturam dados histéricos do workflow, chamados de dados de
proveniéncia [Freire et al. 2008].

Um mesmo workflow pode ser executado diversas vezes, variando-se parametros e
dados de entrada a fim de confirmar uma hipétese. Em muitos cendrios, os cientistas ndo
sabem quais sao os valores e parametros que produzem resultados satisfatérios, logo, os
mesmos tem que explorar uma gama de valores, similar a um processo de tentativa e erro.
A grande dificuldade desse processo € que algumas combinacgdes de parametros podem
gerar erros de execucao ou nao produzir resultados tteis. Em ambos os casos, tais proble-
mas podem comprometer todo o experimento. Esse cendrio torna-se ainda mais complexo
se considerarmos que muitos dos workflows sdo executados em ambientes de processa-
mento de alto desempenho que possuem custos associados, como as nuvens publicas (e.g.
Amazon AWS). Neste caso, tais erros podem gerar além de atrasos na execug¢ao (que ja
sdo indesejdveis), prejuizo financeiro. Dessa forma, se torna fundamental que a execugdo
dos workflows seja minimamente impactada por falhas que sejam produtos de valores de
parametros e dados de entrada mal definidos pelos cientistas.

*Este artigo foi financiado parcialmente pelo CNPq, FAPERJ e CAPES
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Entretanto, ndo € trivial identificar a priori quais dados ou valores de parametros
podem gerar erros de execucao do workflow. Mesmo com todo o histérico de execugdes
passadas de workflows disponivel (i.e. dados de proveniéncia) ainda € uma tarefa drdua e
propensa a erros identificar manualmente padrdes ou extrair regras que possam ser utili-
zados pelos SGW{C para prever falhas e informar ao usuario que um determinado valor
de parametro tem chance de gerar erros de execugdo. Acreditamos que algoritmos de
Aprendizado de Maquina [Mitchell 1997] podem ser adaptados e aplicados a este tipo de
problema, sendo capazes de induzir modelos preditivos a partir de dados de proveniéncia.

Assim, nesse artigo, propomos um componente que aplica o método de aprendi-
zado de maquina chamado de Méquinas de Vetores de Suporte [Cortes and Vapnik 1995]
(SVM), para induzir um modelo que seja capaz de prever uma falha no workflow, a partir
dos dados de proveniéncia que incluem caracteristicas dos programas e dados da infraes-
trutura utilizada na execucdo. Adicionalmente, como € possivel que falhas no workflow
nao tenham sido registradas no banco de dados de proveniéncia (i.e. nenhuma execucao
passada apresentou falhas de atividades), propomos o uso de SVM tanto para diferen-
ciar os casos de sucesso e os de falha, como para criar um modelo que seja capaz de
detectar um comportamento andmalo no workflow, a partir apenas de casos de sucesso
fornecidos como exemplo (SVM One Class). O componente desenvolvido foi acoplado
ao SGWIC SciCumulus de forma que o préprio SGWTC fosse capaz de verificar quais
combinacdes de parametros podem gerar erro ou nao, de forma a ajustar a execugdo para
evitar falhas. Resultados experimentais com o modelo induzido para o workflow SciPhy
[Ocana et al. 2011] mostram que a abordagem proposta € capaz de identificar dados e
parametros de entrada que produzem falhas na execucdo do workflow de forma satis-
fatoria.

O artigo esta organizado em 4 secdes além da introdugdo. A Secdo 2 revisdo de
conceitos e trabalhos relacionados. A Secdo 3 apresenta a abordagem proposta, incluindo
os componentes de coleta de dados, aprendizado do SVM e visualizacdo dos resultados.
A Secdo 4 apresenta os resultados experimentais obtidos a partir do uso do componente.
Finalmente, a secao 5 conclui o trabalho e apresenta direcdes para trabalhos futuros.

2. Referencial Teorico e Trabalhos Relacionados

2.1. Aprendizado de Maquina e Maquinas de Vetores de Suporte

A maneira convencional que usamos o computador é por meio de aplicagdes desenvolvi-
das com algum paradigma de programacdo onde as instru¢des do que o computador deve
fazer sdo explicitas. A area de Aprendizado de Mdquina [Mitchell 1997], na tentativa de
resolver problemas que sdo dificeis de serem programados de forma explicita, procura
generalizar uma informagao, induzir um modelo, ou construir uma hipétese por meio de
exemplos ou fatos.

Algoritmos de Aprendizado de Méquina necessitam de dados de entrada para se-
rem executados. A informacao utilizada como entrada € na forma de uma base de dados
composta por um conjunto de exemplos (no contexto desse artigo, os exemplos sao os
dados de proveniéncia). Ou seja, considerando que a base de dados € uma matriz N x M,
Cada linha 0 < 7« < N representa um exemplo, e cada coluna 0 < 5 < M € um atributo
do i-ésimo exemplo, ou seja cada exemplo € descrito por um conjunto de atributos.
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O aprendizado pode ser supervisionado, em que o conjunto de exemplos possui
tanto as entradas como as saidas esperadas para uma tarefa, ou ndo-supervisionado, onde
apenas as entradas sdo fornecidas para o algoritmo. Dois exemplos de classes de pro-
blemas no aprendizado supervisionado sdo: Regressdo, quando o valor de resposta do
exemplo é continuo, e a Classificacdo, quando o valor de resposta para o exemplo é um
valor discreto. Existem diversos algoritmos de Aprendizado de Médquina. Nesse artigo,
focamos no algoritmo que aprende Vetores de Suporte, chamado de Support Vector Ma-
chines(SVM) [Cortes and Vapnik 1995, Steinwart and Christmann 2008], que podem ser
usados tanto para Classificacdo quanto para Regressao.

Sob a perspectiva da Classificacdo, a ideia do SVM € encontrar o hiperplano que
separa os dados das classes do dominio, com a maior margem de distancia entre os exem-
plos [Cortes and Vapnik 1995]. O SVM possui 3 componentes principais: Vetores de
Suporte, Vetor de pesos e Kernel. Os Vetores de Suporte sio um subconjunto do conjunto
de exemplos que sdo utilizados como a base de criagdao dos vetores ou curvas que separam
as classes, denominados fronteira de decisdo. O Vetor de pesos € o grau de contribui¢do
que cada atributo dos vetores de suporte tem na classificagdo. O Kernel é uma funcio
que tem como objetivo mapear um dado espagco em outro, usado principalmente em casos
onde os dados ndo sdo linearmente separdveis. Assim, o hiperplano que divide os dados
pode ser representado pela Equagdo f(x) = w-x+b=0 (1), onde o termo w, é refe-
rente ao vetor de pesos para cada atributo dos vetores de suporte. O termo x € um vetor
de atributos de cada instancia do conjunto de exemplos e o b € o viés que fun¢do tem, no
caso da reta, geometricamente interpretado como o coeficiente angular.

One-Class Support Vector Machines Existem casos onde executar a tarefa de
Classificacao da forma que vimos até o momento para determinados tipos de problemas
€ inviadvel a partir dos algoritmos tradicionais de construcao de hipdteses, visto que exis-
tem poucos ou nenhum exemplo para representar uma classe (e.g. a falta de falhas em
workflows na base de proveniéncia citada anteriormente). Neste cendrio, podem ser usa-
dos algoritmos de a Detec¢do de Anomalias, que diferem levemente de abordagens para
classificacdo. Um dos modelos propostos sob esta perspectiva € o One-Class Support
Vector Machines [Amer et al. 2013], que € uma variac@o dos algoritmos de SVM, e pode
ser visto como uma abordagem de Aprendizado Nao-Supervisionado, pois € pressuposta
a existéncia de dados de apenas uma classe nao explicitada nos dados. O One-Class SVM
utiliza o mesmo conceito de Kernel de SVMs tradicionais, para transformar o espaco ori-
ginal dos dados de treinamento em um outro espaco. Porém, essa transformacao nao tem
a ver com a separacdo dos dados entre si, uma vez que todos pertencem a mesma classe.
A fronteira de decis@o do One-Class é encontrada a partir do hiperplano que estd mais dis-
tante da origem, de modo que entre a origem e o hiperplano ndo existam ocorréncias de
registros. Essa restri¢do pode ser relaxada introduzindo varidveis de folga e conseguindo
uma margem maior de separagao.

2.2. Trabalhos Relacionados

A maioria dos trabalhos relacionados ao uso de técnicas de Aprendizado de Maquina
para apoiar os usudrios de SGWfCs estd na composicao dos workflows. As tarefas fo-
cam em recomendar, na maior parte das vezes, qual sequéncia de atividades escolher
[Yeo and Abidi 2013]. Outros poucos trabalhos focam em utilizar algoritmos de aprendi-
zado de maquina para predizer falhas em execugoes.
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[Camara et al. 2015] propde uma abordagem para predicao de falhas em work-
flows que utiliza arvores de decisdo [Mitchell 1997].  Entretanto, arvores de de-
cisdo usualmente produzem classificadores inferiores aos SVMs [Mitchell 1997]. Em
[Bala and Chana 2015] Bala desenvolveu um trabalho semelhante, no entanto usou
técnicas de aprendizado diferentes: Naive Bayes, Regressdao Logistica, Redes Neurais
Artificiais e Random Forest. Em [Si et al. 2016], é proposto um algoritmo de predi¢ao
temporal de excecdes onde as predicdes sdo baseados no estado de execucdo do work-
flow.

Utilizando uma abordagem Nao-Supervisionada, usando o algoritmo de
clusterizacdo K-Means, Samak et al. em [Samak et al. 2011], propdem que os atributos
necessarios para a verificagdo de semelhanga do workflow atual com algum dos clusters
previamente extraidos por meio de dados historicos sejam recomputados, de acordo com
a producdo de dados de monitoramento das etapas de execucao do workflow.

Gaikwad desenvolveu um trabalho que envolve a Deteccdo de Anomalias,
porém voltado para a infraestrutura do ambiente de execug¢do do workflow. Em
[Gaikwad et al. 2016], procura-se detectar a degradacdo de desempenho de execucio e
falhas de execucao dos workflows em um ambiente de nuvem. Para a detec¢do, foi de-
senvolvido um algoritmo baseado em modelos Autoregressivos, porém tal método ndo
funciona bem se a maioria dos exemplos € positivo ou negativo.

3. Um Componente para Predicao de Falhas em Workflows Cientificos

Neste artigo, implementamos um componente chamado PredFail que foi acoplado ao
SGWIC SciCumulus para prever falhas e execu¢des andmalas em workflows cientificos,
visando economizar recursos que poderiam ser desperdicados em tais situagdes. Tal com-
ponente € baseado no aprendizado de modelos por meio de SVMs e se apoia no grande vo-
lume de dados de proveniéncia gerado pelo SciCumulus em suas execucdes. Os modulos
do componente, bem como suas integragdes, sdo apresentados na Figura 3.

<xml />
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Figura 1. Arquitetura proposta - PredFail acoplado ao SGWfC SciCumulus. As
setas pontilhadas representam transferéncias de dados e as setas cheias indi-
cam a ordem de execucao.

Uma vez que a especificacdo do workflow é submetida ao SciCumulus, o SGW{C
envia a mesma ao PredFail antes mesmo de iniciar sua execugao (etapa 1 na Figura 1). O
PredFail analisa quais sdo as combinacdes de pardmetros utilizadas e qual o workflow a
ser executado e importa do banco de dados de proveniéncia (etapa 2) as informacdes rela-
tivas a execucoes passadas do mesmo workflow. Esses dados sao convertidos no formato
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CSV e enviados aos algoritmos de SVM (etapa 3). Entdo, os algoritmos de SVM podem
construir o modelo (de deteccao de falhas e de anomalia) a partir dos dados extraidos. Fi-
nalmente, a partir dos modelos construidos, o PredFail pode realizar as predi¢des com 0s
valores de parametros informados. Se algum valor de parametro for classificado como que
vai produzir erros, essa execucdo € abortada. Somente combinagdes que nio produzirdo
erros € que sdo enviadas ao escalonador (etapa 4) para serem efetivamente executados na
nuvem (etapa 5). O PredFail foi implementado em Python, usando o padrao Model-View-
Controller (MVC). A seguir apresentamos cada modulo do PredFail com mais detalhes.

3.1. Extracao da Base de Dados a partir do Banco de Dados de Proveniéncia

Para extrair os dados de proveniéncia do Banco de Dados gerenciado pelo SciCumulus,
de forma que eles estejam em um formato manuseédvel por um algoritmo de Aprendizado
de Miquina, sio executadas uma série de consultas SQL. E permitido que o usudrio per-
sonalize as consultas SQL que o PredFail executa, de forma que mudangas no schema do
banco possam ser facilmente absorvidas.

A consulta SQL utilizada nos experimentos desse artigo extrai dados relativos
ao id de atividades, id da miquina virtual onde a atividade foi executada, a quantidade
de processadores que esta miquina possui € o exitstatus da execucdo da atividade, re-
presentando o sucesso ou falha da execucdo da mesma. A varidvel de classe € sempre
considerada como a tultima coluna extraida pela consulta SQL, i.e. se a atividade fa-
lhou ou ndo. Caso haja um erro na consulta SQL, o componente ndo permite que o
usudrio continue o processo € envia todas as combinacOes de parametros para o Sci-
Cumulus, mesmo as que podem produzir falhas. O backup da base de proveniéncia
do SciCumulus e as consultas SQL utilizadas nos experimentos podem ser obtidos em
https://github.com/UFFeScience/PredFail.

3.2. Deteccao de Falhas com Maquinas de Vetores de Suporte

Com a base de dados devidamente formatada, o componente constréi os modelos de
predicdao de falhas e deteccdo de anomalias com SVMs. Para tanto, o componente é
integrado a Biblioteca de Aprendizado de Maquina SciKit-Learn [Pedregosa et al. 2011].

Podem existir casos onde os dados de proveniéncia das execugdes dos workflows
possua apenas dados de execugdes de sucesso. Nestes casos, modelos supervisionados de
classificagao ndo sao capazes de serem treinados, devido a existéncia de dados de apenas
uma classe. No contexto deste artigo, foi usado o SVM One-Class para lidar com este
tipo de situagdo. Nesse caso, um conjunto de valores de atributos que fogem aos padroes
descobertos pelo algoritmo sera considerado um caso de falha.

Quanto aos dados, a tunica diferenca da predi¢do de falhas com SVM e da
deteccao de anomalias com o SVM One-Class, é que o primeiro requer uma varidvel
de classe. Ambos os algoritmos implementados na biblioteca SciKit requerem que dados
categoricos sejam codificados em numéricos, € para tanto usamos a codificacdo One-
Hot [Coates and Ng 2011], que transforma cada possivel valor de um atributo categérico
em bindrio.

4. Avaliacao Experimental

A fim de avaliar experimentalmente o componente proposto, foram utilizados os dados
de proveniéncia coletados pelo SGW{C SciCumulus durante execugdes do workflow ci-
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Tabela 1. Resultados: SVM Tabela 2. Resultados: SVM One-

Class
&di Média sdi &di
kernel Média Meédia Média L T o L
eme grau Acurdcia| Recall | F1-Score| Precisdo kernek | grau Medla_ Meédia Média Me(_ila
Acurécia| Recall | Fl-Score| Precisio

linear - 043 0.52 0.11 0.07 -
poly 1 0.53 0.37 0.09 0.06 linear - 0.5 0.68 0.16 0.09
poly 2 0.62 0.25 0.07 0.04 poly 1 0.52 0.68 0.16 0.09
poly 3 0.76 0.32 0.15 0.11 poly 2 0.52 0.68 0.16 0.09
bf ) 0.94 0.0 0.0 0.0 poly 3 0.52 0.68 0.16 0.09
sigmoid | - | 0.94 0.0 0.0 0.0 of -] 068 0.1 0.01 0.0

sigmoid | - 0.94 0.0 0.0 0.0

entifico SciPhy [Ocafia et al. 2011] no ambiente de nuvem da Amazon AWS. O SciPhy
€ um workflow cientifico da 4rea da bioinformética desenvolvido para construir arvores
filogenéticas a partir de sequéncias de DNA, RNA e aminoacidos. Para mais informagdes,
favor consultar Ocafa et al.

Metodologia Experimental A consulta para extracdo dos dados em uma base de 150
execucdes do SciPhy retornou 400 tuplas, sendo 376 exemplos de sucesso de execugdo e
24 exemplos de falha. Para executar o SVM One-class apenas os dados de sucesso foram
utilizados durante o treinamento, mas todos os dados foram utilizados para fins de teste.
Para o treinamento, foi utilizado um computador com processador Celeron(R) Dual-Core
CPU T3300 @ 2.00GHz x 2, memoria de 4GB DDR?2, e taxa de transferéncia de 300
MBps, e SO Linux-Ubuntu. Para a obtencdo dos resultados quantitativos, foi utilizada a
abordagem Stratified 10-Fold Cross Validation[Refaeilzadeh et al. 2009], onde os exem-
plos sdo divididos em conjuntos, mas obedecendo a distribuicao original das classes. A
cada iteragcdo, k — 1 conjuntos sao usados para treinamento e o conjunto restante € usado
para validacao dos resultados.

Resultados do Classificador SVM Para a predicao de falhas com o SVM foram expe-
rimentados os kernels (1) Sigmoid, (2) Linear, (3) Polinomial e (4) Radial Basis Function
(RBF). No terceiro caso, € necessario definir um parametro degree, que € o grau do po-
lindmio usado para a fronteira de decis@o do modelo. No quarto caso, que assume uma
distribuicao Gaussiana para os exemplos, é necessario definir o parametro gamma, que
indica o quanto um dnico exemplo afeta o modelo. Este parametro serd fixo com o valor
padrao auto. Todos os kernels requerem o pardmetro C, responsdvel por analisar se o
modelo estd sendo aprimorado a cada iteragdo, e que serd fixado com o valor 1. A Ta-
bela 1 apresenta as médias para os conjuntos de validagcdo das métricas Acurdcia, Recall,
F1-Score e Precisdo [Han et al. 2012], obtidas a partir da execu¢ao do componente confi-
gurado com diferentes parametros do classificador SVM. Em uma primeira anélise, pode
parecer que os kernels rbf e sigmoid apresentam os melhores resultados no que diz res-
peito a acurécia dos modelos (94%). No entanto, as demais métricas mostram que, devido
ao desbalanceamento do conjunto de treinamento, o modelo construido a partir de todos
os kernels acabou por favorecer a classe majoritaria (casos de execugdes de sucesso). As-
sim, podemos concluir que o modelo construido com o kernel polinomial e degree = 3,
foi o que obteve o melhor resultado, pois junto a acurdcia de 76%, observou-se também
um recall de 32%.
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Resultados do Detector de Anomalias One-Class O Detector de Anomalias One-
Class, possui muitos parametros similares ao SVM, exceto pelo pardmetro C'. Por outro
lado, no SVM One-class existe o pardmetro \M, fixado aqui 0, 5, e que representa um li-
mite superior para o erro de treinamento e para a quantidade de vetores de suporte, ambos
em fracdo. A Tabela 2 apresenta as mesmas métricas da Tabela 1. No entanto, para o
modelo SVM One-Class o conjunto de treinamento utilizado continha apenas dados de
execucoes de sucesso, e a por¢do de dados de testes usada no processo de validagdo cru-
zada foram retirados do mesmo conjunto de dados que o SVM tradicional, contendo casos
de sucesso e de falha de execugdes, onde a falha € a classe positiva. Os modelos induzidos
com o kernel linear e polinomial obtiveram resultados semelhantes, tendo uma acurécia
média baixa. Porém, esses modelos foram os que retornaram os melhores valores de Re-
call, isto é, obtiveram melhor capacidade de generalizar o caso de falha, mesmo a partir
de um ndmero reduzido de exemplos nesta classe. Observamos ainda uma melhora nos
resultados de recall em relagdo ao SVM tradicional, o que indica que o modelo consegue
detectar casos andmalos com sucesso.

5. Conclusoes e Trabalhos Futuros

Workflows Cientificos e SGW{Cs incrementaram a produtividade dos cientistas em suas
areas de pesquisa, devido ao apoio a geréncia de execugdes e armazenamento de dados.
Contudo, com os experimentos cada vez mais complexos, a escolha de parametros a serem
usados na execu¢ao de um workflow ainda € uma tarefa drdua em muitos casos, agravada
pelo fato de que uma escolha incorreta pode resultar em desperdicio de recursos.

O componente proposto neste artigo, chamado de PredFail, apoia a execugdo de
workflows, ao utilizar Aprendizado de Mdquina para induzir um modelo preditivo de fa-
lhas. Os modelos induzidos pelos dados de proveniéncia, que podem conter ou nao os
casos de falhas, mostraram que é possivel prever se o conjunto de parametros utiliza-
dos resulta ou ndo em uma execucio com falha no workflow. Mesmo com uma base de
treinamento desbalanceada, o SVM e o SVM One-Class foram capazes de obter resulta-
dos significativos, particularmente em termos do recall obtido pelo dltimo. PredFail foi
projetado para operar em dados de proveniéncia armazenados em uma base de dados rela-
cional, permitindo que ele possa ser utilizado também com dados que nio foram gerados
pelo SciCumulus.

Futuramente, os modelos induzidos pelo PredFail serdo adaptados automatica-
mente, caso surjam novos casos de falhas. Além disso, as falhas serdo discriminadas em
tipos mais especificos e outros tipos de classificadores também serao utilizados.
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