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1 PPGEEL - Programa de Pós-graduação em Engenharia Elétrica,
Universidade do Estado do Amazonas, Manaus, 69050-020, Brasil

{sdssds.mee26,tmelo,cfigueiredo,itorne}@uea.edu.br

Abstract. The growing popularity of short-video platforms such as TikTok, Ins-
tagram Reels, and YouTube Shorts has fostered the development of Artificial
Intelligence techniques for content virality analysis. However, the diversity of
approaches, metrics, and virality definitions still hinders the consolidation of
knowledge in this field. This paper presents a structured exploratory review
on virality analysis in short-video and related social media platforms. The re-
viewed studies are organized into a taxonomy comprising textual, visual, and
multimodal approaches, enabling the identification of trends, limitations, and
research gaps. Based on this analysis, challenges related to the definition of
virality, class imbalance, and multimodal modeling are discussed, and future
research directions are proposed.

Resumo. A popularização de plataformas de vı́deos curtos, como TikTok, Insta-
gram Reels e YouTube Shorts, impulsionou o uso de técnicas de Inteligência Ar-
tificial para analisar a viralização de conteúdos digitais. Porém, a variedade de
abordagens, métricas e definições de viralização ainda dificulta a consolidação
do conhecimento na área. Este trabalho apresenta uma revisão exploratória es-
truturada sobre análise de viralização em plataformas de vı́deos curtos e redes
sociais correlatas. Os estudos são organizados em uma taxonomia com abor-
dagens textuais, visuais e multimodais, o que permite identificar tendências,
limitações e lacunas de pesquisa. A partir dessa análise, discutem-se desafios
na definição de viralização, no desbalanceamento de classes e na modelagem
multimodal, além de se proporem direções futuras para o avanço da área.

1. Introdução
O TikTok tornou-se uma das plataformas de mı́dia social mais influentes da atua-
lidade, impulsionando o crescimento do consumo de vı́deos curtos em escala glo-
bal [Saheb et al. 2024]. Seu modelo baseado em recomendações algorı́tmicas permite que
conteúdos alcancem grandes audiências em curtos intervalos de tempo, mesmo quando
produzidos por criadores com poucos seguidores. Como consequência, a plataforma pas-
sou a exercer uma influência significativa em áreas como entretenimento, marketing digi-
tal, notı́cias, comportamento e formação de tendências [Cheng and Li 2024].

Nesse contexto, a viralização tornou-se um dos fenômenos mais relevantes das
redes sociais contemporâneas. Vı́deos que alcançam elevados nı́veis de visualização,



engajamento e compartilhamento podem gerar impactos econômicos e sociais expressi-
vos. Entretanto, compreender quais fatores levam determinados conteúdos a se tornarem
virais permanece um desafio complexo, envolvendo caracterı́sticas do conteúdo, com-
portamento dos usuários, mecanismos de recomendação e dinâmicas especı́ficas de cada
plataforma [Jenders et al. 2013, Xu and Qian 2023].

Nos últimos anos, diferentes abordagens baseadas em Inteligência Artifi-
cial (IA) têm sido propostas para enfrentar esse problema. Técnicas de apren-
dizado de máquina, aprendizado profundo, Processamento de Linguagem Natural
(PLN) [Devlin et al. 2019] e modelos multimodais [Vasanthi and Viswanatham 2024] são
usadas para analisar informações textuais, visuais e contextuais associadas ao desempe-
nho de conteúdos [Saheb et al. 2024]. Apesar dos avanços, persistem desafios importan-
tes: a ausência de uma definição padronizada de viralização, a heterogeneidade dos con-
juntos de dados e a dificuldade de integrar diferentes modalidades em uma única estrutura
preditiva.

Diante desse cenário, este trabalho apresenta uma revisão exploratória estruturada
sobre viralização em plataformas de vı́deos curtos e redes sociais correlatas, abordando
conceitos, técnicas de IA, fontes de dados, métricas e desafios de pesquisa. Sua principal
contribuição é uma taxonomia de abordagens textuais, visuais e multimodais, sintetizando
métodos, fontes de dados, limitações e desafios. Durante o levantamento bibliográfico,
não foram identificadas revisões voltadas à análise de viralização em vı́deos curtos com
foco em técnicas de IA. Assim, o artigo oferece uma sı́ntese temática e uma estrutura
analı́tica para orientar novos estudos sobre análise e predição de viralização em vı́deos
curtos.

2. Metodologia da Revisão
A revisão segue uma abordagem exploratória estruturada, visando mapear e organizar
contribuições recentes sobre análise de viralização e engajamento em vı́deos curtos e
redes sociais. Priorizaram-se estudos sobre viralização, popularidade, engajamento ou di-
fusão de conteúdos com técnicas de IA, aprendizado de máquina, aprendizado profundo,
PLN, visão computacional e modelos multimodais, aderentes à análise ou predição de de-
sempenho em plataformas como TikTok, Instagram Reels, YouTube e correlatas, com
preferência por publicações recentes e com descrição suficiente de dados, métodos e
métricas. Excluı́ram-se trabalhos sem relação direta com análise computacional de en-
gajamento, estudos puramente conceituais e publicações sem informações metodológicas
mı́nimas.

A seleção dos trabalhos foi realizada por meio de buscas exploratórias em meca-
nismos de busca acadêmica, como Google Acadêmico, baseando-se nos termos-chave:
engagement prediction tiktok, short videos engagement prediction, virality tiktok, social
media metrics, virality social media predicting, virality social media definition, content
analysis social media, visual content analysis, popularity prediction, entre outros. Em se-
guida, foram examinadas as referências dos estudos inicialmente identificados, utilizando
combinações de termos, em português e inglês, relacionados a viralização, engajamento,
vı́deos curtos, redes sociais, aprendizado de máquina, aprendizado profundo e modelagem
multimodal.

Cada estudo foi caracterizado por dimensões comuns: modalidade predominante



dos dados (textual, visual ou multimodal), tarefa (classificação, regressão ou predição
de popularidade e engajamento), técnicas e arquiteturas, fontes de dados e plataformas,
métricas de avaliação e limitações. Essa caracterização possibilitou comparar trabalhos
geralmente avaliados de forma isolada, fundamentar a sı́ntese comparativa e a taxono-
mia da Seção 4 e orientar a identificação de desafios e lacunas recorrentes. Por se tratar
de uma revisão exploratória estruturada, e não de uma revisão sistemática exaustiva, o
objetivo não foi quantificar toda a produção, mas organizar os principais eixos meto-
dológicos da literatura e evidenciar lacunas que motivam novas investigações. Assim, os
resultados devem ser entendidos como uma sı́ntese estruturada das principais abordagens
metodológicas, e não como um levantamento exaustivo de toda a literatura sobre o tema.

3. Fundamentos da Viralização e Métricas de Engajamento

A viralização tem sido estudada por diferentes áreas, sobretudo nas redes sociais.
A expansão dessas plataformas e de seus algoritmos de recomendação intensificou a
disseminação de conteúdos em larga escala, gerando altos nı́veis de visualizações e en-
gajamento em pouco tempo [Denisova 2023]. O fenômeno relaciona-se aos processos
de difusão e propagação de conteúdo, dependendo não só de aspectos visuais ou quanti-
tativos, mas também de fatores sociais ligados à interação e ao comportamento coletivo
dos usuários [Rathje and Van Bavel 2025]. Nessa perspectiva, importa menos o conteúdo
em si e mais os efeitos de sua circulação, que fortalecem conexões sociais e ampliam
a participação em ambientes digitais [Blommaert and Varis 2015]. Embora viralização,
popularidade e engajamento sejam frequentemente usados de forma relacionada na litera-
tura, este trabalho os trata como conceitos próximos, porém não equivalentes: populari-
dade refere-se ao alcance ou volume de atenção; engajamento, às interações dos usuários;
e viralização, ao processo de disseminação acelerada de um conteúdo.

Um desafio recorrente é a falta de consenso sobre o que determina a viralização
e como mensurá-la, já que cada plataforma tem seus próprios parâmetros [Roring 2024],
sendo TikTok, YouTube e Twitter/X os contextos mais recorrentes na literatura. Essa
dificuldade é reforçada por estudos que mostram que eventos virais nem sempre geram
crescimento sustentado de engajamento, pois muitas vezes produzem apenas picos tem-
porários de atenção seguidos de uma queda rápida, indicando que alcance elevado e im-
pacto duradouro não são equivalentes [Sangiorgio et al. 2025].

As métricas de viralização variam por plataforma e contexto, sem consenso
único; porém, visualizações, curtidas, comentários, compartilhamentos e seguido-
res são parâmetros recorrentes para avaliar o desempenho de conteúdos e campa-
nhas [Trunfio and Rossi 2021]. Para Lemel (2021) [Lemel 2021], visualizações são o
nı́vel mais básico de engajamento e indicam o alcance inicial, diferentemente das im-
pressões; curtidas e salvamentos expressam aprovação; comentários revelam interação
mais profunda; e compartilhamentos indicam potencial de propagação. Além de indica-
dores de desempenho, essas métricas são centrais na economia da atenção, pois funci-
onam como sinais de relevância que influenciam os mecanismos de recomendação e o
comportamento dos criadores [Mears and Beauvais 2025]. Assim, a viralização é geral-
mente operacionalizada por indicadores simples ou compostos, conforme o objetivo do
estudo e a disponibilidade de dados.



4. Estado da Arte
A popularização das plataformas de vı́deos curtos tem impulsionado abordagens em IA
para compreender fatores de engajamento e viralização de conteúdos digitais. Pesquisa-
dores exploram diferentes fontes de informação (textuais, visuais e contextuais) e métodos
que vão de modelos estatı́sticos tradicionais a arquiteturas avançadas de aprendizado pro-
fundo [Ling et al. 2022]. Esta seção organiza o estado da arte por modalidade de da-
dos (abordagens textuais, visuais e multimodais) e conclui com uma sı́ntese comparativa
que fundamenta a taxonomia proposta. Embora o foco sejam vı́deos curtos, também são
considerados estudos sobre viralização em redes correlatas, como Twitter/X, YouTube e
plataformas baseadas em imagens, quando ajudam a explicar fatores de engajamento. A
Figura 1 resume a organização conceitual adotada, relacionando fontes de dados, modelos
de IA, formas de análise e desafios recorrentes.

Figura 1. Framework conceitual para análise de viralização em vı́deos curtos.

4.1. Abordagens Baseadas em Conteúdo Textual
As abordagens baseadas em conteúdo textual fundamentam-se nas caracterı́sticas
intrı́nsecas da mensagem, tais como estilo, semântica e carga emocional, que podem con-
tribuir para o engajamento e a propagação em redes sociais e em componentes textuais de
plataformas audiovisuais. Diferentemente das análises focadas na estrutura da rede, esta
categoria explora dados linguı́sticos, hashtags e metadados para capturar a relevância de
uma postagem [Elmas et al. 2023], com aplicações na antecipação da popularidade em
marketing, saúde pública e disseminação de notı́cias.

A área evoluiu de modelos estatı́sticos tradicionais, de alta interpretabili-
dade, ao correlacionar termos especı́ficos com a viralização [Mo et al. 2021], para
arquiteturas de aprendizado profundo. Redes recorrentes com memória de longo
prazo (LSTM) tratam o texto como sequências temporais e superam algoritmos
clássicos como Naive Bayes e Voted Perceptron, com F1-score superior a 0.84 em
notı́cias [Maldonado-Sifuentes et al. 2021b]. Mais recentemente, modelos baseados
em Transformers, sobretudo variantes do BERT, tornaram-se predominantes: o Viral-
BERT combina a representação semântica do texto com análise de sentimentos e re-
cursos numéricos (como contagem de seguidores e menções), lidando com a lingua-
gem informal tı́pica dessas plataformas [Rameez et al. 2022]; e modelos como o Ru-
PERTa (RoBERTa em espanhol) mostram que o conteúdo textual, isoladamente, pode
ser um preditor mais robusto que modelos centrados na rede, atingindo F1-scores de até
0.873 [Maldonado-Sifuentes et al. 2021a].



Apesar dos avanços, persistem limitações metodológicas crı́ticas, sendo a prin-
cipal delas o desequilı́brio extremo de classes e a inflação de zeros, dado que
a vasta maioria das postagens nunca atinge nı́veis significativos de compartilha-
mento [Rameez et al. 2022]. Observa-se que a generalização desse tipo de modelo é
frequentemente restrita a domı́nios especı́ficos (notı́cias, saúde) ou a idiomas particu-
lares, enfrentando desafios de escalabilidade devido ao alto custo computacional dos
Transformers em comparação com métodos estatı́sticos mais rápidos, porém menos pre-
cisos [Maldonado-Sifuentes et al. 2021b, Maldonado-Sifuentes et al. 2021a].

4.2. Abordagens Baseadas em Conteúdo Visual

As abordagens baseadas em conteúdo visual consideram atributos como composição, en-
quadramento, presença de personagens, expressões faciais, cores dominantes, saliência
visual, complexidade da cena e apelo estético, que influenciam a retenção de atenção
do usuário e, consequentemente, podem afetar métricas de engajamento, como curtidas,
visualizações, compartilhamentos ou republicações [Jo et al. 2025].

A literatura revela uma transição de descritores visuais interpretáveis para mode-
los computacionais mais flexı́veis. Em estudos sobre a viralização de memes, a análise
visual emprega atributos semanticamente compreensı́veis (composição, escala da ima-
gem, tipo de sujeito, presença de personagens, expressões emocionais e quantidade de
texto embutido): imagens com sujeitos identificáveis, enquadramentos próximos e perso-
nagens expressando emoções tendem a se disseminar mais, enquanto imagens sem foco
definido ou com excesso de texto são menos compartilhadas [Ling et al. 2021].

Outra vertente explora a extração automática de caracterı́sticas visuais por visão
computacional e aprendizado de máquina, transformando rótulos de objetos, tópicos vi-
suais e cores representativas em variáveis estruturadas. [Jeong et al. 2024] demonstram
que informações visuais extraı́das com a Google Cloud Vision API melhoram a predição
de popularidade de postagens baseadas em imagem, sobretudo combinadas a variáveis
não visuais, e que modelos não lineares (Random Forest, XGBoost) superam os linea-
res, indicando que a influência do visual depende de interações complexas entre atributos
da imagem, do usuário e do contexto. Complementarmente, [Göring and Raake 2023]
investigam o image appeal sobre um novo conjunto de dados multiplataforma, conside-
rando atributos como nitidez, contraste, saturação, saliência, profundidade e sentimento
visual; os resultados mostram que o apelo visual é modelável computacionalmente, mas
sua relação com curtidas e visualizações é limitada, sendo a estética apenas uma das di-
mensões da popularidade.

Em conjunto, as abordagens visuais avançaram em duas direções complementa-
res: atributos interpretáveis derivados de teorias de composição e percepção, e recursos
extraı́dos automaticamente por APIs e redes profundas, mais escaláveis. Ainda assim,
são insuficientes para explicar isoladamente a viralização, exigindo a incorporação de
movimento, áudio, texto sobreposto e interações entre modalidades.

4.3. Abordagens Multimodais

As abordagens multimodais representam uma das principais tendências na predição de
viralização e engajamento, especialmente em ambientes dominados por conteúdos au-
diovisuais. Diferentemente dos métodos anteriores, que exploram uma única fonte de



informação, os modelos multimodais integram simultaneamente conteúdo visual, áudio,
texto, metadados e sinais contextuais. A motivação decorre da natureza complexa da po-
pularidade nas redes sociais: em vı́deos curtos, a retenção da atenção depende não só da
qualidade visual, mas também de trilha sonora, legendas, tı́tulos, descrições e contexto de
publicação, tornando a modelagem multimodal particularmente adequada para capturar
os elementos associados ao engajamento [Roring 2024].

Trabalhos anteriores já indicavam que a previsão de viralidade não depende de
uma única plataforma: [Vallet et al. 2015] investigaram conjuntamente métricas de popu-
laridade no YouTube e sinais de propagação no Twitter, mostrando que caracterı́sticas de
engajamento têm forte capacidade preditiva para identificar conteúdos simultaneamente
populares e virais, e que integrar informações de diferentes sistemas amplia essa capaci-
dade.

Os estudos recentes evidenciam uma evolução das abordagens multimodais,
que partem da simples combinação de atributos para arquiteturas capazes de modelar
interações complexas entre caracterı́sticas diversas. Em predição de popularidade de
vı́deos online [Sun et al. 2025, He and Li 2024], atributos do conteúdo audiovisual são
combinados com metadados, estatı́sticas históricas e informações contextuais. A mesma
tendência aparece no YouTube, onde categoria, duração, definição da mı́dia, curtidas, co-
mentários e outras métricas de interação alimentam modelos de aprendizado de máquina
para estimar a popularidade futura [Nisa et al. 2021]. Os resultados mostram que incor-
porar múltiplas fontes de informação tende a superar conjuntos restritos de atributos, evi-
denciando o valor da complementaridade entre modalidades.

O avanço recente também está associado a arquiteturas de aprendizado profundo
e grandes modelos multimodais. O desafio VQualA 20251 para predição de engajamento
em vı́deos curtos demonstra que os modelos mais competitivos utilizam simultaneamente
quadros do vı́deo, trilha sonora, tı́tulos, descrições e informações semânticas extraı́das
automaticamente. Os melhores sistemas combinam representações visuais e auditivas de
grandes modelos multimodais, como VideoLLaMA2 e Qwen2.5-VL, com mecanismos
de fusão entre modalidades: a integração de vı́deo, áudio e texto produz ganhos con-
sistentes, enquanto modelos exclusivamente textuais ou visuais apresentam desempenho
inferior [Li et al. 2025]. Os experimentos também revelam que informações não visu-
ais (tı́tulos, descrições e classificações de áudio) contribuem significativamente para a
previsão, reforçando a natureza multimodal da viralização. Nessa linha, [Li et al. 2024]
propõem a base SnapUGC, com cerca de 90 mil vı́deos curtos do Snapchat, e métricas
especı́ficas de engajamento, demonstrando que a fusão de caracterı́sticas visuais, sonoras
e textuais por atenção multimodal supera abordagens exclusivamente visuais.

Outra direção integra informações comportamentais e contextuais aos sinais
multimodais do conteúdo. Estudos de detecção de microviralidade em TikTok mos-
tram que combinar metadados do criador, caracterı́sticas temporais, atributos de rede,
informações textuais e elementos contextuais (como músicas em tendência e duração)
produz modelos eficazes na identificação precoce de conteúdos com potencial de
disseminação [Anggraeni et al. 2026]. Nesses cenários, métodos de ensemble como Ran-
dom Forest e XGBoost têm desempenho elevado ao explorar interações não lineares

1https://openaccess.thecvf.com/ICCV2025_workshops/VQualA



entre grupos de atributos, reforçando a relevância da integração de múltiplas fontes de
informação.

Estudos também investigam atributos independentes do conteúdo audiovisual: ao
analisar o comportamento da plataforma e as interações dos usuários em diferentes regiões
geográficas, mostra-se que indicadores como curtidas e comentários ajudam a prever a
entrada de vı́deos em listas de tendências, complementando as informações extraı́das do
conteúdo multimodal [Halim et al. 2022].

Outras pesquisas combinam conteúdo e comportamento, integrando métricas de
engajamento e indicadores de influência social aos atributos do conteúdo, e apontam que
a propagação depende simultaneamente da mensagem, da estrutura da rede, dos mecanis-
mos de recomendação e do perfil dos criadores [Xu et al. 2025].

4.4. Sı́ntese Comparativa e Taxonomia Proposta
A Tabela 1 apresenta uma sı́ntese comparativa dos principais trabalhos revisados, desta-
cando plataformas, métodos empregados e limitações reportadas pelos autores.

Tabela 1. Comparativo de estudos sobre análise e predição de viralização.

Plataforma Método Principal Limitação Referências

Snapchat Large Multimodal Models Sem validação multiplataforma [Sun et al. 2025]
Vine CNN Multimodal Fusion Contexto e plataforma especı́ficos [He and Li 2024]
Multiplataforma Retrieval-Augmented GNN Alto custo computacional [Xu et al. 2025]
Snapchat Deep Learning Multimodal Dataset proprietário [Li et al. 2025]
Twitter/X BERT + Análise de Sentimentos Dependência de atributos do usuário [Rameez et al. 2022]
TikTok Ensemble Learning Dataset pequeno [Ling et al. 2022]
TikTok Random Forest Dados desbalanceados [Anggraeni et al. 2026]
Twitter/X Transformer Apenas uma plataforma [Elmas et al. 2023]
YouTube XGBoost Dependência de metadados [Nisa et al. 2021]
Multiplataforma Machine Learning Classification Dataset pequeno [Ling et al. 2021]
Twitter/X RNN-LSTM Apenas dados textuais [Maldonado-Sifuentes et al. 2021b]
Twitter/X RoBERTa Apenas dados textuais [Maldonado-Sifuentes et al. 2021a]
Twitter/X Generalized Linear Model Dependência de texto [Mo et al. 2021]
Instagram XGBoost Dependência de API externa [Jeong et al. 2024]
Multiplataforma CNN Baixa correlação com popularidade [Göring and Raake 2023]
Twitter/X Regression Analysis Restrito ao setor de moda [Jo et al. 2025]
Multiplataforma Hybrid Framework Dataset temporal limitado [Vallet et al. 2015]
Snapchat Multimodal Deep Learning Dataset proprietário [Li et al. 2024]
YouTube ANN + SVM + KNN Apenas fatores não visuais [Halim et al. 2022]

A literatura apresenta grande diversidade de plataformas e técnicas de IA: estu-
dos recentes exploram arquiteturas multimodais, Transformers e modelos de linguagem
de larga escala, enquanto trabalhos anteriores concentram-se em métodos estatı́sticos e
algoritmos tradicionais. Independentemente da abordagem, limitações de disponibilidade
de dados, dependência de plataformas especı́ficas, desbalanceamento e dificuldades de
generalização permanecem recorrentes, sugerindo que a modalidade dos dados é um dos
principais fatores que diferenciam as abordagens. Com base nesses padrões, propõe-se
uma taxonomia que organiza a literatura segundo a principal modalidade de informação
utilizada, agrupando estudos metodologicamente semelhantes e facilitando a identificação
de tendências e lacunas.

Como resultado, foram identificadas três categorias principais: abordagens textu-
ais (legendas, hashtags e comentários, via PLN), visuais (atributos de imagens e vı́deos



relacionados à atenção do usuário) e multimodais (integração de texto, imagem, metada-
dos e sinais de interação social em representações mais abrangentes).

A Tabela 2 sintetiza as principais caracterı́sticas de cada categoria, dados utiliza-
dos, métodos predominantes e limitações mais frequentes, permitindo comparar aborda-
gens geralmente avaliadas de forma isolada.

Tabela 2. Taxonomia de IA para análise de viralização.

Abordagem Dados utilizados Principais métodos Limitações

Textual Tweets, legendas,
hashtags,
comentários e
termos textuais

Regressão Logı́stica, Hurdle Mo-
del, LSTM e modelos baseados
em Transformers, como BERT,
ViralBERT e RoBERTa

Não incorpora adequadamente
informações visuais, sono-
ras ou contextuais, limitando
a compreensão dos fatores
associados à viralização.

Visual Imagens, objetos
detectados, cores
dominantes,
composição
visual e atributos
estéticos

Google Vision API, extração de
caracterı́sticas visuais, XGBoost,
modelos estatı́sticos e redes
neurais profundas

Depende de caracterı́sticas
visuais isoladas e apresenta
dificuldade para capturar
aspectos semânticos e
contextuais do conteúdo.

Multimodal Metadados,
caracterı́sticas
visuais,
informações
textuais, métricas
de engajamento e
contexto social

Fusão de atributos, XGBoost,
CNNs multimodais, aprendi-
zado profundo e integração de
múltiplas fontes de informação

Apresenta maior complexidade
computacional, menor
interpretabilidade e necessidade
de modalidades de dados
sincronizadas.

A taxonomia evidencia uma evolução gradual da literatura, que vai dos es-
tudos textuais com modelos estatı́sticos tradicionais, passando pela incorporação de
informações visuais com o avanço da visão computacional, até a migração recente para
modelos multimodais que combinam texto, imagem, vı́deo, áudio e sinais contextuais.
Ela também explicita limitações recorrentes. As abordagens unimodais capturam apenas
parte da natureza multifacetada da viralização, enquanto os modelos multimodais, apesar
do maior potencial preditivo, impõem desafios de complexidade computacional, inter-
pretabilidade e a necessidade de conjuntos de dados mais abrangentes e adequadamente
anotados.

Embora construı́da a partir da modalidade dos dados, a literatura também pode
ser analisada sob perspectivas complementares — a evolução temporal das técnicas, a
plataforma investigada ou os fatores considerados para explicar a viralização. A Tabela 3
ilustra essas dimensões analı́ticas.

Assim, além de organizar o conhecimento existente, a taxonomia fornece uma
base para a identificação das principais lacunas da literatura, discutidas a seguir.

5. Desafios de Pesquisa e Direções Futuras
Apesar dos avanços relevantes na aplicação de técnicas de IA para compreender a
viralização nas redes sociais, a taxonomia proposta na Seção 4 evidencia desafios ainda



Tabela 3. Perspectivas complementares de classificação da literatura.

Perspectiva Categorias possı́veis

Modalidade dos dados Textual, Visual, Multimodal
Evolução temporal Métodos estatı́sticos, aprendizado profundo, Transformers, modelos

multimodais
Plataforma Twitter, TikTok, YouTube, Multiplataforma
Fatores analisados Conteúdo, Usuário, Contexto sociocultural, Plataforma

persistentes, que podem ser organizados em cinco eixos. O primeiro é a definição opera-
cional de viralização, já que diferentes trabalhos adotam visualizações, curtidas, compar-
tilhamentos ou engajamento composto, sem um critério único e comparável. O segundo é
o desequilı́brio e a inflação de zeros, pois a maioria dos conteúdos nunca viraliza, o que
enviesa o treinamento e a avaliação dos modelos preditivos. O terceiro é a multimodali-
dade e a fusão de sinais, isto é, a integração de texto, vı́deo, áudio, metadados e contexto
em representações conjuntas. O quarto é a generalização entre plataformas, dado que
TikTok, Instagram Reels, YouTube Shorts e X/Twitter possuem dinâmicas distintas que
limitam a transferência de modelos. O quinto é a interpretabilidade e a explicabilidade,
pois modelos multimodais preveem o desempenho, mas nem sempre explicam quais fa-
tores impulsionam a viralização. Considerando o espaço disponı́vel, são aprofundados a
seguir três desafios centrais — a definição de viralização, o desbalanceamento dos con-
juntos de dados e a modelagem multimodal —, por representarem as lacunas mais recor-
rentes e diretamente associadas ao desenvolvimento de métodos de IA para a análise de
viralização.

5.1. Definição Operacional de Viralização
A ausência de uma definição consensual de viralização é uma das principais lacunas da
literatura: diferentes estudos caracterizam conteúdos virais por visualizações, curtidas,
compartilhamentos ou combinações dessas variáveis, com relevância que varia entre pla-
taformas, levando a critérios de rotulagem incompatı́veis que dificultam comparações di-
retas e benchmarks padronizados. Como a variável-alvo condiciona todas as etapas da
modelagem, uma direção promissora é desenvolver frameworks formais que incorporem
múltiplas métricas de engajamento, aspectos temporais e padrões de propagação, aumen-
tando a reprodutibilidade e a comparabilidade.

5.2. Desequilı́brio de Classes
Os conjuntos de dados de viralização são fortemente desbalanceados, pois apenas uma
pequena parcela dos conteúdos alcança disseminação elevada. Esse predomı́nio de exem-
plos não virais produz modelos enviesados para a classe majoritária, com acurácia alta
mas baixa capacidade de identificar conteúdos virais, dificultando ainda a comparação
entre estudos com diferentes estratégias de amostragem e avaliação. Pesquisas futuras
podem explorar amostragem avançada, aprendizado sensı́vel a custos, métricas adequa-
das a eventos raros e datasets mais representativos.

5.3. Multimodalidade
Embora a literatura tenha evoluı́do de abordagens unimodais para multimodais, a mode-
lagem conjunta ainda é um dos maiores desafios. Plataformas como TikTok e Instagram



Reels combinam vı́deo, áudio, texto, metadados e contexto, e a viralização emerge da
interação entre esses fatores, de modo que modelos restritos a uma modalidade captu-
ram apenas uma representação parcial. Destacam-se, como oportunidades, arquiteturas
baseadas em atenção e grandes modelos multimodais capazes de aprender representações
conjuntas de vı́deo, áudio e texto, cujo avanço depende de dados bem anotados e de es-
tratégias que conciliem desempenho, interpretabilidade e custo computacional.

6. Conclusão
Este trabalho apresentou uma revisão exploratória estruturada sobre análise de viralização
em plataformas de vı́deos curtos, investigando os principais conceitos, abordagens e de-
safios relacionados ao uso de Inteligência Artificial nesse contexto. A revisão permitiu
identificar uma evolução gradual das estratégias utilizadas pela literatura, desde abor-
dagens baseadas em modalidades isoladas até modelos multimodais capazes de integrar
informações textuais, visuais e contextuais para compreender fatores associados ao enga-
jamento e à disseminação de conteúdos digitais.

Como contribuição central, o trabalho sistematiza a literatura em uma taxonomia
de abordagens textuais, visuais e multimodais, sintetizando dados, métodos e limitações.
A análise também evidenciou desafios persistentes ligados à definição operacional de
viralização, ao desbalanceamento dos conjuntos de dados e à modelagem multimodal,
que continuam limitando a comparabilidade e a generalização dos resultados.

Com base nessas lacunas, discutiram-se direções futuras voltadas a frameworks
mais consistentes para caracterizar a viralização, à construção de conjuntos de dados
multimodais representativos e ao avanço de arquiteturas capazes de integrar modalidades
de forma eficiente e interpretável. Assim, a taxonomia proposta oferece uma estrutura
para comparar abordagens e orientar novos estudos empı́ricos, sobretudo voltados a ba-
ses multimodais, à definição operacional de viralização e à avaliação comparável entre
plataformas.
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