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Abstract. Explainable Artificial Intelligence (XAI) techniques are used to un-
derstand the decisions of black-box models. In image classification, gradient-
based and optimization-based methods aim to identify the regions most rele-
vant to model predictions. This work presents a quantitative benchmark of
Saliency Maps, Integrated Gradients, Guided Backpropagation, Grad-CAM,
Guided Grad-CAM, and IPHA-based methods. Additionally, an extension of
optimization-based methods to multimodal models based on the CLIP architec-
ture is proposed and evaluated qualitatively in an exploratory manner. The re-
sults indicate that optimization methods using continuous regions, particularly
those based on inpainting, achieve superior performance while also demonstra-
ting their flexibility through application to the CLIP model.

Resumo. Técnicas de Inteligéncia Artificial Explicdvel (XAI) sdo utilizadas
para compreender as decisoes de modelos black-box. Na classificacdo de
imagens, métodos baseados em gradientes e otimizacdo buscam identificar as
regioes mais relevantes para as predicoes dos modelos. Neste trabalho, é rea-
lizado um benchmark quantitativo envolvendo Saliency Maps, Integrated Gra-
dients, Guided Backpropagation, Grad-CAM, Guided Grad-CAM e variantes
da familia IPHA. Também é proposta uma extensdo dos métodos de otimizagdo
para modelos multimodais baseados na arquitetura CLIP, avaliada qualitativa-
mente de forma exploratoria. Os resultados indicam vantagem para métodos
por otimiza¢do que utilizam regides continuas, especialmente aqueles baseados
em inpainting, além de demonstrar a flexibilidade desses métodos por meio de
sua aplica¢do ao modelo CLIP.

1. Introducao

Modelos de inteligéncia artificial vém sendo cada vez mais utilizados em diversas areas,
como saudde, finangas e seguranca, com cada vez mais decisdes importantes sendo toma-
das com base em suas previsoes. A drea de classificagdo de imagens € uma das aplicacoes
fundamentais para visdo computacional, na qual os modelos sdo treinados para identificar
e classificar objetos em imagens [Chen et al. 2021]. No entanto, a complexidade desses



modelos pode dificultar a compreensdo de como eles tomam suas decisdes pois, em sua
maioria, sdo considerados caixas-pretas e possuem milhdes de pardmetros, tornando-os
ininteligiveis para humanos [Hassija et al. 2024].

Nesse contexto, técnicas de Inteligéncia Artificial Explicavel (XAI, do inglés
explainable aritificial intelligence) buscam tornar os modelos mais transparentes e
compreensiveis, permitindo identificar quais informagdes influenciam suas decisdes
[Lin et al. 2021, Hassija et al. 2024]. Em classificacdo de imagens, técnicas de XAl
sdo utilizadas para identificar quais areas da imagem sdo mais relevantes para a de-
cisdao do modelo, algo util para entender o seu comportamento. Os métodos basea-
dos em gradientes estdo entre os mais difundidos, dado que grande parte dos mode-
los de classificacdo de imagens sdo baseados em redes neurais convolucionais, que sao
modelos diferencidveis, como Grad-CAM [Selvaraju et al. 2017] e Integrated Gradients
[Sundararajan et al. 2017]. No entanto, outras técnicas, que tem como base a otimizacao
de uma funcdo de perda, surgiram como alternativas a andlise dos gradientes, apre-
sentando resultados promissores na geracdo de mapas de saliéncia [Santos et al. 2021,
Barreto et al. 2025, Fernandes et al. 2026].

Apesar dos avangos, a comparacdo sistemdtica entre as diversas técnicas de
XAI ainda representa um desafio devido a diversidade de métodos, métricas, conjun-
tos de dados e arquiteturas utilizados. Com isso, este trabalho tem como objetivo a
realizagdo de uma avaliacdo quantitativa entre diferentes métodos de explicabilidade
baseados em gradientes e em otimizagdo para classificacdo de imagens, avaliando sua
robsutez e generalizacdo em diferentes cendrios. Para isso, é utilizado uma métrica
padrao Feature Impact Index (FII) [Santos et al. 2021], além dos diferentes tipos de con-
juntos de dados ImageNette [Deng et al. 2009], ImageWoof [Deng et al. 2009] e Stan-
ford Cars [Krause et al. 2013] e arquiteturas Resnet-18 [He et al. 2016], SqueezeNet
[landola et al. 2016] e VGG-16-BN [Simonyan and Zisserman 2014]. Além disso, este
trabalho também propde uma extensao dos métodos baseados em otimizac¢ao para mode-
los multimodais VLM basaeados na arquitetura CLIP, investigando de forma exploratoria
a viabilidade da aplicac@o dessas técnicas em tarefas de alinhamento de imagens com
descricoes textuais dinamicas.

2. Fundamentacao Teérica

Este trabalho avalia métodos de explicabilidade para classificacdo, que podem ser divi-
didos aqui em duas categorias: baseados em gradiente ou otimizagdo. Embora ambos
tenham o objetivo de identificar quais as partes da imagem mais influenciam a decisao
de um modelo, suas diferencas sdo significativas quanto aos seus fundamentos tedricos e
forma de geracdo das explicacdes. Exemplos de explicacdes produzidas pelos métodos
avaliados sdo apresentados na Figura 1.

2.1. Métodos baseados em gradientes

Métodos baseados em gradientes utilizam informagdes obtidas diretamente do processo
de diferenciacdo da rede neural, que mede a taxa de variacdo da classificacdo obtida em
relac@o a pequenas alteracdes nos atributos (pixels) da imagem. Dessa forma, os gradien-
tes sdo interpretados como uma estimativa da sensibilidade local do modelo. Percebe-se
também que estes sao métodos white-box, por necessitarem de acesso a mecanismos e
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Figura 1. Mapas de calor para explicacoes geradas para classe trompa.

valores internos a arquitetura do modelo. Neste trabalho serdo avaliados os métodos Sa-
liency Map, Integrated Gradients, Guided Backpropagation, Grad-CAM e Guided Grad-
CAM.

A abordagem Saliency Map [Simonyan et al. 2013], considerada uma das mais
simples, calcula a importincia de cada pixel a partir do médulo do gradiente da saida
em relacdo a imagem de entrada. Pixels que s@o associados a gradientes de maior valor
sdo considerados relevantes para a decisdo do modelo. Apesar de sua simplicidade, o
método produz mapas sensiveis a pequenas pertubacdes da imagem. Integrated Gradients
[Sundararajan et al. 2017], por sua vez, utiliza além do gradiente local, uma entrada de
referéncia, que servird para integrar os gradientes em um caminho que ird desta referéncia
até a imagem analisada. No contexto de classificacao de imagens, a entrada de referéncia
geralmente é definida como uma imagem completamente preta, que busca representar a
auséncia de informacdes.

O método de explicabilidade Guided Backpropagation [Springenberg et al. 2014],
modifica o processo tradicional de retropropagacao das redes neurais. Durante o calculo
dos gradientes, apenas ativagdes e gradientes positivos sdo propagados através das funcdes
RELU, o que suprime contribuicdes negativas. Essa modificacdo reduz o ruido e real¢a
evidéncias positivas a decisdo do modelo. O Gradient-weighted Class Activation Map-
ping, ou Grad-CAM [Selvaraju et al. 2017], por outro lado, é uma técnica de explicabili-
dade desenvolvida para redes neurais convolucionais que utiliza os gradientes da camada
de saida da classe de interesse em relagdo a camada convolucional escolhida, geralmente
a dltima disponivel. Os mapas gerados por essa explicacdo possuem resolucdo inferior
a da imagem original e sdo interpolados para o tamanho da imagem original para que se
tenha a mascara de saliéncia final. Por fim, o Guided Grad-CAM [Selvaraju et al. 2017]



combina as atribui¢des produzidas pelo Guided Backpropagation com a méscara final de
saliéncia gerada pelo Grad-CAM. Essa combinagdo € feita multiplicando-se elemento a
elemento entre os dois resultados, com o objetivo de unir os beneficios dos dois métodos.

2.2. Métodos baseados em otimizacao

Os métodos baseados em otimiza¢do formulam a geracdo da explicagdo como um pro-
blema de busca. Como dependem apenas das saidas produzidas pelo modelo, podem
ser considerados black-box. Neste trabalho sdo avaliados cinco variagdes desta aborda-
gem: IPHA-GA, IPHA-R, IPHA-RI, IPHA-P e IPHA-PI. Todos estas derivam da técnica
IPHA [Santos et al. 2021], que busca determinar uma méscara que otimize sua avaliacao
da fungdo objetivo f(x), definida a partir da probabilidade atribuida pelo modelo a classe
originalmente predita. Durante a otimizagdo, pixels marcados pelas mascaras sdo ocul-
tados, e a reducao resultante na confianca do classificador € utilizada como medida de
relevancia. Assim, o trabalho argumenta que os pixels cuja remoc¢do provoca maior
degradacgdo da predicao sdo mais importantes para a decisao do modelo. O método IPHA-
GA [Barreto et al. 2025] funciona do mesmo modo que o IPHA, buscando méscaras pixel
a pixel, formadas por m X n varidveis bindarias, diferenciando-se na utilizacao de um al-
goritmo genético proprio em substituicdo do algoritmo de hill climbing.

Os métodos IPHA-R e IPHA-P [Fernandes et al. 2026] modificam a representagcao
pixel por pixel do IPHA por regides continuas, descritas por retangulos (2 pontos, 4
variaveis) ou poligonos (n > 3 pontos, 2n varidveis), respectivamente. Além disso, € in-
troduzida uma segunda funcao objetivo que busca minimizar a drea da regido de méscara,
0 que torna o problema multiobjetivo. Como resultado, o processo produz um conjunto de
solugcdes Gtimas, e as mascaras deste conjunto sdo sobrepostas para geracao de um mapa
de atribui¢do para cada pixel, gerando assim a mascara de explicagdo final. Por tltimo, os
métodos [IPHA-RI e IPHA-PI [Fernandes et al. 2026] seguem a mesma formulacdo dos
métodos anteriores, mas aplicam a técnica de inpaint ao invés de utilizar uma mascara
preta na ocultagdo dos pixels durante a otimizacao, visando preencher as regides removi-
das das imagens utilizando informagdes de seu contexto.

3. Formulacao dos Experimentos

Para a realizacdo dos experimentos de comparagdo, os algoritmos de interpretabilidade
apresentados foram implementados para explicar as decisoes de trés arquiteturas de mo-
delos de classificacao de imagens, ResNet, SqueezeNet e VGG-16-BN, em trés conjuntos
de dados, ImageNette, ImageWoof e Stanford Cars. Os experimentos foram implemen-
tados em Python com uso das bibliotecas FastAl [Howard and Gugger 2020], PyTorch
[Paszke et al. 2019], PyMOO [Blank and Deb 2020] e Captum [Naritomy et al. 2020]. O
codigo fonte esta disponibilizado publicamente em https://github.com/racs4/
framework-xai-optimization. Todos experimentos foram executados em um
computador com processador Intel 19-14900K, 64 GB de RAM e GPU NVIDIA GeForce
RTX 5090 32GB.

3.1. Parametrizacao

Os métodos por otimizagdo foram implementados utilizando-se o algoritmo genético
NSGA-II [Deb et al. 2002] com uma populagdo de 200 individuos e 10 geragdes. Fo-
ram utilizados o crossover de simulac¢ao binaria (SBX) e mutacdo polinomial, ambos com



probabilidade 1.0 para alta exploracdo do espaco de busca. O algoritmo foi inicializado
com uma populacdo de individuos gerados aleatoriamente. Deve-se notar que esta € uma
diferenca em relacdo a implementacdo do IPHA-GA, que em seu trabalho original foi
desenvolvido com um algoritmo genético proprio e genérico.

Para os métodos de otimizacdo baseados em poligonos, o nimero de vértices do
poligono foi definido como 35; todos os algoritmos de otimiza¢do que ndo utilizaram in-
paint foram utilizados com mascara de cor preta; os que utilizaram a técnica de inpaint fo-
ram implementados através do método de Telea [Telea 2004 ], com raio de contexto igual a
3; o threshold para os algoritmos de otimizacao que utilizaram uma fun¢ao multiobjetivo
foi definido como 0.1, o que significa que, para um pixel ser considerado na mascara final,
ele deve aparecer em pelo menos 10% das solu¢des encontradas. Devido a alta resolugao
dos conjuntos avaliados, o IPHA-GA foi adaptado para utilizar uma representacdo base-
ada em packed bitstrings. Nesse esquema, grupos de 16 pixels sdo representados por uma
Unica varidvel inteira de 16 bits, reduzindo a dimensionalidade do problema sem alterar o
formato final das méscaras.

Com relag@o as técnicas de gradientes, as mesmas foram implementadas utili-
zando os parametros padrdes de cada técnica. As que exigiam a escolha de uma camada
do modelo, como € o caso do Grad-CAM, foram implementadas utilizando a dltima ca-
mada convolucional de cada modelo, dado que esta € a camada mais proxima da saida do
modelo e, portanto, a que mais influencia a decisao final e a que mais retém informagdes
relevantes sobre a imagem e a decisao do modelo. O resultado da aplicacao destas técnicas
¢ uma madscara de relevancia, com pesos que variam entre O e 1. Para escolha do limiar
e formulacdo das imagens explicativas a partir destas mdscaras, escolheu-se uma porcen-
tagem p de pixels mais relevantes, que foi definido como a média do nimero de pixels
relevantes encontrados pelas técnicas de otimizagdo, visando manter uma comparagao
justa entre os dois tipos de técnicas.

3.2. Conjuntos de dados e métrica

Foram utilizados os conjuntos de dados ImageNette e ImageWoof, ambos subconjuntos
do ImageNet [Deng et al. 2009], e, também, o conjunto Stanford Cars. ImageNette possui
10 classes distintas sendo mais simples que os outros dois, ImageWoof com 10 classes
somente de cdes e Stanford Cars com 196 classes somente de carros. Os subconjuntos
do ImageNet foram utilizados com imagens limitadas a 160 pixels em seu maior lado,
enquanto o Stanford Cars foi limitado a 256 pixels também em seu maior lado, mantendo
ainda assim uma alta resolucdo. Todos os conjuntos foram obtidos por meio da biblioteca
FastAl e divididos em 80-20% para treinamento e teste. Mil imagens da particao de testes
de cada conjunto de dados foram utilizadas para a obtencao das métricas avaliadas.

A principal métrica utilizada foi a Feature Impact Index (FII), que avalia a capa-
cidade da explicacao de preservar a decisdo original do modelo quando apenas os pixels
considerados relevantes sdo mantidos. Ela é calculada como (S, iginal — Smascara)> quUe
representa a pontuagao do classificador para a imagem original e para a imagem contendo
somente a regido destacada pela mascara de explicagdo. Quanto menor o valor de FII,
melhor a qualidade da explicacdo, ja que o valor de S,,4scare S€ aproxima do original.
Também foram avaliados o tempo de execucdo e o tamanho da area encontrada pelos
métodos, definido como a porcentagem de pixels considerados relevantes em relacao ao



total. Valores de dreas menores, associados a analise da pontuacdo de FII, podem indicar
quais algoritmos sdo mais precisos em suas explicagdes.

4. Resultados

Todos os resultados apresentados nesta se¢cao podem ser vistos na Figura 2, que exibe uma
matriz de mapas de calor contendo os valores obtidos no experimento. Os dados estdo
agrupados de acordo com os trés conjuntos de dados e as trés arquiteturas utilizadas. Em
todos os mapas, tonalidades mais claras indicam melhor desempenho da técnica e estas
encontram-se ordenadas de forma crescente com base na média geral de FII. Letras ao
lado dos valores indicam se os resultados sdo estatisticamente diferentes entre si, com
base no teste de Nemenyi, feito apds a realizagdo do teste de Kruskal-Wallis. Letras
iguais indicam que os resultados ndo sao significativamente diferentes (p-value > 0.05)
e vice-versa. As letras estao ordenadas de forma crescente, com a letra A indicando o
melhor desempenho e a letra I o pior.

4.1. Feature Impact Index

A linha superior da Figura 2 apresenta os resultados da métrica FII, principal indicador
utilizado neste trabalho para quantificar a qualidade das explicacOes geradas. Os algorit-
mos [PHA-RI e IPHA-PI, que utilizam a técnica de inpainting, aparecem como os melho-
res posicionados em todas as combinagdes de conjuntos de dados e arquiteturas avaliadas.
Isto sugere que a substituicdo dos pixels utilizando informagdes do contexto da imagem
pode contribuir de forma significativa para melhores solucdes por parte dos algoritmos
que utilizam otimizacao.

De forma geral, os métodos baseados em regides continuas (retangulos e
poligonos) obtiveram os melhores resultados, ocupando quatro das cinco primeiras
posi¢coes no ranking médio. Esse desempenho esté diretamente relacionado a forma como
a métrica FII € calculada, j4 que a imagem € reavaliada pelo classificador. Como essas
abordagens produzem regides continuas, a imagem resultante da aplicacdo da mascara
preserva melhor sua estrutura, evitando a adi¢do de corpos estranhos ou a alta quanti-
dade de pixels pretos espalhados na reavaliagdo. O algoritmo que mais sofre com isso
€ justamente o método por otimizacdo IPHA-GA. Como suas explicagdes sdo baseadas
na ocultacdo independente de pixels variados, suas mascaras tendem a ser altamente des-
continuas, prejudicando sua reavaliacdo. Outro fator para o seu desempenho ruim € a
alta dimensionalidade das solu¢des de sua otimizacao, ocasionada pelo uso de imagens
de maior resolugdo.

Entre os métodos que utilizam gradientes, o Grad-CAM foi o melhor posicionado,
mas esse resultado também pode ser explicado pela producdo de uma regido continua,
que suas atribui¢cdes geram ao serem interpoladas para o tamanho original da imagem.
Os demais métodos por gradientes apresentaram desempenho semelhantes entre si, sem
diferencas expressivas. Nos conjuntos de dados ImageNette e ImageWoof observa-se
um aumento acentuado dos valores de FII a partir da sexta colocagao, onde se encontram
quatro de cinco dos métodos por gradiente, indicando que esses tiveram maior dificuldade
do que os métodos por otimizacao. Este fato ndo acontece com relagcdo ao Stanford Cars,
que apresentou um maior equilibrio entre todas as abordagens. Isto ocorre devido a sua
maior complexidade, relacionada ao tamanho das imagens e quantidade de classes, que
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Figura 2. Resultado quantitativos para todas métricas obtidas. Tonalidades mais
claras representam melhor desempenho.

faz com que sua pontuagdo original seja baixa, tornando possivel melhores pontuagdes de
FII para todos os algoritmos.

4.2. Areae Tempo de Execucao

Para a métrica de drea, observa-se um grande equilibrio entre todos os métodos, resul-
tado do limite imposto aos métodos por gradiente, que utilizam a média dos métodos
por otimizacdo e da restricdo de uso de 0.5 de area para o [IPHA-GA. Entre os quatro
algoritmos restantes, € possivel identificar dois grupos definidos pelo uso ou ndo de in-
painting. Os métodos que o utilizaram tendem a usar areas consideravelmente maiores, o
que contribui para seu baixo FII, como visto anteriormente. Neste cendrio, pode-se desta-
car o método IPHA-R que, em média, apresentou os menores valores de drea, mantendo
valores expressivos de FII. Por fim, nota-se uma tendéncia de uso maior de drea para o
conjunto de dados Imagenette, que possui classes de imagens mais diferentes entre si e



também para a arquitetura SqueezeNet, a mais simples entre as trés utilizadas, indicando
maior necessidade de evidéncias visuais nesses cenarios.

Os resultados de tempo de execucdo mostram uma vantagem critica para os
métodos por gradiente em relacdo aos por otimizagdo. Como dependem apenas de
uma etapa de propagacdo e retropropagacao na rede, os métodos por gradiente geram
explicacOes de forma instantanea. Os métodos por otimizacao, por outro lado, precisaram
passar por um processo com multiplas geracdoes de um algoritmo evolutivo, exigindo um
grande numero de avaliacdes e aumentando consideravelmente seu tempo. Métodos que
utilizaram inpainting foram ainda mais lentos devido a demanda de tempo do processo
de substitui¢do com contexto. Entre as abordagens por otimizacao, o destaque novamente
vai para o [IPHA-R, que dentre os algoritmos por otimizac¢ao apresentou bons resultados
de tempo, ainda com baixo FII. Por ultimo, uma sutil diferenca € vista para o conjunto
de dados Stanford Cars, que apresenta um tempo um pouco maior em razao de suas ima-
gens maiores € uma leve desvantagem da arquitetura VGG-16-BN quando comparada as
demais arquiteturas avaliadas.

4.3. Sintese dos Resultados

Considerando todas as métricas avaliadas, observa-se um compromisso entre qualidade da
explicacdo, avaliada pelo FII, area utilizada e custo de tempo de execug@o. Os métodos
por otimizacdo apresentaram melhores valores de FII, motivado pelo uso de regides
continuas e inpainting, indicando maior capacidade de identificar trechos da imagem que
sdo importantes para a decisdo do modelo numa reavaliacdo. Métodos por gradientes
destacaram-se pelo tempo de execucgdo instantaneo e apresentaram medidas qualitativas
de explicacao médias. Entre todos, o IPHA-R apresenta um equilibrio entre as trés medi-
das avaliadas, combinando explica¢des bem avaliadas pelo FII com areas reduzidas, além
de menor tempo dentre os métodos por otimizacao.

5. Extensao para modelo CLIP

Além dos experimentos realizados com classificadores tradicionais, foi desenvolvida uma
extensdo da aplicacdo de métodos por otimizacdo para um modelo do tipo Contrastive
Language-Image Pre-training (CLIP). Diferente dos classificadores tradicionais, o CLIP
realiza suas predi¢Oes a partir da similaridade entre as imagens com descri¢des textuais
dindmicas passadas. Este modelo multimodal é considerado um Visual Language Model
(VLM), capaz de realizar tarefas de classificacdo de imagens sem a necessidade de treina-
mento especifico para cada conjunto de dados, sendo assim mais geral e flexivel. Como
a saida do modelo CLIP é também um score de probabilidade para cada rétulo dindmico
passado, seu uso em técnicas por otimizagao pode ser realizada de maneira igual aos clas-
sificadores tradicionais. O modelo CLIP escolhido para esta exploracdo foi o CLIP ViT-
B/32 [Radford et al. 2021], modelo desenvolvido em 2021 pela Open Al, pré-treinado em
um grande conjunto de imagens e textos e adquirido através da biblioteca Transformers
[Wolf et al. 2020].

A Figura 3 mostra um exemplo da aplicacdo da técnica IPHA-RI em uma mesma
imagem, retirada do ImageNette, mas com o conjunto de rétulo {fish, flag} passado para
o modelo CLIP na sequéncia de imagens superior ¢ com o conjunto de rétulos {face,
golf -ball} para a sequéncia inferior. E possivel observar que as imagens da primeira
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Figura 3. Explicacao gerada por IPHA-RI da decisao do modelo CLIP com opc¢ao
de rétulo fish (acima) e com opcao de rétulo face abaixo.

geracdo compartilham as mesmas solugdes, mas estas vao se diversificando através dos
scores passados pelo modelo na fungdo objetivo e chegam no objeto que melhor representa
a imagem: o peixe, para a sequéncia superior € o rosto humano para a inferior. Também
¢ interessante ressaltar que enquanto 7ench, um tipo de peixe, € uma das classificacoes
possiveis dos rétulos presentes no ImageNette, o rétulo face nao possui uma contraparte
neste conjunto de dados. Mesmo sem este rétulo para treinamento, o modelo conseguiu
distinguir o rosto humano e a explicagdo gerada pela técnica de otimizagdo conseguiu,
qualitativamente, detectar isso.

A Figura 4 mostra outro exemplo de imagem com mdscara gerada pelo IPHA-RI,
para os mesmos conjuntos. Percebe-se um comportamento similar ao que ocorreu na ima-
gem da Figura 3, mas desta vez relacionado aos rétulos de flag e golf_ball nas sequéncias
superior e inferior, respectivamente. E possivel observar como as solugdes retangulares se
direcionaram ao canto da imagem, onde esta a bandeira que indica o buraco do golf, o que
sugere uma boa explicacdo para o rétulo flag. Mas para a sequéncia inferior, apesar da
mascara ter conseguido chegar até a bola de golf, a drea da explica¢do gerada estd muito
abrangente, e acaba por incluir grandes dreas da imagem que ndo condiz somente com a
bola. Isto sugere que ajustes ainda precisam ser feitos ao algoritmo, em principio em sua
segunda fung¢ao objetivo, relacionada a drea da mascara, para que se busque uma mascara
final com maior enfoque no objeto mencionado pelo rétulo.

Os outros métodos de otimizacao apresentaram resultados qualitativos semelhan-
tes, com excec¢ao do [IPHA-GA que possui maior diferenca em seu funcionamento. A Fi-
gura 5 mostra um exemplo destas explicagdes. Os algoritmos que utilizam métodos mul-
tiobjetivo e mdscaras continuas obtiveram resultados similares e sobrepostos ao IPHA-RI.
O IPHA-GA, por sua vez, apresenta uma mascara consideravelmente diferente € menos
interpretdvel em relacao a percepcao humana devido a sua mdscara nao continua e ao alto
nimero de varidveis que o algoritmo precisa otimizar. Por fim, é importante observar que
métodos por gradiente também podem ser aplicados ao modelo CLIP, mas sua aplicacao
depende do acesso as camadas internas do codificador visual e pode exigir adaptagdes adi-
cionais em arquiteturas baseadas em Vision Transformers. Assim, apesar de ser possivel
a aplicacdo de técnicas de gradientes para explicacdo de modelos CLIP, ela ndo ocorre de
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Figura 4. Explicacao gerada por IPHA-RI da decisao do modelo CLIP com opc¢ao
de rotulo flag (acima) e com opcao de rétulo golf ball abaixo.

forma tdo direta e simples quanto a aplicacdo de técnicas de otimizacao.

6. Conclusao

Os resultados obtidos demonstraram uma vantagem consistente dos métodos baseados
em otimizacdo que utilizam regides continuas para a métrica Feature Impact Index, com
destaque para os métodos IPHA-RI e IPHA-PI, que utilizam inpainting. Embora os
métodos por gradiente tenham apresentado tempos de execugdo significativamente me-
nores, os resultados indicam que as abordagens por otimizacdo utilizadas foram mais
eficazes na identificacdo de regides que preservam a decisao original dos modelos. Como
contribuicdo adicional, foi apresentada uma extensdao dos métodos por otimizacdo para
modelos multimodais VLM baseados na arquitetura CLIP. Foi demonstrada a viabilidade
dessa aplica¢do, em cendrios que envolvem alinhamento entre imagens e descri¢des tex-
tuais dinamicas. Isto ilustra a caracteristica agnostica dos métodos por otimizacdo e sua
vantagem na facil utilizacdo com modelos complexos como o CLIP, que também lida com
reconhecimento textual, sem que seja necessario fazer nenhuma adaptagdo adicional.

Os experimentos de extensdo para o modelo CLIP realizados tiveram carater
exploratério, mas os resultados iniciais indicam que a abordagem pode ser adaptada
para além da tarefa de classificacdo tradicional de imagens. Como trabalhos futuros,
pretende-se ampliar a avaliacdo em arquiteturas para diferentes tipos de tarefas como
Zero-shot Classification e Visual Question Answering. Também pode-se investigar novas
formulacdes que aproveitam o uso de inpainting na geragao de explicagdes de mascaras,
para que se possa diminuir seu custo de tempo, além da avaliacio do mesmo em conjuntos
de dados que possuam anotacdes de regioes.
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Figura 5. Explicagao gerada pelos algoritmos de otmizagao restantes para de-
cisao do modelo CLIP com opcao de rotulo fish (acima) e com opcao de
rotulo face abaixo.
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