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Abstract. Public revenue and expenditure forecasting is essential for fiscal plan-
ning, yet remains relatively underexplored from a machine learning perspective.
This study investigates the performance of three learning paradigms for multi-
ple time series forecasting, individual, local, and global, applied to real public
finance data from the State of Pernambuco, Brazil. The paper employs a range of
traditional statistical models, machine learning methods, and foundation models,
encompassing 13 different combinations. The results indicate that no single
approach is universally superior, as performance depends on the specific dataset.
While the evaluated approaches performed similarly for revenues, the global
approach showed better results for expenditures. These findings highlight how
foundation models can complement domain-specific training, providing practical
evidence for choosing the most suitable forecasting strategy in public finance.

1. Introducao

A previsdo de receitas e despesas publicas desempenha papel fundamental
no planejamento governamental e na sustentabilidade fiscal dos entes federati-
vos [Congressional Budget Office 2024]. Estimativas confidveis permitem definir limites
or¢amentdrios, apoiar a formulagdo de politicas publicas, orientar investimentos e reduzir
riscos associados a execugdo financeira. A crescente disponibilidade de dados histéricos
provenientes dos sistemas corporativos do governo cria oportunidades para a adogdo de téc-
nicas avangadas de andlise de dados e aprendizado de mdquina capazes de complementar ou
aprimorar métodos tradicionais de projecdo orcamentdria [Buettner and Kauder 2010]. A
previsdo de receitas e despesas pode ser formulada como um problema de séries temporais,
no qual observacdes histdricas sdo utilizadas para identificar tendéncias, sazonalidades e
dependéncias estatisticas capazes de auxiliar a estimativa de valores futuros. Métodos clas-
sicos, como os modelos da familia de Box & Jenkins, permanecem amplamente utilizados
devido a sua interpretabilidade e sélida fundamentagdo estatistica [Box et al. 2015]. Entre-
tanto, avancos recentes em aprendizado de maquina t€ém demonstrado que modelos como
Support Vector Regression (SVR) [Barchi et al. 2026], redes neurais Multi-Layer Percep-
tron (MLP) [Masini et al. 2023], modelos de aprendizado profundo [Padilha et al. 2025]



métodos baseados em arvores de decisdo [Petropoulos et al. 2022] e modelos de fundacao
[Ansari et al. 2024] podem alcangar desempenho superior em cendrios caracterizados por
nao linearidade e heterogeneidade de padrdes.

Nos udltimos anos, um dos principais debates da literatura de previsao de mul-
tiplas séries temporais tem se concentrado na escolha do paradigma de aprendizado
mais adequado [Makridakis et al. 2022]. Nesse contexto, trés abordagens tém se des-
tacado na literatura [Makridakis et al. 2018]: individual, local e global. A abordagem
individual ajusta um modelo especifico para cada série temporal, explorando exclusiva-
mente suas caracteristicas particulares. A abordagem local treina um modelo a par-
tir de um grupo de séries temporais com comportamentos semelhantes, permitindo
capturar padrdes temporais comuns dentro de subconjuntos de dados. J4 a aborda-
gem global treina um unico modelo sobre todas as séries temporais disponiveis, ex-
plorando regularidades compartilhadas e favorecendo a transferéncia de conhecimento
entre diferentes séries temporais [Montero-Manso and Hyndman 2021]. As tradicio-
nais competicoes M4 [Makridakis et al. 2018] e M5 [Makridakis et al. 2022] eviden-
ciaram o potencial dos modelos globais em bases extensas. Contudo, outros estu-
dos [Montero-Manso and Hyndman 2021, Bandara et al. 2020, Ansari et al. 2024] indi-
cam que abordagens locais podem apresentar vantagens em conjuntos heterogéneos ou
compostos por séries curtas. Apesar dos avancos, ndao hd consenso sobre qual paradigma
favorece dominios fragmentados e heterogéneos. Essa lacuna € critica nas financas publi-
cas, onde as séries apresentam escalas distintas, influéncias do calendério fiscal e baixa
previsibilidade temporal.

Este trabalho investiga o desempenho relativo das abordagens individual, local
e global na previsdo de séries temporais de receitas e despesas publicas do estado de
Pernambuco, avaliando modelos estatisticos classicos (ARIMA), métodos de aprendizado
de méaquina (Regressao Ridge, SVR, MLP, Random Forest e Light Gradient Boosting
Machine (LightGBM)) e modelos de fundagdo (Chronos). O objetivo central € identificar
como a heterogeneidade e a granularidade dos dados fiscais influenciam a eficicia de cada
paradigma de aprendizado. As principais contribuicdes deste estudo sdo: (1) Comparacio
sistematica de paradigmas: realiza uma avaliacio entre modelos individuais, locais e
globais em um dominio de alta complexidade e heterogeneidade, como as finangas publicas
governamentais; (2) Avaliacao de modelos de fundacao: investiga o potencial de genera-
lizacdo do modelo Chronos em séries fiscais, analisando sua capacidade complementar
aos modelos treinados nos dados do dominio; (3) Analise de desempenho por categoria
fiscal: identifica que, enquanto abordagens individuais e locais mantém competitividade
em séries de receita, a abordagem global demonstra maior robustez e consisténcia na
previsdo de despesas.

O restante deste artigo estd organizado da seguinte forma: a Se¢do 2 revisa a
literatura sobre previsao fiscal e aprendizado de maquina, enquanto a Secdo 3 detalha os
paradigmas de previsdo para multiplas séries temporais. A Se¢do 4 descreve a metodologia
proposta e a Se¢do 5 apresenta o protocolo experimental. Os resultados sdo discutidos na
Secdo 6 e, por fim, a Sec¢do 7 encerra o trabalho com as consideragdes finais e sugestoes
para pesquisas futuras.

Os dados e coédigos utilizados ao longo do trabalho estdo disponiveis em repo-



sitério publico'. Ferramentas de inteligéncia artificial foram utilizadas como apoio na
implementacdo e organizagio do cédigo deste trabalho?.

2. Previsao de Financas Puablicas

A previsdo de receitas e despesas governamentais constitui um problema cldssico da
economia fiscal, desempenhando papel central na formulagdo de politicas publicas, no
planejamento or¢camentdrio e na sustentabilidade das contas publicas. Nesse contexto,
métodos sistematicos e formalizados de previsdao tendem a reduzir erros e aumentar
a transparéncia dos processos or¢amentarios, contribuindo para uma gestao fiscal mais
eficiente e previsivel [Buettner and Kauder 2010]. De forma complementar, Frankel (2011)
identifica evidéncias recorrentes de viés otimista em projecdes fiscais oficiais, enquanto
Jonung e Larch (2006) argumentam que a utilizacdo de previsdes independentes pode
atuar como importante mecanismo de fortalecimento institucional e mitigacao de vieses
politicos [Jonung and Larch 2006].

O avancgo das técnicas de aprendizado de mdquina tem ampliado as possibilidades
de modelagem de fendmenos econdmicos complexos. Em contraste com abordagens
econométricas tradicionais, esses métodos sdo capazes de capturar relacdes nao lineares,
interagdes de alta ordem e padrdes temporais complexos presentes em grandes volumes de
dados [Duarte et al. 2025]. No campo das finangas publicas, modelos baseados em apren-
dizado de mdquina podem produzir ganhos substanciais de precisdo em previsoes fiscais
regionais [Batég and Batég 2021]. De maneira semelhante, revisdes apontam que aborda-
gens hibridas, combinando modelos estatisticos e algoritmos de aprendizado de maquina,
apresentam elevado potencial para lidar com a volatilidade, a sazonalidade e a heterogenei-
dade frequentemente observadas em séries fiscais e orcamentdrias [Masini et al. 2023].

Paralelamente, o desenvolvimento de arquiteturas de aprendizado profundo tem
transformado a 4rea de previsao de séries temporais ao possibilitar o aprendizado automéa-
tico de representacdes complexas em conjuntos de dados massivos [Ansari et al. 2024]. Es-
ses avancgos estimularam o surgimento de modelos globais capazes de explorar padrdes com-
partilhados entre multiplas séries temporais, frequentemente superando abordagens locais
em cendrios com grande disponibilidade de dados [Masini et al. 2023, Ansari et al. 2024].
Apesar desse progresso, a aplicacao dessas técnicas ao contexto da previsdo orcamentaria
governamental ainda permanece relativamente limitada. Em particular, estudos que explo-
ram séries fiscais altamente desagregadas, abrangendo multiplas categorias de receitas e
despesas, continuam escassos, especialmente em paises em desenvolvimento e no contexto
brasileiro.

3. Paradigmas de Aprendizado para Multiplas Séries Temporais

A previsdao de multiplas séries temporais [Makridakis et al. 2018, Makridakis et al. 2022,
Aksu et al. 2024] tornou-se uma das dreas mais ativas da pesquisa em aprendizado de ma-
quina nos ultimos anos. Diferentemente da previsdo univariada tradicional, em que cada sé-
rie € modelada de forma independente, os cenarios modernos frequentemente envolvem cen-
tenas ou milhares de séries correlacionadas, criando oportunidades para compartilhamento

!Cédigo, dados e resultados deste trabalho estio disponiveis em: https://github.com/
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de informacao entre diferentes processos temporais [Montero-Manso and Hyndman 2021].
Nesse contexto, a literatura organiza os métodos de previsdo em trés abordagens principais:
individual, local e global [Montero-Manso and Hyndman 2021, Bandara et al. 2020]. Na
abordagem individual, cada série recebe um modelo préprio treinado exclusivamente com
seus dados histdricos, preservando caracteristicas especificas, mas podendo sofrer com
escassez de dados quando as séries sdo curtas ou altamente ruidosas.

Em contraste, a abordagem global utiliza um unico modelo treinado simultanea-
mente sobre todas as séries disponiveis, explorando padrdes compartilhados para aumentar
a capacidade de generalizacdo e reduzir problemas de sobreajuste. Esse paradigma ganhou
destaque apds as competi¢cdes M4 e M5, nas quais modelos globais baseados em gradient
boosting e redes neurais profundas alcancaram desempenhos competitivos em diversos ce-
ndrios de previsdo [Makridakis et al. 2018, Makridakis et al. 2022]. Entre esses extremos
encontra-se a abordagem local, que busca equilibrar especializacdo e compartilhamento
de conhecimento por meio do agrupamento de séries semelhantes e do treinamento de
modelos especificos por cluster [Bandara et al. 2020]. O sucesso dessa estratégia depende
da capacidade de identificar padrdes efetivamente compartilhados entre as séries.

Um estudo recente [Aksu et al. 2024] mostrou que nao existe uma abordagem
universalmente superior para previsdao de multiplas séries temporais. O desempenho
de modelos individuais, locais e globais depende de fatores como o nimero de séries
disponiveis, seu comprimento, o grau de heterogeneidade dos dados e a existéncia de
padrdoes compartilhados [Montero-Manso and Hyndman 2021]. Evidéncias da compe-
ticdo M5 indicam que abordagens globais tendem a ser competitivas em bases exten-
sas, enquanto modelos individuais permanecem robustos em cendrios mais heterogé-
neos [Makridakis et al. 2018, Makridakis et al. 2022]. Além disso, o equilibrio entre ca-
pacidade de generalizacdo e especializacdo continua sendo um dos principais desafios da
area [Petropoulos et al. 2022, Masini et al. 2023].

4. Metodologia Proposta

A Figura 1 ilustra a metodologia proposta, que se estrutura em duas fases: Treinamento e
Previsdo. Na etapa de treinamento, o conjunto de treinamento dos dados brutos D, que
compreende todas as séries temporais, € submetido a procedimentos de pré-processamento
para gerar o conjunto D,,. Este conjunto refinado € estruturado de forma a viabilizar a
modelagem computacional e a extra¢do de padrdes temporais pelas abordagens individual,
local e global. Nesse sentido, o teste de Ljung-Box [Box et al. 2015] € aplicado ao conjunto
D,,. Séries temporais que ndo apresentam correlagdo linear estatisticamente significativa
sdo excluidas da modelagem. Apds a geragdo de D, as fungdes de auto-correlagdo (FAC)
e auto-correlacdo parcial (FACP) sdo utilizadas para definir os valores candidatos de lags

(k).

Na fase de previsdo, uma janela temporal de entrada D, = {d,, d,—1,...,d4—x}.
previamente submetida as etapas de pré-processamento, é apresentada aos modelos indi-
vidual (M), local (M) e global (Mg). Com base nessa janela, cada modelo gera uma
previsdo para o horizonte h, denotada por ﬁq+h.

4.1. Abordagem individual

Na abordagem individual, cada série temporal € tratada como uma tarefa de previsao
independente. Os modelos sdo treinados exclusivamente com os dados histéricos da
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Figura 1. Metodologia proposta para avaliacao das abordagens individual, local e
global. Fases de treinamento e teste.

propria série, sem incorporar informacdes provenientes das demais séries disponiveis,
ou dados exdgenos. Para realizar previsdes de multiplos passos a frente, foi adotada a
estratégia recursiva [Duarte et al. 2025], em que cada valor previsto em ¢ € utilizado como
entrada para a previsdo do préximo instante ¢ + 1, até que o horizonte h seja alcancado.

4.2. Abordagem Local

A abordagem local recebe como entrada o conjunto de treinamento (D,,). A partir desse
conjunto, a proposta gera um vetor compacto de atributos estatisticos com o objetivo de
cobrir diferentes dimensdes que determinam a similaridade estrutural e a previsibilidade
das séries temporais [Aghabozorgi et al. 2015]. As caracteristicas sdo: a magnitude da
série temporal é capturada pelo logaritmo da média absoluta, que separa séries de escalas
muito diferentes. A dispersdo € medida pelo coeficiente de variagdo, que quantifica a
volatilidade. A tendéncia aparece na inclinagao linear normalizada pela escala, indicando
crescimento ou queda. A dependéncia serial € descrita pelas autocorrelagdes nos lags 1,
2 e 3, que quantificam a memoria temporal. Adicionalmente, a sazonalidade é capturada
pela for¢a sazonal, uma medida que reflete a importancia relativa dos padrdes ciclicos
recorrentes presentes na série temporal. Por fim, a forma da distribuicao € representada
pelo coeficiente de assimetria, que permite identificar comportamentos marcados por con-
centracdes assimétricas, picos ocasionais ou eventos extremos, frequentemente observados
em fluxos fiscais e or¢amentarios.

A escolha desse conjunto de atributos busca equilibrar capacidade descritiva e
parcimoOnia. Embora compacto, o vetor resultante incorpora informagdes complementares
sobre nivel, variabilidade, tendéncia, dependéncia temporal, sazonalidade e distribuicao
dos dados. Apds isso, um modelo € treinado para cada grupo gerado a partir das séries que
compdem o cluster.

4.3. Abordagem Global

A abordagem global treina um unico modelo sobre todas as séries simultanea-
mente [Montero-Manso and Hyndman 2021]. A ideia central € que um modelo exposto



a diferentes comportamentos aprende padrdes comuns a todas elas e, a0 mesmo tempo,
distingue cada série quando recebe informagdo sobre sua identidade. O modelo recebe
como entrada: a série temporal (D,,); atributos de calendario (més e trimestre); € a
identidade da série, dada por um identificador numérico. O identificador é o elemento
que permite ao modelo aprender ajustes especificos de cada série sem abrir mao dos
padrdes compartilhados, o que torna a abordagem global competitiva mesmo entre séries
heterogéneas [Montero-Manso and Hyndman 2021, Makridakis et al. 2022].

5. Protocolo Experimental

Os conjuntos de dados provém do Sistema de Gerenciamento Or¢amentario (SGO) de
Pernambuco e retinem séries temporais mensais de receitas realizadas e despesas liquidadas,
de janeiro de 2019 a outubro de 2025. As Receitas Realizadas (RR) somam 367 séries, cada
uma referente a uma fonte de receita orcamentéria. As Despesas Liquidadas (DL) somam
97 séries, que englobam diferentes tipos de despesa. Ap0s o teste de ruido branco, restaram
133 séries em RR e 19 em DL. Entre as séries temporais de despesas restantes, trés eram
compostas por conjunto de treinamento com menos de 15 observagdes, o que inviabiliza a
validacdo cruzada dos modelos individuais e, por isso, foram excluidas, restando 16 séries
para a experimentacdo. Cada série temporal foi dividida em 80% das observacdes para o
conjunto de treinamento e 20% das observagdes para o conjunto de teste.

A comparagdo contempla sete modelos que cobrem o espectro consolidado
da area de previsdo de séries temporais: do estatistico cldssico aos modelos de
fundagdo [Masini et al. 2023]. O modelo ARIMA € o benchmark estatistico clas-
sico [Box et al. 2015]. Como os lags de uma série temporal podem ser fortemente correlaci-
onados entre si, a Regressdo Ridge foi escolhida porque acrescenta uma penalizacio /5 que
regulariza esse efeito e estabiliza as estimativas sob multicolinearidade [Safari et al. 2025].
O SVR usa uma margem c-insensivel que filtra ruido e, com diferentes kernels, pode
modelar relacdes lineares e ndo-lineares [Duarte et al. 2025]. O MLP é um aproxima-
dor universal de funcdes, incluido para capturar ndo-linearidades [Duarte et al. 2025]. O
Random Forest (RF) € um ensemble por bagging, robusto a outliers [Breiman 2001]. O
LightGBM ¢é um ensemble por boosting, modelo global de referéncia na competicao
M5 [Makridakis et al. 2022]. O Chronos representa os modelos de fundagao, que transfe-
rem conhecimento via pré-treinamento em larga escala [Ansari et al. 2024]. A Tabela 1
indica quais modelos foram avaliados em cada abordagem. A individual usa ARIMA,
MLP, Ridge e SVR; a local usa LightGBM, MLP, Ridge e SVR; e a global usa LightGBM,
MLP, Ridge, RF e o Chronos. O ARIMA e o SVR ficam fora da global porque ndo
acomodam naturalmente o identificador de série, mecanismo central do treinamento glo-
bal [Montero-Manso and Hyndman 2021], e o RF foi reservado a abordagem global, onde
o maior volume de dados justifica seu custo. O Chronos € pré-treinado sobre um amplo
corpus de séries e aplicado em modo zero-shot, sem nenhum ajuste aos dados deste estudo.
Sua previsdo segue 0 mesmo protocolo recursivo dos demais modelos. Os lags para
cada série temporal foram selecionados a partir da FACP [Box et al. 2015]. O maior lag
significativo define a janela de entrada, com o teto de 12 meses. Esse teto tem dupla
justificativa: 12 lags cobrem um ciclo sazonal anual completo, a periodicidade dominante
em séries fiscais regidas pelo calenddrio orcamentdrio, e limitar a janela mantém o nimero
de atributos baixo frente ao treino curto destas séries, reduzindo o sobreajuste. Todos os
modelos foram treinados para prever de 3 a 12 passos a frente, dependendo do tamanho da



série.

Tabela 1. Espaco de busca de hiperparametros por modelo. Os mesmos valores
sao usados em todas as abordagens em que o modelo é utilizado.

Modelo Hiperparametro Valores
ARIMA  p, g, d {0,1,2,3}
Ridge a {0,01; 0,1; 1; 10; 100}
C {0,1; 1; 10; 100}
SVR e {0,01; 0,1; 1}
kernel {RBE, linear}
camadas {(50), (100), (50,50), (100,50) }
MLP a {10-%,1073,102}
n {0,001; 0,01}
Estimadores {100, 300, 500}
RF profundidade {0, 5,10}
min_samples_leaf  {1,5,10}
LightGBM num_leaves {15,31,63}

min_child_samples  {5,20,50}

Chronos modo zero-shot (sem ajuste)

As métricas de avaliacdo sdo calculadas no conjunto de teste. A métrica priméria
€ a mediana da Raiz do Erro Quadratico Médio (RMSE) normalizado pela magnitude
média do periodo de treino de cada série, o que torna os erros comparaveis entre séries de
escalas diferentes [Hewamalage et al. 2023]. Utiliza-se a mediana, e ndo a média, por ser
mais robusta a assimetria das distribui¢des, complementada pela contagem de vitérias por
série. Adicionalmente, o Mean Absolute Percentage Error (MAPE) foi calculado por ser
interpretdvel e independente de escala.

6. Resultados

Os resultados da previsdo das séries temporais de receitas e despesas sao apresentados nas
Secdes 6.1 e 6.2, respectivamente.

6.1. Avaliacao de desempenho para as séries temporais de receita

A Tabela 2 apresenta os resultados obtidos pelas abordagens individual, local e global
na previsdo de séries temporais de receita, considerando as métricas RMSE, MAPE,
desvio padrao (DP) e a frequéncia de vitérias de cada modelo. Na abordagem individual,
o modelo ARIMA apresentou o melhor desempenho mediano, alcan¢cando os menores
valores de RMSE e MAPE, enquanto a MLP registrou a maior frequéncia de vitdrias,
sendo o melhor modelo em 48 séries (36,1%). Esse resultado mostra que o ARIMA foi
mais estdvel, enquanto a MLP obteve o melhor resultado em mais conjuntos de dados. Na
abordagem local, o LightGBM obteve o menor RMSE e a maior frequéncia de vitérias
(39,1%), evidenciando maior capacidade preditiva em comparacdo aos demais modelos
dessa categoria. O Ridge destacou-se por apresentar o menor desvio padrdo (1,61) e o
menor MAPE (41,2%), sugerindo maior estabilidade dos seus resultados. Para a abordagem
global, o modelo Chronos alcangou os melhores resultados e a maior frequéncia de vitdrias
entre os modelos globais, sendo o melhor em 48 séries (36,1%). Os modelos LightGBM,
MLP, Random Forest e Ridge apresentaram desempenhos relativamente proximos entre
si. O Ridge manteve o menor desvio padrao (1,61), indicando maior consisténcia dos
resultados.



As linhas denominadas “Melhor” representam o desempenho obtido ao selecionar,
para cada série, o modelo com melhor resultado dentro de cada abordagem. E importante
salientar que essa andlise € feita a partir de um resultado tedrico, uma vez que a avaliacdo
¢ feita no conjunto de teste. Nessa andlise, a abordagem global apresentou o melhor
desempenho geral, com RMSE de 0,459, MAPE de 22,4% e 69 vitérias (51,9%), superando
as abordagens individual (RMSE = 0,559; MAPE = 24,5%) e local (RMSE = 0,563; MAPE
= 33,7%). Esses resultados evidenciam que os modelos globais (em especial o Chronos)
foram capazes de capturar de forma mais eficiente os padroes compartilhados entre as
séries temporais analisadas, proporcionando maior acuricia preditiva e predominancia em
mais da metade dos casos avaliados.

Tabela 2. Resultados em termos de RMSE, MAPE e Desvio Padrao (DP) das
abordagens individual, local e global para a previsao de séries temporais
de receita. Os melhores desempenhos por abordagem estao em negrito. A
coluna “Vitéria” indica a contagem e o percentual de séries em que cada
modelo obteve o melhor desempenho dentro de sua respectiva abordagem.

Abordagem Modelo RMSE DP MAPE Vitéria
ARIMA 0,649 157 274% 43 (32.3%)

Individual  MLP 0,696 9,68 309% 48 (36,1%)
ndividual - pidge 0727 18,10 33,1% 13 (9,8%)
SVR 0759 1,61 353% 29 (21,8%)

Melhor 0,559 1,57 245% 40 (30,1%)

LichtGBM 0,687 1,65 428% 52(39,1%)

Local MLP 1164 1,74 573%  14(10,5%)
oca Ridge 0,854 1,61 412% 45 (33.8%)
SVR 0958 1,78 459% 22 (16,5%)

Melhor 0,563 1,63 33,7% 24 (18,0%)

Chronos 0,669 1,63 278% 48(36,1%)

Global  LiEMGBM 0792 172 406% 18(13.5%)
oba MLP 0794 1,69 425% 25 (18,8%)

RF 0798 1,70  488% 26 (19,5%)

Ridge 0840 1,61 425% 16 (12,0%)

Melhor 0459 1,60 224% 69 (51,9%)

Na Tabela 3 e Figura 2 observa-se que ndo hd uma abordagem claramente domi-
nante entre os modelos avaliados. Os trés melhores desempenhos em termos de rank médio
foram obtidos por modelos pertencentes a paradigmas distintos: 0 ARIMA, representando
a abordagem individual (5, 74), o LightGBM local (5,81) e o Chronos global (6, 08).
Esse resultado sugere que tanto estratégias tradicionais quanto abordagens baseadas em
aprendizado de maquina e modelos fundacionais podem alcangar niveis competitivos de
desempenho na previsdo de receitas publicas. Outro aspecto relevante € a diferenca entre
consisténcia e capacidade de obten¢dao do melhor resultado pontual. Embora os modelos
globais RF e MLP apresentem ranks médios relativamente baixos (6,57 e 6, 91, respec-
tivamente), eles registram as maiores taxas de vitéria da amostra, alcangando o melhor
desempenho em 16,5% e 14,3% das séries temporais. Isso indica que esses modelos
tendem a produzir previsdes mais acuradas para determinados grupos de séries, ainda que
seu desempenho médio seja menos consistente quando considerado o conjunto completo
de dados. Por outro lado, modelos como ARIMA, Chronos e LightGBM local apresentam
percentuais de vitéria mais modestos, mas ocupam posi¢des superiores no ranking médio,
evidenciando maior estabilidade e robustez ao longo das diferentes séries analisadas. Em
conjunto, os resultados sugerem que a escolha do modelo envolve um trade-off entre con-
sisténcia global de desempenho e capacidade de obter ganhos expressivos em subconjuntos



especificos de séries temporais.

Tabela 3. Ranking de Desempenho baseado no RMSE: posicionamento médio e
% de vitérias por modelo nas séries temporais de receita. Os resultados
estdao ordenados pelo rank médio.

Abordagem Modelo Rank Vitéria (%)

Individual ARIMA 5,74 75
Local LightGBM 5,81 53
Global Chronos 6,08 9,8
Individual MLP 6,31 9,8
Local Ridge 6,40 53
Global Ridge 6,42 3.8
Global RF 6,57 16,5
Global MLP 6,91 14,3
Global LightGBM 7,14 7,5
Individual Ridge 7,14 53
Individual SVR 7,29 75
Local SVR 9,26 45
Local MLP 9,93 3,0
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Figura 2. Distribuicdo do rank baseado em RMSE por modelo, agrupado por
abordagem, na previsao das séries de receita.

6.2. Avaliacao de desempenho para as séries temporais de despesa

A Tabela 4 apresenta os resultados obtidos pelas abordagens individual, local e global
na previsao das séries temporais de despesas. Na abordagem individual, o modelo SVR
apresentou o melhor desempenho geral, alcancando os menores RMSE, DP e MAPE,
além de ter obtido o maior nimero de vitérias, sendo o melhor modelo em 7 das 16
séries analisadas (43,8%). Na abordagem local, o SVR também se destacou ao registrar
o menor RMSE e a maior frequéncia de vitérias (31,2%). O modelo Ridge apresentou
desempenho préximo, com RMSE de 0,669, mesma porcentagem de vitérias (31,2%)
e menor desvio padrao (0,36), enquanto o MLP obteve o menor MAPE da abordagem
(49,7%). De modo geral, os resultados indicam que entre os modelos locais, 3 dos 4
apresentaram desempenho relativamente homogéneo nas séries de despesas, com excecao
do LightGBM que obteve métricas de erro maiores. Entre os modelos globais, o Chronos
alcancou o melhor desempenho em termos de RMSE (0, 447) e foi o modelo mais vitorioso
da abordagem, obtendo o melhor resultado em 9 das 16 séries (56,2%). Além disso,
apresentou o menor MAPE da abordagem global (50,1%). Os demais modelos globais
exibiram desempenhos préximos entre si, com destaque para o LightGBM, que registrou o
menor desvio padrdo (0,38). Na andlise do “Melhor” entre as abordagens, o paradigma
global apresentou o melhor desempenho geral, alcancando RMSE de 0, 352 e MAPE de
39,8%. Em termos de frequéncia de vitdrias, a abordagem global também apresentou o



maior percentual (43,8%), seguida pela individual (37,5%) e pela local (18,8%). Esses
resultados sugerem que os modelos globais foram mais eficazes em capturar padrdes
compartilhados entre as séries de despesa.

Tabela 4. Resultados em termos de RMSE, MAPE e Desvio Padrao (DP) das
abordagens individual, local e global para a previsdo de séries temporais
de receita. Os melhores desempenhos por abordagem estdao em negrito. A
coluna “Vitéria” indica a contagem e o percentual de séries em que cada
modelo obteve o melhor desempenho dentro de sua respectiva abordagem.

Abordagem Modelo RMSE DP MAPE Vitéria

ARIMA 0,845 1,35 629% 2 (12,5%)

Individual MLP 0,788 0,61  48,0% 4 (25,0%)
Ridge 0,746 2,00 53,8% 3 (18,8%)

SVR 0,691 0,59 433% 7 (43,8%)

Melhor 0,671 045 43,7% 6 (37.5%)

LightGBM 0,893 039 592% 2(12,5%)

Local MLP 0,689 0,37 49,7% 4 (25,0%)
Ridge 0,669 0,36 51,7% 5(31,2%)

SVR 0,608 0,36 52,6% 5(31,2%)

Melhor 0,547 0,34 44,1% 3 (18,8%)

Chronos 0,447 083 50,1% 9 (56,2%)

LightGBM 0,641 0,38 58,0% 2(12,5%)

Global MLP 0,593 0,61 62,5% 1(6,2%)
RF 0,680 0,40 55,7% 2 (12,5%)

Ridge 0,589 0,55 712% 2(12,5%)

Melhor 0,352 042 398% 7 (43.,8%)

Os resultados para as séries de despesa, sintetizados na Tabela 5 e na Figura 3,
revelam uma clara superioridade da abordagem Global, com o modelo Chronos liderando
tanto o ranking médio (4,81) quanto o percentual de vitérias (25%). Diferente do observado
nas séries de receita, a abordagem global demonstrou maior consisténcia, ocupando quatro
das cinco primeiras posi¢des do ranking. O SVR individual destacou-se como o segundo
melhor modelo (6,19), apresentando-se como a alternativa mais robusta fora do paradigma
global, enquanto o LightGBM local registrou o desempenho médio mais baixo da amostra
(8, 88). O boxplot confirma essa tendéncia, evidenciando que a abordagem global, liderada
pelo Chronos, obteve a melhor mediana.

Tabela 5. Ranking médio de desempenho baseado no RMSE e % de vitorias por
modelo nas séries temporais de despesa (ordenados pelo rank médio).

Abordagem Modelo Rank Vitéria (%)

Global Chronos 4,81 25,0
Individual SVR 6,19 12,5
Global RF 6,25 6,2
Global LightGBM 6,44 6,2
Local Ridge 6,50 6,2
Global Ridge 6,75 0,0
Individual Ridge 6,81 6,2
Individual MLP 6,81 6,2
Local MLP 7,12 0,0
Local SVR 7,38 6,2
Global MLP 8,38 6,2
Individual ARIMA 8,69 12,5
Local LightGBM 8,88 6,2

7. Conclusoes

Este trabalho investigou o desempenho dos paradigmas de aprendizado individual, local e
global na previsao de receitas e despesas publicas, utilizando uma gama de modelos que
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Figura 3. Distribuicao do RMSE por modelo, agrupado por abordagem, na previsao
das séries de despesa.

incluiu desde abordagens estatisticas classicas até modelos de fundacdo. Os resultados
demonstraram que ndo existe uma superioridade universal de um tnico paradigma, mas sim
uma dependéncia direta das caracteristicas das séries fiscais. Para as receitas, as abordagens
individual e local mostraram-se altamente competitivas, enquanto nas despesas a aborda-
gem global, liderada pelo modelo Chronos, apresentou maior consisténcia e robustez. Em
resumo, os achados evidenciam que a integracao de modelos de fundagdo com treinamentos
locais e globais oferece um caminho promissor para lidar com a heterogeneidade das finan-
cas publicas. Como trabalhos futuros, destacam-se a incorporagdo de varidveis exdgenas e
o desenvolvimento de combinacdes que explorem a complementaridade entre modelos de
fundagdo e modelos treinados sobre os proprios dados [Petropoulos et al. 2022].
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