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Abstract. Predatory litigation involves the repetitive filing of lawsuits and the
large-scale use of similar petitions, placing an excessive burden on the judici-
ary. In this context, this study proposes a data fusion-based approach to support
the preliminary identification of this phenomenon in initial petitions. Relational,
temporal, and semantic indicators are obtained through feature engineering and
combined into an adaptive score that guides a weak labeling process. These in-
dicators are subsequently verbalized into standardized textual narratives, which
are used to fine-tune specialized BERT models (BumbaBERT and LegalBERT-
pt) on a dataset of 8,729 cases. The fine-tuned LegalBERT-pt achieved a macro
F1-score of 0.96 on the proposed weak labeling target, showing that the models
effectively recover the constructed indicators from the verbalized narratives and
support courts in focusing analytical efforts on potentially predatory cases while
ensuring the prompt resolution of legitimate claims.

Resumo. A litigância predatória consiste no ajuizamento reiterado de ações e
na utilização, em larga escala, de petições semelhantes, o que provoca sobre-
carga ao Poder Judiciário. Nesse contexto, este trabalho propõe uma abor-
dagem baseada em fusão de dados para apoiar a identificação preliminar
desse fenômeno em petições iniciais, na qual indı́cios relacionais, temporais
e semânticos são obtidos por meio de engenharia de atributos, combinados em
um score adaptativo que orienta um processo de rotulagem fraca e, posteri-
ormente, verbalizados em narrativas textuais padronizadas, utilizadas no fine-
tuning de modelos BERT especializados (BumbaBERT e LegalBERT-pt) em um
dataset de 8.729 processos. O LegalBERT-pt ajustado alcançou F1-score macro
de 0,96 sobre o alvo de rotulagem fraca proposto, evidenciando que os indı́cios
construı́dos são efetivamente recuperados pelos modelos a partir das narrativas
verbalizadas, fornecendo subsı́dios para que os tribunais concentrem o esforço
analı́tico nos casos potencialmente predatórios e resguardem a celeridade no
atendimento às demandas legı́timas.



1. Introdução

A transformação digital do Poder Judiciário brasileiro, impulsionada pela implementação
do Processo Judicial Eletrônico (PJe) e por iniciativas de governança tecnológica, como
o Programa Justiça 4.0, ampliou o acesso e a velocidade de tramitação processual, ao
mesmo tempo em que exigiu novos instrumentos de gestão e de governança do PJe
[Rampim and Igreja 2022, de Araújo et al. 2022]. O Relatório “Justiça em Números” re-
gistra a dimensão desse acervo processual, com o judiciário encerrando 2025 com 75
milhões de processos pendentes, dos quais 59 milhões estavam em tramitação1.

Neste cenário, emerge o fenômeno da litigância predatória, caracterizada pelo aju-
izamento massivo e automatizado de ações judiciais com causas de pedir genéricas, fa-
tos artificialmente replicados e uso abusivo do direito de ação, visando obter vantagens
indevidas por meio do congestionamento dos sistemas judiciais [Silva and Neris 2025,
de Souza 2024]. O fenômeno manifesta-se por meio de diversos padrões comportamen-
tais, como a distribuição simultânea de ações substancialmente idênticas, o uso de mode-
los de petição com alterações mı́nimas e a concentração temporal de protocolos que evi-
denciam automação [Paradela and Cavaco 2025]. O principal desafio para sua detecção
reside na sofisticação das estratégias de camuflagem textual, nas quais variações superfici-
ais são introduzidas com o objetivo de contornar filtros tradicionais baseados em palavras-
chave ou em regras sintáticas simples [Neto et al. 2025].

Nesse sentido, os avanços recentes em Processamento de Linguagem Natu-
ral (PLN) e em aprendizado de máquina oferecem oportunidades para a análise au-
tomatizada de grandes volumes de documentos jurı́dicos [Melo 2023]. Modelos de
linguagem baseados na arquitetura Transformer, como o Bidirectional Encoder Re-
presentations from Transformers (BERT), têm demonstrado desempenho consistente
em tarefas de classificação textual, extração de informação e análise de similaridade
semântica [Justino et al. 2025].

No contexto brasileiro, a adaptação desses modelos para o processamento de tex-
tos jurı́dicos tem sido objeto de crescente interesse, com desenvolvimento de versões
especializadas treinadas em dados jurı́dicos, como Legal-BERT-pt [Silveira et al. 2023]
e BumbaBERT [Carmo et al. 2023]. Diante desse panorama, este trabalho propõe uma
abordagem para apoiar a identificação preliminar de litigância predatória em petições ini-
ciais, combinando atributos relacionais, temporais e semânticos. Os indı́cios extraı́dos
são combinados em um score adaptativo, utilizado no processo de rotulagem fraca, e con-
vertidos em narrativas curtas padronizadas para serem usadas como entrada dos modelos.
Para avaliar em que medida os modelos reproduzem os indı́cios verbalizados e como os
padrões convergem com as marcações institucionais existentes, utilizaram-se os modelos
BumbaBERT e LegalBERT-pt, considerando diferentes estratégias de treinamento e dois
alvos distintos em cenários experimentais.

O restante do artigo encontra-se organizado como segue. Na Seção 2, discutem-se
os trabalhos correlatos. Os materiais e métodos são detalhados na Seção 3. Os resulta-
dos são apresentados e discutidos na Seção 4. Por fim, na Seção 5, são apresentadas as
considerações finais, as limitações do estudo e as sugestões para trabalhos futuros.

1Disponı́vel em: https://justica-em-numeros.cnj.jus.br/painel-estatisticas/
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2. Trabalhos relacionados

A classificação automática de textos tem sido amplamente investigada por meio de di-
ferentes estratégias de representação textual e de modelos de aprendizado supervisio-
nado. [Borges et al. 2025] apresentam uma análise comparativa entre modelos baseados
em Transformers (BERT e BERTimbau) e algoritmos tradicionais (Decision Tree, XGBo-
ost, Naive Bayes, Support Vector Machine e Multilayer Perceptron), em cenários binários
e multiclasse, com representações baseadas em embeddings. Os modelos baseados em
Transformers apresentaram melhor desempenho, sobretudo quando a compreensão con-
textual do texto é mais relevante, embora os métodos tradicionais permaneçam competi-
tivos quando associados a representações adequadas. O estudo também aponta dificulda-
des em tarefas multiclasse, atribuı́das ao desbalanceamento das classes e à sobreposição
semântica entre categorias, aspectos relevantes para problemas em que os limites entre as
classes não são rigidamente definidos.

De forma complementar, [Santos et al. 2025] comparam modelos clássicos de
aprendizado de máquina, modelos Transformers ajustados por fine-tuning e Large Lan-
guage Models (LLMs) baseados em prompt engineering em uma tarefa de classificação
multiclasse de petições da Defensoria Pública do Estado de Goiás, distribuı́das em 24
categorias. Os resultados demonstraram melhor desempenho dos modelos Transformers
ajustados, com F1-Score de 94,70% para o BERTimbau Large e de 90,91% para o BER-
Timbau Base. Embora as abordagens com LLMs tenham apresentado resultados compe-
titivos, o estudo reforça que o ajuste fino de modelos pré-treinados ainda constitui uma
estratégia eficaz para a classificação jurı́dica em português. Esse resultado é relevante
para o presente trabalho, por indicar a adequação de modelos baseados em BERT a tare-
fas multiclasse com textos jurı́dicos, um contexto próximo à identificação de indı́cios de
litigância predatória em petições iniciais.

Outra linha relacionada envolve a adaptação de dados estruturados para formatos
compatı́veis com modelos de linguagem. [Gheibi and Hougen 2025] propõem uma abor-
dagem para a classificação do risco de câncer cervical a partir da conversão de dados
tabulares em descrições textuais, permitindo a aplicação desses modelos a uma tarefa ori-
ginalmente estruturada. Para tal, os autores avaliaram modelos generativos, como GPT-2,
GPT-3, GPT-4o, LLaMA, Mistral e Phi, em estratégias zero-shot e few-shot, além de mo-
delos especializados no domı́nio biomédico, como BioBERT, PubMedBERT, ALBERT
e DistilBERT, ajustados por meio de fine-tuning. Os resultados indicaram desempenho
limitado dos LLMs de propósito geral para uma classificação confiável, enquanto mo-
delos BERT especializados e ajustados apresentaram desempenho superior, com menor
demanda computacional. Essa abordagem contribui para o presente estudo ao demonstrar
que a transformação de atributos estruturados em descrições textuais pode viabilizar o uso
desses modelos em tarefas classificatórias que combinam diferentes tipos de informação.

Em contraste com os trabalhos apresentados, este estudo se diferencia em dois as-
pectos. Enquanto [Borges et al. 2025] e [Santos et al. 2025] realizam a classificação utili-
zando rótulos já existentes, neste caso, não havia uma variável alvo de litigância predatória
na base, exigindo que a mesma fosse criada a partir de uma rotulagem fraca orientada por
indı́cios estruturados que são construı́dos por meio da comparação entre processos, como
a similaridade de petições e repetição de atores, padrões que não são notáveis em uma
petição isolada.



3. Materiais e Métodos
Este estudo foi guiado pela metodologia Cross-Industry Standard Process for Data Mi-
ning (CRISP-DM) [Wirth and Hipp 2000], amplamente utilizada na mineração de textos,
inclusive no domı́nio jurı́dico, como demonstrado em [Justino et al. 2025]. O CRISP-DM
é composto por 6 etapas, a saber: Entendimento do negócio, Entendimento dos dados,
Preparação dos dados, Modelagem, Avaliação e Implantação, detalhadas a seguir.

O Entendimento do negócio teve por finalidade compreender o domı́nio jurı́dico
e o problema investigado, com base na literatura cientı́fica e em documentos instituci-
onais e normativos do Poder Judiciário. Para tal, foi realizado um levantamento bibli-
ográfico de caráter Ad hoc [Ralph and Baltes 2022], voltado à identificação dos princi-
pais conceitos, critérios normativos e indı́cios associados à litigância predatória. Nesse
contexto, a Recomendação no 159/20242 do CNJ forneceu parâmetros institucionais
para a identificação e o tratamento do problema, enquanto o Diagnóstico Nacional so-
bre o Enfrentamento da Litigância Abusiva e Predatória no Poder Judiciário3 contri-
buiu para contextualizar o enfrentamento do fenômeno no âmbito dos tribunais brasi-
leiros. A partir desse levantamento, o trabalho focou em indı́cios observáveis na base
de dados disponı́vel, uma vez que o fenômeno pode manifestar-se por meio de diver-
sos padrões comportamentais [Paradela and Cavaco 2025, Magalhães et al. 2024]. O em-
basamento teórico resultante dessa etapa está disponı́vel como material complementar
em https://github.com/jonoliveiraf/litigancia predatoria eniac 2026.

No Entendimento dos dados, o conjunto de dados é composto por petições ini-
ciais provenientes de processos judiciais, disponibilizadas pelo Tribunal de Justiça do
Maranhão (TJMA) no formato JavaScript Object Notation (JSON), contendo 11.621 pro-
cessos judiciais e abrangendo o perı́odo de 2024 a 2026. A Tabela 1 apresenta os campos
do dataset e suas respectivas descrições.

Tabela 1. Sumarização dos dados disponibilizados.

Campo Tipo Descrição
id processo Int Identificador do processo
id orgao julgador Int Identificador do órgão julgador do processo
ds orgao julgador String Nome do órgão julgador do processo
cd classe judicial String Código da classe judicial
ds classe judicial String Nome da classe judicial
str partes polos ativos String Identificadores dos polos ativos (separados por ponto e vı́rgula)
str partes polos passivos String Identificadores dos polos passivos (separados por ponto e vı́rgula)
nr processo String Número do processo
dt distribuicao Datetime Data e horário de distribuição
id peticao Int Identificador do documento identificado como petição inicial do processo
texto peticao String Texto do conteúdo extraı́do do documento da petição inicial
str nm etiqueta String Etiquetas aplicadas pelo TJMA
ids advogados String Identificadores dos advogados do processo (separados por ponto e vı́rgula)
advogados String Lista de informação de cada advogado (id, nome, OAB)

Além dos campos estruturados descritos na Tabela 1, o campo str nm etiqueta
contém marcações previamente existentes nos processos, agrupadas em três categorias:
Sem Etiqueta, Possı́vel Prevenção e Possı́vel Demanda Predatória.

Na etapa de Preparação dos dados, inicialmente, foram removidos registros

2Disponı́vel em: https://atos.cnj.jus.br/atos/detalhar/5822
3Disponı́vel em: https://tinyurl.com/diagnostico-cnj-litigancia
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inválidos, correspondentes a petições sem identificadores de processo e conteúdos tex-
tuais. Em seguida, foram tratados os casos duplicados, definidos pela repetição do
campo id peticao, preservando o registro mais antigo, considerando a data e o horário
de distribuição, o que resultou em um conjunto final de 8.729 processos válidos. Os tex-
tos foram submetidos a uma limpeza mı́nima, voltada à remoção de caracteres especiais,
à quebra de linha e à normalização de espaços. Procedimentos clássicos como remoção
de stopwords, stemming e lematização não foram aplicados, de modo a preservar o texto
completo para a análise com modelos Transformers, que dependem do contexto léxico e
sintático original do documento [Devlin et al. 2019].

A fase de Modelagem compreende a construção da base experimental e a
preparação dos dados para o treinamento e a avaliação dos modelos supervisionados.
Essa etapa integra atributos relacionais, temporais e textuais extraı́dos dos processos, com
o objetivo de representar indı́cios computacionais associados à litigância predatória. A Fi-
gura 1 sintetiza o fluxo adotado, que parte dos processos judiciais e resulta em modelos
treinados e avaliados a partir de uma base rotulada com rotulagem fraca.

Processos 1. Engenharia de
atributos

2. Representação vetorial
dos textos

3. Cálculo de similaridade
semântica

4. Composição do
score adaptativo

5. Rotulagem fraca
dos processos

Base rotulada
para treinamento

6. Treinamento e avaliação
dos modelos

Modelos treinados
e avaliados

Figura 1. Fluxo geral da construção da base experimental e da etapa de treina-
mento dos modelos.

Seguindo o fluxo apresentado na Figura 1, a construção da base teve inı́cio com a
engenharia de atributos (Etapa 1), responsável por transformar os dados processuais em
variáveis capazes de representar padrões potencialmente relevantes para a identificação de
litigância predatória. Inicialmente, foram construı́dos atributos relacionais com base nos
vı́nculos entre advogados, entre partes ativas (autor) e entre partes passivas (réu). Para
cada processo, foram geradas combinações entre esses três tipos de atores, em que um
processo com dois advogados, uma parte ativa e dois réus distintos gera quatro trios para
análise, correspondentes às combinações possı́veis entre esses atores.

A partir dos trios formados, foram obtidos atributos de volume e de repetição,
considerando a quantidade de processos em cada trio. Quanto maior a recorrência do trio,
mais forte é o indı́cio de atuação reiterada, sobretudo quando esse padrão se associa a
outros indı́cios, como proximidade temporal e semelhança textual entre as petições. A
análise estrutural é complementada pelos atributos temporais relacionados ao trio, calcu-
lados a partir dos intervalos, em dias, entre as datas de distribuição, permitindo medir se
as ações foram propostas em intervalos próximos ou distribuı́das ao longo do tempo, pois
a concentração de muitos processos em um curto perı́odo reforça a repetição.

Por fim, foram considerados atributos contextuais para minimizar falsos positi-



vos e evitar que padrões legı́timos de litigância fossem interpretados como indı́cios de
litigância predatória. Para isso, foi analisada a combinação entre advogado e autor,
verificando quantas partes passivas distintas estavam associadas a essa mesma dupla,
pois alguns tipos de demanda podem envolver muitos processos semelhantes por razões
legı́timas, como ações de cobrança contra diferentes devedores.

Após a engenharia de atributos, os textos das petições foram convertidos em
representações embeddings (Etapa 2), de modo que petições semelhantes possam ser com-
paradas em um espaço vetorial. Para tal, foi utilizado o modelo BumbaLM4, treinado a
partir de dados jurı́dicos em português brasileiro, adequado ao uso no conjunto de da-
dos. Contudo, devido ao limite de 1.024 tokens processáveis por inferência, utilizou-se a
técnica de chunking, com janelas de 900 tokens e sobreposição de 128 tokens para evitar a
perda de contexto semântico. Posteriormente, os vetores foram agregados em uma única
representação do processo, normalizados pela norma L2, resultando em um único vetor
representativo por processo.

Com as representações vetoriais geradas e normalizadas, foi calculado o valor de
similaridade semântica (Etapa 3) entre todos os processos por meio do cosseno, de modo
que valores mais próximos de 1 indicassem maior proximidade semântica entre os tex-
tos. Após o cálculo, foram mantidos apenas os pares de processos que atingiram o limiar
s ≥ 0, 95, e os pares acima desse limiar foram associados aos trios. Para cada par de
processos, foi verificado se ambos compartilhavam o mesmo trio e, quando havia uma
interseção entre eles, a similaridade era associada ao respectivo trio, sendo possı́vel cal-
cular a quantidade de pares similares dentro do mesmo trio e os valores médio e máximo
de similaridade textual.

Na composição do score adaptativo (Etapa 4), assim denominado por ser definido
a partir das caracterı́sticas do conjunto de dados analisado, os diferentes indı́cios foram
reunidos em uma medida para ordenar os processos conforme a intensidade dos padrões
observados, considerando que o potencial predatório pode estar relacionado a valores
altos (e.g. repetição do trio) ou baixos (e.g. concentração temporal). Nesse sentido, os
valores brutos foram convertidos em percentis e reescalados para o intervalo [0, 1] por
meio da transformação Min-Max, invertendo a escala quando necessário. Os pesos dos
indı́cios foram definidos automaticamente com base na matriz de correlação de Spearman,
visando evitar a dupla contagem de indı́cios redundantes, como a similaridade máxima e
média do processo, que receberam pesos menores na composição final.

Com o score calculado, foi realizada a etapa de rotulagem fraca (Etapa 5) com
base na posição relativa de cada processo na distribuição do score. Para isso, os processos
foram organizados em quantis e separados em três nı́veis de prioridade, a saber: a classe
de Alta prioridade é atribuı́da aos processos com os 5% maiores scores da distribuição
(acima do percentil 95); processos entre os percentis 80 e 95 foram rotulados como Sus-
peito; e processos abaixo do percentil 80 foram rotulados como Baixa prioridade. Desse
modo, a saı́da dessa etapa é uma base rotulada, composta pelos atributos calculados e por
uma variável alvo, utilizada na etapa seguinte para o treinamento dos modelos.

Prosseguindo para a etapa de treinamento dos modelos (Etapa 6), optou-se por
não utilizar o texto das petições iniciais como entrada para os classificadores. Como os

4Disponı́vel em: https://huggingface.co/fabricioalmeida/BumbaLM-Embedding-4B-v0.1
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documentos possuem um número de tokens superior ao permitido pelos modelos BERT,
o truncamento para 512 tokens descartaria informações relevantes. Por outro lado, a es-
tratégia de chunking, embora preserve o conteúdo textual, aumentou o custo computaci-
onal e o consumo de memória, tornando-a inviável para a fase de treinamento. Diante
desses obstáculos, foi adotada uma estratégia baseada em [Lin et al. 2024], que propõe
a conversão de dados tabulares em texto, transformando os atributos estruturados em
descrições textuais para serem processados por modelos de linguagem. No presente es-
tudo, os atributos foram convertidos em narrativas curtas e padronizadas para serem uti-
lizadas como entrada dos modelos, reduzindo o custo de processamento. Um exemplo
pode ser observado na Tabela 2.

Tabela 2. Exemplo da narrativa textual

Rótulo associado: Alta prioridade

similaridade maxima: 1.00; faixa similaridade: muito alta; similaridade media: 0.96; pares similares:
199; texto duplicado exato: sim; processos mesmo texto: 2; processos mesmo trio: 2; pa-
res similares trio: 1; similaridade media trio: 1.00; similaridade maxima trio: 1.00; inter-
valo minimo dias: 20; urgencia temporal: moderada; baixa diversidade passiva: sim; par-
tes passivas distintas: 3; processos dupla advogado: 6; razao diversidade passiva: 0.50.

A partir disso, o aprendizado foi conduzido sobre dois modelos BERT especiali-
zados no domı́nio jurı́dico, o BumbaBERT Small [Carmo et al. 2023]5 e o LegalBERT-pt
FP [Silveira et al. 2023]6, em que cada modelo foi treinado a partir de duas estratégias de
treinamento. Na primeira, o codificador foi mantido congelado, com treinamento apenas
da camada de classificação, enquanto, na segunda, foi realizado o fine-tuning completo,
permitindo que todos os parâmetros do modelo fossem treinados. Os experimentos foram
executados em dois cenários, um utilizando como variável alvo o rótulo fraco (proposta
do presente estudo) e outro empregando as etiquetas da coluna str nm etiqueta como re-
ferência comparativa, de modo a observar em que medida os modelos capturam padrões
convergentes às marcações institucionais disponı́veis.

Foi adotada a estratégia StratifiedGroupKFold com k = 5 para o treinamento dos
modelos, usando o trio como unidade de agrupamento para preservar a distribuição das
classes em cada divisão e impedir que processos pertencentes ao mesmo grupo fossem
alocados simultaneamente em treino e teste, prevenindo o vazamento de dados. Em cada
fold, a divisão dos dados seguiu a proporção 70, 15 e 15 para os conjuntos de treino,
teste e validação, respectivamente, e os mesmos folds foram reutilizados em cada cenário
experimental para evitar que diferenças de desempenho fossem atribuı́das a variações
nas partições da base. Em relação ao desbalanceamento de classes, a estratégia adotada
foi a de WeightedRandomSampler, em que cada amostra recebe um peso inversamente
proporcional à frequência de sua classe, de modo que instâncias de classes minoritárias
tenham maior probabilidade de serem selecionadas nos lotes de treinamento, produzindo
um efeito de oversampling, sem duplicar os registros da base.

Os hiperparâmetros foram definidos com base na estratégia padrão de fine-tuning
de modelos BERT proposta por [Devlin et al. 2019], com 5 épocas, tamanho de lote de

5Disponı́vel em: https://huggingface.co/fabricioalmeida/bumbabert-small-v3
6Disponı́vel em: https://huggingface.co/raquelsilveira/legalbertpt fp
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16, otimizador AdamW, taxa de aprendizado de 2e−5, regularização por weight decay de
0, 01 e parada antecipada com paciência de 2. A seleção do melhor modelo em cada fold
foi realizada com base no F1-score macro obtido no conjunto de validação, de modo que,
na ausência de melhora nessa métrica por duas épocas consecutivas, o treinamento era
interrompido e o estado mais bem-sucedido do modelo era restaurado antes da avaliação
no conjunto de teste. O ambiente de execução possuı́a 8 GB de memória RAM e uma
GPU NVIDIA L40S com 48 GB de VRAM.

Para a Avaliação, as métricas calculadas incluı́ram acurácia, F1-score macro,
F1-score ponderado, precisão macro, recall macro, acurácia balanceada, coeficiente
de correlação de Matthews (MCC) e matriz de confusão. A métrica principal para
comparação foi o F1-score macro, por atribuir o mesmo peso a cada classe, indepen-
dentemente da frequência de cada uma, o que é relevante em um cenário de classes des-
balanceadas [Farhadpour et al. 2024]. Na etapa de Implementação, os resultados obtidos
fornecem subsı́dios técnicos para a futura incorporação de modelos de apoio à triagem de
processos judiciais, auxiliando equipes técnicas, magistrados e servidores na seleção de
processos que demandam análise mais detalhada. A Seção seguinte apresenta estes resul-
tados, considerando as métricas de desempenho, as matrizes de confusão e a comparação
entre as configurações experimentais adotadas.

4. Resultados
A distribuição dos rótulos fracos e das etiquetas institucionais apresenta comportamento
semelhante, com maior concentração em categorias intermediárias ou não conclusivas e
menor presença nas categorias associadas a indı́cios mais fortes de litigância predatória.
Na rotulagem fraca, a maior parte dos processos foi classificada como Suspeito (4.139),
seguida de Baixa prioridade (3.522) e Alta prioridade (1.068). Nas etiquetas instituci-
onais, observa-se a predominância de Possı́vel Prevenção (4.018), seguida por Sem Eti-
queta (3.788) e Possı́vel Demanda Predatória (923). Em relação ao desempenho dos
modelos, a Figura 2 apresenta o F1-score macro obtido nos oito cenários experimentais,
sendo a principal métrica utilizada, pois permite comparar os modelos em um cenário
multiclasse desbalanceado.

Figura 2. Desempenho geral dos modelos segundo o F1-score macro.



Na Figura 2, observa-se que a escolha do modelo não foi determinante para o de-
sempenho. Apesar de o LegalBERT-pt obter vantagem no modelo base, com 0,70 contra
0,44 no rótulo fraco, os dois modelos se equiparam após o fine-tuning, configuração que
apresentou os melhores resultados. O LegalBERT-pt alcançou 0,96 enquanto o Bumba-
BERT obteve desempenho próximo com o valor de 0,94. O fator determinante para este
resultado foi o modo de treinamento, com ganhos de até 0,50 em relação aos modelos
base, dado que as narrativas verbalizadas seguem um formato diferente do padrão jurı́dico
aprendido no pré-treinamento, ao qual não estão plenamente adaptados. Esse comporta-
mento está em consonância com o estudo de [Santos et al. 2025], no qual o ajuste fino de
modelos BERT também se mostrou eficaz em tarefas de classificação multiclasse. Para
complementar a análise baseada no F1-score macro, a Tabela 3 apresenta outras métricas
obtidas nos experimentos.

Tabela 3. Comparação das métricas dos modelos com fine-tuning (média e des-
vio padrão)

Métrica BumbaBERT LegalBERT-pt BumbaBERT LegalBERT-pt
Rótulo fraco Rótulo fraco Etiqueta Etiqueta

F1-score macro 0,94 ± 0,04 0,96 ± 0,02 0,65 ± 0,02 0,64 ± 0,02
Precisão macro 0,94 ± 0,05 0,95 ± 0,03 0,68 ± 0,01 0,67 ± 0,02
Recall macro 0,96 ± 0,02 0,97 ± 0,01 0,70 ± 0,01 0,67 ± 0,02
Acurácia balanceada 0,96 ± 0,02 0,97 ± 0,01 0,70 ± 0,01 0,67 ± 0,02
MCC 0,94 ± 0,03 0,96 ± 0,02 0,59 ± 0,02 0,59 ± 0,09

Como observado na Tabela 3, os modelos treinados com o alvo de rótulo fraco
mantiveram desempenho elevado em todas as métricas, com recall macro e acurácia ba-
lanceada acima de 0,95 e MCC de até 0,96 no LegalBERT-pt, o que indica bom desem-
penho entre as classes e baixa concentração de acertos na classe majoritária. Nos ex-
perimentos com o alvo de Etiqueta, os resultados foram mais moderados, com F1-score
macro entre 0,64 e 0,65, e MCC de 0,59 para ambos os modelos. Ainda assim, os valores
de recall macro e de acurácia balanceada indicam que os classificadores conseguiram cap-
turar parte da separação entre as classes, embora com menor estabilidade em comparação
ao alvo de rótulo fraco.

As matrizes de confusão foram construı́das a partir da agregação das predições
obtidas nos conjuntos de teste de cada um dos cinco folds. Em cada matriz, as linhas indi-
cam as classes verdadeiras e as colunas, as classes preditas pelos modelos. Para os rótulos
fracos, foram utilizadas as abreviações AP para Alta prioridade predatória, BP para Baixa
prioridade e SUS para Suspeito. Para as etiquetas, foram utilizadas as abreviações PDP
para Possı́vel demanda predatória, PP para Possı́vel prevenção e SE para Sem etiqueta.
As Tabelas 4 e 5 apresentam as matrizes.

Tabela 4. Matrizes de confusão para o alvo de rótulo fraco

BumbaBERT / Base LegalBERT-pt / Base BumbaBERT / Finetuned LegalBERT-pt / Finetuned

Real \ Pred. AP BP SUS AP BP SUS AP BP SUS AP BP SUS

AP 354 409 305 209 20 839 1.003 0 65 1.025 0 43
BP 0 3.491 31 0 3.522 0 0 3.522 0 0 3.522 0
Sus 1.154 1.932 1.053 194 140 3.805 200 33 3.906 141 0 3.998



Tabela 5. Matrizes de confusão para o alvo de etiqueta

BumbaBERT / Base LegalBERT-pt / Base BumbaBERT / Finetuned LegalBERT-pt / Finetuned

Real \ Pred. PDP PP SE PDP PP SE PDP PP SE PDP PP SE

PDP 158 371 394 511 383 29 614 294 15 406 502 15
PP 752 1.582 1.684 2.141 1.737 140 1.730 2.187 101 1.208 2.709 101
SE 26 138 3.624 153 157 3.478 151 162 3.475 80 236 3.472

A Tabela 4 confirma o desempenho superior dos modelos com fine-tuning no alvo
de rótulo fraco. Nos dois modelos ajustados, a classe BP foi praticamente recuperada,
enquanto a classe Sus também apresentou um alto número de acertos, especialmente no
LegalBERT-pt, com 3.998 predições corretas. A principal diferença entre os modelos
ocorre na classe AP, na qual o LegalBERT-pt apresentou o maior número de acertos e a
menor confusão com Sus. Nos cenários com modelo base, há maior dispersão dos erros
no BumbaBERT, o que confundiu parte dos casos de AP e Sus com outras classes.

Na Tabela 5, os erros aparecem de forma mais distribuı́da entre as classes, o que é
consistente com os resultados observados nas métricas gerais. A classe SE foi a mais bem
reconhecida em todos os cenários, com mais de 3.400 acertos nos modelos base e de fine-
tuning. Já as classes PDP e PP apresentaram maior sobreposição, principalmente porque
muitos casos de PP foram classificados como PDP ou SE, dependendo do modelo. Entre
os cenários ajustados, o BumbaBERT apresentou melhor recuperação da classe PDP, en-
quanto o LegalBERT-pt concentrou mais acertos na classe PP. Esses resultados indicam
que, no alvo institucional, os modelos distinguem bem os processos sem etiqueta, mas
encontram maior dificuldade na separação entre as categorias institucionais associadas à
possı́vel prevenção e à possı́vel demanda predatória.

Os resultados indicam que as narrativas verbalizadas sustentam a priorização pro-
posta e convergem parcialmente com a triagem institucional, com maior segurança na
identificação dos processos sem etiqueta do que na separação entre as duas categorias de
alerta.

5. Considerações Finais
Este trabalho apresentou uma abordagem para apoiar a identificação preliminar de li-
tigância predatória em processos judiciais, combinando atributos relacionais, temporais e
semânticos com uma estratégia de rotulagem fraca e de treinamento supervisionado. Para
tal, os processos foram estruturados com base em indı́cios, como a repetição de atores,
a similaridade textual entre petições e a concentração temporal de protocolos, o que vi-
abilizou a construção de uma base de dados para os experimentos de classificação. Os
resultados demonstraram que os modelos apresentaram melhor desempenho nos cenários
de fine-tuning quando o alvo era o rótulo fraco. O LegalBERT-pt obteve as melhores
métricas, com um resultado próximo ao do BumbaBERT, indicando que as narrativas ver-
balizadas preservam os indı́cios utilizados na rotulagem fraca e permitem distinguir os
nı́veis de prioridade definidos. Nos experimentos com as etiquetas, o desempenho foi
mais moderado, sobretudo na separação entre Possı́vel Prevenção e Possı́vel Demanda
Predatória, embora os modelos tenham capturado parte da estrutura dessas marcações.

Do ponto de vista prático, a abordagem oferece um mecanismo de triagem ini-
cial que pode apoiar o TJMA na priorização de processos com indı́cios de litigância



predatória, reduzindo o esforço manual de análise. Como limitações, destaca-se que
a avaliação do modelo foi conduzida exclusivamente com base em métricas quantitati-
vas, sem validação qualitativa por especialistas do domı́nio jurı́dico, o que poderia for-
necer subsı́dios adicionais quanto à relevância prática e à aceitabilidade institucional das
predições. Além disso, os dados utilizados são restritos ao TJMA, o que pode limitar
a generalização dos resultados a outros contextos institucionais. Como trabalhos futu-
ros, estão planejadas a incorporação de avaliações por especialistas, visando aumentar a
robustez e a transparência da solução proposta, a comparação com classificadores tradici-
onais aplicados aos atributos estruturados, para mensurar o ganho de desempenho a partir
do conteúdo das petições, e a investigação do uso de LLMs para auxiliar na análise e na
caracterização desses padrões.
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