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Abstract. This paper presents a systematic literature review on the integration
of explainable artificial intelligence techniques into loss functions for multi-
task CNN. Following the guidelines of Kitchenham and Charters, studies pu-
blished between 2020 and 2026 were collected from ACM Digital Library, IEEE
Xplore, and Scopus. The selected papers were analyzed according to their
alignment mechanisms, supervision signals, optimization strategies, and per-
formance outcomes. The results indicate a growing shift from passive interpre-
tability toward explanation-guided optimization, especially in medical imaging
and remote sensing. The review also highlights challenges related to computati-
onal cost, hyperparameter sensitivity, and balancing attention constraints with
contextual information.

Resumo. Este artigo apresenta uma revisão sistemática da literatura sobre a
integração de técnicas de XAI em funções de perda de CNNs. Seguindo as
diretrizes de Kitchenham e Charters, foram analisados estudos publicados en-
tre 2020 e 2026 nas bases ACM Digital Library, IEEE Xplore e Scopus. Os
trabalhos selecionados foram avaliados quanto aos seus mecanismos de ali-
nhamento, sinais de supervisão, estratégias de otimização e desempenho. Os
resultados indicam uma transição da interpretabilidade passiva para aborda-
gens de otimização guiadas por explicações. A revisão também destaca desafios
relacionados ao custo computacional, à sensibilidade, à hiperparametrização
e ao equilı́brio entre a restrição da atenção do modelo e a preservação de
informações contextuais.

1. Introdução

Nos últimos anos, o Aprendizado Multitarefa consolidou-se como uma abordagem pro-
missora na área de Visão Computacional, permitindo que redes neurais convolucionais
(CNNs) aprendam múltiplas tarefas relacionadas por meio de representações comparti-
lhadas, favorecendo a generalização e a eficiência computacional [Caruana 1997]. Estes
modelos permitem que algoritmos executem tarefas complementares, como classificação
e segmentação supervisionada, de forma simultânea a partir de uma representação com-
partilhada [Misra et al. 2016].

Contudo, o aumento exponencial na complexidade dessas arquiteturas deixa nı́tida
a opacidade dos modelos, gerando sistemas operacionais do tipo ”caixa-preta”. A
evolução acelerada desses algoritmos preditivos traz consigo desafios crı́ticos quanto



ao viés algorı́tmico e dilemas éticos decorrentes da falta de transparência, tornando ne-
cessária a transição e o desenvolvimento de metodologias fundamentadas em Inteligência
Artificial Explicável (XAI) [Ludermir 2021].

Tradicionalmente, ferramentas de XAI, como o Mapeamento de Ativação de
Classe (CAM) [Zhou et al. 2016] e suas variantes baseadas em gradiente (Grad-CAM)
[Selvaraju et al. 2017], têm sido aplicadas quase exclusivamente a um papel de di-
agnóstico post-hoc, utilizadas apenas para visualizar as regiões de interesse após a con-
clusão do treinamento para justificar decisões já tomadas pelo classificador [Shi 2025,
Zhu et al. 2022]. Embora ferramentas clássicas de XAI venham sendo propostas
para fornecer auditorias visuais e diagnósticos de forma passiva após o treinamento
[de Araujo Morais et al. 2024], a integração direta desses mapas explicativos no cerne
das funções de perda (loss functions) durante a etapa de treinamento para a resolução de
conflitos de aprendizado permanece uma lacuna pouco explorada na literatura vigente.

A justificativa para romper com a passividade dos diagnósticos post-hoc e adotar
a XAI como um mecanismo ativo de regularização reside no princı́pio pioneiro de que um
modelo computacional deve ser ”certo pelos motivos certos”(right for the right reasons),
conforme preconizado por Ross, Hughes e Doshi-Velez [Ross et al. 2017]. Ao estender
esse conceito para o domı́nio das CNNs, por meio da penalização de desvios em mapas
de ativação internos, induz-se um alinhamento espacial onde a rede é coagida a focar nas
regiões semanticamente corretas do dado de entrada [Zhu et al. 2022, Rieger et al. 2020].
Essa abordagem não apenas atenua a volatilidade e o tratamento de incertezas inerentes a
cenários complexos de modelagem, aspectos cruciais ressaltados por Morais e Ludermir
[de Araujo Morais and Ludermir 2026], mas também atua como um regularizador estru-
tural capaz de suavizar a competição entre os gradientes das diferentes tarefas.

Diante desse cenário e das limitações observadas nas abordagens tradicionais,
emerge a seguinte questão de pesquisa: de que forma técnicas de explicabilidade (XAI)
são integradas às funções de perda para otimizar o alinhamento e mitigar conflitos de
aprendizado em arquiteturas CNN multitask? Para responder a este questionamento, o
objetivo desta pesquisa é identificar e categorizar as principais estratégias de integração
de técnicas de Explainable AI (XAI) em funções de perda para a otimização de modelos
CNN multitask.

Para atingir o objetivo, este artigo apresenta quatro contribuições principais. Pri-
meiramente, propõe uma taxonomia das estratégias de Inteligência Artificial Explicável
incorporadas à função de perda em redes neurais convolucionais multitarefa. Em se-
guida, realiza uma comparação entre diferentes mecanismos de alinhamento explicativo,
destacando suas caracterı́sticas e aplicações. Além disso, analisa os efeitos dessas abor-
dagens sobre o desempenho dos modelos, a interpretabilidade, o custo computacional e a
dinâmica de otimização durante o treinamento. Por fim, define uma agenda de pesquisa
que mapeia desafios abertos considerados crı́ticos para o avanço da área.

O restante deste artigo está organizado da seguinte forma: a Seção 2 detalha a
metodologia de categorização e os cenários estabelecidos para o estudo das funções de
perda. Na Seção 3, são expostos e discutidos os resultados comparativos obtidos. Por
fim, a Seção 4 apresenta as considerações finais do trabalho, destacando as limitações
encontradas e propondo direcionamentos para investigações futuras.



2. Método de Pesquisa
Este estudo adota a abordagem de Revisão Sistemática de Literatura (RSL) fun-
damentada nas diretrizes metodológicas propostas por Kitchenham e Charters
[Kitchenham et al. 2007]. O método é estruturado com o intuito de mitigar vieses e ga-
rantir a transparência e a reprodutibilidade no mapeamento do estado da arte. Esta seção
detalha as fases de planejamento da pesquisa, protocolo de intenções, aplicação das strings
de busca nas bases selecionadas e relatórios do estudo.

2.1. Planejamento da Pesquisa
A fundamentação deste planejamento parte da necessidade de investigar como técnicas de
Inteligência Artificial Explicável (XAI) podem atuar como mecanismos de regularização
ativa durante o treinamento de redes profundas multitarefa. O objetivo principal desta
pesquisa é identificar e categorizar as principais estratégias de integração de técnicas de
XAI em funções de perda para a otimização de modelos CNN multitask.

Para nortear o mapeamento sistemático e a coleta de evidências, definiu-se a se-
guinte Questão de Pesquisa Central (QPC):

QPC: De que forma técnicas de explicabilidade (XAI) são integradas às funções de
perda para otimizar o alinhamento e mitigar conflitos de aprendizado em arquiteturas

CNN multitask?

Para desdobrar a questão central e viabilizar uma análise taxonômica precisa do
domı́nio, foram estabelecidas Questões de Pesquisa Secundárias (QPs):

• QP1: Qual é a fonte de supervisão utilizada pela loss de alinhamento?
• QP2: Como a função de perda operacionaliza o alinhamento explicativo?
• QP3: Quais caracterı́sticas permitem organizar as funções de perda de alinha-

mento explicativo em uma taxonomia coerente?
• QP4: Quais são os impactos do alinhamento explicativo no desempenho e na

eficiência computacional?

2.2. Estratégia de Busca e Seleção de Fontes
A seleção das fontes de informação priorizou bases de dados digitais consolidadas e repre-
sentativas no domı́nio da ciência da computação e engenharia de software. Desse modo,
foram selecionadas três bases: ACM Digital Library, IEEE Xplore e Scopus.

A estratégia de busca fundamenta-se na varredura automatizada por meio de uma
search string genérica. Esta consulta foi calibrada iterativamente para capturar de forma
abrangente os eixos conceituais do estudo: Aprendizado Multitarefa, Arquiteturas Con-
volucionais, Explicabilidade e Otimização de Funções de Perda. A estrutura da string
genérica é apresentada a seguir:

(”Multi-task”OR ”Multitask”OR ”MTL”OR ”Joint Learning”) AND (”CNN”OR
”Convolutional”OR ”Deep Learning”) AND (”XAI”OR ”Explainable AI”OR ”Saliency

Map*”OR ”Activation Map*”OR ”Attribution”) AND (”Loss Function*”OR ”Alignment”OR
”Regularization”OR ”Penalty”)

Com o intuito de mapear as contribuições mais recentes e os avanços de fronteira
na interseção entre XAI e otimização multitarefa, a janela temporal da pesquisa compre-
endeu o perı́odo entre os anos de 2020 e 2026. A execução do protocolo de busca e a
consequente extração dos resultados foram realizadas no dia 04 de maio de 2026.



Para a execução prática do protocolo, a string genérica sofreu adequações
sintáticas especı́ficas para atender aos requisitos gramaticais, aos operadores lógicos e
aos mecanismos de indexação de cada plataforma, resultando nas consultas estruturadas
abaixo:

• Scopus:
TITLE-ABS-KEY ( ( ”Multi-task”OR ”Multitask”OR ”MTL”OR ”Joint

Learning”) AND ( ”CNN”OR ”Convolutional”OR ”Deep Learning”) AND (
”XAI”OR ”Explainable AI”OR ”Saliency Map*”OR ”Activation Map*”OR

”Attribution”) AND ( ”Loss Function*”OR ”Alignment”OR ”Regularization”OR
”Penalty”) ) AND PUBYEAR > 2020 AND PUBYEAR < 2026

• IEEE Xplore:
(((”All Metadata”:”Multi-task learning”OR ”Multitask”OR ”MTL”OR ”Joint

Learning”) AND (”All Metadata”:”CNN”OR ”Convolutional”OR ”Deep
Learning”) AND (”All Metadata”:”XAI”OR ”Explainable AI”OR ”Saliency

Map*”OR ”Activation Map*”OR ”Attribution”) AND (”All Metadata”:”Loss
Function*”OR ”Alignment”OR ”Regularization”OR ”Penalty”) ))

• ACM Digital Library:
[Full Text: ”multi-task”] OR [Full Text: ”multitask”]] AND [[Full Text: ”cnn”]

OR [Full Text: ”convolutional”]] AND [[Full Text: ”xai”] OR [Full Text:
”explainable ai”]] AND [[Full Text: ”loss function”] OR [Full Text: ”alignment”]

OR [Full Text: ”regularization”]] AND [Full Text: ”classification”] AND [Full
Text: ”segmentation”] AND [E-Publication Date: (01/01/2022 TO 12/31/2026)]

2.3. Condução da Revisão
A execução das search strings customizadas nas bases de dados selecionadas resultou
em um montante inicial de 115 estudos primários. A distribuição quantitativa inicial por
indexador eletrônico consolidou-se da seguinte forma: 68 artigos recuperados na ACM
Digital Library, 26 artigos no IEEE Xplore e 21 artigos na Scopus. Esses resultados
foram exportados e organizados de forma centralizada em uma planilha eletrônica para
dar inı́cio ao processo de filtragem.

Para garantir o alinhamento ao escopo, aplicaram-se sistematicamente os se-
guintes critérios: CI1: CNNs multitarefa com backbone compartilhado; CI2: refi-
namento mútuo dinâmico entre mapas de explicação e máscaras de segmentação via
retropropagação; CE1: arquiteturas baseadas puramente em Transformers; CE2: XAI
estritamente post-hoc (não integrada à perda); CE3: idiomas diferentes de inglês, por-
tuguês ou espanhol; CE4: estudos secundários ou terciários; e CE5: desalinhamento
temático.

2.4. Processo de Triagem e Filtragem
A busca automatizada, realizada por Gabriel Fragoso em 04/05/2026, retornou um total
de 115 artigos. O processo de seleção e o fluxo de afunilamento dos estudos seguiram
as diretrizes do protocolo PRISMA, conforme ilustrado no fluxograma da Figura 1. Esta
dinâmica de filtragem e dividiu-se em quatro etapas sequenciais:

1. Filtragem e Duplicatas: Os 115 resultados foram consolidados em uma planilha do
Google Sheets, onde 4 duplicatas foram removidas manualmente, restando 111 estudos
para triagem.



Figura 1. Fluxograma de seleção de estudos baseado no protocolo PRISMA.

2. Triagem por Tı́tulo e Resumo: Realizou-se a avaliação pareada dos 111 estudos.
Foram excluı́dos 99 artigos que violavam os critérios de inclusão. Os principais fatores de
rejeição foram a ausência de arquiteturas CNN e o emprego de XAI apenas como análise
post-hoc (sem integração à loss function). Esta fase resultou em 12 artigos candidatos
para leitura integral (2 ACM, 6 IEEE Xplore, 4 Scopus).

3. Avaliação de Qualidade: Os 12 textos completos foram submetidos a um protocolo de
extração e avaliação baseado em 5 critérios essenciais (clareza metodológica, delimitação
prática, definição da proposta, discussão empı́rica e ameaças à validade). Cada critério
foi pontuado em 0,0 (não conformidade), 0,5 (parcial) ou 1,0 (integral), exigindo-se um
desempenho mı́nimo de 70% (3,5 pontos) para inclusão.

4. Seleção Final: Após a leitura crı́tica, 1 artigo (ACM) foi eliminado por insuficiência
metodológica. A composição final da revisão consolidou-se em 11 estudos selecionados,
cujos dados e mapeamento estão sintetizados na Tabela 1.

Tabela 1. Fluxo de seleção dos estudos por base de dados.

Fonte de Pesquisa Registros encontrados Após triagem Após avaliação de qualidade Estudos finais
ACM Digital Library 68 2 1 1
IEEE Xplore 26 6 6 6
Scopus 21 4 4 4
Total 115 12 11 11



3. Resultados
A distribuição temporal dos estudos selecionados evidencia um aumento no número de
publicações ao longo dos anos. Foram identificados 2 artigos publicados em 2022, 1 ar-
tigo em 2023, 2 artigos em 2024, 5 artigos em 2025 e 1 artigo em 2026. Observa-se que
2025 concentrou o maior número de publicações da amostra, correspondendo a aproxi-
madamente 45,5% dos estudos selecionados, sugerindo crescimento recente do interesse
por mecanismos de interpretabilidade integrados ao treinamento.

No que se refere à distribuição geográfica, a pesquisa revela um ecossistema ci-
entı́fico globalizado, com forte concentração na Ásia, região que lidera a produção com 5
dos estudos selecionados, provenientes da China. A América do Norte responde por 3 das
publicações. A Europa está representada pela França, responsável por 1 artigo. Por fim,
os 2 artigos restantes caracterizam-se pelo alcance intercontinental da área, dividindo-se
de forma equitativa entre um estudo desenvolvido em Ugand e um consórcio multilateral
que integra a cooperação conjunta entre pesquisadores de Omã, Índia e Malásia.

No que tange aos aspectos metodológicos, verifica-se a ausência de estudos de
caso estritamente qualitativos, as pesquisas integradas a esta revisão adotam abordagens
experimentais quantitativas.

3.1. Taxonomia das Estratégias de Alinhamento e Explicabilidade
Uma das contribuições centrais deste artigo consiste na formalização de uma taxonomia
analı́tica para categorizar as funções de perda de alinhamento. A taxonomia foi cons-
truı́da por meio de análise indutiva dos estudos selecionados. As categorias foram defini-
das segundo o mecanismo utilizado para incorporar conhecimento explicativo durante o
treinamento, considerando a origem do sinal supervisório e a forma de alinhamento entre
a decisão do modelo e evidências relevantes.

Durante a extração e sı́ntese dos dados, observou-se que as abordagens diferem
principalmente quanto à origem do sinal supervisório utilizado para orientar o alinha-
mento explicativo e à estratégia empregada para incorporar esse conhecimento ao pro-
cesso de treinamento. A partir dessas caracterı́sticas, as funções de perda foram agrupa-
das em sete categorias fundamentais: (i) alinhamento por penalização direta de saliência,
(ii) alinhamento por máscara supervisionada, (iii) alinhamento por pseudo-rótulos XAI,
(iv) alinhamento multimodal, (v) alinhamento por representação interpretável, (vi) alinha-
mento multitarefa baseado em biomarcadores e (vii) alinhamento por restrições espaciais.

A Tabela 2 sintetiza a taxonomia proposta para as funções de perda de alinhamento
explicativo. Para cada categoria explicitam-se o sinal de supervisão dominante e as carac-
terı́sticas arquiteturais distintivas. Essa organização permite compreender as diferenças
conceituais entre as abordagens e oferece uma visão sistemática das estratégias emprega-
das para incorporar interpretabilidade ao treinamento de modelos de Deep Learning.

Em suma, a taxonomia proposta organiza as funções de perda pelo seu modo de
funcionamento. Esta estrutura pode servir como um guia para pesquisadores escolherem
a melhor estratégia para desenvolver modelos que já nascem explicáveis.

3.2. Sistematização e Análise dos Estudos Selecionados
Com o objetivo de fornecer um panorama sobre o estado da arte, realizou-se um ma-
peamento sistemático dos principais frameworks que integram restrições explicativas ao



Tabela 2. Taxonomia unificada das estratégias de alinhamento explicativo e
métodos de supervisão.

Categoria Sinal / Fonte de
Supervisão

Caracterı́stica Principal

Penalização Direta de
Saliência

Mapas de ativação
(Saliência)

Penaliza a atenção fora da região de inte-
resse.

Máscara Supervisio-
nada

Máscaras clı́nicas Alinha explicações a regiões anotadas
por especialistas.

Pseudo-rótulos XAI Grad-CAM / CAM Utiliza explicações geradas automatica-
mente como supervisão.

Multimodal Imagem + Texto Integra evidências visuais e semânticas.
Representação Inter-
pretável

Modelo explicável Alinha o espaço latente a representações
interpretáveis.

Multitarefa com Bio-
marcadores

Biomarcadores
(Tarefas auxiliares)

Aprende simultaneamente o diagnóstico
e fatores causais.

Restrições Espaciais Restrições Coorde-
nadas

Penaliza a distância ou sobreposição para
guiar o foco da explicação.

ciclo de otimização de redes profundas. A Tabela 3 sumariza os onze estudos selecio-
nados, classificando-os de acordo com a taxonomia proposta nesta investigação, além de
detalhar seus respectivos domı́nios de aplicação, mecanismos de incorporação na função
de perda (loss function), ganhos empı́ricos reportados e limitações.

A análise comparativa revela uma forte predominância do emprego dessas técnicas
no domı́nio de imagens médicas, abrangendo investigações em oftalmologia [Shi 2025],
neurologia [Mukherjee et al. 2025], oncologia [Dai et al. 2025, Amyar et al. 2022], orto-
pedia [Aravinda et al. 2026] e pneumologia [Zhu et al. 2022]. Essa concentração pode
ser justificada pela criticidade da área, em que a explicabilidade atua como requisito fun-
damental para a validação e confiabilidade clı́nica dos diagnósticos automatizados. Fora
do escopo médico, observam-se contribuições relevantes voltadas ao sensoriamento re-
moto e análise de imagens aéreas [Li et al. 2023, Liu et al. 2024], engenharia de software
[Xu et al. 2025] e visão computacional aplicada à avaliação estética [Yu and Liu 2024] ou
cenários complexos superlotados [Hu 2025].

No que tange aos mecanismos de alinhamento, os artigos estudados mostram que
a co-otimização multitarefa e o uso de máscaras supervisionadas são mais eficazes para
garantir a fidelidade explicativa sem penalizar severamente a acurácia do classificador.

Os métodos de explicabilidade baseados em mapas de ativação endógenos (como
CAM e Grad-CAM) foram mapeados em mais de metade da amostra analı́tica devido à
sua flexibilidade arquitetural e independência de modificações estruturais complexas nas
redes convolucionais. Paralelamente, os pesquisadores estão deixando de usar apenas
mapas visuais e passando a criar sistemas focados em conceitos práticos. Essas técnicas
traduzem os mapas de calor complexos em palavras e termos que os profissionais da área
conseguem compreender facilmente.

Além disso, os resultados encontrados indicam que o paradigma do aprendizado
multitarefa estabelece-se como uma técnica de alinhamento implı́cito. Ao unificar tarefas
acopladas em uma mesma representação compartilhada, o processo de retropropagação
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õe

s
es

pe
ci

al
is

-
ta

s;
vu

ln
er

áv
el

a
ru

ı́d
os

in
tr

ı́n
se

co
s

do
ul

tr
as

so
m

.
H

u
(2

02
5)

R
es

tr
iç
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sã
o

M
éd

ia
(A

P)
;

ro
bu

st
ez

vi
su

al
co

nt
ra

ru
ı́d

os
.

A
lto

s
cu

st
os

co
m

pu
ta

ci
on

ai
s

e
de

m
em

ór
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çã

o
su

av
e

na
en

tr
ad

a
m

ic
ro

.

G
an

ho
s

em
m

Io
U

e
O

A
ao

in
te

rr
om

pe
r

pr
op

ag
aç
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sã

o.

C
oe

fic
ie

nt
es

D
ic

e
de

0,
77

(p
ul

m
ão

)
e

0,
73

(e
sô
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aç

ão
m

ul
tit

ar
ef

a
ac

op
la

nd
o

Pe
rd

a
de

C
la

ss
ifi

ca
çã
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força a coerência topológica das representações latentes. O modelo é induzido a aprender,
simultaneamente, as propriedades discriminatórias do objeto e sua respectiva localização
espacial.

3.3. Complexidade Operacional e Trade-offs Computacionais

A integração de mecanismos de explicabilidade (XAI) e alinhamento estruturado ao ciclo
de otimização impõe desafios de custo computacional e latência [Aravinda et al. 2026,
Hu 2025, Liu et al. 2024, Zhu et al. 2022]. No treinamento, a modificação do fluxo con-
volucional por funções de perda complexas prolonga a convergência e o ajuste de hiper-
parâmetros [Li et al. 2023, Xu et al. 2025].

Em arquiteturas multitarefa com alinhamento por restrições espaciais [Hu 2025,
Liu et al. 2024], a fusão precoce de mapas de saliência e restrições hierárquicas estende o
processamento para até 3 dias em GPUs dedicadas (NVIDIA GeForce GTX 1080) e eleva
drasticamente o consumo de VRAM.

No cenário de inferência, os estudos mostram que a escolha do método de
XAI dita a viabilidade em tempo real. Enquanto abordagens integradas ativamente
(Grad-CAM) mantêm baixa latência, métodos pós-hoc como SHAP e LIME geram
gargalos operacionais para sistemas contı́nuos [Aravinda et al. 2026]. Além disso, fra-
meworks de alinhamento multimodal [Dai et al. 2025] ou representação interpretável
[Li et al. 2023, Xu et al. 2025] dependem da completude de anotações especialistas e so-
frem com overfitting ou ruı́dos fı́sicos em cenários de poucos dados, exigindo rotinas
complexas de ajuste fino. Esses modelos exibem alta sensibilidade ao volume e qualidade
dos dados.

3.4. Impacto da Explicabilidade na Dinâmica de Otimização e Desempenho

A introdução de sinais explicativos nas funções de perda altera a dinâmica de otimização
de uma simples minimização de erro de rótulo (classificação) para uma restrição e ajuste
espacial de caracterı́sticas.

Em modelos multitarefa de alinhamento explicativo, as diferentes frentes de
predição são processadas por uma base compartilhada. O processo de retropropagação
conjunta das múltiplas funções de perda obriga a rede a compartilhar representações neu-
rais entre as tarefas. Isso força o modelo a tomar suas decisões com base em carac-
terı́sticas semanticamente ricas e alinhadas entre si, limitando drasticamente as chances
da rede utilizar atalhos prejudiciais.

A introdução de uma loss de supervisão concorre diretamente com a loss de
classificação. Os estudos mostram que o ajuste dessa dinâmica pode ser otimizado,
através do uso de pesos de incerteza homoscedástica ou parâmetros dinâmicos de
regularização, para dar ênfase à supervisão da atenção visual apenas nas épocas iniciais e,
depois, focar no erro de classificação para evitar a degradação da performance preditiva
[Zhu et al. 2022, Liu et al. 2024].

Os achados dos diferentes estudos apontam para avanços quantitativos em tarefas
de classificação e segmentação, com destaque para o ambiente de diagnóstico médico.
Os modelos avaliados registraram saltos de desempenho, como o aumento da AUC na
classificação de glaucoma (de 0,905 para 0,932) [Shi 2025] e o alcance de 90,19% de



acurácia em cenários classificação de três classes, sendo capazes de isolar com pre-
cisão microestruturas de necrose e inflamação [Mukherjee et al. 2025]. Em tarefas de
segmentação anatômica [Amyar et al. 2022], os coeficientes Dice atingiram 0,77 e 0,73,
superando amplamente a U-Net tradicional, enquanto o framework MoRE-XAI superou
arquiteturas consolidadas como a ResNet50 e o Vision Transformer no dataset MURA
[Aravinda et al. 2026].

Paralelamente à eficiência métrica, os estudos demonstram uma evolução na fide-
lidade e na interpretabilidade da IA Explicável (XAI). A arquitetura ResNet+GG-CAM
[Zhu et al. 2022], por exemplo, elevou a congruência semântica na identificação de car-
diomegalia para 94,5%, mitigando ativações fora do alvo anatômico, enquanto a técnica
PET-CAM delimitou estritamente a massa tumoral por meio de uma perda por distância
[Amyar et al. 2022].

Dessa forma, o alinhamento explicativo apresenta-se não apenas como um meca-
nismo secundário de auditoria post-hoc, mas como um princı́pio de design para a próxima
geração de sistemas multitarefa, onde a precisão estatı́stica e a fundamentação semântica
operam de maneira integrada.

4. Considerações Finais
Este trabalho apresentou uma Revisão Sistemática da Literatura sobre o uso de sinais ex-
plicativos incorporados diretamente às funções de perda de redes neurais convolucionais
multitarefa. A revisão foi conduzida seguindo as diretrizes de Kitchenham e Charters e o
protocolo PRISMA, abrangendo publicações entre 2020 e 2026 indexadas nas bases ACM
Digital Library, IEEE Xplore e Scopus. A partir de um conjunto inicial de 115 estudos,
foram selecionados 11 trabalhos primários para análise detalhada.

Os resultados indicam um movimento gradual da interpretabilidade baseada ex-
clusivamente em métodos pós-hoc para abordagens que integram informações explicati-
vas ao próprio processo de treinamento dos modelos. Nesse contexto, foi proposta uma
taxonomia que organiza as estratégias de alinhamento explicativo de acordo com a origem
do sinal de supervisão e a forma de integração à arquitetura. Observou-se também que es-
sas abordagens são aplicadas principalmente em domı́nios nos quais a interpretabilidade
desempenha papel relevante, como diagnóstico por imagens médicas e sensoriamento re-
moto. Além disso, os estudos analisados sugerem que a combinação entre aprendizado
multitarefa e alinhamento explicativo pode contribuir para a obtenção de representações
latentes mais consistentes e para a redução da dependência de correlações espúrias pre-
sentes nos dados.

Apesar dos resultados reportados na literatura, foram identificados desafios im-
portantes. Entre eles destacam-se o aumento do custo computacional associado ao trei-
namento, a necessidade de ajuste cuidadoso dos pesos entre as funções de perda e a di-
ficuldade de definir o grau adequado de restrição das regiões de atenção do modelo sem
comprometer informações contextuais potencialmente relevantes. Esses fatores eviden-
ciam a existência de trade-offs entre interpretabilidade, desempenho preditivo e eficiência
computacional.

Como perspectivas futuras, destacam-se a avaliação dessas abordagens em
cenários com maior diversidade de dados e menor disponibilidade de amostras rotula-
das, o desenvolvimento de métodos de alinhamento com menor custo computacional e



a investigação de mecanismos explicativos capazes de associar padrões aprendidos pela
rede a conceitos semanticamente interpretáveis por especialistas. De modo geral, os es-
tudos analisados indicam que a incorporação de sinais explicativos às funções de perda
representa uma direção promissora para o desenvolvimento de modelos multitarefa mais
transparentes e alinhados aos requisitos de aplicações crı́ticas.
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