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Abstract. This paper presents a comparative evaluation of nine Speech-to-Text
model configurations — including the Web Speech API, Gemini 2.0 Flash, and
seven OpenAI Whisper variants — for Brazilian Portuguese in Égua Assist, an
assistive tool supporting visually impaired students in early programming lear-
ning. Using 200 audio samples (100 synthetic, 100 real) from 20 participants
under varied acoustic conditions, models were evaluated in terms of accuracy
(WER, CER, BLEU), efficiency (RTF), and stability (error distribution and ou-
tlier analysis). Whisper via API achieved the best trade-off among accuracy, la-
tency, and robustness, while compact local models showed high instability and
hallucination-like failures on real audio. These findings provide empirical gui-
dance for real-time ASR model selection in voice-driven assistive educational
applications for Brazilian Portuguese.

Resumo. Este artigo apresenta uma avaliação comparativa de nove
configurações de modelos de Conversão de Fala em Texto (Speech-to-Text), in-
cluindo a Web Speech API, o Gemini 2.0 Flash e sete variantes do OpenAI Whis-
per, para o português brasileiro no contexto do Égua Assist, uma ferramenta
assistiva voltada ao apoio de estudantes com deficiência visual na aprendiza-
gem inicial de programação. Utilizando 200 amostras de áudio (100 sintéticas e
100 reais) provenientes de 20 participantes, em diferentes condições acústicas,
os modelos foram avaliados quanto à acurácia (WER, CER e BLEU), eficiência
(RTF) e estabilidade (distribuição de erros e análise de valores atı́picos). O
Whisper via API apresentou o melhor equilı́brio entre precisão, latência e ro-
bustez, enquanto modelos locais compactos demonstraram alta instabilidade e
falhas semelhantes a alucinações em áudios reais. Esses resultados fornecem
evidências empı́ricas para orientar a seleção de modelos de reconhecimento au-
tomático de fala (ASR) em tempo real para aplicações educacionais assistivas
baseadas em voz no português brasileiro.

1. Introdução
Na última década, o Reconhecimento Automático de Fala (ASR, do inglês Automatic
Speech Recognition) passou por uma transformação fundamental, migrando de arquitetu-
ras hı́bridas baseadas em Modelos Ocultos de Markov (HMM) e Misturas de Gaussianas
(GMM) para sistemas End-to-End baseados em deep learning [Prabhavalkar et al. 2023].



Para o português brasileiro (PB), essa evolução foi acompanhada pela expansão de cor-
pora de treinamento e pela adoção de grandes modelos pré-treinados multilı́ngues —
como Wav2Vec 2.0 XLS-R [Babu et al. 2021] e OpenAI Whisper [Radford et al. 2022]
—, que ampliaram a cobertura dialetal do idioma. Apesar desses avanços, a avaliação
de modelos de ASR permanece concentrada em benchmarks gerais, com escassez de
evidências sobre seu comportamento em aplicações interativas, assistivas e de domı́nio
especı́fico.

Essa lacuna é especialmente relevante em ferramentas de apoio ao aprendizado
de programação para pessoas com deficiência visual (PcDV). Nesses sistemas, erros de
transcrição propagam-se por todo o pipeline de interação: comprometem a interpretação
da intenção do usuário, afetam a geração de código, podem provocar falhas na execução e
degradam a qualidade do retorno acessı́vel fornecido ao estudante. Por isso, a seleção de
um módulo de ASR com base exclusivamente na minimização do WER (Word Error Rate)
médio é insuficiente — o uso prático exige também comportamento previsı́vel, robustez
a ruı́dos e viabilidade de operação em tempo real.

Este artigo avalia comparativamente modelos de conversão de fala para texto no
contexto da Égua Assist [Santos et al. 2025], ferramenta educacional assistiva para PcDV
no aprendizado inicial de programação na linguagem Égua [Neves 2025]. O estudo
concentra-se no bloco de transcrição — primeiro estágio crı́tico do pipeline e condici-
onante direto da qualidade de todas as etapas subsequentes — comparando Web Spe-
ech API, Gemini 2.0 Flash e sete variantes do OpenAI Whisper (Tiny, Base, Small,
Medium, Large, Turbo e API). O PB apresenta desafios particulares para ASR, como
variação de sotaque, nasalização, redução vocálica e code-switching, dado que comandos
de programação frequentemente incorporam termos em inglês em enunciados em por-
tuguês. As principais contribuições deste artigo são: (i) avaliação comparativa de nove
configurações de ASR em cenário educacional assistivo para programação por voz em
PB; (ii) análise conjunta de precisão (WER, CER, BLEU), eficiência (RTF) e estabili-
dade em áudios sintéticos e reais; e (iii) identificação de perfis de aplicabilidade para cada
famı́lia de modelos, com recomendações práticas para sistemas assistivos interativos.

2. Fundamentação Teórica

2.1. Evolução das Arquiteturas de ASR

Os sistemas de ASR migraram de arquiteturas hı́bridas HMM-GMM [Rabiner 1989,
Wang et al. 2019] para modelos End-to-End (E2E) baseados em Transformers
[Vaswani et al. 2017, Chan et al. 2015]. Atualmente, dominam o estado da arte o apren-
dizado auto-supervisionado (e.g., Wav2Vec 2.0 [Baevski et al. 2020]) e o treinamento su-
pervisionado em larga escala, como o Whisper [Radford et al. 2022], que garante robustez
a ruı́dos sem fine-tuning especı́fico. Em aplicações assistivas interativas, a seleção do mo-
delo deve transcender a precisão bruta, ponderando também latência, custo computacional
e estabilidade.

2.2. Métricas de Avaliação, Normalização e Eficiência

A precisão de sistemas de ASR é medida pelo WER [Jurafsky and Martin 2026], base-
ado na Distância de Levenshtein [Levenshtein 1966], que contabiliza substituições (S),
deleções (D) e inserções (I) em relação ao total de palavras de referência (N ), conforme



a Equação 1. O Character Error Rate (CER) aplica a mesma lógica em nı́vel de carac-
tere [Wang et al. 2019], permitindo identificar erros ortográficos e fonéticos mais finos
— relevantes em programação, onde pequenas alterações em identificadores, operado-
res ou valores numéricos comprometem a geração correta de código. O escore BLEU
[Papineni et al. 2002] complementa a avaliação, medindo a preservação da estrutura se-
quencial das transcrições em relação às referências.

WER =
S +D + I

N
(1)

A eficiência temporal é medida pelo Real-Time Factor (RTF = Tproc/Taudio)
[Microsoft 2025]: valores RTF < 1,0 indicam processamento mais rápido que a duração
do áudio — condição necessária para operação em tempo real. Antes do cálculo das
métricas, aplica-se normalização textual uniforme: conversão para minúsculas, remoção
de pontuação e padronização de espaços. Numerais e palavras-chave da linguagem Égua
não são normalizados, pois possuem significado semântico direto no contexto de geração
de código — sua alteração mascararia erros relevantes para o uso prático da ferramenta.

2.3. Estabilidade, Robustez e o Português Brasileiro

Métricas médias (como WER e CER) podem mascarar instabilidades e falhas severas,
como alucinações [Kalai et al. 2025], que comprometem fatalmente o uso de ferramentas
assistivas. Por isso, a análise de distribuição de erros (via boxplots) e o contraste entre
áudios sintéticos (controlados) e reais (sujeitos a ruı́dos e hesitações) são essenciais para
não superestimar o desempenho prático dos modelos.

Além disso, o Português Brasileiro (PB) impõe desafios acústicos ao
ASR, como variação diatópica, nasalização [Cristófaro-Silva 2010] e code-switching
[Sitaram et al. 2020], muito presente no jargão de programação. Embora o sur-
gimento de grandes corpora (CORAA [Candido Junior et al. 2023], Common Voice
[Ardila et al. 2020] e MLS [Pratap et al. 2020]) tenha impulsionado a área, avaliações
direcionadas a cenários educacionais e assistivos continuam escassas na literatura.

3. Trabalhos Relacionados
A avaliação de sistemas de ASR para o português tem evidenciado que a seleção de um
modelo constitui um desafio de otimização multidimensional. Fatores como precisão
(WER, BLEU), custo, latência e impacto do pós-processamento são determinantes, con-
forme demonstrado pelas avaliações de APIs e modelos acadêmicos conduzidas por Ma-
galhães et al. (2022) e Oliveira (2022). Carvalho et al. (2025) reforçam essa visão ao
apresentar o CAMÕES, ilustrando que treinamentos com múltiplas variantes dialetais do
português geram modelos mais robustos.

No domı́nio da acessibilidade, Zen et al. (2023) mapearam barreiras severas
enfrentadas por estudantes com deficiência visual no ensino de programação. Embora
a geração de código por voz tenha sido explorada por Nizzad e Thelijjagoda (2022) e
Hossain et al. (2021), tais soluções restringem-se ao inglês ou a vocabulários rigidamente
controlados. Nenhum desses trabalhos avalia modelos de ASR operando em tempo real
com vocabulário técnico de programação em português brasileiro — uma lacuna assistiva
e educacional que o presente artigo visa endereçar.



4. Égua Assist

A Égua Assist [Santos et al. 2025] é uma ferramenta web assistiva voltada ao ensino ini-
cial de programação para PcDV por meio da linguagem Égua [Neves 2025]. Operada por
voz, atalhos de teclado e feedback sonoro, dispensando leitores de tela externos, ela utiliza
IA para converter comandos em código e auxiliar na correção de erros.

Conforme a Figura 1, sua arquitetura possui quatro etapas: o Bloco de
Transcrição, foco deste estudo, que converte voz em texto via ASR, condicionando a
qualidade de todo o pipeline; o Bloco de Tradução, que interpreta o prompt via LLMs
(e.g., Gemini 2.0 Flash) e RAG; a Validação, que exige confirmação sonora do usuário
antes de prosseguir; e a Execução, que roda o código validado e retorna uma explicação
em áudio amigável sobre os resultados ou exceções geradas.

Figura 1. Estrutura geral da ferramenta Égua Assist, separada por blocos funci-
onais.

5. Metodologia

5.1. Coleta e Preparação dos Dados

O conjunto de dados é composto por 100 prompts representativos de comandos tı́picos da
Égua Assist. Os comandos avaliados caracterizam-se por instruções de frase única captu-
radas pelo microfone, com vocabulário restrito e imperativo. O dataset foi estruturado a
partir de uma taxonomia de tarefas fundamentais para a construção da lógica algorı́tmica
inicial, cuja distribuição e exemplos reais extraı́dos do corpus encontram-se sumarizados
na Tabela 1.

Esses enunciados traduzem-se em uma sequência de tokens (e.g., [’crie’,
’uma’, ’variável’, ’x’, ’com’, ’valor’, ’4’]) processada por LLMs
para a geração do código correspondente. Cada um dos 100 comandos gerou duas amos-
tras de áudio: uma sintética e uma real, totalizando 200 gravações (formato .wav, 16 kHz,
mono). As amostras sintéticas foram geradas via Google AI Studio1 com voz computaci-
onal em português brasileiro (prosódia regular e ausência de ruı́do de fundo).

1Google AI Studio: https://aistudio.google.com/



Tabela 1. Taxonomia, distribuição e exemplos dos comandos (prompts) avalia-
dos no conjunto de dados.

Categoria de Tarefa Proporção Exemplo de Prompt no Dataset
(Referência)

Saı́da de Dados
(Impressão)

35% “concatenar as strings João e Souza e exibir
o resultado”

Declaração e Atribuição
de Variáveis

25% “crie uma variável chamada prateleiras com
o valor 6”

Estruturas Condicionais
(Se / If)

18% “crie uma condição que verifique se a
variável x é maior que vinte e incremente a
variável contador em um”

Blocos de Alternativa
(Senão / Else)

12% “crie um bloco senão que escreva saldo
insuficiente para saque”

Operações Aritméticas 10% “some os números 10 20 e 30 e armazene na
variável total”

As amostras reais foram gravadas por 20 participantes voluntários (16 homens e
4 mulheres; 14 entre 20-30 anos, 4 entre 30-40 anos, 2 entre 40-50 anos), predominan-
temente das regiões Norte e Nordeste (19 do Pará e 1 do Maranhão). Para o contexto
de gravação, a metodologia adotada consistiu na leitura dos comandos previamente de-
finidos (Tabela 1). O objetivo dessa abordagem controlada foi estabelecer um marco
de referência para verificar o desempenho dos modelos em transcrição direta, isolando
variáveis cognitivas relacionadas à formulação do problema.

Com o intuito de maximizar a validade acústica e capturar uma ampla gama de
condições ambientais, os participantes utilizaram o microfone de seus próprios smartpho-
nes, sem supervisão em laboratório. Como resultado, o corpus real engloba variações
naturais de ruı́do de fundo, eco de ambiente e distorções de hardware.

Embora o protocolo tenha se baseado em leitura, observou-se a manifestação de
fenômenos tı́picos da fala espontânea. Usuários sem experiência prévia na construção de
enunciados computacionais apresentaram pausas, hesitações e reformulações pontuais ao
ler comandos de maior extensão (como as estruturas condicionais). Esses fenômenos afe-
tam diretamente o desempenho do reconhecimento automático e refletem os desafios de
usabilidade frequentemente encontrados por usuários em estágios iniciais de letramento
tecnológico ao interagirem com interfaces de voz [da Silva et al. 2024].

5.2. Configuração dos Modelos e Normalização
Foram avaliadas nove configurações organizadas em duas categorias. Os modelos em nu-
vem compreendem: (i) Web Speech API, API nativa do navegador baseada nos serviços
do Google; (ii) Gemini 2.0 Flash, modelo multimodal do Google com suporte nativo ao
português brasileiro; e (iii) Whisper API, versão hospedada do Whisper Large pela Ope-
nAI via API REST. Os modelos locais compreendem seis variantes do OpenAI Whisper:
(iv) Tiny; (v) Base; (vi) Small; (vii) Medium; (viii) Large; e (ix) Turbo. Todos os mo-
delos locais foram executados em modo zero-shot com parâmetro de idioma fixado em



pt. Os experimentos locais foram conduzidos em Intel Core i7 12ª geração, 16 GB RAM
e GPU Intel Alder Lake-UP3 GT2 (Iris Xe Graphics), executando Python 3.10 com Py-
Torch 2.1. Antes do cálculo das métricas, aplicou-se normalização uniforme: conversão
para minúsculas, remoção de pontuação (exceto apóstrofos), padronização de espaços e
remoção de marcadores de hesitação. Numerais e palavras-chave da linguagem Égua não
foram normalizados, preservando seu significado semântico para geração de código.

5.3. Dimensões de Avaliação

A avaliação baseou-se em três dimensões independentes nos áudios sintéticos e reais, evi-
tando o viés de métricas unidimensionais. A precisão foi mensurada por WER, CER
e BLEU [Papineni et al. 2002], quantificando tanto erros lexicais quanto estruturais. A
eficiência temporal adotou a mediana do Real-Time Factor (RTF) [Microsoft 2025] após
três execuções por amostra, mitigando flutuações de carga do sistema. Por fim, avaliou-
se a estabilidade via diagramas de caixa (boxplots) para mapear a variância e detectar
alucinações [Kalai et al. 2025]. Valores de WER superiores a 1,0 (100%) foram interpre-
tados como indicativos de alucinação (o modelo inventou mais palavras do que o existente
na referência). Essa análise de outliers é vital em cenários assistivos, onde um erro severo
isolado corrompe a experiência do usuário de forma mais drástica que um leve aumento
na taxa média de erros.

6. Resultados e Discussão

Os resultados são apresentados em quatro dimensões analı́ticas: precisão (WER, CER
e BLEU), estabilidade, eficiência computacional (RTF) e correlação entre métricas. Em
seguida, discutem-se as implicações para a seleção de modelos de ASR em aplicações
assistivas interativas.

6.1. Precisão: WER e CER

A Figura 2 apresenta os valores de WER e CER para todos os modelos avaliados, sepa-
rados por tipo de áudio. O CER acompanha de forma consistente o WER em todos os
modelos, indicando que os erros não se restringem a substituições lexicais superficiais,
mas refletem imprecisões fonéticas e ortográficas que comprometem a estrutura interna
das palavras transcritas.

O desempenho em áudio sintético é razoável mesmo para modelos compactos,
enquanto o áudio real expõe limitações severas das arquiteturas menores. O Whisper
Tiny e o Whisper Base apresentam degradação severa em áudio real, com taxas de WER
superiores a 35%, tornando-se soluções pouco confiáveis para transcrição de fala natural.
Em contraste, o Whisper Turbo demonstra forte capacidade de generalização, competindo
diretamente com o Whisper Large e o Whisper API, ambos com WER inferior a 10% em
áudio real.

A Web Speech API e o Gemini 2.0 Flash apresentaram desempenho intermediário:
superior aos modelos Whisper compactos em áudio real, mas com maior variabilidade en-
tre amostras do que as soluções de maior porte. Esses resultados sugerem que soluções co-
merciais em nuvem oferecem um ponto de equilı́brio viável para cenários com restrições
de infraestrutura local, mas sem as garantias de estabilidade do Whisper API.



Figura 2. Comparação de WER e CER entre os modelos avaliados, por tipo de
áudio (sintético e real).

6.2. Estabilidade e Consistência

A Figura 3 apresenta a distribuição dos erros WER por meio de diagramas de caixa,
revelando comportamentos ocultos nas médias reportadas na subseção anterior.

Figura 3. Distribuição do WER por modelo. A altura das caixas indica a variância
inter-amostral; pontos acima dos limites representam outliers.

O Whisper Base apresenta outliers com WER superior a 2,0, compatı́veis com
episódios de alucinação — situações em que o modelo gerou mais palavras incorretas do
que o total de palavras na referência, seja por repetição de frases ou por transcrição com-
pletamente desconectada do áudio de entrada. Em contraste, Whisper API, Whisper Large
e Whisper Turbo apresentam distribuições extremamente compactas, com baixa variância
e ausência de outliers expressivos, indicando alta previsibilidade de comportamento inde-
pendentemente do perfil do locutor.

Esse contraste é crı́tico para aplicações assistivas. Em ferramentas como a Égua
Assist, uma falha catastrófica isolada — mesmo em um modelo com boa média — pode



comprometer toda a sessão de aprendizado do usuário, tornando a estabilidade um critério
de seleção tão relevante quanto a precisão média.

6.3. Eficiência Computacional e Viabilidade em Tempo Real
A Figura 4 apresenta os valores de RTF para cada modelo. Os modelos Whisper Large
e Whisper Turbo, quando executados localmente em hardware convencional, apresen-
tam RTF > 2,0 em áudio real, inviabilizando sua adoção em aplicações que exigem
transcrição em tempo real sem acesso a GPUs de alto desempenho. O Whisper Small é o
único modelo local que mantém RTF < 1,0 com qualidade de transcrição aceitável, re-
presentando o ponto de inflexão entre viabilidade temporal e precisão para implantações
locais. O Whisper Tiny, embora computacionalmente barato, tem utilidade prática limi-
tada pelo alto risco de alucinações observado na análise de estabilidade.

Figura 4. Fator de Tempo Real (RTF) por modelo. Valores acima de 1,0 inviabili-
zam a operação em tempo real.

O Whisper API destaca-se por romper a correlação esperada entre tamanho do
modelo e latência: ao delegar o processamento para infraestrutura otimizada em nu-
vem, oferece precisão equivalente ao Whisper Large com RTF significativamente inferior,
posicionando-se como a solução de maior custo-benefı́cio global no conjunto avaliado.

6.4. Correlação entre Métricas
A Figura 5 apresenta os coeficientes de correlação de Pearson [Schober et al. 2018] e de
Kendall [Abdi 2007] entre as métricas. Observou-se forte associação positiva entre WER
e CER (r = 0,81; τ = 0,83), indicando que erros lexicais costumam acarretar degradação
proporcional em nı́vel de caracteres. Como esperado, a associação entre WER e BLEU
foi forte e negativa (r = −0,90; τ = −0,88), visto que métricas de erro minimizadas
convergem naturalmente para uma maior preservação estrutural e sobreposição com a
referência (maximizada pelo BLEU). Por fim, a correlação entre tempo de execução e
WER apresentou-se negativa e fraca (r = −0,32; τ = −0,26). Isso evidencia que o
aumento do custo computacional não garante uma redução linear e proporcional na taxa
de erros, reforçando que a eficiência empı́rica dos modelos deve ser avaliada pelo balanço
conjunto entre precisão e latência, e não de forma isolada.



Figura 5. Matrizes de correlação de Pearson e Kendall entre as métricas de
avaliação.

6.5. Perfis de Aplicabilidade e Limitações

A Figura 6 sintetiza o trade-off entre precisão (WER) e eficiência (RTF) para todos os
modelos avaliados.

Figura 6. Trade-off entre precisão (WER) e eficiência (RTF). O quadrante ideal —
baixo WER e baixo RTF — é ocupado exclusivamente pelo Whisper API.

Identificam-se três perfis de aplicabilidade: (1) Whisper API é a solução ideal sob
conectividade estável, possuindo o melhor balanço entre precisão e latência (baixo WER e
RTF); (2) Whisper Turbo otimiza o processamento local, entregando robustez equivalente
ao Large com latência 30% menor; e (3) Whisper Small representa o limite de viabilidade
para operação em tempo real sob restrições severas de hardware (CPU).



Quanto às limitações, a queda abrupta de desempenho dos modelos compactos no
conjunto real evidencia dependência de padrões acústicos limpos e baixa generalização
a ruı́dos. Adicionalmente, o tamanho da amostra (100 áudios, 20 locutores) restringe a
representatividade dialetal, enquanto a ausência de testes estatı́sticos formais (e.g., Wil-
coxon ou Friedman) demanda validações metodológicas em trabalhos futuros.

7. Conclusão
Este artigo apresentou uma avaliação comparativa de nove configurações de modelos de
Speech-to-Text para o português brasileiro no contexto da Égua Assist, ferramenta educa-
cional assistiva voltada ao apoio de PcDV no aprendizado inicial de programação. Os ex-
perimentos demonstraram que o desempenho dos modelos varia de forma expressiva en-
tre áudio sintético e real, evidenciando que benchmarks baseados exclusivamente em fala
controlada superestimam a capacidade de generalização dos modelos compactos. Os da-
dos confirmam que a seleção de um modelo de ASR constitui um problema de otimização
multidimensional: modelos com baixo WER médio podem apresentar alta variância e
episódios de alucinação em áudio real, tornando estabilidade e latência critérios tão rele-
vantes quanto a precisão. O Whisper API destacou-se como a solução mais adequada ao
fluxo interativo da Égua Assist, por oferecer o melhor equilı́brio entre acurácia, latência e
robustez; o Whisper Turbo mostrou-se a melhor alternativa para implantações locais; e o
Whisper Small definiu o limite de viabilidade em tempo real em hardware convencional.

Este estudo apresenta limitações que devem ser consideradas: o subconjunto de
áudio real (100 amostras, 20 locutores) restringe a representatividade dialetal do por-
tuguês brasileiro; a ausência de testes estatı́sticos formais impede afirmações de signi-
ficância sobre as diferenças observadas; e a avaliação em modo zero-shot pode subestimar
o potencial de modelos como o Whisper Large e o Whisper Turbo após especialização no
domı́nio. Como trabalhos futuros, pretende-se: (i) ampliar o conjunto de dados com maior
diversidade regional e de condições acústicas; (ii) realizar fine-tuning dos modelos locais
com vocabulário da linguagem Égua; (iii) conduzir testes estatı́sticos formais (Wilcoxon,
Friedman) para estabelecer a significância das diferenças de desempenho; (iv) investigar
estratégias hı́bridas de execução local-nuvem; e (v) avaliar o impacto das configurações
de ASR na experiência de aprendizado de PcDV com a Égua Assist.
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