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Abstract. This paper presents an experimental study evaluating Large Lan-
guage Models (LLMs) in a FAQ chatbot. The system adopts a Retrieval-
Augmented Generation (RAG) approach and considers different user profiles.
The evaluation combines lexical, semantic, and LLM-as-a-judge metrics, as well
as operational indicators such as latency and cost. Results show that while lexi-
cal metrics penalize verbose responses, semantic and judge-based metrics better
capture response quality. The study highlights trade-offs between performance,
cost, and adaptability to user profiles.

Resumo. Este artigo apresenta um estudo experimental sobre o uso de modelos
de linguagem de grande porte (LLMs) em um chatbot de FAQ. O sistema utiliza
uma abordagem de geracdo aumentada por recuperacdo (RAG) e considera di-
ferentes perfis de usudrio. A avaliacdo combina métricas léxicas, semdnticas e
baseadas em LLM como juiz, além de indicadores operacionais como laténcia
e custo. Os resultados mostram que métricas léxicas penalizam respostas mais
detalhadas, enquanto métricas semdnticas e baseadas em julgamento capturam
melhor a qualidade das respostas. O estudo evidencia trade-offs entre desem-
penho, custo e adaptacdo aos perfis de usudrio.

1. Introducao

Os avancos recentes em Large Language Models (LLMs) tém transformado significativa-
mente a forma como sistemas conversacionais sao desenvolvidos e utilizados em diferen-
tes dominios de aplicagcdo, como educacdo, pesquisa e saide. Esses modelos apresentam
elevada capacidade de compreender, gerar e manipular linguagem natural, sendo ampla-
mente utilizados na construgdo de chatbots e assistentes virtuais [Singh and Namin 2025].

Chatbots baseados em LLMs apresentam vantagens importantes em relacido a
abordagens tradicionais baseadas em regras ou recuperacdo de informacdo, principal-
mente por sua capacidade de compreender linguagem natural, lidar com variagdes
linguisticas e gerar respostas mais naturais e contextualizadas. Além disso, tais siste-
mas contribuem para a melhoria da experiéncia do usudrio e para a oferta de servicos
mais 4geis e personalizados [Soares and Silva 2025]. Nesse contexto, a coexisténcia
entre arquiteturas baseadas em regras, recuperacdo, geracdo e abordagens hibridas
exige uma reavaliacio dos métodos de controle de qualidade, pois cada paradigma
oferece trade-offs distintos de fluidez, precisdo factual, seguranca e adaptabilidade



[Papadopoulos et al. 2025]. Em aplica¢des reais, como sistemas de atendimento ao cli-
ente, ainda sdo observados problemas relacionados a precisdo, adequagdo contextual e
confiabilidade das respostas geradas [Gomes et al. 2025].

Um dos principais desafios associados ao uso de LLMs em sistemas conversacio-
nais € a andlise da qualidade das respostas geradas. Diferentemente de tarefas tradicionais
de processamento de linguagem natural, nas quais existe uma resposta tnica ou clara-
mente definida, tarefas de geracdo textual frequentemente admitem multiplas respostas
semanticamente validas para uma mesma pergunta, o que torna o processo de avaliacao
mais complexo [Xu et al. 2023]. Nesse contexto, estudos apontam a auséncia de um fra-
mework universal para avaliacdo, destacando a necessidade de multiplas métricas e abor-
dagens complementares [Singh and Namin 2025].

Diante desses desafios, diversas abordagens de avaliacdo tém sido propostas na
literatura, destacando-se métricas automaticas classicas, como BLEU e ROUGE, am-
plamente utilizadas para medir similaridade entre textos gerados e respostas de re-
feréncia [Papineni et al. 2002] [Lin 2004], embora apresentem limita¢des conhecidas em
tarefas conversacionais [Liu et al. 2016]. Mais recentemente, métricas baseadas em
representacdes semanticas profundas, como BERTScore, t€ém sido também empregadas
para capturar similaridades semanticas mais complexas entre textos, superando limitagcdes
das métricas puramente lexicais [Zhang et al. 2019]. Além disso, abordagens recentes
tém explorado o uso de modelos de linguagem como avaliadores autométicos (LLM-as-
a-judge), buscando aproximar a analise automatica dos julgamentos humanos e aumentar
a escalabilidade do processo avaliativo [Liu et al. 2023].

Apesar desses avancos metodoldgicos, métricas automdticas podem apresentar
limitagGes em sua correlacdo com julgamentos humanos em textos longos, sendo ne-
cessario adotar abordagens de avaliacdo multifacetadas que considerem aspectos como
coeréncia, factualidade e completude [Xu et al. 2023]. No caso especifico de avaliado-
res baseados em LLMs, estudos recentes mostram ainda que o processo de julgamento
automaético pode incorporar vieses proprios do avaliador, que afetam a confiabilidade
da avaliacdo e podem, inclusive, ser explorados para induzir julgamentos incorretos
[Chen et al. 2024]. O desempenho de modelos de linguagem pode variar significativa-
mente dependendo do contexto de aplicacdo, tipo de tarefa e perfil do usudrio atendido
pelo sistema conversacional, refor¢cando a necessidade de avaliacOes especificas para cada
cendrio [Singh and Namin 2025]. Com base nesse contexto, este artigo apresenta um es-
tudo experimental sobre o uso de diferentes LLMs em um chatbot de FAQ baseado em
RAG, condicionado por quatro perfis de usudrio. As principais contribui¢des do traba-
lho sdo: (i) a definicdo de um cendrio experimental realista para avaliagdo de respostas
em FAQ com perfis diferentes; (ii)) a comparagdo sistemdtica entre modelos comerci-
ais e open-source sob um mesmo pipeline de recuperacdo e geragdo; (iii) a adocao de
uma avaliacdo multimétrica que combina métricas lexicais, semanticas, LLLM-as-a-judge
e indicadores operacionais; e (iv) a andlise dos trade-offs entre qualidade das respostas,
adequacdo ao perfil e custo de uso em APIs. Para atingir os objetivos propostos e orientar
a conduc¢do metodoldgica deste estudo, foram definidas as seguintes questoes de pesquisa
(RQs - Research Questions):

RQ1. Como diferentes modelos de linguagem de larga escala (LLMs) se compor-
tam na tarefa de respostas a perguntas em um chatbot baseado em FAQ, considerando a



aderéncia ao perfil do usudrio e a qualidade textual das respostas?

RQ2. Quais sdo os trade-offs entre qualidade das respostas, laténcia e custo de
uso entre os modelos avaliados?

2. Trabalhos Relacionados

A literatura recente tem explorado intensamente a transicdo de sistemas conversacio-
nais tradicionais para arquiteturas baseadas em modelos generativos de larga escala.
[Singh and Namin 2025] apresentam uma revisdo ampla sobre chatbots integrados a
LLMs, com énfase em teste, avaliacdo e desempenho, enquanto [Luo et al. 2022] anali-
sam o estado da arte no desenvolvimento de chatbots, evidenciando lacunas relacionadas a
integracdo entre técnicas computacionais e contextos de aplica¢do. Essa mudanga de pa-
radigma € corroborada por [Foosherian et al. 2023], que investigam como a integracao
de LLMs pode expandir as capacidades de agentes baseados em pipeline, mitigando
quebras conversacionais e aumentando a capacidade de lidar com solicitagdes comple-
xas e fora do escopo original. No contexto brasileiro, essa transicdo também se reflete:
enquanto [Gomes et al. 2018] propuseram um chatbot de FAQ para estudantes baseado
em classificacdo de intencdo, abordagens mais recentes adotam geragdo aumentada por
recuperagdo [Kuratomi et al. 2024].

No dominio especifico de ambientes de FAQ (Frequently Asked Questions), estu-
dos t€m focado na precisao técnica e na confiabilidade da informacao. [Nusair et al. 2025]
avaliaram o desempenho de diferentes LLMs ao responderem perguntas frequentes sobre
cirurgia de catarata, utilizando uma escala de cinco pontos (1 a 5) para medir precisao,
completude e clareza. Os resultados indicaram um desempenho satisfatorio geral, embora
modelos como LLAMA 4 e Copilot tenham apresentado pontuacdes médias inferiores em
comparacao aos demais competidores. De forma semelhante, [Fan et al. 2025] analisaram
a acurdcia de chatbots em FAQs sobre cancer do colo do utero, ressaltando que, apesar
das respostas satisfatorias, uma atitude cautelosa e a validag¢do por especialistas huma-
nos continuam sendo essenciais, especialmente em questdes relacionadas a protocolos de
tratamento.

Além da precisdo técnica, outra linha relevante de pesquisa diz respeito a
personalizacdo e a adaptacdo das respostas ao perfil do usudrio, que representam uma
fronteira crescente na drea. [Jiang et al. 2025] introduziram o benchmark PERSONA-
MEM, focado em avaliar a capacidade dos LLMs de realizar o perfilamento dinamico
de usudrios e gerar respostas personalizadas em larga escala. O estudo evidencia que os
modelos atuais ainda enfrentam dificuldades para rastrear a evolu¢do dinamica dos per-
fis de usudrios ao longo do tempo. Em paralelo, [Zhao et al. 2025], com o benchmark
Personalens, mostram que a capacidade de personalizac¢do varia consideravelmente entre
assistentes conversacionais € permanece um desafio importante em cendrios orientados a
tarefas.

A infraestrutura para o desenvolvimento desses sistemas também tem sido simpli-
ficada para usudrios técnicos e ndo técnicos. [Salim et al. 2025] propuseram um constru-
tor de chatbots de FAQ baseado em [A generativa que utiliza técnicas de Geragao Aumen-
tada por Recuperacao (RAG) e ajuste fino (fine-tuning) para garantir que a recuperacao de
informacdes organizacionais seja precisa e contextualizada. Para ambientes académicos,
[Attigeri et al. 2024] realizaram uma andlise comparativa de modelos de Processamento



de Linguagem Natural (PLN) voltados para chatbots de universidades, concluindo que
tais ferramentas sdo eficazes para centralizar informagoes oficiais e reduzir discrepancias
comumente encontradas em fontes dispersas como sites e folhetos.

O uso de abordagens como LLM-as-a-judge tem sido adotado como alterna-
tiva para escalar esse processo, como demonstrado por [Liu et al. 2023], embora es-
tudos mais recentes apontem que tanto humanos quanto LLMs apresentam vieses sis-
tematicos, comprometendo a confiabilidade das avaliacdes [Chen et al. 2024]. No que
se refere a avaliacdo automdtica, BLEU e ROUGE permanecem como baselines tteis
[Papineni et al. 2002] [Lin 2004], mas sua correlagdo com julgamentos humanos é bem
limitada em tarefas conversacionais e de geracao aberta [Liu et al. 2016] [Xu et al. 2023].

Em sintese, a literatura recente evidencia avangos importantes no uso de LLMs
para sistemas conversacionais € ambientes de FAQ, bem como no desenvolvimento de
métodos mais abrangentes de avaliacdo. No entanto, ainda sdo escassos os estudos que
analisam, de forma integrada, modelos distintos em um chatbot de FAQ condicionado por
perfis de usudrio, considerando simultaneamente qualidade textual, adequa¢do comunica-
tiva, seguranga e custo operacional. E nesse espaco que o presente trabalho se insere.

3. Metodologia

3.1. Descricao do Sistema

O sistema avaliado consiste em um chatbot de FAQ, desenvolvido em Python, utilizando
arquitetura baseada em Flask. O chatbot segue um modelo de recuperacao e geracao de
respostas (Retrieval-Augmented Generation — RAG), no qual as respostas sdo geradas
com base em uma base de conhecimento composta por documentos em formato PDE. A
base de conhecimento é processada por meio de extracdo textual utilizando a biblioteca
PyPDF?2, seguida de segmentacdo em trechos (chunks) com tamanho de 1000 caracteres
e sobreposi¢do (overlap) de 200 caracteres. Essa configuragdo corresponde a um padrao
amplamente adotado em sistemas RAG, equivalendo a uma sobreposi¢dao de 20%, valor
situado na faixa recomendada de 10-20% para preservacdo de contexto entre trechos e
foi empregada de forma semelhante por [Narimissa and Raithel 2024], que demonstram
a adequacdo dessa estratégia para manter a integridade contextual na recuperacdo. Es-
ses blocos foram indexados localmente em um banco de dados vetorial FAISS, o qual é
reconstruido automaticamente caso haja alteracoes nos arquivos de contexto.

A recuperacgdo de informagdes utiliza um mecanismo de busca baseado em simila-
ridade vetorial, retornando os k = 5 trechos mais relevantes por consulta. Esses trechos sao
utilizados como contexto de entrada para o modelo de linguagem por meio de uma cadeia
conversacional (ConversationalRetrievalChain), com memoria de curto prazo (window
memory) limitada as dltimas interacdes do usudrio. O sistema incorpora ainda um me-
canismo de controle de fluxo baseado em estado, no qual o usudrio seleciona um perfil
especifico, influenciando diretamente o escopo, o tom e o nivel de detalhamento das res-
postas geradas. Esse mecanismo € operacionalizado por meio de restricdes explicitas no
prompt, garantindo que as respostas sejam geradas exclusivamente com base no contexto
permitido. Por questdes de privacidade e anonimizacao, os perfis sdo referenciados neste
trabalho como Pdgina Geral, Perfil 1, Perfil 2 e Perfil 3. Essa anonimizacao nio impacta a
estrutura experimental nem a interpretacao dos resultados, uma vez que os perfis mantém
suas caracteristicas funcionais no sistema.



Os quatro perfis representam niveis distintos de acesso e especializa¢do infor-
macional. A Pé4gina Geral retine conteudos publicos; o Perfil 1 adiciona informagdes
especificas para usudrios autenticados; o Perfil 3 concentra orientacdes operacionais
mais especializadas; e o Perfil 2 corresponde ao nivel mais abrangente, incorporando
os conteddos dos demais perfis. Em termos experimentais, essa organizagao implica que
o conjunto de documentos recuperaveis varia conforme o perfil selecionado, alterando o
escopo disponivel para geragdo da resposta. A Figura 1 mostra o diagrama da arquitetura
proposta no chatbot.

Indexagdo vetorial
(FAISS)

A
atualizado?
el EALSS BD

Figura 1. Arquitetura do sistema proposto.

3.2. Bases do Experimento

A variavel independente do experimento € o modelo de linguagem utilizado na geracao
das respostas. Foram avaliados diferentes modelos comerciais e open-source, incluindo
variagdes de modelos da familia GPT, Gemini, Llama e Gemma: gemini-2.5-flash; GPT-
5 Mini; GPT-5.2; GPT-40; Llama 3.2:3b; e Gemma 3:4b. A execuc¢do experimental para
comparacdo dos geradores manteve o modelo de representacdo vetorial fixado em Ge-
mini Embeddings (gemini-embedding-001). Dessa forma, garantiu-se que as variagdes
no texto gerado fossem estritamente derivadas do modelo LLM utilizado.

Os modelos open-source foram executados localmente em infraestrutura compu-
tacional equipada com processador AMD Ryzen 5 5500, placa-mae MSI A520M-A PRO,
GPU AMD Radeon RX 580 com 8 GB de memoria dedicada e 16 GB de memoria RAM,
utilizando o framework Ollama para inferéncia local. Todos os modelos foram executados
com temperatura configurada em 0, buscando reduzir variabilidade estocdstica e aumentar
a reprodutibilidade dos experimentos.

O conjunto experimental foi construido a partir de uma base de conhecimento
composta por 39 perguntas frequentes (FAQ), distribuidas entre quatro perfis de usudrio:
P4gina Geral, Perfil 1, Perfil 2 e Perfil 3. A distribuicdo ocorreu como mostrado na
Tabela 1. Por questdes de privacidade, os nomes originais dos perfis ndo sdo apre-
sentados neste artigo. Ainda assim, a distribui¢cdo das FAQs por perfil foi mantida na
caracterizacao do experimento, uma vez que essa organizacao influencia diretamente o
escopo da recuperagdo de informacdo e a complexidade das respostas geradas.

A estrutura do experimento reflete uma légica hierarquica de acesso, na qual per-
fis mais abrangentes incorporam contetdos acessiveis a perfis anteriores. Como con-
sequéncia, a intersecao entre perguntas de diferentes perfis gera casos adicionais de teste,
ampliando o numero total de avaliagdes realizadas. Essa caracteristica é particularmente



Tabela 1. Distribuicao dos casos de teste por perfil

Perfil N°de casos Percentual Tam. médio da resposta de referéncia
Pagina Geral 7 17.9% 30.86
Perfil 1 11 28.2% 19.45
Perfil 2 13 33.3% 15.08
Perfil 3 8 20.5% 13.25
Total 39 100% 18.77

relevante, pois introduz variagdes no nivel de complexidade das consultas e no contexto
disponivel para geracao das respostas.

As respostas de referéncia (ground truth) caracterizam-se por serem diretas e con-
cisas, apresentando um tamanho médio geral de 18.7 palavras (120.4 caracteres) por
resposta. A granularidade das informagdes variou conforme o perfil: o acesso publico
(P4agina Geral) exigiu instrucdes mais extensas para orienta¢do do cidadao (média de
30.8 palavras), enquanto as dividas operacionais restritas aos perfis técnicos demanda-
ram orientacOes mais breves e pontuais (médias entre 13 e 20 palavras).

3.3. Métricas de Avaliacao

A avaliacdo das respostas combinou métricas lexicais, semanticas, baseadas em julga-
mento automdtico e indicadores operacionais. Foram utilizados BLEU e ROUGE-L para
medir proximidade lexical e estrutural entre as respostas geradas e as respostas de re-
feréncia, BERTScore F1 para capturar similaridade semantica e GEval, implementado
com a biblioteca DeepEval. A avaliacdo com GEval foi conduzida por dois juizes inde-
pendentes, Gemini-2.5-flash e GPT-5-mini, ambos com temperatura zero, a fim de ve-
rificar a robustez das pontuacdes frente ao avaliador escolhido. No presente estudo, a
aderéncia ao perfil foi operacionalizada no GEval por meio de trés critérios: (i) respeito
ao escopo informacional do perfil selecionado; (i1) adequagao do nivel de detalhamento e
do tom da resposta ao publico-alvo; e (iii) auséncia de informagdes exclusivas de outros
perfis. Além disso, foram medidos o tempo médio de resposta e o custo estimado de API,
de modo a analisar o trade-off entre qualidade, laténcia e viabilidade de implantagdo.

3.4. Procedimento Experimental

Cada caso de teste foi executado sob as mesmas condi¢des de recuperacio e geragao, va-
riando apenas o modelo de linguagem utilizado. Para cada pergunta, o pipeline completo
foi acionado: selecao do perfil correspondente, recuperacao dos cinco trechos mais simi-
lares, gerag@o da resposta pelo LLM e armazenamento dos resultados em formato CSV.
Os arquivos gerados registraram, para cada execucao, a pergunta, a resposta de referéncia,
a resposta produzida, o modelo utilizado e o perfil associado. Em seguida, as respostas
foram submetidas a um pipeline automatizado de avaliacdo, responséavel por calcular as
métricas por item e as médias agregadas por modelo e por perfil. Também foram realiza-
das andlises complementares de comprimento textual, a fim de apoiar a interpretagdo das
diferencas entre métricas lexicais, semanticas e baseadas em julgamento automatico.

4. Resultados

Nesta secdo, apresentamos os resultados experimentais obtidos na avaliacdo dos mode-
los de linguagem na tarefa de geracdo de respostas para o chatbot de FAQ. A analise foi



estruturada para responder diretamente as duas questdes de pesquisa do estudo: (i) qua-
lidade das respostas e adequacdo aos perfis de usudrio e (ii) trade-offs entre qualidade,
laténcia e custo. A fim de verificar a robustez da avaliacdo automatica, a métrica GE-
val foi computada com dois juizes independentes de familias distintas (Gemini2.5-flash e
GPT-5-mini), ambos configurados com temperatura zero e submetidos a mesma rubrica.
A Tabela 2 resume as métricas agregadas por modelo, reunindo indicadores de qualidade
textual, avaliacdo semantica e julgamento automatico sob os dois juizes.

Tabela 2. Métricas gerais por modelo

Modelo BLEU ROUGE-L BERTScore GEvalg.,, GEvalgpr
gemini-2.5-flash ~ 5.65 32.37 63.88 96.41 90.00
llama3.2:3b 7.13 31.84 61.89 75.38 65.90
gemma3:4b 8.12 30.59 62.71 81.03 77.95
gpt-4o 7.81 34.14 65.24 95.38 88.97
gpt-5-mini 5.72 32.61 63.08 97.18 87.18
gpt-5.2 6.92 38.18 64.12 97.69 89.23

4.1. Desempenho de Geracao Textual e Aderéncia aos Perfis

A avaliacdo da qualidade textual, medida pelas métricas BLEU, ROUGE e BERTS-
core, indicou que modelos da familia GPT e o Gemini Flash apresentaram respostas
mais consistentes. Os resultados agregados demonstram uma discrepancia notavel en-
tre as métricas de sobreposi¢do lexical (BLEU e ROUGE) e as métricas de similaridade
semantica (BERTScore) e LLM-as-a-judge (GEval).

De forma geral, os modelos apresentaram pontuacdes baixas na métrica BLEU.
Por exemplo, o modelo GPT-40 obteve um BLEU médio geral de 7,81, enquanto o
gemini-2.5-flash registrou 5,65. Essa baixa sobreposicdo de n-gramas nao indica ne-
cessariamente mé qualidade, mas sim uma divergéncia de estilo: a andlise das razdes
de comprimento textual (ratio words) revelou que os modelos geraram respostas consi-
deravelmente mais longas do que as referéncias (o GPT-40 gerou cerca de 4,39 vezes
mais palavras, e o gemini-2.5-flash, 5,32 vezes mais). Mesmo fornecendo informacoes
no prompt para o modelo responder diretamente, os LLMs tendem a formular respostas
mais conversacionais e detalhadas, o que penaliza o BLEU face a respostas de referéncia
tipicamente concisas e diretas. Com relagdo a métrica ROUGE, o modelo GPT-5.2 ob-
teve 0 maior desempenho em ROUGE-L médio geral (38,18), enquanto modelos como
GPT-40, GPT-5-mini e Gemini-2.5-flash apresentaram pontuacdes de ROUGE-L mode-
radas (entre 32,37 e 34,14). Por outro lado, quando avaliados sob a 6tica da captura de
significado e utilidade, o desempenho € significativamente superior. O modelo GPT-40
liderou a métrica semantica, atingindo um BERTScore médio geral de 65,24, seguido de
perto pelo GPT-5.2 (64,12) e gemini-2.5-flash (63,88). Isso sugere uma boa fidelidade
aos conceitos presentes na base de conhecimento.

No que diz respeito a adequacao das respostas aos diferentes perfis (Pdgina Ge-
ral, Perfil 1, Perfil 2 e Perfil 3), a métrica GEval foi computada com os dois juizes. Sob
o juiz Gemini, os modelos GPT-5.2, GPT-5-mini, Gemini-2.5-flash e GPT-40 apresen-
taram médias superiores a 95 pontos em uma escala de 0 a 100, com o GPT-5.2 lide-
rando (97,69). O juiz GPT-5-mini, mais rigoroso, deslocou as pontuagdes para baixo
(médias entre 87 e 90 pontos para esses mesmos modelos), mas preservou a separacao
clara em relacdo aos modelos open-source; nessa condicdao, o gemini-2.5-flash obteve a



maior média (90,00). A andlise qualitativa das justificativas (razdes do GEval) aponta que
os modelos ndo s6 recuperaram a informagao correta, como também adaptaram a estrutura
da resposta com clareza, adicionando, de forma pertinente, contextos de suporte que enri-
quecem a experiéncia do usudrio. Em contraste, os modelos Llama 3.2:3b e Gemma 3:4b
obtiveram pontuagdes consistentemente menores sob ambos os juizes (Gemini: 75,38 e
81,03; GPT-5-mini: 65,90 e 77,95, respectivamente), sugerindo maior dificuldade em
atender plenamente aos critérios de qualidade complexos definidos na rubrica do juiz.

Quanto a aderé€ncia aos perfis especificos, observou-se, sob o juiz Gemini, uma
tendéncia de queda de desempenho nos perfis mais especializados: na maioria dos mo-
delos, a “Pédgina Geral” superou o “Perfil 3”, indicando que a especializacdo da resposta
pelo perfil introduz uma camada adicional de complexidade para os geradores. Con-
tudo, essa tendéncia mostrou-se dependente do juiz: sob o0 GPT-5-mini, o padrdo € menos
nitido, e diversos modelos alcancam suas maiores pontuagdes em perfis intermedidrios
(Perfil 1) ou mesmo no Perfil 3. Esse contraste sugere que parte da penalizacdo atribuida
a especializacdo por perfil pode refletir preferéncias do avaliador, refor¢ando a utilidade
de multiplos juizes e a importincia de métricas baseadas em julgamento semantico e qua-
litativo para avaliacdo em cendrios personalizados. A Tabela 3 apresenta a variagdo das
métricas por perfil de usudrio, incluindo o GEval médio entre os dois juizes.

A comparacdo entre os dois juizes sustenta a confiabilidade da avaliagdo au-
tomatica. Primeiro, hd forte concordancia quanto a ordenacdo dos modelos (r ~ 0,96
no nivel de modelo), com separacdo consistente entre os modelos comerciais € os mode-
los open-source de menor porte, que ocuparam as duas ultimas posi¢des sob ambos os
avaliadores. Segundo, ndo se observou indicio de favorecimento de nenhum juiz a mo-
delos de sua propria familia: o gemini-2.5-flash, longe de ser inflado pelo juiz Gemini,
alcancou sua melhor colocacao relativa sob o juiz GPT-5-mini (90,00, a maior pontuagdo
nessa condi¢do), e o juiz GPT-5-mini atribuiu ao gerador gpt-5-mini a maior redugdo de
pontuacdo entre todos os modelos (de 97,18 para 87,18). Terceiro, o juiz GPT-5-mini
mostrou-se sistematicamente mais rigoroso, com queda média em torno de 7 pontos, o
que reflete diferencas de calibragdo entre avaliadores sem alterar a estrutura relativa dos
resultados. Ressalva-se, todavia, que a concordancia é mais robusta na distin¢ao entre
modelos comerciais e open-source do que na ordenagdo fina entre os modelos comerci-
ais de topo: enquanto o juiz Gemini posiciona o GPT-5.2 como melhor modelo, o juiz
GPT-5-mini atribui a melhor média ao gemini-2.5-flash.

De modo geral, o BERTScore mostrou-se ttil para medir a fidelidade semantica a
resposta de referéncia, enquanto o GEval captura de forma mais adequada a competéncia
comunicativa dos modelos, especialmente em cendrios nos quais a resposta correta pode
ser expressa com maior liberdade linguistica. Esses resultados indicam que, embora os
modelos apresentem boa capacidade de adaptacao geral, a especializacdo por perfil intro-
duz desafios adicionais que nao sao plenamente capturados por métricas lexicais.

4.2. Analise de Custos e Eficiéncia Operacional

A viabilidade de implantacdo de um sistema conversacional em ambientes de producao
exige um equilibrio rigoroso entre a qualidade das respostas e o custo computacional
associado. Para responder a RQ2, avaliamos o tempo de resposta (laténcia média) e o
custo com API estimado (por mil tokens) para cada modelo. A relacdo entre qualidade e



Tabela 3. BERTScore F1 e GEval por perfil (juizes Gemini e GPT-5-mini)

Modelo Perfil BERTScore F1 GEvalg.,, GEvalgpr GEval médio
Pagina Geral 72.75 98.57 90.00 94.29
gemini-2.5-flash Perfil 1 64.46 97.27 88.18 92.73
Perfil 2 61.79 96.92 89.23 93.08
Perfil 3 58.72 92.50 93.75 93.13
Pégina Geral 65.80 67.14 62.86 65.00
llama3.2:3b Perfil 1 62.66 82.73 72.73 77.73
- Perfil 2 60.14 75.38 62.31 68.85
Perfil 3 60.25 72.50 65.00 68.75
Péagina Geral 69.41 80.00 74.29 77.15
gemma3:4b Perfil 1 63.23 86.36 86.36 86.36
Perfil 2 62.33 82.31 76.15 79.23
Perfil 3 56.76 72.50 72.50 72.50
Péagina Geral 73.24 97.14 91.43 94.29
apt-4o Perfil 1 66.02 98.18 89.09 93.64
Perfil 2 63.16 95.38 88.46 91.92
Perfil 3 60.53 90.00 87.50 88.75
Pégina Geral 71.22 97.14 74.29 85.72
opt-5-mini Perfil 1 63.19 99.09 94.55 96.82
Perfil 2 61.38 98.46 85.38 91.92
Perfil 3 58.59 92.50 91.25 91.88
Pagina Geral 73.98 98.57 85.71 92.14
Perfil 1 63.97 99.09 91.82 95.46
gp-5.2 Perfil 2 62.34 99.23 92.31 95.77
Perfil 3 58.62 92.50 83.75 88.13

custo dos modelos pode ser observada na Figura 2, que apresenta um grafico de dispersao
entre o GEval médio e o custo por caso. Percebe-se a existéncia de um trade-off entre
custo e qualidade, no qual modelos como GPT-5.2 e GPT-40 apresentam alta qualidade
a custos moderados, enquanto alternativas open-source oferecem custo de API reduzido
com impacto significativo na qualidade.
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Figura 2. Relacao entre qualidade e custo por caso dos modelos avaliados

No plano operacional, observou-se um contraste importante entre laténcia e custo
entre os modelos avaliados. Entre os modelos com API paga, o gpt-5.2 apresentou o
menor tempo médio de resposta (2,65 s), seguido por gpt-4o (3,39 s), enquanto gpt-5-
mini (17,80 s) e Gemini-2.5-flash (36,47 s) exibiram maior laténcia. Em termos de custo
estimado com API, considerando os volumes de tokens observados nos 39 casos de cada



modelo e os precos informados, o gpt-5-mini foi o modelo pago de menor gasto, com
custo total aproximado de R$ 0,77 no conjunto avaliado (cerca de R$ 0,0155 por caso),
superando em economia o gpt-5.2 (R$ 1,50), o gpt-40 (R$ 1,72) e 0 Gemini 2.5 Flash, cujo
custo minimo estimado foi de R$ 0,92. Esses resultados indicam que, sob a perspectiva
de eficiéncia operacional, o gpt-5.2 se destacou em velocidade, enquanto o gpt-5-mini
ofereceu a melhor relacdo de economia entre os modelos pagos.

5. Conclusao

Este artigo apresentou um estudo experimental sobre o uso de diferentes LLMs em um
chatbot de FAQ baseado em RAG, condicionado por perfis de usuédrio. Os resultados
reforcam que a avaliagdo nesse cendrio ndo pode depender apenas de métricas lexicais:
BLEU e ROUGE-L apresentaram valores modestos, enquanto BERTScore e GEval captu-
raram melhor a adequa¢@o semantica e comunicativa dos modelos comerciais, reflexo do
estilo mais explicativo dos LLMs frente as respostas curtas da base de FAQ. A adaptacao
ao perfil mostrou-se um desafio adicional, ainda que menos uniforme do que sugeriria um
tinico avaliador: sob o juiz Gemini, a Pdgina Geral tendeu a superar o Perfil 3, padrao que
se dissolveu sob o GPT-5-mini, indicando que parte da penalizacdo por especializacdo
pode refletir preferéncias do avaliador.

A adocdo de dois juizes independentes para o GEval qualifica essas conclusdes.
A forte concordancia de ordenagdo e a auséncia de indicios de favorecimento de cada
juiz a modelos de sua prépria familia aumentam a confianca nas pontuacdes e atenuam
a preocupacao com self-preference bias; em contrapartida, o melhor modelo isolado va-
riou conforme o avaliador (GPT-5.2 sob o Gemini, gemini-2.5-flash sob o GPT-5-mini),
ao passo que a separacao entre modelos comerciais e open-source permaneceu estavel,
constituindo o achado mais sé6lido do estudo. No plano operacional, ndo houve modelo
superior em todas as dimensdes: o GPT-5.2 ofereceu o melhor equilibrio entre quali-
dade e laténcia e o GPT-5-mini o menor custo entre os pagos, sugerindo que a escolha
para implantagdo real deve ponderar simultaneamente qualidade, tempo de atendimento
e orcamento. Como trabalhos futuros, pretende-se ampliar o conjunto de casos, incor-
porar avaliacdo humana como referéncia para calibrar os juizes automdticos e investigar
métricas mais diretamente relacionadas a fidelidade ao contexto recuperado.

6. Limitacoes

Este estudo apresenta limitacdes que devem ser consideradas e que indicam dire¢des para
trabalhos futuros. Primeiro, o experimento foi conduzido com um conjunto restrito de ca-
sos de teste, derivados de um numero limitado de perguntas frequentes de um dominio es-
pecifico; embora adequado a um estudo exploratério, esse volume limita a generalizacao
estatistica dos resultados para dominios de maior complexidade. Segundo, a avaliacdao
qualitativa baseou-se em modelos de linguagem como juizes (LLM-as-a-judge). Em-
bora a recomputacdo com um segundo juiz de familia distinta ndo tenha revelado indicios
de autopreferéncia e tenha apresentado forte concordancia de ordenacdo, ambos os ava-
liadores podem compartilhar vieses sistemdticos de estilo, verbosidade ou formatacao
[Chen et al. 2024]; ademais, o juiz primdrio (Gemini) pertence 2 mesma familia de um
dos modelos avaliados e do modelo de embeddings utilizado na recuperacdo. Dessa
forma, os resultados de GEval devem ser interpretados como complementares as métricas



Iéxicas e semanticas, e ndo como substitutos da avaliacdo humana. Terceiro, o pipe-
line de recuperacdo foi mantido fixo, incluindo o modelo de embeddings, a estratégia
de segmentagdo (chunking) e o banco vetorial, com o objetivo de isolar a varidvel de
geragao. Embora metodologicamente justificavel, essa decisdo pode ndo refletir o desem-
penho 6timo que cada LLM atingiria caso o mecanismo de recuperacdo fosse ajustado as
suas caracteristicas [Papadopoulos et al. 2025, Foosherian et al. 2023]. Por fim, os valo-
res de laténcia e custo representam um recorte do momento de execucao dos experimen-
tos e estdo sujeitos a variagdes decorrentes de carga nos servidores, laténcia de rede e
atualizacdes nas politicas de precificacao.

Disponibilidade de artefatos

Os artefatos deste estudo estdo disponiveis no link: https://anonymous.4open.
science/r/fag-chatbot-eniac—-84AD/.
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