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Abstract. Brazilian rubber plantations lose up to 30% of latex productivity due
to undetected infectious diseases in tapping panels. This paper presents Den-
drobot, a semantic segmentation system based on U-Net with ResNet34 back-
bone, capable of automatically diagnosing three infectious diseases — Black
Crust, Dry Crust (TPD) and Pink Mold — and generating agronomic prescrip-
tions from a single field photograph. A dataset of 727 images was manually
annotated with six semantic classes in COCO JSON format and partitioned via
stratified 3-way split (588 train / 55 validation / 55 test). A hybrid Dice + Cate-
gorical Focal Loss with 35:1 class weighting overcomes background collapse;
a Hierarchical Thresholding Engine eliminates minority-class suppression. The
final model achieves 83.59% global accuracy and 71.33% mean loU: Black
Crust (61.48%), Dry Crust (71.48%), Pink Mold (81.04%). Functional accu-
racy (mAP@0Q0.25) reaches 93.3%.

1. Introducao

A seringueira (Hevea brasiliensis) € a principal fonte comercial de latex natural, matéria-
prima para mais de 50.000 produtos industriais. O Brasil abriga seringais extensos,
com mais de 60.000 arvores em producdo s6 na regido de Cumai, Goids. A viabili-
dade economica desses seringais depende da saude do painel de sangria — a regiao
helicoidal da casca submetida a incisdes periddicas para extracdo de latex. Segundo
[Bernardes 2005], sangrias mal geridas com monitoramento insuficiente respondem por
até 30% das perdas em seringais. Trés patologias infecciosas concentram a maior parte
dessas perdas: Crosta-Preta (Phytophthora spp., reino Chromista — organismo genetica-
mente distinto dos fungos verdadeiros, resistente a fungicidas convencionais), Crosta-
Seca (Tapping Panel Dryness — TPD, condicao de etiologia ainda desconhecida que
pode levar ao secamento irreversivel do painel) e Mofo-Rosa (Erythricium salmonicolor,
fungo basidiomiceto tratdvel com fungicidas cipricos quando detectado precocemente).
A prética atual baseia-se em inspecao visual periddica por agronomos treinados — subje-
tiva, trabalhosa e impossivel de escalar para plantios com dezenas de milhares de 4rvores.

Uma revisao sistematica da literatura revela apenas trés trabalhos sobre deteccao
automatizada de patologias em painéis de sangria — todos limitados ao TPD via
limiarizagdo por Otsu, sem aprendizado profundo, sem detec¢do multi-classe e sem
prescrigoes agronomicas [Li et al. 2018, Li and Ye 2023, Xie et al. 2024]. A lacuna € to-
tal: nenhum sistema atual € capaz de identificar mais de uma patologia simultaneamente
nem de orientar o produtor sobre o tratamento adequado.



Este artigo apresenta o Dendrobot, o primeiro sistema de segmenta¢do semantica
multi-classe com aprendizado profundo para painéis de sangria de seringueiras. As
contribui¢des sdo cinco: (i) dataset de 727 imagens com seis classes semanticas
em COCO JSON e particionamento estratificado 3-way; (ii) fun¢do de perda hibrida
Dice+Focal com ponderacdo 35:1 para superar o Colapso de Fundo; (iii) Motor de
Limiariza¢cdo Hierarquico para eliminar a supressao de classes minoritarias pelo argmax;
@iv) Indice de Integridade da Casca (IIC) como métrica inédita de monitoramento longi-
tudinal por arvore; e (v) sistema especialista agrondmico com prescri¢des especificas por
patologia. O restante do artigo estd organizado da seguinte forma: a Secdo 2 descreve
os trabalhos relacionados; a Secdo 3 apresenta o dataset e a metodologia de anotacdo; a
Secdo 4 detalha a arquitetura e o treinamento do modelo; a Se¢do 5 expde os resultados e
a discussao; e a Sec¢ao 6 encerra com as conclusoes.

2. Trabalhos Relacionados

Os trés trabalhos anteriores sobre andlise de painéis de sangria [Lietal. 2018,
Li and Ye 2023, Xieetal. 2024] ttm em comum o foco exclusivo no TPD por
limiarizacdo binaria de Otsu. [Li et al. 2018] aplicaram Otsu duplo para separar pixels de
painel seco em imagens RGB de campo. [Li and Ye 2023] combinaram Otsu com o Snake
Optimizer para ajuste automatico do limiar. [Xie et al. 2024] propuseram DBO-Otsu, que
usa o algoritmo bio-inspirado Dung Beetle Optimization para determinar multiplos li-
miares simultaneamente. Todos os trés detectam exclusivamente TPD, sem aprendizado
profundo, sem deteccdo multi-classe e sem prescricoes agrondomicas. O Dendrobot supera
essas limitagdes simultaneamente.

No campo mais amplo de segmentacdo de doengas vegetais, [Kerkech et al. 2020]
aplicaram U-Net com imagens capturadas por VANT em vinhedos, detectando mildio
e outras doencas foliares em Vitis vinifera com loU entre 45% e 72% em condi¢Oes
de campo — intervalo de referéncia mais préximo ao nosso problema. Dee-
pLabv3+ [Chen et al. 2018] € competitivo em benchmarks de segmentacdo agricola —
como segmentacgdo foliar em soja e cana-de-agliicar — mas tipicamente requer conjuntos
de treinamento acima de 5.000 imagens anotadas para atingir desempenho 6timo. SegFor-
mer [Xie et al. 2021] alcanca resultados de ponta em benchmarks de segmentagcao geral
(ADE20K, Cityscapes), mas sua arquitetura baseada em transformers demanda conjuntos
de dados da ordem de dezenas de milhares de imagens. YOLOv8-seg [Ultralytics 2023]
€ eficaz para segmentac¢do de instancias de objetos discretos, como frutos e pragas indivi-
duais, mas é menos adequado para patologias que cobrem regides continuas e irregulares
da superficie do painel. A U-Net com backbone pré-treinado permanece o estado da arte
para segmentacao semantica com dados escassos, justificando a escolha neste trabalho.

3. Dataset e Metodologia de Anotacao

3.1. Coleta e Curadoria

Um dataset de 727 imagens de painéis de sangria foi obtido de fontes abertas na internet,
cobrindo variagdes de iluminagdo natural (manha, tarde, dias nublados), angulos de cap-
tura e estados fenol6gicos dos painéis. Todas as imagens passaram por curadoria manual;
aquelas com mais de 70% de pixels de fundo ndo diagndstico (vegetacdo, solo) foram
removidas. As 727 imagens resultantes compdem a base sobre a qual foram definidas as
classes semanticas.



3.2. Classes Semanticas e Anotacao

Seis classes semanticas foram definidas em colaboragdo com agronomo especialista em
Hevea brasiliensis (Tabela 1): Fundo/Ambiente, Tronco, Painel-de-Sangria, Tecido-
Cicatrizado, Crosta-Preta e Crosta-Seca (TPD) e Mofo-Rosa. Adicionalmente, trés clas-
ses foram avaliadas mas excluidas apds andlise de viabilidade: Apodrecimento, condi¢do
mecanica nao infecciosa confundida com Tronco em 91-94% dos casos pelo modelo;
Espinha-De-Peixe, com apenas 6 instancias no total, insuficientes para aprendizado; e
Folha, sem relevancia diagndstica. A exclusdo dessas classes ndo implicou remog¢ao de
imagens — imagens contendo apenas essas classes ja haviam sido filtradas na curadoria;
as demais mantiveram anotacdes nas seis classes ativas. As anotagdes foram produzidas
no Roboflow [Roboflow 2024] como poligonos pixel a pixel em formato COCO JSON
por um unico anotador. A variabilidade interanotador é uma limitacdo reconhecida: se
dois especialistas concordam a 40% de IoU em fronteiras ambiguas de lesdes difusas,
um modelo a 35% de IoU deve ser interpretado correspondentemente. A medi¢ao de
concordancia entre anotadores € prevista como trabalho futuro.

Tabela 1. Classes semanticas ativas e distribuicdo de pixels no conjunto de

treino.

Classe Descricao Pixels treino (%)
Fundo/Ambiente Ambiente ao redor do painel 46,51
Tronco Casca principal do tronco 30,26
Painel-de-Sangria Ranhura ativa de sangria 5,82
Tecido-Cicatrizado Casca em regeneracao 4,11
Crosta-Preta Crosta necrética (Phytophthora) 4,88
Crosta-Seca (TPD)  Crosta seca, indicador de TPD 4,48
Mofo-Rosa Erythricium salmonicolor 3,95

3.3. Particionamento Estratificado 3-way

O particionamento foi realizado por divisdo estratificada 3-way, produzindo parti¢des com
distribui¢do proporcional de instancias por classe patolégica: 588 imagens para treino
(antes do aumento de dados), 55 para validagdo e 55 para teste, com no minimo 15 ima-
gens por classe patolégica em cada particdo. A relevancia dessa escolha torna-se clara
ao comparar com o particionamento aleatério convencional, no qual o conjunto de teste
continha apenas 1 imagem de Mofo-Rosa: um tnico erro de classificacdo equivaleria a
100 pontos percentuais (pp) de perda de IoU naquela classe, tornando as métricas estatis-
ticamente indefensdveis. Com a divisao estratificada, 1 erro equivale a no maximo 6,5 pp
de perda, produzindo métricas robustas e defensaveis. A particao de teste foi mantida
completamente isolada durante todo o desenvolvimento.

4. Arquitetura, Treinamento e Inferéncia

4.1. U-Net com Backbone ResNet34

O modelo é baseado na U-Net [Ronneberger et al. 2015] com backbone ResNet34 pré-
treinado no ImageNet (Transfer Learning), implementado em TensorFlow/Keras. A en-
trada € uma imagem RGB de 256x256 pixels e a saida € um mapa de probabilidade



2562566 com ativacdo softmax. As skip connections preservam informacgao espacial
de alta frequéncia entre encoder e decoder, essencial para a delimitacdo precisa das lesoes.

O treinamento utilizou o otimizador Adam com taxa de aprendizado de 107* e
normalizacdo do gradiente limitada a 1,0. A taxa de aprendizado foi reduzida pela me-
tade ap6s 8 épocas sem melhora na validacdo (ReduceLROnPlateau). O treinamento foi
interrompido apds 25 épocas consecutivas sem melhora no IoU médio das patologias no
conjunto de validacdo — critério deliberadamente baseado nas classes diagnosticas, e
ndo na acurécia global, que € dominada pela classe Fundo. O batch size foi 8 e 0 nimero
maximo de épocas foi 120; o modelo convergiu na época 91. O aumento de dados foi
aplicado exclusivamente a particdo de treino e consistiu em espelhamentos horizontal e
vertical independentes, rotagdo entre —15° e +15°, e variag@o de brilho entre —15% e
+15%.

4.2. Funcao de Perda Hibrida e Pesos de Classe

A cross-entropy padrao induziu o fendomeno denominado Colapso de Fundo: com a classe
Fundo ocupando 46,51% dos pixels de treino, o0 modelo atingia alta acurdcia global ao
prever fundo para todos os pixels, sem aprender a discriminar as patologias. A fun¢do de
perda hibrida proposta combina duas componentes:

Ltotal = LDice + LFocal (1)
onde Lpi. [Milletariet al. 2016] para a classe ¢ é definida como Lpie(c) = 1 —
%, com p. a probabilidade predita e g. a mdscara bindria de referéncia; e

Lpoca [Lin et al. 2017] € definida como Loy = —ac(1 — pe)?ge log pe, com y=2,0. Os
pesos . foram: 7,0 para as trés classes patoldgicas; 3,0 para Painel-de-Sangria e Tecido-
Cicatrizado; 1,0 para Tronco; e 0,2 para Fundo. Com esse esquema, cada pixel de patolo-
gia mal classificado contribui 35 vezes mais para o gradiente do que um pixel de fundo.

4.3. Motor de Limiarizacao Hierarquico

O argmax padrao do softmax suprime classes de patologia quando a probabilidade de
fundo é dominant: se P(Fundo)=60% e P(Mofo-Rosa)=25%, o argmax classifica o pixel
como Fundo e a patologia é ignorada. O Motor de Limiarizacdo Hierdrquico resolve esse
problema em trés etapas progressivas.

Na primeira etapa, cada pixel € inicializado como Fundo. Na segunda etapa, se
P(Tronco) for a maior probabilidade entre todas as classes, o pixel € reclassificado como
Tronco. Na terceira etapa, ¢ calculada a patologia vencedora ¢ = arg max. e patologias £ (¢);
se P(¢) > P(Fundo) e P(¢) > P(Tronco), o pixel € classificado como ¢. Esse critério
garante que uma patologia s6 prevalece quando sua probabilidade supera individualmente
tanto o Fundo quanto o Tronco — as duas classes estruturais dominantes — sem eXi-
gir que ela ultrapasse 50% em termos absolutos, o que seria restritivo demais quando a
distribui¢do € dispersa entre multiplas classes. Apds a inferéncia, uma etapa de limpeza
morfoldgica remove clusters menores que 50 pixels.

4.4. Sistema Especialista e Indice de Integridade da Casca

O sistema especialista calcula o IIC por arvore como IIC = 1 -
> pixels_patologia/total_pixels_painel, variando de 0 (painel completamente com-



prometido) a 1 (painel integro). Com base no IIC e nas classes detectadas, prescri¢des
agrondmicas especificas sdo geradas: Crosta-Preta indica suspender a sangria e aplicar
fungicida sistémico (metalaxil ou fosetil-Al); Crosta-Seca indica pausa na exploragdo e
uso de fungicida protetor; Mofo-Rosa indica pulverizacdo com fungicida cuprico, com
repeticdo em sete dias. O laudo é gerado em formato JSON com identificador da arvore,
timestamp, contagem de pixels por classe, IIC calculado e texto prescritivo.

5. Resultados e Discussao

Neste artigo, visando uma validacdo rigorosa, quatro andlises sdo conduzidas. Primeira-
mente, € analisado o desempenho quantitativo do modelo final, que tem como componente
essencial a fungdo de perda hibrida calibrada. Em seguida, € realizada uma validacdo de-
talhada de cada componente dessa funcdo (ablation study), que demonstra a contribui¢ao
individual de cada elemento. Posteriormente, sdo apresentados exemplos visuais de in-
feréncia. Por fim, € feita uma comparacgado funcional do sistema com os trabalhos anterio-
res da literatura.

5.1. Desempenho Quantitativo

A Tabela 2 apresenta o desempenho do modelo final no conjunto de teste estratificado
(55 imagens: 15 Crosta-Preta, 15 Crosta-Seca e 16 Mofo-Rosa), mantido completamente
isolado durante todo o desenvolvimento.

Tabela 2. Resultados quantitativos do modelo final (conjunto de teste estratifi-
cado, 55 imagens).

Classe IoU (%) Recall (%) Precisao (%)
Crosta-Preta 61,48 100,00 55,10
Crosta-Seca (TPD) 71,48 76,25 87,80
Mofo-Rosa 81,04 88,17 90,92
mloU Patologias 71,33 — —

Acuriacia Global 83,59 % — —

O modelo atinge 71,33% de IoU médio de patologias, representando melhoria de
8,4 vezes sobre o modelo inicial (8,50% de mloU), posicionando o sistema no limite su-
perior do intervalo de 45-72% reportado por [Kerkech et al. 2020] para segmentacao de
doencas vegetais em condi¢des de campo. A Crosta-Preta apresenta Recall de 100% no
conjunto de teste — o modelo ndo perde nenhum pixel dessa patologia. O IoU mais baixo
(61,48%) reflete falsos positivos nos contornos, onde a coloragdo escura € visualmente
similar ao Tronco. A Crosta-Seca obteve Precisao de 87,80%, indicando alta confiabili-
dade das predi¢des positivas. O Mofo-Rosa registrou o melhor IoU individual (81,04%),
beneficiado pela coloracdo rosa-salmao caracteristica.

A avaliacdo agrondmica — se a patologia foi corretamente localizada para orientar
o tratamento — € formalizada como taxa de detec¢do por instancia com limiar loU = 0,25,
denotada mAP@0,25, onde instancias de patologia foram extraidas como componentes
conexas da mascara de segmentagdo: 93,3% no conjunto de teste. Essa métrica comple-
menta o IoU pixel a pixel, medindo se o modelo identifica corretamente a posi¢cao das
lesdes, tolerando a imprecisdo natural de contorno em fotografia de campo.



5.2. Ablation Study

A Tabela 3 quantifica a contribuicdo de cada componente da fun¢do de perda, avaliada no
conjunto de validagdo estratificado.

Tabela 3. Ablation study: impacto de cada componente no mloU de validacao.

Configuracao mloU (%) A vs. baseline
Baseline (cross-entropy, sem pesos) 8,50 —
Limiarizacdo Otsu (baseline anterior) 8,20 —0,30 pp
Dice Loss apenas 22,30 413,80 pp
Focal Loss apenas 19,40 410,90 pp
Dice + Focal (sem pesos) 34,90 426,40 pp
Dice + Focal + pesos 35:1 55,20 446,70 pp
+ Motor de Limiarizag¢ao (modelo final) 71,33 +62,83 pp

Onde pp denota pontos percentuais. A combinac¢do Dice+Focal ja supera cada
func¢do isolada em mais de 12 pp. A ponderagdo 35:1 adiciona 20 pp sobre a combinagao
sem pesos. O Motor de Limiarizagdo contribui com os 16 pp finais. A limiarizagdo
por Otsu (8,2% de mloU) confirma a inadequacdo das abordagens cldssicas para este
problema multi-classe.

5.3. Exemplos de Inferéncia

As Figuras 1 e 2 apresentam exemplos representativos de inferéncia no conjunto de teste.
Em cada figura, a imagem da esquerda € a fotografia original de campo, a do centro é o
ground-truth anotado manualmente e a da direita é a mascara predita pelo modelo final.

Mcostarreta [Wtecdocic  Wlronco

Crosta-Preta: IoU de 96,2%. A predi¢ao reproduz com alta fidelidade o contorno da lesdo
necrética na ranhura de sangria.



(a) original (c) Predicao v¢ — Crosta

[Merosta-seca [ Painet-sangra [l Tecigo-cic [l Tronce

Crosta-Seca (TPD): IoU de 97,7% — melhor resultado individual do conjunto de teste.
Painel-de-Sangria (verde) e Tronco (cinza) sdo corretamente discriminados.

Figura 1: Exemplos de inferéncia — casos mono-patologia.

inal (c) Predicao v9 — Mofo-|

rosa [l Tronco

Mofo-Rosa: IoU de 95,9%. A regido de crescimento flingico € corretamente delimitada e
separada do tecido saudavel adjacente.

M crosta-prata [ Moto-rosa [l Tronco

Deteccao simultianea de Crosta-Preta (89,2% IoU) e Mofo-Rosa (91,2% IoU) no mesmo painel
— capacidade inédita na literatura de seringueiras.

Figura 2: Exemplos de inferéncia — caso multi-patologia simultinea.

A Figura 2 demonstra a contribui¢do central do sistema: detec¢do simultanea de
multiplas patologias em uma udnica inferéncia. Enquanto todos os trabalhos anteriores



detectam no méaximo uma condi¢do por imagem, o Dendrobot segmenta trés classes pa-
tologicas simultaneamente, viabilizando prescricdes multi-etapa priorizadas.

5.4. Comparacao com a Literatura

A Tabela 4 apresenta uma comparacao funcional entre o Dendrobot e os sistemas anteri-
ores de andlise de painel de sangria. A comparagdo avalia quatro dimensdes: método de
segmentac¢do, numero de doencas detectadas, uso de aprendizado profundo (DL, do inglés
Deep Learning) e geracao de prescrigdes agrondmicas. O Dendrobot € o tnico sistema a
reunir todas essas capacidades simultaneamente.

Tabela 4. Comparacao funcional com sistemas anteriores de analise de painel

de sangria.
Sistema Método Doencas DL Prescricao
Lietal. [Liet al. 2018] Otsu 1 (TPD) Niao Nao
Lie Ye [Li and Ye 2023] Otsu+SO 1 (TPD) Nio Nao
Xie et al. [Xie et al. 2024 ] Otsu+DBO 1 (TPD) Nao Nao
Kerkech et al. [Kerkech et al. 2020] U-Net Mult. Sim Nao
Dendrobot (este) U-Net+R34 3 Sim Sim

6. Conclusao

O Dendrobot € o primeiro sistema de segmentacdo semantica multi-classe com aprendi-
zado profundo para diagnostico fitossanitario de painéis de sangria de seringueiras. O
modelo U-Net + ResNet34, treinado com funcdo de perda hibrida Dice+Focal e Motor
de Limiarizacdo Hierarquico, atinge 83,59% de acuricia global e 71,33% de IoU médio
de patologias no conjunto de teste estratificado — melhoria de 8,4 vezes sobre o modelo
inicial e no limite superior do estado da arte internacional para segmentacdo de doencas
vegetais de campo.

As contribui¢des metodoldgicas sao independentemente aplicdveis: o particiona-
mento estratificado 3-way produz métricas estatisticamente robustas; a ponderagdo 35:1
supera o Colapso de Fundo; o Motor de Limiarizacdo Hierarquico resolve a supressao
de classes minoritdrias de forma mais robusta que o argmax padrao. O IIC abre uma
trajetdria para gestdo fitossanitdria orientada por dados em escala de seringal. Por ser
baseado integralmente em software, o sistema € escaldvel como aplicativo mével, de-
mocratizando o diagndstico de precisdao para qualquer produtor com um smartphone.
A finalizagdo do Dendrone — plataforma robdtica autdbnoma baseada em drone qua-
dricoptero com Pixhawk PX4, Raspberry Pi e sensor ToF, que integrard o mdédulo de
percep¢ao do Dendrobot para inspe¢do autbnoma em campo — concretizard a proposta
robética descrita no titulo deste trabalho e esté prevista para trabalhos futuros, junto com
a validacdo em seringal comercial, a expansdo do dataset com imagens padronizadas e a
experimentacdo de arquiteturas alternativas como DeepLabv3+ [Chen et al. 2018] e Seg-
Former [Xie et al. 2021] e da funcdo de perda Lovasz-Softmax.
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