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Abstract. Datasets frequently combine numerical, categorical, and textual at-
tributes; however, approaches for mixed data focus primarily on the combina-
tion of numerical and categorical attributes. This work investigates the impact
of incorporating textual attributes into structured datasets for distance-based
machine learning tasks. We propose a hybrid pipeline that represents text using
embeddings and PCA and integrates these representations with the remaining
attributes. The approach was evaluated on three datasets using clustering and
classification algorithms. The results show that the impact of textual attributes
varies across datasets and algorithms. In classification, their inclusion yielded
significant improvements in five out of six comparisons with numerical and ca-
tegorical attributes, with the most notable result observed for the E-Commerce
dataset, where the KNN F1-Macro increased from 0.349 to 0.516 (47.9%).

Resumo. Conjuntos de dados frequentemente combinam atributos numéricos,
categoricos e textuais, porém abordagens para dados mistos concentram-se
principalmente na combinacdo de atributos numéricos e categoricos. Este tra-
balho investiga o impacto da incorporacdo de atributos textuais em bases de
dados estruturadas para tarefas de aprendizado de mdquina baseadas em dis-
tancia. Para isso, propoe-se um pipeline hibrido que representa textos por em-
beddings e PCA e os integra aos demais atributos. A abordagem foi avaliada
em trés bases de dados, utilizando algoritmos de agrupamento e classificacdo.
Os resultados mostram que o impacto dos atributos textuais varia conforme a
base e o algoritmo. Na classificacdo, sua inclusdo apresentou ganhos signifi-
cativos em cinco das seis comparagoes com atributos numéricos e categoricos,
destacando-se a base E-Commerce, na qual o F1-Macro do KNN aumentou de
0,349 para 0,516 (47,9%).

1. Introducao

A tipologia de valores armazenados em conjuntos de dados modernos pode ser organi-
zada segundo diferentes perspectivas, como a escala de mensuracdo [Agresti 2013], a
orientagdo temporal ou espacial [Witten and Frank 2002] e a modalidade de representa-
cdo [Norris and Maier 2014]. Essas tipologias, amplamente discutidas na literatura, bus-
cam definir tanto as formas de representacdo dos dados em sistemas de informacao quanto
as operagOes matematicas adequadas para sua andlise. Assim, compreender as proprieda-
des dessas representacdes e suas limitagdes € fundamental para garantir processos robus-
tos de extracdo de conhecimento.



Atualmente, conjuntos de dados frequentemente combinam atributos de diferentes
tipos e modalidades. Entretanto, a representacdo conjunta desses atributos em tarefas de
aprendizado de méquina permanece um desafio, especialmente em métodos baseados em
medidas de distancia, que geralmente pressupdem dados homogéneos [Lahat et al. 2015].
Embora a literatura apresente diferentes estratégias para lidar com dados heterogéneos,
muitas dessas abordagens consideram apenas combinagdes de atributos numéricos e cate-
goricos [K. Balaji 2018, Van de Velden et al. 2019], dificultando a incorporagdo direta da
informacao semantica presente em dados textuais.

Deste modo, este trabalho investiga se a incorporagdo da informacao textual pode
produzir matrizes de distancia mais informativas para tarefas de aprendizado de mdquina.
A hipétese investigada € que a integracdo de representagdes semanticas dos atributos tex-
tuais aos atributos numéricos e categdricos melhora o desempenho em tarefas de agru-
pamento e classificagdo em relagio ao uso apenas dos atributos numéricos e categdricos.
Para testar essa hipdtese, propde-se um pipeline hibrido que representa os atributos textu-
ais por meio de embeddings, reduz sua dimensionalidade utilizando Principal Component
Analysis (PCA) e os integra aos demais atributos (numéricos e categdricos) para o cdlculo
de matrizes de distancia. O impacto dessa integracdo € avaliado por meio da comparacao
de diferentes combinagdes de atributos em cendrios de agrupamento e classificagao.

As principais contribui¢des deste trabalho s@o: (i) a proposi¢do de um pipeline
para integracdo de atributos numéricos, categdricos e textuais; (i1) a utilizacdo de embed-
dings e PCA para incorporar informagdes textuais em matrizes de distancia; e (iii) uma
avaliacdo experimental do impacto dessas representacdes em tarefas de agrupamento e
classificagdo.

2. Trabalhos Relacionados

Um dos trabalhos pioneiros sobre o agrupamento de dados mistos foi realizado
por [Huang 1998], no qual foi proposta uma solu¢do para encontrar grupos em bases de
dados que contém varidveis numéricas e categéricas. O trabalho apresenta uma técnica de
agrupamento de dados mistos utilizando o algoritmo k-prototypes, que permite ao usuario
atribuir um peso ~y as varidveis categéricas, com o objetivo de balancear a base de dados.
Os resultados mostraram menor acuracia para valores baixos de 7y; contudo, sua defini¢do
adequada depende de conhecimento prévio sobre a importancia relativa dos atributos.

No geral, as iniciativas de extracdo de conhecimento em bases de dados
com varidveis mistas sdo limitadas ao tratamento de varidveis categdricas € numéri-
cas [Wang and Mi 2025, Guo et al. 2025, Van de Velden et al. 2019, Dinh et al. 2021].
Por outro lado, quando varidveis textuais estdo disponiveis, pesquisadores, analistas e
especialistas em processamento de linguagem natural (PLN) frequentemente aplicam mo-
delos que lidam apenas com corpus desta inica modalidade. Como exemplo, os traba-
lhos [Mehta et al. 2021] e [Isler 2025] utilizaram bases que possuiam varidveis numéricas
e/ou categoricas, porém, o foco de estudo foi apenas nas varidveis textuais. Essas andlises,
restritas a um dnico tipo de varidvel, impdem limitacdes a descoberta de conhecimento,
uma vez que o uso de todas as informacdes disponiveis pode sustentar achados mais ro-
bustos [Krones et al. 2025]. Esta lacuna de pesquisa constitui a principal motivacao deste
trabalho, especialmente diante da crescente popularidade dos modelos de linguagem e da
disponibilidade de bases de dados com atributos heterogéneos. Nesse contexto, torna-se



necessdrio desenvolver métodos robustos e confidveis para extrair conhecimento dessas
diferentes fontes de informagao.

3. Metodologia

Esta secdo apresenta a metodologia utilizada para avaliar o impacto da inclusdo de atribu-
tos textuais em tarefas de aprendizado de maquina. A seguir, sdo descritos os métodos de
agrupamento e classificacio, o cdlculo de distdncia em bases de dados mistas e as bases
de dados utilizadas nos experimentos.

3.1. Métodos de agrupamento e classificacio em dados mistos

Considere um conjunto de dados Dy, onde N e p se referem aos nimeros de obser-
vacdes e atributos, respectivamente. Nesta matriz, o 7" atributo da ***"* observa-
¢do € um ponto de dado representado por z;;. Portanto, um registro € um vetor x; =

-ésima

(i1 iz ... Tip)1xp contendo p valores da ¢ observagdoe x ; = (x1; T2j ... Tnj)ixn
corresponde aos 7 valores do j¥™° atributo.

Algoritmos de agrupamento crisp abrangem abordagens particionais, hierarqui-
cas, estatisticas ou habilitadas por redes neurais [Witten and Frank 2002]. O principal
objetivo destes algoritmos € produzir k£ grupos ndo sobrepostos, endere¢cando a com-
plexidade inerente a tarefa de particionar um conjunto de dados dentre k' possibili-
dades. Em contraste, algoritmos de classificagdo assumem a existéncia de um con-
junto de treinamento no qual cada observagdo x; estd associada a um rétulo de classe
y; [Zhang et al. 2017]. Nesse contexto, o objetivo é aprender uma funcdo de decisdo ca-
paz de predizer o rétulo de classe de novas observagdes nao rotuladas.

Neste trabalho, optamos por implementacdes e modelos capazes de utilizar matri-
zes de distancia, que permitem representar as relagdes de proximidade entre observacoes
descritas por atributos heterogéneos. Essas relacdes sdo armazenadas em uma estrutura de
dados N x NN, denominada matriz de distancia, que expressa a distancia entre cada par de
observacdes x; € D. Deste modo, utilizamos os algoritmos K-medoids e Agglomerative
para avaliacdo de agrupamento, bem como k-Nearest Neighbors (KNN) e Support Vector
Machines (SVM) para classificagdao. Todos os métodos foram implementados utilizando
a biblioteca Scikit-learn [Pedregosa et al. 2011] e suas extensdes, empregando matrizes
de distancia por meio do parametro precomputed.

O algoritmo Kmedoids [Kaufman and Rousseeuw 2009] objetiva minimizar a dis-
tancia entre os pontos de um cluster e o elemento central que o representa. A principal
caracteristica desse método de particionamento reside na escolha de observagdes reais
X;. € D, denominadas meddides, como representantes dos clusters. Alternativamente,
métodos hierdrquicos Aglomerativos constroem uma estrutura de agrupamento por meio
de sucessivas fusdes entre clusters. Inicialmente, cada observagdo x; € considerada um
cluster individual. A cada iteracdo, os dois clusters mais préximos sdo combinados de
acordo com um critério de ligacdo (linkage), produzindo uma hierarquia de parti¢des re-
presentada por um dendrograma. Esse processo € repetido até que todos os elementos
pertengam a um Unico cluster ou até que se obtenha um nimero desejado de grupos K.

O KNN classifica uma observagdo x; a partir da classe majoritdria entre seus /<
vizinhos mais proximos no conjunto de treinamento. A proximidade entre as observacoes
¢ determinada por uma medida de distincia definida no espago de atributos, permitindo



que o método utilize diretamente representacdes derivadas das matrizes de distancia obti-
das no processo de integracdo de dados [Cover and Hart 1967]. Por sua vez, o SVM busca
construir uma superficie de decisdo que maximize a margem de separacdo entre classes
distintas [Cortes and Vapnik 1995].

3.2. Calculando distancia em dados mistos

Neste trabalho, para agrupar os atributos numéricos e categdricos foi utilizada a me-
dida de distancia proposta por [Amir Ahmad 2007]. Essa medida € utilizada para lidar
com objetos com atributos numéricos e categéricos. A mesma € uma modificacdo da
equacao proposta por [Huang 1998]. Enquanto [Huang 1998] sugere que o usudrio in-
dique a importancia dos atributos, [Amir Ahmad 2007] propde que a importancia dos
atributos seja calculada automaticamente com base nos dados. Outra modificag¢do signi-
ficativa é que a funcdo de distancia para atributos categdricos ndo assume uma medida
binaria ou discreta. Em vez disso, a distancia entre dois valores de atributos distintos
¢ computada como uma func¢do da distribuicdo geral e da coocorréncia desses valores
com outros atributos [Ahmad and Dey 2007]. O célculo de coocorréncia € definido por
my
W(di, C;) = > wi(dj, — CF)* + >0 Q(d5,, C5,)?, onde a parte numérica é expressa por

t=1

my
> wy(djy, — CF,)?, (dj, — C},)? indica a distancia do objeto dj, ao centroide do cluster,
=1
e wy, representa a significancia do ¢***"*° atributo numérico. A parte categdrica é repre-

mc
sentada por > Q(d¢,, ﬁ)Q que expressa a distancia do objeto ao centroide do cluster em
t=1

termos de varidveis categoricas, e {2 representa um calculo que leva em consideracdo a
distribui¢do de valores categéricos dentro do cluster, em vez de depender de uma simples
medida bindria ou discreta [Ahmad and Dey 2007].

Para bases contendo varidveis numéricas e categdricas, a matriz de distancia foi
computada a partir de uma implementacao em Python da distincia Ahmad, originalmente
disponibilizada na biblioteca kmed do ambiente R. Para os atributos textuais, o pipeline
inclui uma etapa de extracdo de caracteristicas baseada em embeddings contextualizados.
Esse processo € descrito a seguir.

3.2.1. Extraindo caracteristicas numéricas a partir de Embeddings

Modelos de Embeddings mapeiam objetos ndo numéricos, tais como texto, imagens € au-
dio, em um espaco vetorial continuo. Isso possibilita trabalhar com dados ndo numéricos
em um modelo matematico [Rajvardhan Patil 2023]. No contexto deste trabalho, utiliza-
mos Embeddings contextuais, especificamente o Bidirectional Encoder Representations
from Transformers (BERT) [Devlin et al. 2019], que utiliza uma arquitetura de Transfor-
mers bidirecional pré-treinada em um corpus de alta dimensionalidade.

Deste modo, cada atributo textual foi submetido a geracdo de represen-
tacdes contextualizadas por meio do modelo BERTimbau bert-base-portuguese-
cased [Fabio Souza 2020]. Como o modelo produz vetores contextualizados para cada
token da sequéncia de entrada, foi aplicada a estratégia de mean pooling sobre esses ve-
tores, obtendo-se uma representacdo densa tnica para cada registro. Essa abordagem ¢é



amplamente utilizada para a geracdo de representacdes semanticas de sentencas baseadas
em BERT [Reimers and Gurevych 2019].

Devido a alta dimensionalidade das representagdes produzidas pelo BERT,
aplicou-se a técnica de Andlise de Componentes Principais (Principal Component Analy-
sis — PCA) para reducdo de dimensionalidade. O nimero de componentes principais
Q = PCA,,PCA,,..., PCA,, foi definido para preservar pelo menos 85% da variincia
explicada, equilibrando preservacdo da informacdo e viabilidade computacional, uma vez
que o limiar de 95% resultou em alta dimensionalidade para o cdlculo das matrizes de
distancia. As componentes principais resultantes foram entdo incorporadas como novos
atributos numéricos em cada registro x; . Desta forma, o nimero de atributos em x; passa
a ser p + |@Q|. Uma vez criadas as colunas numéricas obtidas pelo PCA, torna-se possivel
a utilizagdo da distancia Ahmad para calcular a distdncia dos dados mistos (numéricos e
categdricos) resultantes.

3.3. Bases de dados

Foram utilizadas trés bases de dados de diferentes dominios, contendo atributos numéri-
cos, categoricos e textuais. A Tabela 1 apresenta suas principais caracteristicas, incluindo
a quantidade de atributos por tipo, a distribuicao das observa¢des numéricas, o nimero
de categorias, a contagem de termos das varidveis textuais e a distribui¢do das varidveis-
alvo utilizadas na classificacdo. A seguir, sdo descritos a origem dos dados, os atributos
textuais e os rétulos considerados em cada base.

3.3.1. BRATECA (Brazilian Tertiary Care Dataset)

BRATECA € um conjunto de dados clinicos composto por registros de internagdes pro-
venientes de dez hospitais localizados em dois estados brasileiros. A base apresenta in-
formacdes sobre descritores de pacientes, prescricdes médicas, exames laboratoriais e
notas clinicas em texto livre [Dias and Ulbrich 2022] '. Neste trabalho foram utilizadas
as tabelas de admissao, prescri¢do e itens da prescri¢do, as quais foram integradas e fil-
tradas para incluir apenas os pacientes internados na Unidade de Terapia Intensiva (UTTI).
O processamento resultou em um conjunto de dados composto por atributos numéricos,
categdricos e textuais. As varidveis textuais incorporam informacdes semanticas sobre os
regimes terapéuticos adotados, enquanto a varidvel-alvo representa o desfecho da interna-
cao, classificado como alta clinica ou 6bito.

3.3.2. Kaggle Brazilian E-Commerce Public Dataset by Olist (KaggleBE)

Este conjunto de dados refere-se a transacOes de comércio eletronico realizadas na Olist,
um marketplace brasileiro 2. A base contém informagdes de aproximadamente 100 mil
pedidos realizados entre 2016 e 2018, abrangendo aspectos como produtos, pagamentos,
logistica e avaliacdes dos consumidores. Neste estudo, foram integradas as tabelas olist-
order-reviews-dataset, olist-products-dataset e olist-order-items-dataset. Os comentarios

Thttps://physionet.org/content/brateca/1.0/
Zhttps://www.kaggle.com/datasets/olistbr/brazilian-ecommerce



das avaliacdes (review comments) constituem os atributos textuais, enquanto a nota atri-
buida pelo consumidor (review score), variando de 1 a 5, € utilizada como varidvel-alvo.
Diferentemente das demais bases, nas quais uma ou duas modalidades predominam, esta
base apresenta representagao mais homogénea dos diferentes tipos de atributos, contem-
plando quantidades semelhantes de varidveis numéricas, categdricas e textuais.

3.3.3. Cursos da Escola Nacional de Administracao Pablica (ENAP)

Esta base de dados foi produzida a partir de uma amostra de 5% dos cursos oferecidos pela
ENAP em 2025, estratificados por més de inicio. O conjunto de registros contém atribu-
tos que descrevem cursos, participantes e profissionais na plataforma da Escola Virtual de
Governo (E.V.G), provendo informagdes que podem subsidiar diversas analises demogra-
ficas. Os atributos textuais correspondem ao nome da turma, nome do curso, temdtica e
conteudista, enquanto a situacao da turma € utilizada como varidvel-alvo, composta pelas
classes CONFIRMADA, CONCLUIDA e CRIADA. A base apresenta distribui¢do desba-
lanceada entre essas classes, com predominancia de CONFIRMADA, permitindo avaliar
a incorporacdo de atributos heterogéneos nesse cendrio.
Tabela 1. Resumo das bases de dados utilizadas. Variaveis categoricas (CAT)
indicam numero de categorias distintas; textuais (TXT) indicam numero de

termos distintos e tamanho médio de texto; ROTULO indica a distribuicao
da variavel-alvo de cada base.

:lszfiea dos Tipo - tl?l:g.tos Resumo estatistico
NUM 28 média: 12,19, desvio padrio: 14,14; min: 0, max: 5.171
CAT 7 2 a5 categorias
gliﬁTfl(;A TXT 3 3.965 termos distintos; tam. médio: 57,61 palavras
ROTULO | ALTA_CLINICA: 75,0% (N=3.163)
OBITO: 25,0% (N=1.054)
NUM 2 média: 72,09, desvio padrao: 74,10; min: 0, max: 999,99
CAT 2 65 e 13 categorias
TXT 2 7.607 termos distintos; tam. médio: 6,99 palavras
ECOMMERCE 1: 19,8% (N=2.086)
N =10.516 2: 5,2% (N=545)
ROTULO 1 3: 8,1% (N=852)
4: 14,7% (N=1.549)
5:52,1% (N=5.484)
NUM 16 média: 13,53, desvio padrao: 18,96; min: 0, max: 1.304
CAT 2 27 e 10 categorias
ENAP TXT 4 1.448 termos distintos; tam. médio: 30,31 caracteres
N = 6.602 CONFIRMADA: 89,4% (N=5.904)
ROTULO 1 CONCLUIDA: 9,6% (N=637)

CRIADA: 0,9% (N=61)

3.4. Métricas de validacao

Para os algoritmos de agrupamento, utilizou-se o coeficiente de Silhueta, definido por
s(i) = %, em que a(7) corresponde a distincia média entre o ponto i e os demais
elementos do mesmo grupo, enquanto b(i) representa a menor distincia média entre 7 e 0s
elementos de outros grupos. Os valores variam entre —1 e 1, indicando, respectivamente,
ma atribuicao e boa separacdo dos clusters [Rousseeuw 1987].

Para classificacdo, foram utilizadas as métricas de Acuricia, definida como

_ TP4+TN : _ 1 x\C ]
Accuracy = gppnapprrns € Fl-Macro, definida por Flyraero = &2 F1,

onde C' representa o nimero de classes. Por atribuir o0 mesmo peso a todas as clas-




ses, o F1-Macro é particularmente adequado para conjuntos de dados desbalancea-
dos [Grandini et al. 2020].

4. Avaliacao experimental

A Figura 1 ilustra os quatro passos que compdem o fluxo experimental: selecao das vari-
aveis, cdlculo das matrizes de distancia, execu¢do dos modelos e avaliacdo. Sao conside-
radas trés combinagdes de atributos: somente numéricos (num), numéricos e categdoricos
(num+-cat) e todos os atributos disponiveis (num+cat+txt). Para cada combinacgdo, é cons-
truida uma matriz de distancia especifica. A distancia Euclidiana € aplicada aos atributos
numéricos, enquanto a distdncia de Ahmad ¢é utilizada para a combinacao de atributos
numéricos e categoricos. Para incorporar os atributos textuais, estes sdo inicialmente re-
presentados por meio de modelos de embedding pré-treinados e, em seguida, submetidos
a reducdo de dimensionalidade por PCA. As representacdes resultantes sdo combinadas
com os atributos numéricos e categdricos originais, € a distancia de Ahmad € entdo uti-
lizada para gerar a matriz de distdncia considerando todos os atributos do conjunto de
dados.

Selegdo de varidveis Calculo das matrizes de distancia Avaliagao

LS
A) Somente numérica AGRUPAMENTO [T :

e 0.0 0.2 . 0.99 Agglomerative
Distancia 0.01 0.0 .. 0.99 K ={2,.., 8}

Euclidiana = linkage = (average,
0.9 0.4 . 0.0 complete, single}

N \ KMedoids
- e K ={2,.., 8

B) Numérica + Categoérica {2, 8}

Atributos ! CLASSIFICAGAO !

2.s 0.0 0.3 .. 0.7
Numericos Distancia 0.4 0.0. 0.4 ]
Y \de Ahmad 67 0.8 ol KNN
Atributos numéricos e e ~ K ={1,.., 15}
tegori .
calegoricos C) Todas as variaveis
\ J L 0.0 0.1. 0.2
Y Embedding nos . Distdncia _o.01 0.0 . 0.9 SVM
Todos os atributos atributos de texto ~ deAhmad s e e y ={0.25,..,4}
disponiveis o . o :
g PCA B |

Figura 1. Desenho do experimento.

Para possibilitar a anélise estatistica da variabilidade dos resultados, os algoritmos
envolvendo aleatoriedade foram repetidos com 150 sementes distintas. No agrupamento,
K-Medoids e Agglomerative foram avaliados para K € 2,...,8; para o K-Medoids, as
150 execugdes independentes para cada K variam a inicializacdo dos meddides, enquanto
o Agglomerative é deterministico.

Na classificagdo, o KNN foi avaliado para valores impares de K entre 1 e 15, e o
SVM para v = 0,25,0,5,1,2,4 X 7, sendo v, estimado pela heuristica da mediana. A
avaliacdo utilizou Stratified 10-Fold Cross-Validation, repetida com 150 sementes distin-
tas, variando as parti¢des dos dados.

5. Resultados e discussao

As Tabelas 2 e 3 apresentam os resultados para as tarefas de agrupamento, onde BRA
refere-se a base BRATECA, ECO a base E-Commerce KaggleBE e ENP a base ENAP.
Observa-se que a inclusdo de atributos categoricos apresentou ganhos nos valores de si-
lhueta para todos os conjuntos de dados e algoritmos avaliados. Em contrapartida, a adi-



cdo dos atributos textuais nao resultou em melhorias quando comparada a representagao
num-+cat, sendo observadas redugdes estatisticamente significativas em diversos cendrios.

Uma possivel explicacido para esse comportamento consiste no aumento da di-
mensionalidade da representagdo final. Embora os embeddings textuais tenham sido re-
duzidos por meio de PCA, a preservagio de 85% da varidncia resultou na geragio de 5
a 107 atributos numéricos para cada atributo textual. Em cendrios de alta dimensionali-
dade, as medidas de distancia tendem a se tornar menos discriminativas, dificultando a
identificacdo de grupos compactos e bem separados, fendmeno amplamente discutido na
literatura de agrupamento em espacgos de alta dimensao [Parsons et al. 2004].

Tabela 2. Silhueta média + desvio-padrao por representacao.

Algoritmo Dataset  Representacio Silhueta

K-medoids BRA num 0,201 £ 0,082
K-medoids BRA num-+cat 0,338 + 0,137
K-medoids BRA num-cat+txt 0,336 £+ 0,136
K-medoids ECO num 0,502 4+ 0,038
K-medoids ECO num-+cat 0,808 + 0,016
K-medoids ECO num-cat+txt 0,757 £ 0,029
K-medoids ENP num 0,417 £ 0,098
K-medoids ENP num-+cat 0,771 £ 0,055
K-medoids ENP num-cat+txt 0,768 £ 0,055
Agglomerative ~ BRA num 0,732 £+ 0,082
Agglomerative ~ BRA num-+cat 0,933 + 0,014
Agglomerative ~ BRA num-cat+txt 0,932 £0,014
Agglomerative ~ ECO num 0,842 + 0,040
Agglomerative ~ ECO num-+cat 0,945 + 0,022
Agglomerative =~ ECO num-+cat+txt 0,945 + 0,012
Agglomerative ~ ENP num 0,941 + 0,000
Agglomerative =~ ENP num-+cat 0,992 + 0,000
Agglomerative =~ ENP num-+cat+txt 0,992 £+ 0,000

Tabela 3. Testes estatisticos para agrupamento (Wilcoxon pareado, correcao de
Bonferroni, o = 0,05).

Dataset Algoritmo Comparacio A med. r p(Bon.) Sig. num+cat+txt
BRA K-medoids num 0,06144 1,000 <0,001 sim superior
BRA K-medoids num-+cat -0,00104 -0,246 0,0179 sim inferior
ECO K-medoids num -0,01431 -0,308 0,0021 sim inferior
ECO K-medoids num-+cat -0,27846 -1,000 <0,001 sim inferior
ENP K-medoids num 0,10197 0,998 <0,001 sim superior
ENP K-medoids num-+cat -0,05245 -0,964 <0,001 sim inferior
BRA Agglomerative num 0,21063 1,000 <0,001 sim superior
BRA Agglomerative  num-+cat -0,00020 -0,186 0,9097 nao n.s.
ECO Agglomerative num 0,08823 1,000 <0,001 sim superior
ECO Agglomerative  num-+cat -0,03894 -0,965 <0,001 sim inferior
ENP Agglomerative num 0,07648 1,000 <0,001 sim superior
ENP Agglomerative  num-+cat -0,00057 -1,000 <0,001 sim inferior

n.s.

= nao significativo.

As Tabelas 4, 5, 6 e 7 apresentam os resultados obtidos para as tarefas de clas-

sificagdo. A significancia estatistica foi avaliada por meio do teste de Wilcoxon pareado
com correcao de Bonferroni (a« = 0,05). Os maiores ganhos foram observados na base
E-Commerce KaggleBE, na qual a representagdo num+cat+txt apresentou melhorias es-
tatisticamente significativas em relagdo as representacdes num e num+cat para os algo-
ritmos KNN e SVM. Em comparacao a representacao num+cat, os ganhos em F1-Macro



alcangaram 47, 9% para o KNN e 164, 1% para o SVM. Para a acurécia, os ganhos foram
de 40,6% e 155, 2%, respectivamente. Considerando que essa base possui apenas dois
atributos numéricos e dois categdricos, os resultados sugerem que as informacgdes textu-
ais carregam parte relevante do poder discriminativo necessario para distinguir as classes.
Além disso, trata-se da tinica base multiclasse com distribui¢do relativamente equilibrada
entre as classes, o que pode favorecer o aproveitamento das informacdes semanticas con-
tidas nos atributos textuais.

As bases BRATECA e ENAP também apresentaram beneficios decorrentes da
incorporacdo dos atributos textuais em diversos cendrios. Em BRATECA, observou-se
melhora consistente tanto para Acurdcia quanto para F1-Macro. J4 em ENAP, embora
tenham sido observados ganhos para alguns algoritmos e métricas, os efeitos foram mais
modestos e o KNN apresentou desempenho ligeiramente inferior apds a inclusido dos
atributos textuais. Esse comportamento pode estar relacionado ao forte desbalanceamento
da varidvel-alvo.

Diferentemente do observado nos experimentos de agrupamento, os atributos tex-
tuais mostraram-se particularmente uteis em tarefas supervisionadas. Enquanto os agru-
pamentos foram predominantemente influenciados pelos atributos categdricos, a incorpo-
racdo do texto contribuiu para aumentar a capacidade discriminativa dos classificadores,
sobretudo em cendrios com menor disponibilidade de atributos estruturados. Esses resul-
tados sugerem que as representacoes textuais capturam informagdes semanticas relevantes
para a separagao das classes, mesmo quando tais informag¢des nao se refletem diretamente
na formacgdo de grupos mais compactos e bem separados.

Tabela 4. Acuracia média + desvio-padrao por representagao.

Algoritmo Dataset Representacio Acuracia

KNN BRA num 0,837 £ 0,002
KNN BRA num-+cat 0,838 £ 0,002
KNN BRA num+cat+txt 0,839 + 0,002
KNN ECO num 0,463 4+ 0,003
KNN ECO num-+cat 0,463 4 0,003
KNN ECO num-+cat+txt 0,651 £+ 0,002
KNN ENP num 0,859 + 0,002
KNN ENP num-+cat 0,859 £ 0,002
KNN ENP num+cat+txt 0,862 + 0,001
SVM BRA num 0,735 £+ 0,094
SVM BRA num-+cat 0,661 £ 0,046
SVM BRA num-cat+txt 0,664 + 0,046
SVM ECO num 0,186 £ 0,022
SVM ECO num-+cat 0,145 £ 0,018
SVM ECO num-+cat+txt 0,370 £+ 0,116
SVM ENP num 0,571 £+ 0,260
SVM ENP num-+cat 0,460 + 0,203
SVM ENP num-cat+txt 0,462 + 0,205

6. Conclusao e Trabalhos Futuros

Este trabalho investigou o impacto da incorporacdo de varidveis textuais na andlise de
dados estruturados, considerando um pipeline hibrido para o processamento de atributos
numeéricos, categoricos e textuais considerando trés conjuntos de dados.

Os resultados experimentais demonstraram que as varidveis categoricas desempe-
nham papel fundamental na estruturacdo global dos agrupamentos. Na classificagcdo, os
experimentos indicaram que a inclusdo de informac¢do semantica proveniente dos embed-
dings textuais contribui para melhorar a capacidade discriminativa dos modelos. Esses



Tabela 5. F1-Macro média + desvio-padrao por representacao.

Algoritmo Dataset Representacio F1-Macro

KNN BRA num 0,758 4 0,003
KNN BRA num-+cat 0,759 4+ 0,003
KNN BRA num-+cat+txt 0,761 £ 0,003
KNN ECO num 0,349 4+ 0,003
KNN ECO num-+cat 0,349 4+ 0,003
KNN ECO num-+cat+txt 0,516 £+ 0,003
KNN ENP num 0,400 £ 0,006
KNN ENP num-+cat 0,400 £ 0,006
KNN ENP num-+cat+txt 0,402 + 0,006
SVM BRA num 0,674 £ 0,131
SVM BRA num-+cat 0,600 £ 0,091
SVM BRA num-cat+txt 0,603 £ 0,092
SVM ECO num 0,127 4+ 0,051
SVM ECO num-+cat 0,103 4+ 0,027
SVM ECO num+cat+txt 0,272 + 0,112
SVM ENP num 0,325 £+ 0,137
SVM ENP num-+cat 0,260 + 0,099
SVM ENP num-+cat+txt 0,262 £ 0,100

Tabela 6. Testes estatisticos para classificacdo — Acuracia (Wilcoxon pareado,
correcao de Bonferroni, o = 0,05).

Dataset Algoritmo Comparacao A med. r p(Bon.) Sig. num+cat+txt
BRA KNN num 0,00110 1,000 <0,001 sim superior
BRA KNN num-+cat 0,00077 1,000 <0,001 sim superior
ECO KNN num 0,17759 1,000 <0,001 sim superior
ECO KNN num-+cat 0,17766 1,000 <0,001 sim superior
ENP KNN num 0,00109 0,999 <0,001 sim superior
ENP KNN num-+cat 0,00108 0,999 <0,001 sim superior
BRA SVM num -0,09201 -1,000 <0,001 sim inferior
BRA SVM num-+cat 0,00126 0,998 <0,001 sim superior
ECO SVM num 0,13481 1,000 <0,001 sim superior
ECO SVM num-+cat 0,15847 1,000 <0,001 sim superior
ENP SVM num -0,10718 -1,000 <0,001 sim inferior
ENP SVM num-+cat 0,00646 0,998 <0,001 sim superior

Tabela 7. Testes estatisticos para classificagdao — F1-Macro (Wilcoxon pareado,
correcao de Bonferroni, o = 0,05).

Dataset Algoritmo Comparacao A med. r p(Bon.) Sig. num-+cat+txt
BRA KNN num 0,00151 1,000 <0,001 sim superior
BRA KNN num-+cat 0,00102 0,999 <0,001 sim superior
ECO KNN num 0,14503 1,000 <0,001 sim superior
ECO KNN num-+cat 0,14506 1,000 <0,001 sim superior
ENP KNN num -0,00140 -0,932 <0,001 sim inferior
ENP KNN num-+cat -0,00143 -0,931 <0,001 sim inferior
BRA SVM num -0,09475 -1,000 <0,001 sim inferior
BRA SVM num-+cat 0,00135 0999 <0,001 sim superior
ECO SVM num 0,10050 1,000 <0,001 sim superior
ECO SVM num-+cat 0,11792 1,000 <0,001 sim superior
ENP SVM num -0,05555 -1,000 <0,001 sim inferior
ENP SVM num-+cat 0,00351 1,000 <0,001 sim superior

achados reforcam que a utilizagdo de representagdes mistas, integrando diferentes tipos



de dados, constitui uma estratégia promissora para ampliar a expressividade das represen-
tacOes utilizadas em tarefas de aprendizado de maquina.

Dessa forma, a principal contribui¢do deste trabalho consiste em demonstrar que
informacodes textuais obtidas por meio de modelos de linguagem podem ser integradas de
maneira eficiente a atributos estruturados. Como trabalhos futuros, pretende-se investigar
estratégias alternativas para integracdo de atributos textuais em matrizes de distancia, in-
cluindo técnicas de reducdo de dimensionalidade distintas do PCA e métodos de selegao
de atributos capazes de preservar informacgdes relevantes para agrupamento.
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