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Abstract. This work presents the development of an intelligent agent based
on Deep Reinforcement Learning to play the game of Othello. The proposed
method employs the Double Deep Q-Network (DDQN) algorithm, with invalid
action masking and a linearly decaying exploration policy, aiming to learn ef-
fective strategies without prior specialized knowledge. The experimental results
indicate an improvement in performance throughout training, with the agent
achieving a 94% win rate against a stochastic opponent. It is concluded that,
despite the limitations imposed by a stochastic opponent and by the fact that
training was conducted only with the agent starting with the black pieces, the
agent is capable of achieving superior performance to the random policy under
the evaluated conditions.

Resumo. Este trabalho apresenta o desenvolvimento de um agente inteligente
baseado em Aprendizado por Reforco Profundo para atuar no jogo Othello. O
método proposto utiliza o algoritmo Double Deep Q-Network (DDQN), com
mascaramento de agoes invdlidas e politica de exploracdo com decaimento li-
near, visando aprender estratégias eficientes sem conhecimento prévio especia-
lizado. Os resultados experimentais indicam evolugdo do desempenho ao longo
do treinamento, com o agente atingindo taxa de vitoria de 94% contra um opo-
nente estocdstico. Conclui-se que, apesar das limitacées impostas por um ad-
versdrio aleatdrio e pelo fato de o treinamento ter sido realizado apenas com o
agente iniciando com as pegas pretas, o agente é capaz apresentar desempenho
superior a politica aleatoria nas condi¢oes avaliadas.

1. Introducao

O presente artigo tem como objeto de estudo o desenvolvimento de um agente autdnomo
treinado por meio de Aprendizado por Refor¢o Profundo para atuar no ambiente do jogo
de tabuleiro Othello. O assunto é abordado sob a perspectiva de computacdo inteligente,
focando na capacidade de uma méquina aprender estratégias de forma independente, so-
mente através de interacoes com o ambiente e da maximizagdo da recompensa, sem ne-
cessidade de interven¢do humana [Sutton and Barto 2018].

Diante disso, tendo em vista que o jogo Othello foi resolvido no campo tedrico,
o foco atualmente é na eficiéncia de aprendizado dos agentes autdbnomos. A principal
contribui¢do deste trabalho reside na realizacdo de um estudo comparativo sobre o im-
pacto de diferentes estratégias de treinamento, especificamente variando a taxa de apren-
dizado, a politica de exploracido e a modelagem da funcio de recompensa no ambito de



uma implementacdo de Double Deep Q-Network (DDQN) com mascaramento de agcdes
invalidas aplicada ao Othello.

Na literatura, ha exemplos de trabalhos que ja abordaram o uso de apren-
dizado profundo em jogos, como a arquitetura Q-Network (DQN) proposta por
[Mnih et al. 2015] para jogos Atari, o modelo do AlphaGo [Silver et al. 2016], que
empregou o uso de Redes Neurais (CNNs) para processamento do tabuleiro e o
[van Hasselt et al. 2016] na implementacao de DDQN. Especificamente no contexto do
Othello, van der Ree e Wiering [van der Ree and Wiering 2013] investigaram estratégias
de Aprendizado por Reforco baseadas em aprendizado contra um oponente fixo e em self-
play, utilizando diferentes algoritmos de aprendizado. Enquanto esses trabalhos exploram
diferentes abordagens de Aprendizado por Refor¢o no jogo, o presente estudo concentra-
se na utilizacdo de DDQN com CNNs, mascaramento de acOes invalidas e na comparagdo
entre diferentes configuragcdes de treinamento.

Diante disso, a hipdtese que guia este trabalho sustenta que a utilizacao de Apren-
dizado por Refor¢co Profundo, com Redes Neurais Convolucionais para aproximagao da
func¢do de valor e DDQN para estabilizagdo do treinamento, permite o desenvolvimento
de um agente autdbnomo capaz de apresentar desempenho superior ao de agentes que rea-
lizam escolhas aleatdrias, sem a necessidade de conhecimento especializado previamente
programado.

2. Fundamentacao Teérica e Trabalhos Correlatos

Esta se¢do apresenta os conceitos matematicos € computacionais que embasam o desen-
volvimento do agente inteligente, além de revisar as principais abordagens da literatura
que serviram de diretriz para a concep¢ao da arquitetura proposta.

2.1. O Jogo Othello e a Modelagem por Reforco

O Othello € um jogo de tabuleiro de duas dimensdes, com tamanho de 8 por 8 casas,
que utiliza 64 pecas reversiveis com lados de cores pretas e brancas. O objetivo final de
uma partida é terminar o confronto com a maior quantidade de pecas da sua cor voltada
para cima no tabuleiro [Federacdo Brasileira de Othello 2026]. Entre as abordagens tra-
dicionais de busca aplicadas ao Othello, destaca-se o programa Logistello, baseado em
variantes do Minimax e fun¢des de avaliacao, que superou o campedao mundial humano
em 1997 [Buro 1997, Buro 2002]. Mais recentemente, o Othello em tabuleiro 8 x & foi
resolvido do ponto de vista da teoria dos jogos, provando-se computacionalmente que a
jogada perfeita por ambos os lados resulta sempre em empate [Takizawa 2023].

Paralelamente aos métodos deterministicos de busca, a Aprendizagem por Reforco
(AR) foi explorada para permitir que agentes aprendam estratégias sem conhecimento
especialista prévio. Trabalhos fundamentais em AR tradicional para Othello compara-
ram o desempenho de algoritmos como Q-Learning, Sarsa e TD-Learning em cendrios
de aprendizado por auto-jogo (self-play) versus treinamento contra oponentes fixos
[van der Ree and Wiering 2013]. Os resultados apresentados pelos autores indicaram que,
enquanto o TD-Learning atinge maior generalizacdo quando treinado via self-play, algo-
ritmos fora de politica (off-policy) como o Q-Learning tendem a otimizar seu desempe-
nho quando expostos diretamente as dindmicas dos oponentes contra os quais sao testados
[van der Ree and Wiering 2013].



A partida inicia com quatro pecas dispostas nas diagonais centrais do tabuleiro,
divididas entre pretas e brancas. O jogador com as pecas pretas realiza o primeiro movi-
mento e os turnos alternam-se consecutivamente, sendo obrigatdrio passar a vez caso nao
haja jogadas validas disponiveis. Um movimento € considerado véalido quando o joga-
dor posiciona uma peca em uma casa vazia de modo a cercar, em linha reta ou diagonal,
uma ou mais pecas adversdrias entre a nova pega e outra de sua propria cor conforme
demonstrado na figura l1a. Sendo assim, na figura 1b todas as pecas inimigas cercadas sdo
revertidas e passam a assumir a cor do jogador do turno atual.
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(a) O jogador branco joga a (b) Pecas viradas pelo joga-
peca A. dor.

Figura 1. Dinamica de jogadas no Othello (Fonte: Federagado Brasileira de
Othello).

Diante da alta complexidade do jogo e do vasto espagco de estados possiveis,
técnicas baseadas unicamente em busca exaustiva apresentam limitagdes computacio-
nais, motivando também o estudo de métodos baseados em aprendizado e aproximagao
de funcdes [Sutton and Barto 2018].

Para mitigar esse desafio, o Aprendizado por Reforco surge como uma vertente
em que o agente aprende a tomar decisdes otimizadas por meio de interagdes iterativas
de tentativa e erro com o ambiente externo, visando maximizar o acimulo de um sinal
de recompensa numérica ao longo do tempo [Sutton and Barto 2018]. Esse processo de
tomada de decisao sequencial € modelado formalmente como um Processo de Decisao de
Markov (MDP), definido por cinco elementos: um conjunto de estados (S), um conjunto
de acdes (A), uma fungdo de transicdo (P), uma fung¢do de recompensa (R) e um fator de
desconto () posicionado entre O e 1, responsavel por calibrar o peso dos ganhos de curto
versus longo prazo [Sutton and Barto 2018]. O comportamento do agente € guiado por
uma politica w(a | s), e o propdsito do aprendizado consiste em encontrar uma politica
Otima 7" que maximize a recompensa acumulada esperada [Sutton and Barto 2018].

Para mapear e estimar as recompensas de longo prazo, o algoritmo Q-Learning
calcula iterativamente o valor de uma funcao de qualidade para cada par estado-acao,
gerando o valor Q [Sutton and Barto 2018]. A atualizacdo matemdtica ocorre com base
na experiéncia adquirida a cada passo através da seguinte equacgao:

Q(S, Ay) < Q(Sy, Ay) +a | Ry + 7y max Q(Si11,a) — Q(Sy, Ay) (D



em que « representa a taxa de aprendizado e o termo posicionado entre
colchetes define o erro de diferenca temporal, responsavel por calibrar gradativa-
mente as expectativas do algoritmo com base nos resultados observados no ambiente
[Sutton and Barto 2018]. No entanto, a abordagem classica armazena esses valores em
uma estrutura conhecida como Tabela Q, a qual se torna computacionalmente invidvel e
ineficiente quando o espago de estados assume grandes dimensdes, tornando mandatdria
a substituicdo da tabela por aproximadores de func¢des [Sutton and Barto 2018].

2.2. Aprendizado por Reforco Profundo e Trabalhos Correlatos

O Aprendizado Profundo soluciona a limitagdo dimensional das tabelas ao extrair
representacdes e caracteristicas diretamente dos dados brutos de forma automadtica e
hierarquica por meio de multiplas camadas nao lineares [Goodfellow et al. 2016]. No
contexto do processamento de estruturas com topologia de grade (como matrizes e tabu-
leiros), as CNNs superam as limitacdes das redes totalmente conectadas (as quais des-
troem a topologia da entrada ao vetoriza-la e aumentam o risco de superajuste) ao utili-
zarem filtros que operam sob os principios de interagdes esparsas e compartilhamento de
parametros [Goodfellow et al. 2016].

A fusdo dos algoritmos de tomada de decisdo com os modelos de aproximagao
de funcdes baseados em redes neurais profundas consolida o Aprendizado por Refor¢co
Profundo, permitindo o processamento de ambientes de alta dimensdo diretamente de
sua forma sensorial bruta [Mnih et al. 2015]. O modelo DQN pioneiro dessa drea,
utilizou CNNs para estimar a funcdo de valor de acdo a partir de matrizes de en-
trada [Mnih et al. 2015]. Para mitigar os problemas de instabilidade e divergéncia ma-
temadtica gerados por aproximadores ndo-lineares, a arquitetura introduziu duas técnicas:
a Repeticao de Experiéncia (Replay Buffer), que armazena transi¢des antigas e as amostra
de forma aleatdria para quebrar a correlacdo temporal dos dados; e a Rede Alvo, que con-
gela temporariamente os parametros de uma segunda rede idéntica para calcular os valores
dos estados seguintes de forma estdvel, solucionando o problema do alvo em movimento
durante o calculo do erro [Mnih et al. 2015].

Um exemplo de aplicacdo de CNNs ao processamento de tabuleiros é o sistema
AlphaGo [Silver et al. 2016], em que os pesquisadores mapearam as interse¢des € as
pecas do jogo Go como canais e pixels de uma matriz de entrada, permitindo que a rede
aprendesse a enxergar estruturas de territdrio e taticas espaciais sem o uso de heuristicas
manuais. Contudo, van Hasselt et al. [van Hasselt et al. 2016] demonstraram que o algo-
ritmo DQN clédssico manifesta uma tendéncia a superestimar os valores Q em virtude do
uso da mesma rede para selecionar e avaliar as acdes. Para corrigir esse viés e evitar a
sobrevalorizacdo de estratégias subdtimas, os autores propuseram a arquitetura DDQN, a
qual desacopla a tomada de decisao utilizando a Rede Principal para selecionar a melhor
jogada e a Rede Alvo para avaliar o valor exato dessa escolha [van Hasselt et al. 2016].
Trabalhos recentes também investigam a aplicagdo de métodos de aprendizado profundo
e DDQN ao Othello [Teymorian 2023, Zheng et al. 2021]. Dessa forma, a unido do pro-
cessamento de matrizes de jogos como imagens com a estabilidade e correcao algoritmica
do DDQN compde a fundamentacao arquitetural adotada para o agente deste trabalho.



3. Metodologia Proposta

Esta se¢ao detalha a abordagem metodoldgica adotada no desenvolvimento do agente
inteligente, compreendendo o ecossistema de ferramentas selecionado, a modelagem ma-
temadtica do problema, a arquitetura computacional da rede neural e as estratégias experi-
mentais de treinamento.

3.1. Modelagem do MDP e Tecnologias

O projeto foi desenvolvido na linguagem de programacdo Python, utilizando a biblio-
teca PyTorch para a definicdo dos grafos computacionais e gerenciamento de tensores em
hardware de aceleragdo grafica GPU NVIDIA T4 [Paszke et al. 2019]. A simulacdo das
regras do jogo Othello e o ciclo de iteracao do aprendizado baseou-se na interface pa-
dronizada da biblioteca Gymnasium, integrada as ferramentas NumPy e Matplotlib para
manipulacgdo algébrica e plotagem de dados.

Para viabilizar a aplicac@o das técnicas de Aprendizado por Reforco Profundo, o
ambiente de Othello foi modelado formalmente como um Processo de Decisao de Markov
(MDP) através dos seguintes componentes estruturais:

» Estado (5): Definido por uma tupla contendo a configuracgio fisica do tabuleiro
(uma matriz de dimensoes 8 X 8) e a indicac¢ao do turno atual. Na matriz, as casas
recebem os valores 1 para as pecas do agente, -1 para as do oponente e 0 para
posicoes vazias. O agente sempre iniciard a partida, sendo assim, o aprendizado
terd o viés das pecas pretas.

* Acoes (A): Espago discreto composto por 64 possibilidades de escolha corres-
pondentes as coordenadas do tabuleiro, mapeadas linearmente em um vetor unidi-
mensional que varia da acdo 0 a agdo 63. Aplica-se a técnica de mascaramento de
acoes, restringindo a selecao as jogadas vdlidas e impedindo que a¢des invalidas
sejam escolhidas. Quando ndo h4 jogadas validas, o ambiente realiza automati-
camente a passagem de turno, mantendo o espaco de acodes restrito as 64 casas
do tabuleiro. A partida termina somente quando nenhum dos jogadores possui
movimentos véalidos.

* Recompensa (1): O sinal numérico foi estruturado sob duas abordagens inde-
pendentes, para fins comparativos: a formulagcdo esparsa, na qual sdo atribuidos
valores nulos aos turnos intermediarios e, no estado terminal, bonus fixos de 1
para vitdria, -1 para derrota e 0 para empate; e a formulacdo densa, que, além
da recompensa esparsa, incorpora bonus imediatos proporcionais a quantidade de
pecas adversdrias viradas em cada jogada. Nesse caso, a recompensa final de cada
jogada € obtida pela soma da recompensa esparsa com o nimero de pegas viradas
dividido por 100.

* Fator de Desconto (y): Fixado no valor de 0.99 para assegurar uma alta
valorizacdo das recompensas de longo prazo, priorizando o planejamento es-
tratégico voltado ao desfecho da partida.

A Figura 2 apresenta o processo de treinamento. Durante cada episddio, as
interacdoes com o ambiente geram transi¢des contendo o estado atual, a acdo, a recom-
pensa e o proximo estado, armazenadas em um buffer de repeticao de experiéncia com
capacidade para 10.000 amostras. Apds o encerramento de cada partida, sdo realizadas



quatro etapas de otimizacao com lotes de 128 transicdes amostradas aleatoriamente, redu-
zindo a dependéncia temporal entre as experiéncias. Em paralelo, os parametros da rede
alvo sdo sincronizados periodicamente com os da rede principal, a cada 10 episodios.

isGdio > episddios tolais™ a0
sm
| Inicia os novos pardmetros
& do episédio J
Episédio terminou?

[ Escolhe nova agéo
Executa a agao no ambiente|

Recebe estado e
recompensa

Armazena transicoes no
buffer de repetigao

[ Define novo estado
—— |

Sim

eméria do agente > tamanho do [0

Amostrar lote
de experiéncias

Nao
‘ Otimiza rede principal

Atualiza os pesos

(" Adiciona recompensa do
episddio atual na lista de

recompensas totais |

mgvu intervalo de

atualizagao?

sm

Atualiza rede alvo

Figura 2. Fluxograma do Processo de Treinamento do DDQN. (Fonte: Autoria
propria)

3.2. Arquitetura da Rede Neural

O modelo computacional utiliza CNN para aproximar a funcao de valor e estimar os valo-
res Q do agente a partir da andlise espacial do tabuleiro. A observacdo do ambiente ¢ ali-
mentada na rede como um tensor tridimensional de dois canais de entrada com dimensdes
8 x 8, em que o primeiro canal mapeia a disposi¢do das pegas e o segundo funciona como
uma matriz de contexto contendo o identificador do jogador do turno atual.

A extracdo de caracteristicas estruturais € realizada por trés camadas convolucio-
nais sequenciais equipadas com filtros de tamanho 3 x 3. A primeira camada convoluci-
onal aplica 32 filtros sobre o tensor de entrada, enquanto a segunda e a terceira camadas
utilizam 64 filtros cada. O preenchimento de bordas (padding) € aplicado em todas as
etapas convolucionais para evitar a reducao prematura dos mapas de caracteristicas, ga-
rantindo que as regides de borda e canto do tabuleiro mantenham sua relevancia tatica no
processamento.

Cada bloco convolucional incorpora a funcdo de ativagdo nao linear ReLLU, res-
ponsdvel por substituir valores negativos por zero e introduzir a ndo-linearidade necesséria
para o aprendizado de padroes complexos. Camadas de agrupamento espacial (poo-
ling) foram suprimidas da arquitetura para preservar a integridade das 64 coordenadas
geométricas originais e evitar a perda de resolugao tatica provocada pela redu¢io de amos-
tragem.

O espago de agdes do jogo contempla 64 possibilidades, porém, em determinados
estados, nem todas sdo validas. Para impedir a selecdo de jogadas que ndo atendem as



regras do Othello, € aplicado um mascaramento de acdes invalidas, no qual os valores )
correspondentes a essas agdes sao atribuidos a —oo. Dessa forma, as acdes invalidas sdo
desconsideradas na selecdo da acdo de maior valor Q. Durante a etapa de exploracdo da
politica e-greedy, a acdo aleatéria também € selecionada exclusivamente entre as agdes
validas.

A Figura 3 apresenta o fluxo de interacdo e treinamento do agente DDQN.
Na etapa de interacio com o ambiente, o estado atual do tabuleiro € convertido na
representacao de dois canais e encaminhado a Rede Principal, que produz os valores Q
para as 64 acdes possiveis. Em seguida, o mascaramento de acdes invalidas desconsidera
as jogadas que ndo atendem as regras do Othello. A politica e-greedy utiliza os valores
Q resultantes para selecionar a a¢do. A agdo escolhida € executada no ambiente, que re-
torna o proximo estado e a recompensa. O conjunto dessas informacdes € armazenado na

memoria de experiéncia.

Durante o treinamento, uma amostra aleatéria de 128 transicdes é extraida da
memoria. O alvo YtDDQN € calculado separando a selecdo da acdo, realizada pela Rede
Principal (0), de sua avaliagdo, realizada pela Rede Alvo (/7), conforme a Equagao 2,
demonstrada em [van Hasselt et al. 2016]:

YtDDQN =Ry +7-Q <5t+1, arg max Q(Skr1,a;04); 95) )

em que R;,; representa a recompensa e v = 0,99 o fator de desconto. Para transicdes
terminais, o valor futuro é considerado nulo. Durante a selecdo da a¢do no préximo
estado, o mascaramento também € aplicado. A otimizacdo da Rede Principal ocorre pela
minimizacao da funcdo de perda Smooth L1 (Huber Loss) entre os valores preditos e o
alvo, utilizando o otimizador Adam. Os parametros da Rede Alvo sdo sincronizados com
os da Rede Principal a cada 10 episddios.
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Figura 3. Arquitetura do Agente DDQN para Othello. (Fonte: Autoria propria)

3.3. Estratégia de Exploracao e Cenarios de Teste

Para solucionar o conflito entre exploragcdo e explotacdo, adotou-se a politica e-greedy,
na qual o agente seleciona a acdo de maior valor Q na maioria das vezes, mas mantém



uma probabilidade € de executar uma escolha aleatéria. O parametro foi inicializado em
0.9 para forgar decisdes exploratdrias na fase inicial e permitir a descoberta de variadas
configuracdes do tabuleiro. O decaimento de € foi realizado de forma linear ao longo de
2.000.000 de passos de decisdo, até atingir o valor minimo de 0.05. Assim, nas etapas
finais do treinamento, o agente passou a privilegiar a acao de maior valor Q, mantendo
5% de probabilidade de exploracgao.

Para avaliar o impacto dos hiperparametros na estabilidade e no desempenho do
agente, adotou-se o algoritmo DDQN. A Rede Principal € utilizada para selecionar as
acodes e tem seus parametros atualizados durante o treinamento. A Rede Alvo, por sua
vez, € utilizada para avaliar a acdo selecionada no célculo do valor alvo. Seus pardmetros
sdao mantidos fixos entre as sincronizagdes e atualizados periodicamente a partir dos pesos
da Rede Principal, a cada 10 episddios.

Com o intuito de analisar o comportamento dessa estrutura sob diferentes
condicdes, foram modelados quatro cendrios experimentais ao longo de 100.000 episddios
cada:

* Cenario 1: Utilizou a abordagem de recompensa esparsa, taxa de aprendizado ()
de 1 x 10~* e um decaimento exponencial rapido para o pardmetro de exploragio
(taxa de 1.000 passos).

* Cenario 2: Expandiu o periodo de exploracdo por meio de um decaimento linear
longo, contudo elevou a taxa « para 1 x 1073 para testar os limites de velocidade
do algoritmo.

* Cenario 3: Manteve a estratégia de explorac¢ao por decaimento linear longo, mas
reduziu a taxa o para 1 x 10~* visando uma otimizagio mais estavel.

* Cenario 4: Adotou os mesmos pardmetros de controle de passos e aprendizado
do Cenadrio 3, porém substituiu a sinalizacdo esparsa por uma abordagem de re-
compensa densa.

A Tabela 1 apresenta os hiperparametros que permaneceram invaridveis em todas
as baterias de treino.

Tabela 1. Hiperparametros fixos nos diferentes cenarios

Parametro Valor Descricao

Numero de Episédios 100.000 | Duracdo total da fase de treina-
mento.

Fator de Desconto () 0.99 Alta valorizacdo das recompensas
futuras (visao de longo prazo).

Tamanho do Lote 128 Quantidade de amostras processa-

(Batch Size) das simultaneamente a cada passo.

Capacidade da 10.000 Tamanho méaximo do Replay Buf-

Memoria fer.

¢ Inicial e Final 0.9 — 0.05 | Taxa de decaimento da exploracgao.

Otimizacdo da Rede 10 A cada 10 episodios

Alvo

Fonte: Autoria propria



3.4. Protocolo de Avaliacao

A avaliacao do desempenho do agente foi realizada em duas etapas: métricas obtidas
durante o treinamento e métricas aferidas em um ambiente de validacao isolado.

Para estabelecer um referencial de comparagdo (baseline), simulou-se um torneio
de 1.000 partidas entre dois agentes com politicas estocasticas. O primeiro jogador obteve
44,5% de vitorias, 50,4% de derrotas e 5,1% de empates. Esse resultado foi utilizado
como referéncia para comparar o desempenho dos agentes treinados.

Durante a fase de treinamento continuo, a principal métrica monitorada foi a
evolucdo da taxa de vitdrias ao longo dos episddios. Devido a alta variancia inerente ao
Aprendizado por Refor¢o e aos ruidos introduzidos pela politica de exploracdo e-greedy,
a observagao de recompensas em episddios isolados ndo fornece um panorama de con-
vergéncia confidvel. A aplicacdo de uma média mdvel simples, calculada sobre uma
janela estatica de 5.000 episodios, permitiu a geracdo de curvas de aprendizado suaviza-
das. Nessa etapa, a estabilidade das curvas de aprendizado foi utilizada como indicador
de estabilizacdo do desempenho durante o treinamento.

A avaliagdo definitiva do modelo consistiu no teste pratico do agente treinado ins-
tanciado a partir do arquivo de pesos salvo gerado no treino (.pth) em confrontos diretos
contra um oponente de escolhas aleatorias. O agente foi submetido a um congelamento
arquitetural: os parametros e pesos sindpticos foram fixados em modo de inferéncia, ga-
rantindo a interrupc¢ao da atualizacdo de gradientes. Simultaneamente, o parametro de ale-
atoriedade foi estritamente anulado, for¢cando o agente a adotar uma politica de decisdao
100% deterministica e gananciosa, pautada exclusivamente nas estimativas de valor Q
consolidadas pela Rede Principal. Sob estas condi¢des, o agente disputou 1.000 partidas
ininterruptas. Esta etapa reduz a influéncia da exploracdo e permite avaliar o desempenho
da politica aprendida sob uma estratégia deterministica contra o oponente aleatério. A
Equacdo 3 demonstra o célculo usado para obter a taxa de vitoria:

3)

WER— <Numer0de\/zt0mas> « 100

TotaldePartidas

4. Resultados e Discussoes

O monitoramento do desempenho do agente durante a fase de treinamento baseou-se na
evolucdo da taxa de vitdrias, analisada por meio de curvas de aprendizado suavizadas para
mitigar a alta variincia inerente ao processo de Aprendizado por Reforco. Como etapa
inicial para a validacdo empirica do sistema, estabeleceu-se um referencial de desempe-
nho (baseline). Para isso, simulou-se um torneio de 1.000 partidas entre dois agentes com
politicas de decisdo puramente estocdsticas, obtendo-se 445 vitérias (44,5%), 504 derro-
tas (50,%) e 51 empates (5,1%) para o primeiro jogador. A Tabela 2 sintetiza o desempe-
nho comparativo dos cendrios experimentais quando submetidos as mesmas condi¢des de
validacdo contra o oponente aleatorio.

No Cenério 1, o decaimento rapido de € reduziu a exploracdo ainda nas etapas
iniciais do treinamento. A curva apresentada na Figura 4 mostra a estabilizacido do de-
sempenho em um estdgio mais inicial do aprendizado. Na valida¢do, o modelo obteve
934 vitorias (93,4%), demonstrando desempenho superior a politica aleatdria.



Tabela 2. Valores das métricas aferidas em um ambiente de validacao isolado

Configuracao Vitorias Derrotas | Empates
Baseline Aleatéria | 445 (44.5%) | 504 (50.4%) | 51 (5.1%)
Cenario 1 934 (93.4%) | 56 (5.6%) | 10 (1.0%)
Cenario 2 722 (72.2%) | 243 (24.3%) | 35 (3.5%)
Cendrio 3 940 (94.0%) | 45 (4.5%) | 15(1.5%)
Cenario 4 933 (93.3%) | 46 (4.6%) |21 (2.1%)

Fonte: Autoria propria

Curva de Aprendizado (Taxa de Vitdria)

Figura 4. Curva de aprendizado Cenario 1. (Fonte: Autoria propria)

No Cendrio 2, a transi¢ao linear prolongada permitiu uma evolugdo gradual do
desempenho ao longo dos episddios, e o grafico da Figura 5 demonstra esse crescimento.
Entretanto, a maior taxa de aprendizado esteve associada a maior instabilidade na curva,
indicando que as atualiza¢Oes dos pesos ocorreram de forma mais acentuada. Esse com-
portamento refletiu-se no desempenho da validacao, que apresentou 722 vitorias (72,2%),
243 derrotas (24,3%) e 35 empates (3,5%).

Curva de Aprendizado (Taxa de Vitoria)

ria (%)
@ -

Figura 5. Curva de aprendizado Cenario 2. (Fonte: Autoria propria)

Com a reducgdo da taxa de aprendizado no Cendrio 3, os passos de otimizagao
tornaram-se mais sutis, diminuindo a instabilidade do teste anterior. A curva de aprendi-
zado da Figura 6 exibe maior estabilidade, traduzindo-se no melhor indice de validacao
do experimento, com 940 vitérias (94,0%) e apenas 45 derrotas (4,5%).

Como ja € de conhecimento que no contexto do Aprendizado por Refor¢o, o ob-
jetivo do agente reside na maximizacao do sinal de recompensa. Entdo, a modelagem
da fungao de recompensa assume um papel fundamental no direcionamento do compor-
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Figura 6. Curva de aprendizado Cenario 3. (Fonte: Autoria propria)

tamento aprendido. Considerando essa premissa, avaliou-se também o agente DDQN
utilizando uma abordagem de Recompensa Densa, a Figura 7 demonstra sua curva de
aprendizado. O agente do Cendrio 4 obteve 933 vitorias (93,3%), 46 derrotas (4,6%) e 21
empates (2,1%). O resultado foi préximo ao obtido pelo Cenario 3, que apresentou 94,0%
de vitdrias, indicando que a recompensa densa ndo proporcionou melhoria significativa
no desempenho final nas condi¢des avaliadas.

Curva de Aprendizado (Taxa de Vitéria)

o 20000 40000 60000 80000

Figura 7. Curva de aprendizado Cenario 4. (Fonte: Autoria propria)

5. Conclusoes e Trabalhos Futuros

Os resultados experimentais demonstram que o agente baseado em DDQN apresentou de-
sempenho superior a politica aleatéria nas condicdes avaliadas, com o Cendrio 3 obtendo
a maior taxa de vitéria, de 94,0%. A comparacdo entre os cendrios indica que a taxa
de aprendizado e a estratégia de exploragdo influenciaram o desempenho do agente, en-
quanto a utilizacao de recompensa densa ndo apresentou melhoria significativa em relacao
a formulagdo esparsa no conjunto de testes realizado.

Contudo, a principal limitacdo metodoldgica deste estudo reside no treinamento
e na validacdo do agente exclusivamente contra um oponente estocastico e com o agente
atuando como primeiro jogador. Esse cendrio restringe a avaliacdo da capacidade do mo-
delo de desenvolver estratégias defensivas e de lidar com diferentes estilos de jogo. As-
sim, para trabalhos futuros, sugere-se a implementacdo de confrontos contra adversarios
heuristicos e a realizagcdo de treinamento por Self-Play, permitindo avaliar se o agente é
capaz de desenvolver politicas mais robustas diante de estratégias ofensivas e defensivas
distintas.
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