Performance Analysis of MOEA/D with Surrogate-Based
Algorithms in Multi-Objective Problems

Gustavo Henrique Aragdo Silva' , André Britto de Carvalho'

! Departamento de Computagdo — Universidade Federal de Sergipe (UFS)
Sao Cristovao — SE — Brazil

{gustavo.aragao, andre}@dcomp.ufs.br

Abstract. DVL Framework is a surrogate-based approach for multi-objective
problems. Despite its promising initial results, its performance with
decomposition-based algorithms has not been sufficiently analyzed. This work
evaluates MOEA/D coupled with the DVL Framework and investigates the effect
of the DVL surrogate on MOEA/D, NSGA-II, and NSGA-III. The algorithms are
compared on the DTLZ1-DTLZ4 problems with 3 and 10 objectives under dif-
ferent objective-function evaluation budgets, using hypervolume and execution
time.

Resumo. O DVL Framework é uma abordagem baseada em modelo surrogate
para problemas com muitos objetivos. Apesar dos bons resultados iniciais, seu
desempenho com algoritmos baseados em decomposicdo ainda ndo foi sufici-
entemente analisado. Este trabalho avalia o MOEA/D acoplado ao DVL Fra-
mework e investiga o efeito do surrogate DVL sobre o MOEA/D, o NSGA-II e o
NSGA-III. Os algoritmos sdo comparados nos problemas DTLZI-DTLZ4, com
3 e 10 objetivos e diferentes orcamentos de avaliacoes da fungdo objetivo, por
meio das métricas de hipervolume e tempo de execugdo.

1. Introducao

Problemas de otimizacdo com muitos objetivos (Many-Objective Optimization Pro-
blems) envolvem quatro ou mais fungdes objetivo conflitantes. Nesses problemas,
nao hd uma udnica melhor solu¢do, mas um conjunto de solu¢des de compromisso
conhecido como fronteira de Pareto. Algoritmos evolutivos multiobjetivo (MOEAs)
estdo entre as abordagens mais difundidas para trati-los. Entre eles, destacam-
se o NSGA-II, baseado em dominancia de Pareto [Deb et al. 2002]; o NSGA-III,
guiado por pontos de referéncia [Deb and Jain 2014]; e o MOEA/D, baseado em
decomposicao [Zhang and Li 2007]. Quando o nimero de objetivos cresce, aumenta a
propor¢ao de solugdes nao dominadas, e o nimero de solugdes necessdrias para aproxi-
mar a fronteira de Pareto cresce rapidamente [Ishibuchi et al. 2008, Schiitze et al. 2011].
Esse comportamento motiva o uso de estratégias baseadas em pontos de referéncia e
decomposicao.

Em muitas aplicacdes reais, a avaliagao da fungdo objetivo € cara, pois depende
de simulacdes ou experimentos custosos [Jin 2011]. Nesses expensive optimization pro-
blems, o orcamento de avaliacOes disponivel € limitado. Como MOEAs tradicionais cos-
tumam exigir dezenas de milhares de avaliagdes para convergir, sua aplicacdo pode tornar-



se invidvel nesse contexto. Reduzir o nlimero de avaliacdes reais necessarias para obter
uma boa aproximacdo da fronteira de Pareto €, portanto, um objetivo central da éarea.

Uma estratégia comum para lidar com avaliacOes caras € o uso de surroga-
tes: modelos substitutos construidos por meio de aprendizado de maquina, que apro-
ximam a fun¢@o objetivo e sdo consultados no lugar dela durante a busca [Jin 2011].
Em otimizacdo com muitos objetivos, surrogates t€m sido empregados tanto para
aproximar diretamente as fungdes objetivo [Hussein and Deb 2016, Deb et al. 2019]
quanto, mais recentemente, acoplados a algoritmos baseados em decomposi¢do, como o
MOEA/D [Tsujino et al. 2021, de Moraes and Coelho 2023, Berveglieri et al. 2020]. Os
surrogates reduzem o custo computacional, mas introduzem erros de aproximagao, o que
pode comprometer a qualidade das solu¢des encontradas. O equilibrio entre economia de
avaliagOes e qualidade € o cerne do uso de modelos substitutos em otimizacao.

Nesse contexto, o Decision Variable Learning (DVL) Framework foi proposto
como uma técnica de modelagem inversa para MaOPs [Oliveira 2022]. Em vez de apro-
ximar a funcdo objetivo, o DVL treina um modelo de regressao que mapeia o espaco de
objetivos para o espago de varidveis de decisao e o consulta em pontos de referéncia bem
distribuidos, estimando diretamente uma populagdo préxima da fronteira de Pareto com
poucas avaliacdes reais. Essa populacdo estimada pode entdo semear um MOEA, que
gasta o orcamento restante refinando as solugdes.

O DVL Framework apresenta bons resultados iniciais, mas sua avalia¢do original
concentra-se em validar o ganho do framework em relacao aos MOEAs originais. Assim,
ainda resta entender guanto do orcamento de avaliacdes deve ser dedicado ao DVL e
como esse balango afeta cada MOEA, ja que algoritmos baseados em decomposicao,
dominancia e pontos de referéncia exploram a populacao inicial de formas distintas. Em
particular, o impacto de variar sistematicamente a fracdo do or¢amento atribuida ao DVL
ainda nao havia sido analisado. Também permanece necessario avaliar seu desempenho
com um algoritmo baseado em decomposicao.

Este trabalho tem como objetivo analisar o desempenho do MOEA/D aplicado ao
DVL Framework e investigar o efeito do surrogate DVL sobre 0 MOEA/D, o NSGA-II
e o NSGA-III. Para isso, avaliamos os trés MOEAs variando a fracdo do orcamento de
avaliagOes destinada a modelagem inversa (25%, 50% e 75%) e comparamos cada al-
goritmo hibrido com sua versdo original. A avaliacdo considera duas métricas, tratadas
separadamente: o hipervolume, associado a qualidade, e o tempo de execucao, associado
ao custo. O experimento € conduzido nos problemas de benchmark DTLZ1-DTLZ4, com
3 e 10 objetivos, seis orcamentos de avaliagao (250 a 100.000) e 20 execugdes indepen-
dentes por configuragdo. As comparagdes usam a métrica de hipervolume e sdo apoiadas
por testes estatisticos ndo paramétricos (Kruskal-Wallis seguido do pds-teste de Conover).

As secOes seguintes apresentam a fundamentacdo tedrica (Sec¢do 2), o acopla-
mento dos MOEAs ao DVL Framework (Secdo 3), os experimentos e a discussdo dos
resultados (Secao 4) e as conclusdes (Secao 6).

2. Fundamentacao Teorica

Um problema de otimiza¢do multiobjetivo busca minimizar (sem perda de generali-
dade) um vetor de fungdes objetivo f(x) = (fi1(x),..., fi(X)), em que x é um vetor



de varidveis de decisd@o no espago factivel [Deb 2001]. Nesse contexto, uma solug¢ao
x® domina outra solugdo x° se f;(x%) < f;(x®) para todo objetivo i € {1,...,m} e
fi(x%) < f;(x®) para pelo menos um objetivo j.

O conjunto das solu¢des ndo dominadas forma a fronteira de Pareto, e o obje-
tivo de um MOEA ¢ aproxima-la com boa convergéncia (proximidade da fronteira real)
e diversidade (espalhamento ao longo dela). Quando m > 4, fala-se em problemas
de otimizacdo com muitos objetivos (MaOP), regime em que a domindncia de Pareto
perde poder discriminante e estratégias baseadas em pontos de referéncia (NSGA-III) ou
decomposicao (MOEA/D) tornam-se vantajosas.

Este estudo considera trés MOEAs de paradigmas distintos:

* MOEA/D: algoritmo baseado em decomposi¢cdo que divide o MaOP em subpro-
blemas escalares, cada um associado a um vetor de pesos. Esses subproblemas
sdo otimizados simultaneamente, com troca de informacao entre vizinhancas de
pesos proximos [Zhang and Li 2007].

* NSGA-II: algoritmo baseado em dominéncia de Pareto, que ordena a populacio
por fronteiras de ndo dominancia e usa a distancia de aglomeracdo para preser-
var diversidade. Embora seja eficaz com poucos objetivos, perde pressao seletiva
quando a quantidade de objetivos cresce [Deb et al. 2002].

* NSGA-III: extensdao do NSGA-II que substitui a distancia de aglomeracdo por um
conjunto de pontos de referéncia bem distribuidos, associando solucdes a esses
pontos para manter a diversidade em muitos objetivos [Deb and Jain 2014].

Esses trés paradigmas (dominancia, pontos de referéncia e decomposi¢do) explo-
ram a populacgdo inicial de maneiras diferentes, o que torna interessante avaliar como cada
um responde a semeadura produzida pelo DVL.

Em problemas com avaliacdo cara, modelos surrogate sao empregados para redu-
zir o numero de avaliacOes reais [Jin 2011]. A forma mais comum aproxima diretamente
a fungdo objetivo (f ~ f), usando o modelo durante a busca e reavaliando periodicamente
solugdes promissoras com a funcdo real para corrigir o erro de aproximagao. Uma alter-
nativa € a modelagem inversa, que aprende o mapeamento do espaco de objetivos para o
de varidveis de decisdo, permitindo estimar diretamente solugdes a partir de pontos-alvo
no espago de objetivos.

2.1. Trabalhos Relacionados

O uso de surrogates para reduzir o nimero de avaliacOes reais em otimizacdo com
muitos objetivos tem sido amplamente estudado, em particular em abordagens aco-
pladas ao MOEA/D. Uma linha emprega Extreme Learning Machines como modelo
substituto (ELMOEA/D), investigando como a acurdcia do surrogate afeta o desempe-
nho da busca e adaptando o nimero de geracdes em fungdo dela [Tsujino et al. 2020,
Tsujino et al. 2021]. Outra adota Random Forests em problemas combinatdrios e analisa
o efeito de seus hiperparametros sobre a aproximac¢ao [de Moraes and Coelho 2023]. A
maioria desses trabalhos aprende modelos diretos das fun¢des objetivo, consultando o
surrogate no lugar da funcao real durante a busca.

Em contraste, o Decision Variable Learning (DVL) Framework [Oliveira 2022]
adota modelagem inversa: em vez de aproximar as funcdes objetivo, treina um modelo de



regressdo g que mapeia objetivos em varidveis de decisdao e o consulta em pontos de re-
feréncia uniformemente distribuidos no espago de objetivos, estimando diretamente uma
populacdo préxima da fronteira de Pareto com poucas avaliacdes reais. Com isso, essa
populacdo pode ser usada isoladamente ou como semente de um MOEA. O trabalho ori-
ginal demonstra ganhos do DVL sobretudo em cendrios com poucas avaliagdes e também
o avalia em um problema real de sincronizacdo semaforica.

A avaliacdo original, contudo, concentra-se em validar o framework como um
todo, comparando-o aos MOEAs puros. Permanece em aberto quanto do orcamento de
avaliagdes deve ser dedicado ao DVL e como esse balanco afeta cada MOEA, ja que
algoritmos baseados em decomposi¢do, dominancia e pontos de referéncia exploram a
populacdo inicial de formas distintas. Este trabalho preenche essa lacuna ao variar sis-
tematicamente a fracdo do orcamento dedicada a modelagem inversa (25%, 50% e 75%)
e medir seu efeito sobre trés MOEAs de paradigmas distintos (MOEA/D, NSGA-II e
NSGA-IID).

3. MOEA/D aplicado ao DVL Framework

O Algoritmo 1 resume o DVL Framework, que realiza a modelagem inversa do pro-
blema de otimizagao [Oliveira 2022]. Em vez de aproximar as fungdes objetivo, o mo-
delo aprende o mapeamento inverso, do espaco de objetivos para o espaco de varidveis de
decisdo.

Algoritmo 1 Modelagem inversa do DVL (adaptado de [Oliveira 2022]).

Entrada: k, tamanho do conjunto de treino.
Saida: populagao estimada P,;.

1. P« LHS(k)

2. Avaliar(P)

3. RP <+ GerarPontosDeRe ferencia()
4. Py 0
5.paracadar € RP faca
6. M <« TreinarModelo(P)

7. P.g « P.sy U M.Predizer(r)
8. fim

9. Avaliar(P.s)

Na preparacdo (linhas 1-4), amostram-se k vetores de varidveis de decisdo por
Amostragem por Hipercubo Latino (Latin Hypercube Sampling, LHS) e avaliam-se es-
sas solugdes com a funcdo objetivo real, formando o conjunto de treino. Em seguida,
gera-se um conjunto de pontos de referéncia R P bem distribuidos sobre um hiperplano
normalizado pelo método de Das e Dennis [Das and Dennis 1998], que servem de alvos
no espago de objetivos.

No lago principal (linhas 5-8), para cada ponto de referéncia r € RP, o modelo de
regressao inversa, que mapeia objetivos em varidveis de decisao, € retreinado e consultado
em 7, produzindo um vetor de varidveis de decisdo. Cada vetor predito € adicionado a
populacao estimada F,,;, de modo que, ao final do laco, P, € uma populagdo proxima da
fronteira de Pareto obtida com poucas avaliacdes reais. Essa populacdo € entdo avaliada



(linha 9) e retornada, podendo semear um MOEA, isto é, ser usada como populagio inicial
para a busca evolutiva.

3.1. Acoplamento e Uso dos MOEAs

O MOEA/D foi acoplado ao DVL pela divisdo explicita do orcamento total de avaliagdes
e em duas fases. O mesmo procedimento é usado no acoplamento do DVL ao NSGA-II
e a0 NSGA-III. Na primeira fase, o DVL consome uma fragdo p € {0,25,0,50,0,75}
de e para gerar a populacdo estimada F,,. Parte dessas avaliacdes forma o conjunto de
treino amostrado por LHS, enquanto a outra parte avalia as solu¢des estimadas nos pontos
de referéncia. Na segunda fase, o MOEA recebe P, como populacdo inicial e utiliza a
fragdo restante, (1 — p)e, para refind-la. Essa divisdo controlada permite estudar como o
balanco entre modelagem inversa e busca evolutiva afeta cada algoritmo.

Em si, a populagdo estimada apenas semeia 0 MOEA, que opera em seu tamanho
de populagdo natural, ou seja, fragdes maiores de DVL nao reduzem a capacidade de busca
do algoritmo, apenas deslocam avaliacdes da fase evolutiva para a fase de modelagem
inversa.

4. Experimentos

Os experimentos foram organizados para responder a trés perguntas principais: (i) se o
DVL melhora o desempenho do MOEA/D, ainda nao avaliado nesse framework; (ii) se
o efeito do DVL € semelhante nos trés paradigmas considerados, isto €, decomposi¢ao
(MOEA/D), dominancia de Pareto (NSGA-II) e pontos de referéncia (NSGA-III); e (ii1)
como a fracdao do orcamento dedicada a modelagem inversa afeta a qualidade e o custo.
Ao longo do texto e das tabelas, chamamos de Puro o algoritmo executado sem DVL
e de DVL 25%, DVL 50% e DVL 75% as versoes em que essa fracdo do orcamento
total € usada para treinar e consultar o modelo inverso antes da busca evolutiva. As
andlises sdo apresentadas em quatro eixos: comparacao do algoritmo Puro com suas
versdes com DVL, influéncia do problema, influéncia do nimero de objetivos e efeito
da fracdo de orcamento dedicada ao DVL. A andlise principal usa o hipervolume (HV)
como métrica de qualidade, enquanto o tempo de execugdo € discutido como custo com-
plementar. Nas tabelas de hipervolume, o negrito indica a melhor média de cada cenario
e as configuragdes estatisticamente equivalentes a ela; na sintese de vitdrias, empates e
derrotas, cada versdao com DVL é comparada diretamente ao respectivo algoritmo Puro.

4.1. Problemas de benchmarking

Utilizamos os quatro primeiros problemas do conjunto DTLZ [Deb et al. 2005], es-
caldveis no numero de objetivos, com fronteiras de Pareto conhecidas e amplamente
usados na literatura de otimizacdo com muitos objetivos. Cada um estressa um aspecto
diferente da busca:

* DTLZ1: fronteira linear sobre um espaco de busca multimodal, com muitos
6timos locais.

* DTLZ2: unimodal, com fronteira esférica e o mais simples dos quatro.

* DTLZ3: junta a fronteira esférica do DTLZ2 a multimodalidade do DTLZI,
sendo o mais dificil de convergir.

* DTLZA4: introduz um viés de densidade de solu¢des que dificulta a diversidade.



4.2. Algoritmos e Parametros

Avaliamos 0 MOEA/D, NSGA-II e NSGA-III, cada um em quatro variacdes: Puro e
acoplado ao DVL com fracdes de 25%, 50% e 75% do orcamento, totalizando 12
configuragdes comparadas em cada cendrio.

Tabela 1. Parametros comuns dos algoritmos.

Parametro Valor

Cruzamento SBX, 1. = 30, p. = 1,0

Mutagio Polinomial, 7, = 20, p,, = 1/n
Selecao Torneio binério

Variaveis de decisao n = 12; portanto, p,, = 1/12 ~ 0,0833

Pontos de referéncia (M = 3)  Das e Dennis, p = 12 divisdes, 91 pontos
Pontos de referéncia (M = 10) Das e Dennis, p = 3 divisdes, 220 pontos
Tamanho da populagao Igual ao numero de pontos de referéncia

Os operadores variacionais sao 0s mesmos nos algoritmos puros € nos MOEAs
acoplados ao DVL e a tabela 1 apresenta os parametros utilizados nos experimentos.

O orcamento total de avaliagdes assume seis valores: 250, 500, 1.000, 1.500,
10.000 e 100.000. Os orcamentos menores representam o regime escasso de avaliagdes,
de maior interesse para o framework, enquanto 100.000 valida o comportamento em um
regime em que os MOEAs convergem.

Tabela 2. Modelos de regressao inversa usados no DVL.

Problema Modelo de regressao inversa

DTLZ1, DTLZ3 SVR
DTLZ2, DTLZ4 MLP com 3 camadas ocultas de 11 neur6nios

Do orcamento total e, uma fracdo p é destinada ao DVL, isto é, epy; =
round(pe). Esse valor é entdo dividido entre as duas etapas: metade dele, limitada ao
niimero de pontos de referéncia |RP|, custeia as solugdes estimadas, enquanto o restante
€ usado nas amostras de treino geradas por LHS. O modelo inverso varia conforme o
problema, como detalha a Tabela 2.

Cada uma das 12 configuracdes foi executada 20 vezes de forma independente em
cada um dos 4 x 2 x 6 = 48 cenarios (problema X numero de objetivos X or¢amento).

4.3. Métricas de Qualidade

A qualidade das aproximagdes ¢ avaliada pela métrica de hipervolume
(HV) [While et al. 2006], indicador que captura simultaneamente convergéncia e
diversidade ao quantificar o volume do espaco de objetivos dominado pela populagao
em relacdo a um ponto de referéncia. Valores maiores indicam melhor desempenho.
Os pontos de referéncia do HV seguem os valores adotados em [Oliveira 2022], e o
hipervolume € normalizado pelo volume do hipercubo definido por esse ponto. Como
métrica complementar de custo, registramos o tempo de execuciao de CPU de cada



execugdo. As duas métricas sdo analisadas separadamente: a discussdo principal recai
sobre o hipervolume, enquanto o tempo € tratado como informacdo complementar.

Tabela 3. Pontos de referéncia usados no calculo do hipervolume.

Problema M=3 M =10
DTLZ1 (1,0,1,0,1,0) (5,0,...,5,0)
DTLZ2 (2,0,2,0,2,0) (1,5,...,1,5)

DTLZ3  (10,0,10,0,10,0) (50,0, ...,50,0)
DTLZ4 (2,0,2,0,2,0)  (15,...,1,5)

Para avaliar a significancia das diferencas, cada cendrio (problema, nimero de ob-
jetivos e orcamento) € submetido a um teste estatistico independente. Aplica-se primeiro
o teste global de Kruskal-Wallis sobre as 12 configuracdes e, em seguida, o pds-teste
pareado de Conover, com nivel de significancia o = 0,05.

A andlise considera a média das 20 execucOes e a significancia estatistica das
diferencas. Em cada cendrio, a configuracdo com a melhor média € tomada como re-
feréncia. As demais configuracdes sem diferenca estatistica em relacao a ela no pos-
teste de Conover também sdo tratadas como equivalentes ao melhor resultado. Essa regra
define tanto a marcacdo em negrito nas tabelas de hipervolume quanto a contagem de
vitérias, empates e derrotas.

5. Resultados e Discussao

A Tabela 4 sintetiza, como vitorias/empates/derrotas, a comparagao direta de cada
variagdo com DVL contra o algoritmo Puro correspondente. Uma vitéria ocorre quando
a variacdo com DVL supera estatisticamente o algoritmo Puro correspondente. O empate
indica auséncia de diferenca estatistica, enquanto a derrota indica desempenho estatisti-
camente inferior ao Puro. Ja as Tabelas 5 e 6 apresentam o hipervolume médio (+ desvio
padrao) para 3 e 10 objetivos. Nessas tabelas, os valores em negrito indicam a melhor
média de cada cendrio e as configuragdes estatisticamente equivalentes a ela, conforme o
pos-teste de Conover. Por limitagdo de espaco, os valores médios de tempo sdo discutidos
apenas de forma agregada a partir da Tabela 4.

Tabela 4. Vitorias/Empates/Derrotas (V/E/D) de cada variacao MOEA + DVL contra
o algoritmo Puro correspondente.

Hipervolume (V/E/D) Tempo (V/E/D)

Algoritmo  Variagdo M =3 M =10 M=3 M=10

DVL25%  12/10/2 15/712 0/0/24 0/0/24
MOEA/D  DVL 50% 15/3/6 18/3/3 2/0/22 0/0/24
DVL 75% 15/1/8 18/1/5 2/0/22 0/0/24

DVL 25% 16/6/2 21/1/2 2/0/22 2/0/22
NSGA-II DVL 50% 17/4/3 22/0/2 2/0/22 2/0/22
DVL 75% 15/4/5 20/2/2 2/0/22 2/2/20

DVL 25%  5/6/13 5/7/12 2/0/22 3/2/19
NSGA-IIIT DVLS50%  5/5/14 6/3/15 3/1/20 4/0/20
DVL75%  5/4/15 5/5/14 4/2/18 4/0/20




Tabela 5. Hipervolume médio para as 12 configurac6es com 3 objetivos.

MOEA/D NSGA-II NSGA-IIT

Problema  Aval. Puro 25% 50% 75% Puro 25% 50% 75% Puro 25% 50% 75%
250 (1.85 £ 8.2T)e—4 (7.83 £ 1.25)e- (8.53£0.49)e—1  (7.25+32.43)e—3 (3.08 £ 2.12)e— (7.84£1.25)e—1 (8.52£0.49)e—1 (9.33+£0.28)e—1  (6.03 +£2.02)e—1
500 (9.86 + 17.32)e—2 (9. 1)4 =+ 0. GG)( 1 (8.42 £ 1.48)e—1 (8.63 £ 0.39)e— (8.92£0.59)e—1 (8.13+1.78)e—1 (9.95 +0.03)e—1

DTLZI 1000 (4.16 £ 3.46)e—1 ( (9.06 £ 0.28)e—1 e (9.00 £ 0.27)s (8.58 £ 0.67 1 (1.00+£0.00)e+0

- 1500 (5.75 £ 4.04)e—1 (9. (9.13 £ 0.54)e—1 (8.97+£0.31)e—1 (8.39+1.87)e—1 (1.00 + 0.00)e+0 .80)

10000 (9.73 £ 1.13)e—1 (9. e—. (9.86 £ 0.21)e—1 (9.70£0.14)e—1  (8.61 £0.66)e—1 (1.00 £ 0.00)e+0 (! (‘7 88 + 0. 1)8)1 1 (9.20 £ 0.40)s
100000 (1.00 = 0.00 (1. 0(1 +0. ()U)( +0 (1.00 £ 0.00)e+0 (6.91 £3.72)e—1  (9.00 £+ 1.22 1 (1.00+0.00)e+0 (1.00 £0.00)e+0  (1.00+0.00)e+0  (9.98 £ 0.08):
250 (7.16 £ 0. 1 (7. &Jil)l&): 1 (811 £0.18)e-1 (5.34 +0.64)e (6.41 £ 0.43)e (748 +027)e—1 (8.03+0.16)e—1 (7.58 £0.52)e—1 (7.67 £0.3T)e—1
500 (6.65 £ 0.5 (o-l/i()B 1 (7.45£0.49)e—1 (7.88 £ 0.41)e-1 (8.08 £ 0.26)e- 2 (8.69£0.17)e~1 (916 £0.10)e~1  (9.86 £0.05)e—1 (9.87 £ 0.06)e—1

DTLZ2 1000 (7.24£0.36)e—1  (7.72£0.51)e—1 (8.2 e (8.35 £ 0.49)e—1 (8.62£0.18)e—1 (897 £0.16)e~1  (9.65+0.36)e—1 (9.83£0.29)e—1 (9.78£0.22)e—1
1500 (748 £0.30)e—1 (823+0.39)e—1 (847 % l) 49)e—1 (8.17 £ 0.50)e—1 (8.64 £ 0.25)e—1 (8.99£0.18)e~1 (9.86£0.09)e—1 (9.77£0.52)e—1 (9.46 £ 1.06)e—1 .
10000 (811£0.31)e—1 (8.62+0.27)e—1 (8.44£0. >G)< 1 (8.50 £ 0.30)e—1 (6.93 4 0.36)e—1 (842+041)e—1 (9.79+0.88)e—1 (9.99£0.02)e—1 (9.94+0.16)e—1 (9.85+0.33)e—1
100000 (8.56 £ 0.18)e—1  (8.74 £ 0.13 1 (8.7 (8.71£0.21)e—1 () 34 4 () 35)e—1  (6.23£0.54)e—1 (6.51£0.53)e—1  (9.99£0.01)e—1 (9.99£0.01)e—1 (9.99£0.01)e—1 (9.99 +0.01)e—1
250 (1.91+228)e~1  (6.56 + 1.1 1 (9174023)e~1  (943+£0.11)e~1  (L79+1.97)e~1  (6.10+1.43)e—1 (9.14+0.22)e~1 (940 +0.10)e~1 (9.94+0.02)e~1 (783 +1.28)e—1  (9.34 +£0.1T)e—1  (9.49 +0.09)e—1
500 (6.24£2.90)e—1 (8914 1.56)e—1  (9.52+0.06)e—1  (9.53+0.03)e—1 (370 £ 1.50)e—1  (9.40£0.16)e—1 (9.50 £0.05)e—1 (9.52+0.01)e=1 (9.99+0.02)e—1 (942 0.15)e—1  (9.63 =0.04)e—1  (9.62 = 0.04)e—1

DTLZ3 1000 (9.55+0.43)e—1  (9.21 1 1 (9.74 £ 0.17)e—1 (6.95 + 1.94)e—1 (7.09+ 1.38)e~1  (9.67+0.04)e—1 (9.68+0.04)e—1 (6.48+1.80)e—1 (1.00+0.00)e+0 (9.93 4 0.09)e—1 (9.91 £0.11)e—1 (8.06 + 0.86)e—1
1500 (9.83£0.18)e—1  (9.65 £ 0.42 1 (8.73 £ 2.18)e—1 (5.04 £2.78)e—1 (8.79£0.83)e~1  (9.73£0.03)e~1 (8.28£0.86)e—1 (453 =2.61)e~1 (1.00+0.00)e+0 (9.98£0.01)e—1 (9.0 0.64)e—1 (5.26 £ 2.55)e—1
10000 (1.00£0.00)e+0  (1.00 £ 0.00)e+0  (9.98 £ 0.04)e—1 (9.92£0.11)e~1 (3.54£3.96)e—1  (9.96 £0.03)e~1 (9.89£0.04)e—1 (9.39 £0.30)e—1 (1.00 £ 0.00)e+0  (1.00 = 0.00)e+0 (9.99 £0.02)e—1 (9.71£0.19)e-1
100000 (1.00 £ 0.00)e+0  (1.00 +0.00)e+0  (1.00 = 0. 00)(+0 (1.00 £ 0.00)e+0  (2.78 Je—1  (8.62+3.02)e—1 (8.57+284)e—1 (9.97+0.12)e—1 (1.00£0.00)e+0 (1.00 £ 0.00)e+0 (1.00 +0.00)e+0 (1.00 = 0.00)e+0
250 (6.24£0.72)e—1  (8.03 4 0.42)e—1 (x. (9.27£0.25)c Je—1  (5.33 28)e—1  (8.22+0.67)e—1  (9.00 £ 0.36)e—1  (8.73 + 1.04)e—1 5. (9.31+£0.22)e—1  (9.38 +0.21)e—1
500 (7.71£049)e—1 (833 +0.36)e—1 (8. (9.20 £ 0.31) 1 1 (967+0.12)e=1  (9.63+0.11)e—1  (9.35+0.31)e—1 Je—1  (9.914+0.03)e—1  (9.89+0.02)e—1

DTLZ4 1000 (8.37+048)e—1  (8.84+0.35)e—1  (9.09 + 0 18)e=1  (9.29 +0.24)e—1 1 =1 (9.88£0.03)e—1  (9.89 £0.02)e—1  (9.68+0.36)e—1  (9.96 +0.02)e—1  (9.93+0.02)e—1  (9.92+0.01)e—1
1500 (8.50+0.49)e~1  (9.00+0.16)e~1  (9.04 +0.20)e~1  (9.21 +0.26)e—~1  (9.34 +0.18)e—1 1 (99140.02)e~1  (9.90+0.01)e~1  (9.73+0.51)e—~1 (997 +0.01)e~1 (9.96+0.01)e~1  (9.94+0.01)e—1
10000 (8.80+0.10)e—1 (8.69+0.15)e~1 (8.77+0.15)e~1  (8.89+0.13)e—1  (7.08 % 0.33)e—1 1 (7.93+0.29)e—~1 (9.37+0.17)e~1 (1.00+0.00)e+0  (9.98+0.00)e—1  (9.98=0.00)e—1  (9.98 = 0.00)e—1
100000 (8.55+0.25)e—1  (8.42+0.20)e—1  (8.43+0.30)e—1  (8.43+0.27)e—1  (5.62+0.19)e—1 1 (644+0.38)e—1 (6.69+0.44)e—1 (9.99+0.01)e—1 (9.99+0.00)e—1  (9.99 +0.00)e—1  (9.99 +0.00)e—1

Tabela 6. Hipervolume médio para as 12 configuracoes com 10 objetivos.
IOEA/D NSGA-II NSGA-TIT

Problema  Aval. Puro 25% 50% 75% Puro 25% 50% 75% Puro 25% 50% 75%
250 (1.85 £ 827)e—4 (313 +2.07)e—1 (7.83+1.25)e—1  (8.53+0.49)e—1 (7.25+3243)e-3 (3.08+2.12)e—1 (7.84+ 1.25)e—1 (8.52 £ 0.49)e- (9.33+£0.28)e—1  (6.03+2.02)e—1 (834 % L.14)e—1  (8.76 = 0.40)e—1
500 (9.86 £ 17.32)e—2  (8.81 +0.74)e—1  (9.04 £ 0.66)e—1  (8.42+ 1.48)e—1  (2.12+5.67)e 9)e (8.9240.59)e—1  (8.13+ 1.78)e (9.95+0.03)e—1  (8.72+0.39)e—1  (9.10+027)e—1 (837 + 1.74)e—1

DTLZI 1000 (416 £3.46)e—1  (8.55 £2.75)e— (9. ’bil)?J):—l (9.06 £ 0.28)e—1 (4.90 £8.07 (9.00 £0. 1 (8u8i001) (1.00 £ 0.00)e+0  (9.44 = 0.33)e—1 2+£0.32)e—1 (8.68 £0.72)e—1
1500 (5.75£4.04)e—1  (9.38 £ 1.35)e~1 (9 e— (9.13 £ 0.54)e—1 (1.29 4 1.55 (8.97+0.31 1 7)s (1.00 + 0.00)e+0  (9.45 + 0.58)e~1 0.46)e—1 (8.47 £ 1.80)e—1
10000 (9.73£1.13)e—1  (9.97 £ 0.04 (9 (9.86 £0.21)e—1 (1.04 £ 4.64)e—3 (9.70£0.14)e—1 (1.00 £ 0.00)e+0  (9.96 = 0.06)e—1 (9.88 £0.08)e—1 (9.20 £0.40)e—1
100000 (1.00 £ 0.00)e+0  (1.00 £ 0.00)e+0 (1 0() £ 0. ()[l)( +0 (100 £0.00)e+0  (3.57£15.73)e—2  (5.71 £ 4.10)e— (6.91 £ 3.72)e—1 (1.00 £ 0.00)e+0  (1.00 +0.00)e+0 (1.00 £ 0.00)e+0  (9.98 £ 0.08)e—1
250 (T16£0.22)e—1  (7.90+0.20)e—1  (7.89+0.18)e—1 (8.11+0.18)e—1  (780+0.14)e—1 (534 £0.64)e—1 (6.41£0.43)e—1 (7.48£027)e—1 (8.03+£0.16)c—1 (7.58+0.52)e—1  (7.67+0.37)e—1  (7.99 +0.23),
500 (6.65 + 0.56)e—1 (6.47 + 0.8 (7.45 +0.49)e—1 (7.88 £ 0.41)e—1 (8.1240.15)e—1 (8.084+0.26)e—1  (8.62+0.19)e—1  (8.69 +0.17)e—1 (9.16 +0.10)e—1 (9.86 +0.05)e—1 (9.87 + 0.06)e—1

DTLZ2 1000 (724 £036)e—1 (7724 051)e—1  (8.224+045)e—1  (8.35+0.49)e~1 (821 +£0.15)e~1  (8.62+0.18)e~1 (9.01£0.12)e~1 (8.97£0.16)e—1  (9.65+0.36)e—1 (9.83+0.29)e~1 (9.78 +0.22)e—1 1
1500 (748 £0.30)e—1  (8.23 +£0.39)e—1 (8.47 £ 0.49)e—1 (8.17 £ 0.50)e—1 (817+0.17)e—=1  (8.64+£0.25)e—1 (9.09+0.21)e—1 (8.99+0.18)e~1 (9.86+0.09)e—1 (9.77 £0.52)e—1  (9.46 + 1.06)e—1 1
10000 (8.11+0.31)e—1  (8.62+0.2 1 (8.44 £ 0.26)e—1 (8.50 + 0.30)e—1 (6.11+0.38)e~1  (6.93+0.36)e—1 (7.37+0.43)e—1 (8.42+041)e—1 (9.79+0.88)e—1 (9.99+0.02)e—1 (9.94+0.16)e—1 (9.85 +0.33)e—1
100000 (8.56 £ 0.18)e—1  (8.74 £0.13 (8.70 £ 0.19)e—1 (8.71 £ 0.21)e—1 (534 £0.35)e—=1  (6.23£0.54)e~1 (643 £0.55)e—1 (6.51 £0.53)e—1 (9.99£0.01)e~1 (9.99 +0.01)e—1 (9.99£0.01)e=1  (9.99 +0.01)e—1
250 (1.9 (6.56 +1.17)e—1  (9.17£0.23)e—1 (9. nin )e—1  (L79+1.97)e—1 (6.10+1.43)e—1 (9.14£0.22)e—1  (9.40 £ 0.10)e (9.94+0.02)e—1  (7.83+£1.28)e—1 (!
500 (6.2 (8914 1.56)e—1  (9.52 4 0.06)e (9. (3.70 £ 1.50)e—1 (940 £0.16)e—1  (9.50 +0.05)e—1  (9.52 % 0.01) (9.99£0.02)e—1 (9

DpTLZ3 1000 (9.55+0.43)e—1 (92141 1 (9.74£0.17)e (6 —1 (967 +0.04)e—1 (9.68+0.04)e—1  (6.48 % 1.80) (1.00 £ 0.00)e+0  (9.93 +0.09)e—1
1500 (9.83+0.18)e—1  (9.65 + 0. —1 (873 +2.18)e [)1)112 m) 1 1 (9.73+0. 1 (8.28+£0.86)e—1 (4.53 £ 2.61) (1.00 £ 0.00)e+0  (9.98 +0.01)e—1
10000 (1.00 £ 0.00)e+0 (1.00 £ 0.00)e+0 (9.98 +0.04)e—1 (9.92+0.11)e—1 1 (9.96 + 0.4 1 (9.89+0.04)e—1 (9.39 +0.30)e (1.00 + 0.00)e+0 (1.00 £ 0.00)e+0 (9.99 +0.02)e—1 9.
100000 (1.00 + 0.00)e+0  (1.00 + 0.00)e+0  (1.00 +0.00)e+0  (1.00 + 0.00)e+0 Je—1 (8.62+ Je—1 (857 +284)e—1  (9.97+0.12)e (1.00 £ 0.00)e+0  (1.00 +0.00)e+0  (1.00 +0.00)e+0  (1.00 + 0.00)e+0
250 (6.24+0.72)e—1  (8.03 £ 0.42)e—1  (8.91+0.35)e- (9.27£0.25)e—1  (7.29£0.71)e—1  (5.33+ 1.28)e—1 (8.22 4 0.67)e (9.00 £ 0.36)e—1  (8.73 £ 1. 04)(, 1 (879+056)e—1 (9.31+0.22)e—1 (9.38+0.21)e—1
500 (8.33+£0.36)e—1  (8.52+0.61)e (920 £0.31)e—1  (7.87£0.43)e—1  (9.53 £ 0.14)e—1 (9.63 £ 0.11)e—1 0. (9.934+0.03)e—1  (9.91+£0.03)e—1  (9.89+0.0 1

priza 1000 (8.84+0.35)e—1  (9.09 £ 0.18)e (929 £0.24)e—1  (8.82£0.31)e—1  (9.77 £ 0.06)e—1 (9.89 £ 0.0 1 e (9.96 4+ 0.02)e—1 £0.02)e—1  (9.92+0.01)e—1
1500 (9.00 £ 0.16)e—1 +0.20)e (9.21 + 0.2 1 (93440.18)e—1  (9.75 +0.04)e—1 (9.90 £ 0.01)e—1 (u 711(; l)e—1  (9.97+£0.01)e—1 (9.96+0.01)e—1  (9.94+0.01)e—1
10000 (8.69+0.15)e—1 (8. (8.89 £0.13)e—1 (7.0840.33)e—1 (7.37+0.44)e—1 (9.37£0.17)e—1  (1.00 £ 0.00)e+0 (9.98 £ 0.00)e—1 (9.98 £ 0.0 (9.98 £ 0.00)e—1
100000 (8424 0.20)e—1  (8.434+0.30)e—1  (8.43+0.27)e—1  (5.62+0.19)e—1  (6.42+0.53)e—1 (6.69 £ 0.44)e—1  (9.99+0.01)e—1 (9.99+0.00)e—1  (9.99+0.00)e—1  (9.99 £ 0.00)e—1

Efeito do DVL por algoritmo.

O impacto do DVL depende fortemente do algoritmo

(Tabela 4). Para MOEA/D e NSGA-II, o DVL melhora consistentemente o hipervolume:
com 10 objetivos, o NSGA-II + DVL 50% supera o NSGA-II Puro em 22 dos 24 cenérios,
e o MOEA/D + DVL 50% vence em 18. O NSGA-III € a excecdo, pois o DVL tende a
reduzir seu hipervolume. Esse comportamento ndo pode ser atribuido apenas ao uso de
pontos de referéncia, uma vez que 0o MOEA/D também utiliza dire¢Oes de busca definidas
por vetores de peso. Os resultados indicam, portanto, uma intera¢ao entre a populagcao
semeada pelo DVL e os mecanismos de sele¢do e atualizacdo de cada algoritmo, mas o
experimento ndo permite isolar a causa dessa diferenca.

Influéncia do problema. O beneficio do DVL é mais acentuado em DTLZ1 e DTLZ3,
cujos espacos multimodais fazem os algoritmos Puros estagnarem com hipervolume
proximo de zero nos menores or¢amentos (Tabelas 5 e 6). Nesses casos, a semeadura por
modelagem inversa fornece uma populacao inicial mais préxima da fronteira. No DTLZ2
as diferencas sdo menores, e no DTLZ4 o DVL ajuda a contornar o viés de densidade.

Efeito do nimero de objetivos. O ganho do DVL cresce com o nimero de objetivos
para MOEA/D e NSGA-II. Ao comparar M = 3 e M 10 na Tabela 4, observa-se
que o ndmero de vitérias aumenta em praticamente todas as fragdes. Isso € coerente
com a perda de poder da dominancia de Pareto em muitos objetivos, regime em que



uma boa populacdo inicial passa a ter maior peso. O NSGA-III mantém comportamento
desfavordvel em ambos os casos.

Escolha da fracao de orcamento. N&o hd uma fracdo uniformemente 6tima. Nos
or¢camentos mais baixos (250, 500, 1.000 e 1.500 avalia¢des), fracoes maiores (50% e
75%) tendem a gerar sementes melhores. Nos or¢camentos mais altos (10.000 e 100.000
avaliacoes), fracOes menores preservam mais avaliacdes para o refinamento evolutivo.
Fragdes excessivas podem prejudicar o desempenho, como ocorre em DTLZ3 com 10
objetivos. No conjunto, 50% mostra-se a escolha mais robusta.

Influéncia do orcamento total. A vantagem do DVL é mais evidente sob orcamentos
restritos, nos quais a qualidade obtida apds poucas avaliagdes é especialmente relevante.
Com 10.000 e, sobretudo, 100.000 avalia¢des, essa vantagem se reduz, pois os algoritmos
Puros dispdem de maior or¢amento para a busca evolutiva e alcancam ou superam as
variacoes com DVL em parte dos cendrios, como em DTLZ1 e DTLZ3 (Tabelas 5 e 6).
Essa distin¢do caracteriza um ganho em regimes de poucas avaliacdes, mas ndo sustenta
uma vantagem uniforme do DVL no desempenho final sob orcamentos elevados.

Tempo de execucao. Como mostra a Tabela 4, os algoritmos Puros sdo mais rdpidos
que praticamente todas as variacdes com DVL. Nas fun¢des DTLZ, a avaliaciao objetivo
¢ barata e o treinamento do modelo domina o tempo total. Portanto, o ganho de tempo
esperado com surrogates sO deve se materializar quando cada avaliacdo real for de fato
custosa.

6. Conclusoes

Este trabalho analisou o impacto do DVL Framework sobre trés MOEAs de paradigmas
distintos: MOEA/D, NSGA-II e NSGA-III. Para isso, variou-se de forma controlada a
fracdo do orcamento de avaliagdes dedicada a modelagem inversa (25%, 50% e 75%) e
comparou-se cada hibrido com o algoritmo original. A avaliacdo cobriu os problemas
DTLZ1-DTLZ4, com 3 e 10 objetivos, e seis orcamentos de avaliagdo. Foram realizadas
20 execugoes independentes por configuracao, e os resultados foram analisados com testes
estatisticos ndo paramétricos.

Os principais resultados mostram que o efeito do DVL depende do algoritmo. Ele
melhora significativamente o hipervolume do MOEA/D e do NSGA-II em orcamentos
restritos. Esse ganho aumenta com o numero de objetivos e € mais pronunciado nos pro-
blemas com maior dificuldade de convergéncia (DTLZ1 e DTLZ3). Em contrapartida, o
DVL tende a prejudicar o NSGA-III, cuja estratégia ja se apoia em pontos de referéncia.
A fracdo de 50% do orcamento revelou-se a escolha mais robusta, ao equilibrar a quali-
dade da populacao semeada e o orcamento disponivel para a busca evolutiva. Em funcdes
objetivo baratas, como as do benchmark DTLZ, o uso do DVL acarreta maior tempo de
execucao, pois o custo de treinar o modelo supera a economia de avaliagdes.

Como trabalhos futuros, pretende-se estender a andlise a um conjunto maior de
MaOPs da literatura e a problemas com avaliacdo efetivamente cara, em que o trade-off
entre qualidade e tempo podera favorecer o framework. Também se pretende investigar



por que o framework nio beneficia algoritmos baseados em pontos de referéncia, como
o NSGA-III, e estudar modelos de regressdo alternativos e estratégias adaptativas para
definir automaticamente a fra¢do de orcamento dedicada ao DVL ao longo da execucao.
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