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Abstract. This study evaluates the use of deep clustering methods for the auto-
matic generation of reference samples from satellite time series, applied to crop
mapping in Brazilian agricultural regions. It assesses EDESC (Efficient Deep
Embedded Subspace Clustering) and its semi-supervised extension (EDESC-
SS) across three regions—the Santana do São Francisco (SE) irrigation peri-
meter, the Pampa biome (RS), and the Cerrado—using data from MODIS and
Sentinel-2 satellites. EDESC-SS consistently outperforms the unsupervised ver-
sion, achieving accuracy gains of over 20 percentage points on filtered datasets.
Pre-processing also proved to be a significant factor: filtered time series yielded
better results in all regions. The findings indicate that deep subspace clustering
is a viable approach for reducing reliance on large volumes of annotated data
in agricultural remote sensing.

Resumo. O estudo avalia o uso de métodos de agrupamento profundo para a
geração automática de amostras de referência a partir de séries temporais sa-
telitais, aplicado ao mapeamento de cultivos em regiões agrı́colas brasileiras.
Avalia-se o EDESC (Efficient Deep Embedded Subspace Clustering) e sua ex-
tensão semi-supervisionada (EDESC-SS) em três regiões: o perı́metro irrigado
de Santana do São Francisco (SE), o bioma Pampa (RS) e o Cerrado, com da-
dos dos satélites MODIS e Sentinel-2. O EDESC-SS supera consistentemente
a versão não supervisionada, com ganhos de acurácia superiores a 20 pontos
percentuais nos conjuntos filtrados. O pré-processamento também demonstrou
influência relevante: séries temporais filtradas produziram resultados melhores
em todas as regiões. Os resultados indicam que o agrupamento profundo por
subespaços é uma abordagem viável para reduzir a dependência de grandes
volumes de dados anotados no sensoriamento remoto agrı́cola.



1. Introdução
O mapeamento de cultivos a partir de imagens satelitais é uma tarefa que está no centro de
diversas aplicações agrı́colas práticas, como estimativa de produção, controle de pragas e
apoio a polı́ticas públicas de segurança alimentar. Para isso, os métodos supervisionados
de aprendizado de máquina dependem de amostras de referência rotuladas, coletadas ge-
ralmente por campanhas de campo. Esse processo é caro, demorado e difı́cil de escalar
para grandes extensões territoriais, o que limita tanto a frequência quanto a cobertura dos
mapeamentos realizados.

Nas últimas décadas, o sensoriamento remoto de média resolução passou a ofe-
recer séries temporais densas que registram, pixel a pixel, a evolução fenológica das co-
berturas vegetais ao longo do ano [Banskota et al. 2014, Ferreira et al. 2020]. Satélites
como o MODIS e o Sentinel-2 tornaram viável o monitoramento contı́nuo de exten-
sas áreas agrı́colas, desde que se disponha de métodos capazes de explorar a dimensão
temporal dos dados. Nesse contexto, o aprendizado profundo tem mostrado resultados
expressivos no mapeamento de cultivos com séries temporais [Mohammadi et al. 2023,
Pham et al. 2024]: modelos baseados em redes convolucionais e transformers conseguem
capturar padrões fenológicos que distinguem diferentes tipos de cultivo. O problema é
que esses modelos exigem dados rotulados em quantidade suficiente para treinamento.
Em regiões com poucos levantamentos históricos, essa dependência se torna o principal
gargalo.

Uma alternativa que tem recebido atenção crescente é o agrupamento profundo
(deep clustering), métodos que combinam aprendizado de representação e agrupamento
em um único processo não supervisionado. Em vez de depender de rótulos, es-
ses métodos organizam os dados com base em regularidades aprendidas diretamente
das observações. Resultados recentes mostram que abordagens desse tipo são ca-
pazes de identificar zonas funcionais urbanas a partir de imagens de alta resolução
[Lin et al. 2024], classificar tipologias de paisagem com dados contı́nuos de sensoria-
mento remoto [Van Strien and Grêt-Regamey 2022], e detectar mudanças em grandes es-
calas sem supervisão [Gargees and Scott 2021].

Trabalhos anteriores do grupo de pesquisa demonstraram que métodos de agrupa-
mento aplicados a séries temporais de ı́ndices de diversidade agrı́cola conseguem revelar
estrutura espacial relevante nos municı́pios brasileiros [Silva et al. 2022]. A extração de
caracterı́sticas via autoencoder melhorou a separação de grupos em relação ao k-médias
direto sobre os dados brutos [Silva et al. 2023]. A extensão natural desses resultados é
investigar se métodos de agrupamento profundo de ponta, aplicados diretamente sobre
séries temporais espectrais, conseguem organizar pixels agrı́colas em grupos que corres-
pondem a tipos de cultivo sem depender de campanhas de rotulação exaustivas.

Neste trabalho, avaliamos o EDESC (Efficient Deep Embedded Subspace Cluste-
ring) [Cai et al. 2022] e sua versão semi-supervisionada (EDESC-SS) para geração au-
tomática de amostras em áreas de cultivo de três regiões com caracterı́sticas distintas: o
perı́metro irrigado de Santana do São Francisco (SE), o bioma Pampa (RS) e o Cerrado,
com séries temporais dos satélites MODIS e Sentinel-2. Testamos tanto dados com e
sem pré-processamento de filtragem de ruı́do, para quantificar o impacto da qualidade
dos dados sobre os resultados. As contribuições do trabalho são: (i) uma avaliação do
EDESC aplicado a séries temporais agrı́colas multibioma; (ii) a proposta e avaliação do



EDESC-SS, que incorpora um pequeno conjunto de rótulos de referência como âncoras
para os subespaços aprendidos; e (iii) uma análise do efeito do ruı́do nos dados sobre o
desempenho dos modelos.

2. Revisão de literatura

Mapeamento de cultivos com séries temporais satelitais

O uso de séries temporais multiespectrais para identificação de cultivos tem uma tra-
jetória longa no sensoriamento remoto. Trabalhos iniciais exploram a sazonalidade
de ı́ndices como o NDVI para distinguir arroz de outras culturas em paı́ses da Ásia
[Manjunath et al. 2015]. Com a disponibilização de imagens de maior resolução tem-
poral e espacial, como o Sentinel-2, a discriminação de cultivos em perı́odos fenológicos
especı́ficos tornou-se mais precisa. Ren et al. [Ren et al. 2020] mostraram que imagens
Sentinel-2 capturadas em decêndios crı́ticos do ciclo do milho permitem identificar cam-
pos de produção de sementes com boa separabilidade espectral. Li et al. [Li et al. 2021]
demonstraram que a escolha do ı́ndice de vegetação e do perı́odo fenológico impacta
diretamente a acurácia do mapeamento de trigo de inverno por limiarização de séries
temporais de NDVI.

Com o aprendizado profundo, o foco passou para arquiteturas capazes de aprender
representações das séries temporais sem engenharia manual de caracterı́sticas. Pham et al.
[Pham et al. 2024] introduziu codificação temporal com seleção aleatória de observações
para tornar modelos de mapeamento transferı́veis entre anos distintos, testando tanto
CNN 1D quanto transformers sobre séries densas Landsat e Sentinel-2. Esses resul-
tados reforçam que a representação temporal dos dados é um fator determinante para
generalização, mas que a dependência de dados de referência anuais permanece uma
limitação real.

Agrupamento profundo

A agrupamento profundo combina o aprendizado de representações latentes com obje-
tivos de agrupamento em uma única função de perda. A arquitetura mais comum é o
autoencoder: o encoder aprende uma projeção compacta dos dados, e o agrupamento
opera no espaço latente. Xie, Girshick e Farhadi [Xie et al. 2016] propuseram o DEC
(Deep Embedded Clustering), que otimiza centróides de cluster junto ao encoder usando
divergência KL entre uma distribuição de afinidade suave e uma distribuição refinada de
alta confiança. O DEC se tornou referência para métodos subsequentes por sua relativa
simplicidade e bons resultados em dados de imagem.

Cai et al. [Cai et al. 2022] propuseram o EDESC (Efficient Deep Embedded Subs-
pace Clustering), que parte de uma premissa diferente: em vez de organizar os dados em
torno de centróides pontuais, o método assume que cada grupo ocupa um subespaço linear
distinto no espaço latente. O EDESC aprende simultaneamente as representações laten-
tes e as bases dos subespaços associados a cada grupo, usando afinidade subspace como
medida de pertencimento. Diferentemente de métodos de agrupamento por subespaços
clássicos, como SSC e LRR, o EDESC tem complexidade linear no número de amos-
tras, tornando-o adequado para conjuntos de dados de escala real. Em benchmarks como
MNIST, Fashion-MNIST, STL-10 e REUTERS-10K, o método supera tanto métodos
clássicos quanto métodos de agrupamento profundo baseados em distância euclidiana.



Agrupamento profundo aplicada ao sensoriamento remoto
A transposição de métodos de deep clustering para imagens satelitais é relativamente
recente. [Van Strien and Grêt-Regamey 2022] propuseram um framework não supervi-
sionado baseado em redes convolucionais para identificar tipologias de paisagem direta-
mente de imagens contı́nuas, sem converter os dados em métricas de paisagem. O método
superou abordagens tradicionais de agrupamento em qualidade de cluster e mostrou que
padrões espaciais finos, não capturáveis por métricas discretas, são detectáveis via apren-
dizado profundo. Gargees et al. [Gargees and Scott 2021] aplicaram clustering profundo
de caracterı́sticas visuais para detecção de mudanças em larga escala a partir de imagens
de satélite de alta resolução, operando em múltiplos nı́veis de detalhe sem supervisão. Lin
et al. [Lin et al. 2024] utilizaram DEC aplicado a caracterı́sticas de edifı́cios extraı́das de
imagens de alta resolução para segmentar zonas funcionais urbanas, demonstrando que
o agrupamento profundo pode substituir a classificação supervisionada em cenários onde
rótulos detalhados não estão disponı́veis.

No contexto agrı́cola especificamente, a literatura ainda é escassa. Os traba-
lhos do grupo de pesquisa que motivam este estudo exploram autoencoder combinado
com k-médias e mapas auto-organizáveis sobre dados de painel de diversidade agrı́cola
[Silva et al. 2023], obtendo resultados que superam o k-médias direto mas que ainda fi-
cam distantes dos métodos de agrupamento profundo aplicados a séries temporais espec-
trais. O presente trabalho é uma extensão direta dessa linha: em vez de dados tabulares de
diversidade, operamos sobre séries temporais de bandas espectrais e ı́ndices de vegetação,
e em vez de autoencoder seguido de agrupamento separado, usamos um método de agru-
pamento profundo end-to-end.

3. Materiais e Métodos
3.1. Remoção de ruı́dos em dados amostrais espaço-temporais
A análise de dados de sensoriamento remoto está sujeita à presença de ruı́dos, que consis-
tem em variações indesejadas ou perturbações no sinal original capturado pelos sensores.
A radiação eletromagnética interage com a atmosfera antes de atingir o sensor, a absorção
por gases e aerossóis alteram a radiância registrada. Embora frequentemente tratados
como calibração radiométrica, as variações abruptas de neblina ou cobertura de nuvens
atuam como ruı́dos severos que mascaram os dados úteis.

A remoção dos ruı́dos é feita para tratar as variações de neblina e nuvens, o
método utilizado baseia-se num modelo que combina a rede neural não supervisionada
Mapa Auto Organizável para ordenamento dos dados e a teoria bayesiana para determi-
nar e seleccionar os dados utilizados baseados na qualidade da informação sem a neces-
sidade de passos ulteriores de validação por um especialista humano. O método usado
[Oliveira et al. 2025] prevê a aplicação do algoritmo de eliminação de dados atı́picos ba-
seado na densidade dos pontos amostrais antes do treinamento da rede neural, a aplicação
de um algoritmo de clusterização sobre a mesma rede neural antes de aplicar a teoria
bayesiana.

3.2. Áreas de estudo e dados multiespectrais
Os dados correspondem a um conjunto de dados longitudinais com bandas multiespectrais
e ı́ndices (EVI, NDVI, MIR e NIR) de diferentes sensores e satélites para quatro diferen-
tes regiões agrı́colas dos biomas Cerrados, Pampa e Mata Atlântica. As séries temporais



foram obtidas de dois produtos satelitais com caracterı́sticas distintas: o MODIS Terra
MOD09A1, com resolução espacial de 500 m e compósitos de 8 dias, e o Sentinel-2 MSI,
com resolução de 10 m e revisita de 5 dias. O produto Sentinel-2-16 utilizado neste traba-
lho corresponde a compósitos de 16 dias derivados da plataforma Google Earth Engine.
Para cada pixel, a série temporal abrange um ciclo agrı́cola completo, de modo que os
padrões de crescimento, senescência e colheita de cada tipo de cultivo sejam representa-
dos nos dados.

Figura 1. *
(a) Santana do São Francisco

(Mata Atlântica): bandas
multiespectrais e ı́ndices de
vegetação (EVI, NDVI) do

satélite Sentinel-2, perı́odo de
janeiro a dezembro de 2024.

Figura 2. *
(b) Bioma Cerrado: ı́ndices

espectrais (NIR, MIR, NDVI,
EVI) dos satélites Sentinel-2 e
MODIS, perı́odo de julho de

2019 a agosto de 2020.

Figura 3. *
(c) Bioma Pampa: bandas

espectrais do visı́vel ao
infravermelho próximo (B02,
B03, B04, B08) e ı́ndices de
vegetação (EVI, NDVI) do

satélite Sentinel-2.

Figura 4. Localização das áreas de estudo.

3.3. Fluxograma

Aquisição de imagens de satélite
MODIS e Sentinel-2 · regiões SSF, Pampa e Cerrado

Dado bruto Dado filtrado

Sem tratamento Com filtragem de ruı́do

Extração de ı́ndices espectrais
NDVI · EVI · NIR · MIR

Autoencoder profundo (EDESC)
Aprendizado de representações latentes por subespaços discriminativos com métodos não supervisionado e semi-supervisionado

Avaliação do agrupamento
ACC · NMI · ARI

Figura 5. Fluxograma da metodologia de agrupamento de séries temporais
agrı́colas.

Este trabalho investiga métodos de agrupamento profundo aplicados à identificação au-
tomática de áreas de cultivo a partir de séries temporais de sensoriamento remoto. Cada



amostra representa um pixel ou região agrı́cola descrita por uma sequência temporal de
atributos espectrais e ı́ndices de vegetação (em especı́fico, bandas espectrais, NDVI, EVI),
refletindo padrões fenológicos associados a diferentes tipos de cultivo.

Diferentemente de abordagens supervisionadas, os métodos avaliados não assu-
mem conhecimento prévio completo das classes agrı́colas, sendo capazes de organizar os
dados com base em regularidades espectro-temporais aprendidas diretamente dos dados.

Duas versões de cada base de dados foram avaliadas: uma sem tratamento prévio,
mantendo os ruı́dos tı́picos de cobertura de nuvens e falhas de aquisição, e uma versão
filtrada, na qual séries com ruı́dos foram identificadas e corrigidas. Essa comparação per-
mite quantificar o quanto o ruı́do impacta a capacidade dos modelos de encontrar estrutura
latente nos dados.

3.4. Modelos de Agrupamento profundo

Figura 6. Diagrama do modelo de agrupamento profundo EDESC.
Fonte:[Lixing Tan 2026].

Para ambos os modelos avaliados, emprega-se um autoencoder profundo como
mecanismo de aprendizado de representações. O autoencoder projeta cada série temporal
em um espaço latente de menor dimensionalidade, preservando as principais variações
espectro-temporais associadas ao desenvolvimento dos cultivos, enquanto o decoder
busca reconstruir a entrada original a partir dessa codificação compacta.

O treinamento inicial do autoencoder é realizado de forma não supervisionada,
minimizando o erro de reconstrução. Essa etapa permite capturar padrões fenológicos
não lineares relevantes antes da aplicação dos métodos de agrupamento profundo.

3.4.1. Deep Embedded Subspace Clustering

O Efficient Deep Embedded Subspace Clustering (EDESC) [Cai et al. 2022] assume que
os dados pertencem a subespaços latentes distintos, em vez de se organizarem em torno



de centróides pontuais. Essa hipótese é particularmente adequada ao contexto agrı́cola,
no qual amostras do mesmo cultivo podem apresentar variações intra-classe significativas,
decorrentes de condições edafoclimáticas, práticas de manejo e ruı́dos de aquisição.

O EDESC realiza o agrupamento diretamente no espaço latente com base na
hipótese de que diferentes tipos de cultivo ocupam subespaços distintos, caracteri-
zados por padrões fenológicos especı́ficos. O modelo aprende simultaneamente as
representações latentes, as bases dos subespaços e as afinidades entre amostras e clus-
ters. A afinidade de cada amostra zi em relação ao j-ésimo subespaço D(j) é dada por:
sij =

∥z⊤i D(j)∥2F+ηd∑
j(∥z⊤i D(j)∥2F+ηd)

,

onde η controla a suavidade das atribuições e d é a dimensão do subespaço. Uma
distribuição refinada S̃ é calculada a partir de S para enfatizar atribuições de alta
confiança, e o objetivo de agrupamento minimiza a divergência KL entre as duas:
LSub = KL(S̃∥S),

A função de perda total combina a reconstrução do autoencoder com o ob-
jetivo de agrupamento e um termo de regularização sobre as bases dos subespaços
[Cai et al. 2022]: L = LRecon +DCons + βLSub,

onde β pondera a contribuição do objetivo de agrupamento.

3.4.2. Extensão semi-supervisionada: EDESC-SS

Um regime semi-supervisionado é adotado na variante EDESC-SS, na qual uma pe-
quena fração das amostras possui rótulos de referência. Esses rótulos são utilizados
exclusivamente como termo auxiliar na função de perda, atuando como âncoras para
os subespaços, sem descaracterizar o aprendizado predominantemente não supervisio-
nado. A hipótese é que, com subespaços devidamente ancorados, o modelo seja capaz
de generalizar as classes para regiões do espaço latente não cobertas pelos rótulos de
referência. Para esse caso foi utilizada uma estratégia baseada na perda de entropia cru-
zada, LSup = − 1

|Ω|
∑

i∈Ω log(si,yi). Essa restrição de entropia cruzada atua ancorando os
subespaços a classes fenológicas reais a partir de um número reduzido de amostras conhe-
cidas. Ao forçar a separação correta dessas âncoras no espaço latente, o modelo propaga
essa organização geométrica para as demais amostras não rotuladas durante a otimização
conjunta. Isso mitiga a sobreposição de clusters e garante a descoberta de subespaços
mais discriminativos, melhorando a generalização.

Esse mecanismo é relevante no contexto de mapeamento agrı́cola: em vez de
exigir rotulação completa de toda a área de estudo, L = LRecon +DCons + βLSub + γLSup.
Adotou-se o intervalo de hiperparâmetros, como as dimensões dos subespaços e o peso da
regularização (β), conforme as especificações validadas na proposição original do EDESC
[Cai et al. 2022] e a proporção de amostras rotuladas (Ω) adotada como referência durante
o treinamento foi de 5% do total da base de dados.

Assim, o EDESC-SS opera com um subconjunto pequeno de amostras verificadas
em campo, deixando o restante da classificação a cargo do aprendizado não supervisio-
nado.



3.4.3. Métricas de avaliação

A avaliação de algoritmos de agrupamento ou de aprendizado não supervisionado, quando
os rótulos verdadeiros estão disponı́veis, exige métricas robustas para medir a con-
cordância entre as partições geradas pelo modelo e as classes reais. Entre as métricas
mais utilizadas na literatura, destacam-se a Acurácia (ACC), a Informação Mútua Nor-
malizada (NMI) e o Índice de Rand Ajustado (ARI).

A Acurácia mede a proporção de amostras que foram agrupadas corretamente
em relação aos rótulos verdadeiros. Como os algoritmos de agrupamento geram rótulos
semânticos arbitrários, o cálculo da ACC em tarefas não supervisionadas requer o ma-
peamento prévio entre os rótulos preditos e os rótulos reais. A Informação Mútua Nor-
malizada é uma métrica que quantifica a quantidade de informação compartilhada entre
a partição verdadeira e a partição gerada pelo algoritmo. A vantagem do NMI é que ele
é independente dos valores absolutos dos rótulos, não exigindo o mapeamento prévio ne-
cessário para a ACC. A normalização é aplicada para escalar o valor para um intervalo
fixo, corrigindo o viés da Informação Mútua pura em relação ao número de grupos. O
Índice de Rand Ajustado avalia a similaridade entre duas partições considerando todos os
pares de amostras e contando os pares que foram atribuı́dos ao mesmo grupo ou a grupos
diferentes, tanto na partição verdadeira quanto na predita. O ajuste pelo acaso (adjusted
for chance) garante que agrupamentos aleatórios retornem um valor próximo a zero.

4. Resultados e Discussão

Os testes foram feitos para as bases de dados de Santana de São Francisco (SSF), Cerrado
e Pampa obtidas através dos satélites MODIS e Sentinel-2-16. Para cada região foram
testadas duas bases de dados, uma filtrada e não filtrada(com ruı́dos), a fim de entender o
impacto do ruı́do sobre o desempenho dos modelos.

Tabela 1. Resultados do EDESC e EDESC-SS nas bases de dados agrı́colas.

Base Algoritmo Métricas

ACC NMI ARI

SSF
EDESC 0.413 0.169 0.172
EDESC-SS 0.615 0.334 0.347

SSF Filtrado
EDESC 0.490 0.500 0.313
EDESC-SS 0.844 0.603 0.651

Pampa
EDESC 0.690 0.610 0.507
EDESC-SS 0.804 0.706 0.665

Pampa Filtrado
EDESC 0.770 0.625 0.610
EDESC-SS 0.827 0.730 0.756

Cerrado MODIS
EDESC 0.357 0.225 0.177
EDESC-SS 0.442 0.313 0.233

Cerrado MODIS Filtrado
EDESC 0.649 0.603 0.506
EDESC-SS 0.735 0.663 0.614



A Tabela 1 consolida os resultados do EDESC e do EDESC-SS sobre todas as ba-
ses de dados agrı́colas, nas versões com e sem filtragem. Em todas as regiões e condições
de dados, o EDESC-SS supera o EDESC não supervisionado nas três métricas avaliadas
— ACC, NMI e ARI. O ganho é especialmente expressivo no Pampa, onde a acurácia
passa de 0,690 para 0,804 nos dados sem filtragem, e no SSF, onde o modelo não supervi-
sionado apresenta maior dificuldade de separar as classes. O Cerrado MODIS apresenta
os resultados mais modestos em ambas as versões, o que se atribui a maior variedade de
coberturas vegetais nativas e à resolução espacial limitada do MODIS em regiões com
padrões de uso fragmentado.

Os ganhos observados em todas as regiões e versões avaliadas confirmam a
eficácia do método de remoção de ruı́dos descrito na Seção 3 [Oliveira et al. 2025]: em
nenhum caso a versão filtrada teve desempenho pior que a versão bruta correspondente,
o que indica que a etapa de filtragem, baseada em Mapas Auto-Organizáveis e teoria
bayesiana, remove de fato os artefatos de neblina e cobertura de nuvens que mascara-
vam a estrutura fenológica explorada pelo EDESC e pelo EDESC-SS. No SSF filtrado,
o EDESC-SS alcança acurácia de 0,844, contra 0,615 no dado não filtrado — diferença
de cerca de 23 pontos percentuais. O Cerrado MODIS filtrado apresenta o ganho mais
expressivo para o EDESC puro, com acurácia subindo de 0,357 para 0,649, o que indica
que boa parte da dificuldade do modelo nessa região se deve à presença de ruı́do nas
séries temporais e não apenas à complexidade intrı́nseca das classes. No Pampa, o ganho
com filtragem é menor, pois o sinal fenológico já é bem separável mesmo na presença de
algum ruı́do, caracterı́stica associada à maior homogeneidade de cultivo na região.

5. Conclusões e Trabalhos Futuros
A extensão semi-supervisionada EDESC-SS melhorou os resultados em todas as
configurações testadas, o que sugere que o modelo de subespaços se beneficia de um pe-
queno conjunto de âncoras de referência para convergir para soluções mais interpretáveis.

Dois achados têm implicação prática direta. Primeiro, o pré-processamento das
séries temporais não é opcional: dados com ruı́do de nuvens e falhas de aquisição degra-
dam substancialmente os resultados, particularmente nas regiões de maior complexidade
espectral. Segundo, mesmo com filtragem aplicada, o desempenho varia consideravel-
mente entre regiões: o Pampa e o SSF respondem melhor ao método do que o Cerrado
MODIS, o que indica que a resolução espacial do sensor e a heterogeneidade das cober-
turas vegetais continuam sendo fatores limitantes.
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