
Clusterização e Visualização Espacial do IQE em Sergipe:
Identificação de Padrões e Desigualdades no Âmbito do
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Abstract. Faced with quality and equity challenges in Brazilian education, the
state of Sergipe established the ICMS-Social Program, which redistributes a
portion of the Tax on the Circulation of Goods and Services (ICMS) based on
educational indices, such as the Municipal Educational Quality Index (IQE).
In this context, this study uses data clustering from the IQE calculation years,
alongside choropleth maps, to identify similarities among municipalities. The
clustering revealed three performance profiles, ranging from highest to lowest,
which remained stable across the three years analyzed. Furthermore, their geo-
graphic distribution followed that of the IQE, reinforcing the consistency of the
groups and helping identify municipalities requiring priority attention.

Resumo. Diante dos problemas de qualidade e equidade na educação bra-
sileira, o estado de Sergipe criou o Programa ICMS-Social, que redistribui
parte do Imposto sobre Circulação de Mercadorias e Serviços (ICMS) com base
em ı́ndices educacionais, como o Índice Municipal de Qualidade Educacional
(IQE). Nesse contexto, este trabalho utiliza a clusterização dos dados dos anos
de apuração do IQE e mapas coropléticos para identificar similaridades en-
tre os municı́pios. Os agrupamentos revelaram três perfis de desempenho, do
melhor ao mais baixo, estáveis nos três anos analisados, e sua distribuição no
mapa acompanhou a do próprio IQE, o que reforça a consistência dos grupos
e ajuda a identificar os municı́pios que demandam atenção prioritária.

1. Introdução
A Educação no Brasil enfrenta desafios significativos em termos de equidade e qualidade,
que refletem no acesso dı́spar à educação e nos baixos ı́ndices de desempenho acadêmico,
em especial em regiões estruturalmente e socialmente vulneráveis. Na edição de 2022 do



Programa Internacional de Avaliação de Alunos (PISA), o Brasil obteve uma média de
379 pontos em matemática, 410 em leitura e 403 em ciências, ficando abaixo da média
da Organização para a Cooperação e Desenvolvimento Econômico (OCDE)1. Os resulta-
dos demonstram que a situação em que o Brasil se encontra é crı́tica, tornando essencial
compreender os padrões de evolução educacional para embasar polı́ticas públicas.

As reformas educacionais no Ceará têm sido amplamente estudadas e debatidas,
particularmente no que diz respeito às polı́ticas de incentivo financeiro baseadas no de-
sempenho e às estratégias de apoio técnico para aprimorar a qualidade da educação. Dessa
forma, observando o cenário do Ceará, onde essas polı́ticas são aplicadas há décadas, e
seus resultados [Oliveira et al. 2026], o Governo do Estado de Sergipe instituiu o Pro-
grama ICMS-Social2, com a finalidade de, a partir do Imposto sobre Circulação de Merca-
dorias e Serviços (ICMS), criar uma redistribuição baseada nos indicadores educacionais,
bem como o programa de apoio Sergipe na Idade Certa3. O primeiro é focado no modelo
de transferência de recursos com base no desempenho educacional municipal, enquanto o
segundo visa à assistência técnica e ao apoio pedagógico para fortalecer a gestão escolar
e a aprendizagem dos alunos, melhorando os ı́ndices educacionais municipais.

Para promover a melhoria da qualidade da educação por meio dos recursos des-
tinados aos municı́pios, o Governo de Sergipe promulgou o Decreto n.º 40.540, de 5 de
março de 20204. Esse decreto estabelece o critério de distribuição da parcela do ICMS,
baseado no Índice Municipal de Qualidade da Educação do Municı́pio (IQE) o qual esse
trabalho concentra-se e no Índice Municipal de Qualidade da Saúde (IQS). Em termos
percentuais, a distribuição, que vigorará integralmente a partir de 20265, destina 18% ao
IQE, 3% ao IQS e 4% à parcela igualitária, totalizando 25%.

Com vistas a acompanhar e avaliar os impactos dessa polı́tica, a análise de dados
educacionais, estimulada pelo aumento exponencial do volume de informações escola-
res disponı́veis, bem como pelo avanço das técnicas de visualização de dados, tem se
mostrado relevante para compreender e solucionar problemas complexos, além de iden-
tificar correlações que auxiliam na tomada de decisões, principalmente no campo das
polı́ticas públicas, em que desafios sociais e econômicos requerem estratégias eficientes
[Williamson 2016].

O objetivo geral deste trabalho é analisar e mapear o desempenho educacional
dos municı́pios sergipanos, agrupando-os com o algoritmo k-means a partir das variáveis
que compõem o IQE e representando os resultados em mapas coropléticos. Especifica-
mente, busca-se organizar os dados públicos das apurações de 2023, 2024 e 2025, definir
o número de grupos pelo método do cotovelo e pelo coeficiente de silhueta, caracterizar o
perfil de cada agrupamento a partir de seus centroides e comparar espacialmente os grupos
obtidos ao gradiente do próprio ı́ndice. Diante da ausência de literatura que avalie o im-
pacto do Programa ICMS-Social na educação de Sergipe, foi desenvolvido um protótipo
que oferece uma nova perspectiva para o monitoramento dessas polı́ticas, permitindo que

1https://g1.globo.com/educacao/noticia/2023/12/05/ranking-da-educacao-brasil-esta-nas-ultimas-
posicoes-no-pisa-2022-veja-notas-de-81-paises-em-matematica-ciencias-e-leitura.ghtml

2https://legislacao.se.gov.br/visualizar/lei-ordinaria/8628
3https://icmssocial.se.gov.br/regime-de-colaboracao-entre-estado-e-municipios/
4https://legislacao.se.gov.br/visualizar/decreto-numerado/40.540
5https://icmssocial.se.gov.br/o-que-e-o-icms-social/



gestores e pesquisadores explorem os dados de forma mais eficaz. Como contribuição, o
trabalho oferece uma leitura dos 75 municı́pios sergipanos em perfis de desempenho e um
instrumento visual que apoia a identificação dos municı́pios que demandam assistência
técnica prioritária.

2. Trabalhos Relacionados

Estudos sobre a experiência do Ceará apontam um problema na qualidade da educação
decorrente da distribuição não proporcional dos recursos federais investidos. O
mesmo estudo destaca que reformas educacionais implementadas no estado con-
tribuı́ram significativamente para a melhoria dos resultados educacionais dos municı́pios
[Oliveira et al. 2026]. Entre essas reformas, destaca-se a adoção de mecanismos de incen-
tivo que vinculam parte dos repasses financeiros aos municı́pios ao desempenho educaci-
onal de suas redes de ensino, medido por indicadores pré-estabelecidos, como o Índice de
Qualidade Educacional (IQE), calculado com base nos resultados de avaliações aplicadas
pela Secretaria da Educação do Estado aos estudantes do ensino fundamental.

Assim como [Oliveira et al. 2026], o estudo de [de Melo Silva et al. 2025] busca
compreender fatores associados ao desempenho educacional dos municı́pios brasileiros.
Contudo, sua abordagem é voltada à análise de dados educacionais, fornecidos pelo Insti-
tuto Nacional de Estudos e Pesquisas Educacionais Anı́sio Teixeira (INEP), referentes aos
ı́ndices das escolas públicas no ensino fundamental. Por meio da técnica de clusterização
com o algoritmo k-means, o trabalho identifica grupos com caracterı́sticas semelhantes,
possibilitando a análise de estratégias eficientes para a melhoria da situação no sistema de
educação brasileiro, a partir da revisão do repasse econômico entre municı́pios.

Nesse contexto, o estudo de [Catalino Piquet et al. 2024] apresenta uma análise da
situação do governo do México, utilizando como base os seus indicadores educacionais.
Diferentemente do método adotado por [de Melo Silva et al. 2025], o trabalho destaca
a importância de encontrar uma solução focada em um melhor aproveitamento dos da-
dos recolhidos. Argumenta-se que, embora exista atualmente uma enorme quantidade de
dados, não há uma visualização adequada dessas informações; como solução, o estudo
aponta para a criação de dashboards com o intuito de auxiliar na visualização e, con-
sequentemente, na interpretação dos dados, no reconhecimento de possı́veis falhas nas
polı́ticas educacionais atuais e na elaboração de estratégias para melhorá-las.

Em sı́ntese, os trabalhos relacionados evidenciam diferentes abordagens para a
análise e visualização de indicadores educacionais, variando quanto ao escopo geográfico,
às fontes de dados, às técnicas empregadas e aos objetivos propostos. A Tabela 1 apre-
senta uma comparação entre esses estudos e destaca as principais diferenças em relação à
proposta deste trabalho.

3. Metodologia

Esta seção tem como objetivo apresentar a base de dados utilizada neste trabalho e a meto-
dologia adotada para sua análise. São descritas a origem dos dados referentes ao Índice de
Qualidade Educacional (IQE) dos municı́pios sergipanos, suas principais caracterı́sticas
e as etapas de pré-processamento realizadas para viabilizar as análises. Em seguida, são
detalhadas as técnicas utilizadas para a identificação de padrões de similaridade entre os



Tabela 1. Comparação entre trabalhos relacionados.

Trabalho Escopo Dados Técnica Foco
Oliveira et al.
(2026)

Ceará Indicadores de re-
forma educacio-
nal

Análise de
eficiência / quali-
dade

Avaliação do mo-
delo de incentivo fi-
nanceiro

de Melo Silva et
al. (2025)

Brasil (mu-
nicı́pios)

INEP, ensino fun-
damental

k-means Identificação de gru-
pos por desempenho
educacional

Catalino Piquet
et al. (2024)

México Indicadores edu-
cacionais gover-
namentais

Dashboard Visualização para
apoio à decisão

Este trabalho Sergipe (75
municı́pios)

IQE/SAESE
2023–2025

k-means + mapas
coropléticos

Visualização es-
pacial e temporal
comparada ao gradi-
ente do ı́ndice

municı́pios, com destaque para a aplicação do algoritmo de clusterização k-means. Pos-
teriormente, são apresentados os métodos de visualização para representar os resultados
e facilitar a interpretação dos indicadores educacionais.

3.1. Banco de Dados e Pré-processamento

Os resultados da apuração do Índice de Qualidade Educacional (IQE) referentes aos anos
de 2023, 2024 e 2025 foram utilizados como base de dados neste estudo, uma vez que
correspondem às únicas apurações disponibilizadas até o momento. Esses dados são pro-
duzidos pela Comissão Especial do Programa ICMS Social em conjunto com a Secretaria
de Estado da Fazenda de Sergipe (Sefaz-SE) e encontram-se publicamente disponı́veis
no portal do programa6, o que permite a replicação e a verificação independente deste
estudo. Foram incluı́dos na análise os 75 municı́pios sergipanos, correspondendo à totali-
dade dos municı́pios com apuração publicada pelo programa nos três anos considerados,
não havendo casos de exclusão por ausência de dados. O pré-processamento consistiu
na reorganização e separação dos dados disponibilizados, alterando o nome das colunas
para um padrão que facilitasse a análise com a biblioteca Pandas7 e mantendo somente as
colunas a serem utilizadas. Ao final, obtiveram-se quatro conjuntos de dados: um com
os valores do IQE dos três anos de apuração e outros três, um por apuração, contendo os
resultados das provas do Sistema de Avaliação da Educação Básica de Sergipe (SAESE)
que fundamentam o cálculo do ı́ndice.

A formulação do IQE é feita a partir de 95% do Índice Municipal de Melhoria
da Aprendizagem (IMA) e 5% do Índice de Aumento de Equidade (IAE). O IMA, por
sua vez, é composto por 50% do Índice de Qualidade da Alfabetização (IQA), formulado
pelo resultado dos educandos do 2º ano do Ensino Fundamental (EF) em Alfabetização na
prova do SAESE; 45% do Índice de Qualidade do Ensino Fundamental (IQF), formulado
pelos resultados no SAESE dos educandos do 5º ano do EF em Português e Matemática; e
5% da Média da Taxa de Aprovação dos educandos do 1º ao 5º ano do EF. Por fim, o IAE
é calculado usando os resultados dos estudantes do 5º ano do EF no Indicador de Nı́vel

6https://icmssocial.se.gov.br/apuracao-dos-resultados-em-2023/
7https://pandas.pydata.org/



Socioeconômico (INSE), o qual tem como base as respostas do questionário de contexto
socioeconômico do SAESE.

Cada conjunto anual de dados do SAESE reúne 27 variáveis por municı́pio, utili-
zadas como entrada da clusterização. Para a apuração de 2023, que considera as edições
de 2021 e 2022 da avaliação, as variáveis correspondem à Taxa de Aprovação dos edu-
candos do 1º ao 5º ano do EF e, para cada edição das provas de Matemática (MAT) e
Lı́ngua Portuguesa (LP), aplicadas ao 5º ano, e de Alfabetização (ALFB), aplicada ao
2º ano, à taxa de participação, à média de proficiência e aos percentuais de estudantes
por padrão de desempenho: Muito Crı́tico e Adequado, em MAT e LP, e Não Alfabeti-
zados, Alfabetização Incompleta e Alfabetização Desejável, em ALFB. Essas variáveis
abrangem, portanto, indicadores de rendimento, participação e nı́veis de proficiência.
As apurações de 2024 e 2025 seguem a mesma estrutura, alterando apenas os anos das
edições consideradas, conforme estabelecido pela legislação do programa8.

3.2. Processo de Visualização

Clusterização: A utilização da clusterização neste estudo foca em identificar padrões de
similaridade entre os municı́pios sergipanos a partir dos indicadores educacionais utiliza-
dos na composição do IQE. Diferentemente das análises baseadas exclusivamente em
rankings, o método de agrupamento permite identificar conjuntos de municı́pios que
apresentam caracterı́sticas semelhantes, mesmo quando ocupam posições distintas na
classificação geral.

O agrupamento foi conduzido separadamente para cada ano de apuração, já que
cada uma constitui um retrato independente. A escolha do algoritmo partiu de três requi-
sitos impostos pelos dados e pelo objetivo do trabalho. O método precisa operar sobre
variáveis numéricas e contı́nuas, natureza das 27 variáveis do SAESE, para as quais não
há registros ausentes entre os 75 municı́pios. Precisa também atribuir um grupo a to-
dos os municı́pios, pois o mapa coroplético não admite unidades sem classificação. Por
fim, precisa fornecer um perfil médio por grupo, insumo da etapa seguinte, em que os
agrupamentos são ordenados em melhor, intermediário e baixo desempenho. O k-means
atende aos três, é um método particional baseado em distância euclidiana, classifica to-
das as observações e representa cada grupo por um centroide, que corresponde ao perfil
médio dos municı́pios nele contidos. Soma-se a isso a comparabilidade metodológica com
[de Melo Silva et al. 2025], que aplica o mesmo algoritmo a indicadores educacionais de
municı́pios brasileiros.

Para determinar o número de cluster (k), combinaram-se o método do cotovelo
e o coeficiente de silhueta. O primeiro analisa a inércia, soma das distâncias entre
cada observação e o centroide de seu cluster, que decresce à medida que k aumenta
o ponto de maior inflexão da curva, o ”cotovelo”, indica o número adequado de gru-
pos [Thorndike 1953] [Marutho et al. 2018] [Cui et al. 2020]. O segundo varia entre -
1 e 1 e mede simultaneamente a coesão interna e a separação entre grupos, sendo va-
lores próximos de 1 indicativos de agrupamentos bem delimitados [Rousseeuw 1987]
[Bholowalia and Kumar 2014]. Os dois são complementares o cotovelo considera ape-
nas a compacidade interna dos grupos e depende da inspeção visual da curva, enquanto a

8https://api.legislacao.se.gov.br/uploads/atos/23942/DN-40540-2020-atualizado-DN-1181-2025.pdf



silhueta incorpora também a separação entre grupos e fornece um valor numérico. O uso
conjunto reduz a arbitrariedade da leitura isolada de cada um.

O algoritmo k-means foi executado com os valores de k variando de 2 a 5,
calculando-se a inércia em cada cluster. Posteriormente, o coeficiente de silhueta qua-
lificou a distância entre os grupos, considerando-se como indicador ideal para o número
de clusters o valor de k cujos coeficientes se mostraram mais equilibrados entre os clusters
e com menor proporção de valores negativos.

Em sequência, a clusterização permite resumir um conjunto multidimensional de
indicadores educacionais em perfis semelhantes, permitindo uma análise comparativa dos
municı́pios mais facilitada e uma contribuição para a identificação de padrões relevantes
para a formulação e avaliação de polı́ticas públicas educacionais.

Análise dos perfis dos clusters e visualização: Após a delimitação de cada
agrupamento, foram realizadas a análise e a categorização dos perfis de cada cluster de
acordo com os valores médios das variáveis que formam os centroides. Para facilitar a
interpretação, esses valores médios foram organizados segundo critérios crescentes ou
decrescentes, conforme a natureza de cada variável, de modo a preservar a coerência in-
terpretativa. Essa ordenação permitiu a comparação entre os clusters e a delimitação de
perfis representativos, viabilizando a classificação global em grupos de melhor desempe-
nho, desempenho intermediário e baixo desempenho educacional.

As técnicas empregadas de visualização de dados têm o objetivo de tornar os re-
sultados mais acessı́veis e evidenciar sua distribuição espacial, tornando a visualização
uma ferramenta de suporte crucial [Lan et al. 2026]T. Para isso, a visualização foi estru-
turada por meio da biblioteca Plotly9 na criação de mapas coropléticos dos municı́pios
sergipanos. Nesses mapas, Figura 1, diferentes escalas de cores foram utilizadas para
representar tanto os valores do IQE quanto os clusters atribuı́dos a cada municı́pio, per-
mitindo uma comparação direta entre os mapas e assegurando a comparabilidade entre os
agrupamentos de forma transparente e versátil como afirma [Sarigai et al. 2025].

4. Resultados
O método do cotovelo indicou como quantidade ideal de clusters o valor 3 para os anos
de 2023, 2024 e 2025. Em sequência, foi aplicado o método da silhueta para os diferentes
anos, utilizando valores de k variando de 2 a 5, com a intenção de validar o k escolhido.
Dessa forma, selecionou-se o valor de k que apresentou coeficientes de silhueta mais
equilibrados entre os clusters e com menor proporção de valores negativos.

Para cada ano, realizou-se a análise dos perfis dos clusters a partir dos va-
lores médios das variáveis presentes nos centroides, permitindo a caracterização es-
tatı́stica de cada agrupamento. Essa análise possibilitou a ordenação global dos clusters,
classificando-os em melhor desempenho, desempenho intermediário e baixo desempe-
nho, conforme apresentado na Figura 1a. Tal classificação garantiu coerência interpreta-
tiva, considerando simultaneamente indicadores de rendimento, participação e nı́veis de
proficiência.

A comparação espacial entre o mapa da clusterização, Figura 1a, e o mapa do
IQE, Figura 1b, é um dos pontos centrais deste estudo, funcionando como ferramenta de

9https://plotly.com/python/



(a) Mapa de Sergipe com os municı́pios
clusterizados em relação a 2023.

(b) Mapa de Sergipe em relação ao valor
do IQE 2023.

Figura 1. Comparação entre o mapa dos municı́pios clusterizados (a) e o mapa
do gradiente do IQE (b), ambos referentes à apuração de 2023.

validação e diagnóstico. Enquanto o mapa do IQE distribui os municı́pios em um gradi-
ente contı́nuo baseado no ı́ndice bruto, o mapa de clusterização sintetiza essa complexi-
dade ao evidenciar similaridades espaciais e identificar padrões de desigualdade regional
de forma intuitiva. A elevada correspondência visual entre os dois mapas indica que os
agrupamentos obtidos pelo algoritmo k-means refletem de forma consistente os valores
do ı́ndice, confirmando a capacidade do modelo de capturar a estrutura subjacente dos
dados e validando o uso da clusterização sobre as variáveis que compõem o IQE.

Cabe destacar que a sı́ntese do gradiente contı́nuo em três grupos envolve um
compromisso ao agregar os municı́pios em perfis, perdem-se as variações individuais de
magnitude do ı́ndice, de modo que municı́pios situados nos limites de cada grupo tornam-
se menos distinguı́veis entre si. Por essa razão, o mapa de clusterização não substitui o
mapa do IQE, mas o complementa a leitura em três perfis facilita a identificação imediata
dos conjuntos de municı́pios que demandam intervenção ou assistência técnica prioritária,
enquanto o gradiente permanece disponı́vel para a análise pormenorizada de cada caso.
A proximidade entre as duas representações, evidenciada pelos mapas, reforça a validade
do k-means como instrumento de apoio à decisão nesse contexto.

Resultados análogos foram observados para os anos de 2024 e 2025, mantendo-se
a estabilidade do padrão de separação em três grupos bem definidos e permitindo moni-
torar a evolução das polı́ticas públicas no estado.

5. Conclusão

Os resultados obtidos demonstram que a aplicação de técnicas de clusterização aos dados
do IQE constitui uma nova ferramenta de análise, capaz de sintetizar múltiplos indicado-
res educacionais em perfis interpretáveis. A segmentação dos municı́pios em grupos de
melhor, médio e baixo desempenho permitiu identificar padrões espaciais, desigualdades
regionais e estabilidade temporal, oferecendo subsı́dios objetivos para o monitoramento e
avaliação de polı́ticas públicas educacionais.

Adicionalmente, a integração dos resultados em um dashboard para visualização
potencializa a interpretação dos dados, proporcionando uma análise interativa, intuitiva e
comparativa entre os anos, o que favorece a tomada de decisão baseada em evidências, a
transparência dos resultados e o apoio ao planejamento estratégico das ações educacionais



no âmbito estadual, como afirma [Ladeira et al. 2022] em sua pesquisa que trata a ideia
de dashboards ao apoio à gestão educacional.

Como limitações, destaca-se que a clusterização foi realizada sobre variáveis em
escala original, sem padronização prévia, o que pode ter conferido peso desigual a indi-
cadores de diferentes magnitudes. Ademais, a correspondência entre os mapas de cluster
e de IQE foi analisada de forma predominantemente qualitativa, por meio da comparação
visual dos mapas coropléticos. Tais limitações motivam diretamente a evolução meto-
dológica descrita a seguir.

Como trabalhos futuros, encontra-se em desenvolvimento uma evolução meto-
dológica do processo de clusterização, na qual as variáveis passam a ser padronizadas
e submetidas à Análise de Componentes Principais (PCA), com retenção de componen-
tes por variância acumulada, antes da aplicação do k-means. Nessa nova abordagem, a
seleção do número de clusters combina o método do cotovelo e o coeficiente de silhu-
eta em duas trilhas complementares, um k ótimo definido por ano e um k fixo entre os
anos, de modo a garantir a comparabilidade temporal dos agrupamentos. Espera-se, com
isso, reduzir o efeito das diferenças de escala entre as variáveis, aprofundar a análise da
evolução dos municı́pios entre as apurações e fortalecer o monitoramento contı́nuo do
Programa ICMS-Social.
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