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Abstract. This paper investigates the postural representation of humpback wha-
les (Megaptera novaeangliae) in aerial images acquired by Unmanned Ae-
rial Vehicles, focusing on deep learning-based anatomical keypoint estimation.
Although UAVs have expanded the capacity to monitor cetaceans in natural en-
vironments, the increasing volume of visual data and the presence of reflections,
foam, partial submersion, and posture variation make manual analysis time-
consuming and difficult to scale. To address this problem, we propose a pilot
study based on the annotation of a minimal set of 5 anatomical keypoints and
the training of a YOLO-based pose estimation model for humpback whale ima-
gery. The model was evaluated on an independent test set using detection me-
trics, pose estimation metrics, normalized per-keypoint error, and Percentage
of Correct Keypoints. The results indicate promising performance, with a pose
mAP50 of 0.6539 and a matched-instance PCK of 89.26% at a normalized error
threshold of 0.10, although the end-to-end results remains limited by detection
and association failures. These findings support the feasibility of keypoint-based
postural representation as an initial step toward future analyses of body orien-
tation, movement, and social interactions of humpback whales in real aerial
monitoring scenarios.

Resumo. Este artigo investiga a representação postural de baleias-jubarte
(Megaptera novaeangliae) em imagens aéreas obtidas por Veı́culos Aéreos
Não Tripulados, com foco no uso de aprendizado profundo para estimativa de
pontos-chave anatômicos. Embora VANTs ampliem a capacidade de monitora-
mento de cetáceos em ambiente natural, o grande volume de registros visuais



e a presença de reflexos, espuma, submersão parcial e variações de postura
dificultam a análise manual e a extração sistemática de informações comporta-
mentais. Para enfrentar esse problema, propõe-se um estudo piloto baseado
na anotação de 5 pontos anatômicos mı́nimos e no treinamento de um mo-
delo YOLO para estimativa de pose em imagens de baleias-jubarte. O modelo
foi avaliado em um conjunto de teste independente, considerando métricas de
detecção, métricas de pose, erro normalizado por ponto e PCK. Os resultados
indicam desempenho promissor, com mAP50 de 0,6539 para pose e PCK pare-
ado de 89,26% no limiar de erro normalizado 0,10, embora o resultado end-to-
end ainda seja limitado por falhas de detecção e associação. Os achados sus-
tentam a viabilidade da representação postural por pontos-chave como etapa
inicial para análises futuras de orientação corporal, deslocamento e interações
sociais de jubartes em cenários reais de monitoramento aéreo.

1. Introdução

A conservação de ecossistemas marinhos depende de métodos capazes de produzir
informações confiáveis sobre a presença, o deslocamento e o comportamento de espécies
em ambiente natural. Entre os mamı́feros marinhos, a baleia-jubarte (Megaptera novae-
angliae) possui especial relevância ecológica e cientı́fica, tanto por sua ampla distribuição
migratória quanto pelo interesse associado às suas interações sociais, padrões de deslo-
camento e uso de áreas reprodutivas. A observação sistemática desses animais contri-
bui para compreender aspectos da dinâmica populacional e subsidiar ações de manejo e
conservação [Castrillon and Bengtson Nash 2020, Guirado et al. 2019].

Apesar dessa importância, a análise visual de cetáceos em ambiente natural
ainda apresenta limitações metodológicas relevantes. As baleias permanecem parte sig-
nificativa do tempo parcial ou totalmente submersas, e sua observação ocorre em ce-
nas marcadas por variações de luminosidade, turbidez, ondulação, espuma e reflexos
na superfı́cie da água. Além disso, mudanças de postura, mergulho e exposição par-
cial do corpo dificultam a identificação precisa de estruturas anatômicas em imagens
aéreas [Castrillon and Bengtson Nash 2020, Boulent et al. 2023]. Como consequência,
a interpretação manual de vı́deos pode se tornar lenta, subjetiva e pouco escalável, sobre-
tudo diante do aumento no volume de registros audiovisuais.

O uso de Veı́culos Aéreos Não Tripulados (VANTs) tem ampliado as possibili-
dades de monitoramento de mamı́feros marinhos, permitindo a coleta de imagens em
perspectiva aérea com menor interferência direta sobre os animais [Hodgson et al. 2017].
No entanto, a ampliação da capacidade de coleta também intensifica o desafio de proces-
samento dos dados: quanto maior o volume de imagens e vı́deos, maior a necessidade
de ferramentas capazes de organizar, filtrar e extrair informações de forma consistente
[Weinstein 2018, Tuia et al. 2022]. Técnicas de visão computacional e aprendizado pro-
fundo têm sido empregadas nesse contexto, principalmente em tarefas de detecção, con-
tagem e rastreamento de indivı́duos. Essas abordagens, embora úteis, frequentemente
representam o animal por caixas delimitadoras, o que limita a descrição da configuração
corporal interna.

Para análises comportamentais mais refinadas, não basta identificar apenas onde
o animal está na imagem. Também é relevante compreender como o corpo está orien-



tado, quais estruturas anatômicas estão visı́veis e de que modo regiões como cabeça, eixo
corporal, pedúnculo caudal e cauda se organizam espacialmente. A estimativa de postura
por pontos-chave oferece um caminho metodológico para essa representação, pois asso-
cia partes corporais especı́ficas a coordenadas no plano da imagem [Mathis et al. 2018,
Pereira et al. 2022]. Com isso, a imagem deixa de ser tratada apenas como uma área de
detecção e passa a ser convertida em uma descrição espacial mais informativa do corpo
do animal.

Diante desse cenário, este trabalho propõe um estudo piloto para estimativa de
postura corporal de baleias-jubarte em imagens aéreas obtidas por VANTs. A proposta
consiste na definição de um conjunto inicial de pontos-chave anatômicos, na anotação
manual de imagens selecionadas e na avaliação preliminar de um modelo de pose es-
timation para localizar esses pontos em diferentes condições visuais. O objetivo não é
apresentar uma solução definitiva para análise comportamental automática, mas investi-
gar a viabilidade de representar a postura corporal de jubartes a partir de imagens aéreas
reais.

As principais contribuições deste trabalho são: (i) a definição de um protocolo
inicial de anotação de pontos-chave para baleias-jubarte; (ii) a avaliação de um modelo de
estimativa de pose em imagens aéreas de um cenário marinho real; e (iii) a análise quan-
titativa e qualitativa dos fatores que afetam a localização anatômica, como submersão
parcial, reflexos, espuma e variações de postura. Os resultados obtidos buscam apoiar
trabalhos futuros voltados à análise comportamental, à integração com rastreamento mul-
tiobjeto e à extração de métricas espaciais mais refinadas sobre cetáceos em ambiente
natural.

2. Trabalhos Relacionados
O uso de imagens aéreas tem se consolidado como uma estratégia relevante para o estudo
de mamı́feros marinhos, por permitir a observação de indivı́duos em ambiente natural
com menor interferência direta do que métodos tradicionais. Em baleias-jubarte (Megap-
tera novaeangliae), VANTs vêm sendo empregados principalmente em fotogrametria,
estimativa de comprimento corporal e avaliação de condição fı́sica. Estudos como os de
Napoli et al. [Napoli et al. 2024] e Blázquez et al. [Blázquez et al. 2025] demonstram
que imagens aéreas fornecem informações importantes sobre tamanho, forma e estado
corporal, embora permaneçam centrados sobretudo em medidas morfométricas, e não na
representação postural por pontos anatômicos.

Técnicas de visão computacional e aprendizado profundo também têm sido apli-
cadas ao monitoramento de cetáceos, especialmente em tarefas de detecção, contagem
e rastreamento. Alsaidi et al. [Alsaidi et al. 2024], por exemplo, utilizaram modelos de
aprendizado profundo para localizar e rastrear belugas em vı́deos aéreos, distinguindo
adultos e filhotes. Apesar de aproximarem a análise automática de questões comporta-
mentais, essas abordagens geralmente representam os animais por caixas delimitadoras
ou trajetórias, o que limita a descrição da configuração corporal interna.

Entre a simples detecção e a análise postural, alguns trabalhos exploram descri-
tores geométricos do corpo. Bierlich et al. [Bierlich et al. 2024] desenvolveram modelos
para extrair medidas de comprimento e condição corporal em vı́deos de drone, enquanto
Bagchi et al. [Bagchi et al. 2025] utilizaram Mask R-CNN para gerar máscaras corporais



e estimar pontos ao longo do eixo de baleias-francas-austrais. Embora não tratem direta-
mente de pose estimation, esses estudos indicam que a representação geométrica do corpo
é uma etapa importante para análises mais detalhadas.

A estimativa de pose por pontos-chave tem avançado em estudos comportamen-
tais com animais, com ferramentas como DeepLabCut [Mathis et al. 2018], DeepPoseKit
[Graving et al. 2019] e SLEAP [Pereira et al. 2022], que permitem rastrear partes corpo-
rais definidas pelo usuário. No entanto, sua aplicação a baleias-jubarte em imagens aéreas
reais ainda é desafiadora devido a corpos alongados e não rı́gidos, submersão parcial,
baixo contraste com a água, reflexos, espuma e variações de visibilidade. Assim, embora
a literatura apresente avanços em detecção, rastreamento, fotogrametria e morfometria
de cetáceos, ainda há uma lacuna na representação postural de jubartes por pontos-chave
anatômicos em cenários reais de monitoramento aéreo.

3. Materiais e Métodos
Este trabalho avalia uma abordagem para a estimativa de pose de baleias-jubarte em ima-
gens aéreas obtidas por Veı́culos Aéreos Não Tripulados (VANTs). A proposta busca
verificar a viabilidade de representar a postura corporal do animal por meio de pontos-
chave anatômicos, permitindo uma descrição mais informativa do que a obtida apenas
por caixas delimitadoras. A metodologia compreende quatro etapas: construção do con-
junto de dados, definição e anotação dos pontos anatômicos, treinamento do modelo e
avaliação quantitativa dos resultados.

3.1. Conjunto de dados e anotação

O conjunto de dados é composto por 504 imagens de baleias-jubarte, extraı́das de
vı́deos aéreos capturados na região do Banco dos Abrolhos, uma das principais áreas
de ocorrência reprodutiva da espécie no Atlântico Sul Ocidental [Martins et al. 2001]. As
imagens contemplam diferentes condições visuais, incluindo variações de iluminação, re-
flexos na superfı́cie da água, presença de espuma, submersão parcial do corpo e mudanças
na orientação dos indivı́duos.

Como os quadros foram extraı́dos de vı́deos, a divisão dos dados considerou a
origem temporal das imagens. Essa decisão buscou reduzir o risco de vazamento de
informação entre treinamento, validação e teste, evitando que frames muito semelhan-
tes de uma mesma sequência fossem distribuı́dos em subconjuntos distintos. Assim, a
avaliação final reflete de modo mais realista a capacidade de generalização do modelo
para novas cenas.

Para representar a postura corporal das baleias, foram definidos cinco pontos-
chave anatômicos ilustrados na Figura 1, sendo eles: (A) rostro, (B) nadadeira dor-
sal, (C) pedúnculo caudal, (D) extremidade caudal direita e (E) extremidade cau-
dal esquerda. A seleção desses pontos foi orientada por critérios biológicos e foto-
gramétricos associados à visibilidade de estruturas corporais em imagens aéreas. Em
estudos com VANTs, fotografias adequadas de jubarte são frequentemente caracteri-
zadas pela visualização da face dorsal do animal na superfı́cie, com eixo corporal re-
tilı́neo e pedúnculo caudal não arqueado [Christiansen et al. 2016]. Além disso, medidas
morfométricas em imagens aéreas utilizam o rostro, a nadadeira dorsal e o pedúnculo
caudal como referências para estimar o comprimento, larguras e condições corporais



[Christiansen et al. 2016, Napoli et al. 2024]. As nadadeiras peitorais não foram in-
cluı́das, pois, nas posturas dorsais adotadas para análise [Christiansen et al. 2016], ten-
deram a permanecer junto ao corpo, dificultando a identificação de suas extremidades.
Assim, optou-se por um conjunto mı́nimo de pontos que representasse o eixo corporal
aparente mantendo viabilidade de anotação em imagens com visibilidade parcial.

Figura 1. Exemplo de anotação de pose em imagem aérea de baleia-jubarte. As
linhas tracejadas representam as conexões utilizadas para visualização da
estrutura de pose.

As imagens foram anotadas manualmente, marcando-se os cinco pontos para cada
indivı́duo visı́vel. Em casos de baixa visibilidade, submersão parcial ou ambiguidade
anatômica, a marcação foi realizada com base na melhor estimativa visual da estrutura
correspondente. Como se trata de um estudo piloto, a ausência de validação por especia-
listas e de análise de concordância entre anotadores constitui uma limitação do protocolo
inicial, a ser tratada em etapas futuras.

3.2. Treinamento do modelo

Para a estimativa dos pontos-chave, foi utilizado um modelo baseado na arquitetura
YOLO26 para pose estimation. O treinamento considerou simultaneamente a localização
da baleia por caixa delimitadora e a predição dos pontos anatômicos associados a cada
indivı́duo. Essa estratégia permite que o modelo aprenda uma representação conjunta da
presença do animal e de sua configuração corporal simplificada.

O treinamento foi conduzido com o objetivo de obter um modelo de referência
para a tarefa, e não uma solução operacional definitiva. O desempenho foi acompanhado
no conjunto de validação por métricas de detecção e de pose. O checkpoint selecionado
para a avaliação final corresponde ao arquivo best.pt, escolhido antes da aplicação no
conjunto de teste.

3.3. Protocolo de avaliação

A avaliação foi realizada exclusivamente no conjunto de teste, composto por 163 ima-
gens e 154 instâncias anotadas de baleias-jubarte. Esse conjunto não foi utilizado no
treinamento, na validação, na seleção do checkpoint ou no ajuste de hiperparâmetros. A



inferência foi conduzida com a implementação Ultralytics, utilizando imagens redimen-
sionadas para 640 pixels, limiar mı́nimo de confiança de 0,001 para a construção das cur-
vas de precisão-revocação e limiar de IoU de 0,7 na etapa de Non-Maximum Suppression
(NMS).

Foram reportadas métricas separadas para a detecção de caixas delimitadoras,
indicadas por (B), e para a estimativa dos pontos-chave, indicadas por (P). Para a
detecção, utilizaram-se Precision, Recall, mAP50 e mAP50-95 [Everingham et al. 2010,
Lin et al. 2014]. Para a pose, foram consideradas métricas equivalentes baseadas
em Object Keypoint Similarity (OKS), conforme protocolos derivados do COCO
[Lin et al. 2014, Maji et al. 2022].

Além das métricas globais, foi realizada uma análise por ponto anatômico. As
caixas preditas e anotadas foram pareadas pelo algoritmo Húngaro [Kuhn 1955], conside-
rando válidas apenas associações com IoU maior ou igual a 0,5. Para cada ponto-chave, o
erro foi calculado como a distância euclidiana entre a coordenada predita e a coordenada
anotada, normalizada pela diagonal da caixa delimitadora anotada. Essa normalização
permite comparar erros entre instâncias de diferentes tamanhos na imagem.

Como medida complementar, calculou-se o Percentage of Correct Keypoints
(PCK), que mede a proporção de pontos cujo erro normalizado não ultrapassa um li-
miar τ [Yang and Ramanan 2011, Andriluka et al. 2014]. Para um conjunto V de pontos
avaliados, o PCK foi definido como:

PCK(τ) =
1

|V|
∑

(i,k)∈V
1(ei,k ≤ τ), (1)

em que ei,k representa o erro normalizado do ponto k na instância i, e 1(·) é a
função indicadora. O PCK foi calculado em duas condições: uma avaliação end-to-end,
na qual caixas não associadas e pontos com confiança inferior a 0,25 foram tratados como
falhas; e uma avaliação restrita às instâncias corretamente pareadas, voltada a medir a
qualidade da localização dos pontos quando a baleia foi detectada com sucesso.

4. Resultados e Discussão

O modelo foi avaliado no conjunto de teste composto por 163 imagens e 154 instâncias
anotadas de baleias-jubarte. Esse conjunto não foi utilizado nas etapas de treinamento,
validação, seleção do checkpoint ou ajuste de hiperparâmetros. A Tabela 1 apresenta
os resultados obtidos para detecção de caixas delimitadoras, indicadas por (B), e para
estimativa de pose, indicada por (P).

Tabela 1. Métricas globais do modelo no conjunto de teste.

Tarefa Precision Recall mAP50 mAP50-95
Detecção (B) 0,8263 0,5584 0,6365 0,3716
Pose (P) 0,8557 0,5777 0,6539 0,5678

A precisão foi superior à revocação tanto na detecção quanto na estimativa de
pose, indicando que o modelo tende a produzir predições confiáveis, embora ainda deixe



de recuperar parte das instâncias presentes no conjunto de teste. Na tarefa de pose, o
modelo alcançou mAP50(P) de 0,6539 e mAP50-95(P) de 0,5678, resultado que indica
a viabilidade inicial da representação corporal por pontos-chave em imagens aéreas de
jubartes, mesmo diante das variações visuais próprias do ambiente marinho.

A análise por ponto anatômico, apresentada na Tabela 2, evidencia diferenças
relevantes entre os marcos avaliados. O menor erro médio normalizado foi observado no
pedúnculo caudal, seguido pela cauda esquerda, enquanto os maiores erros ocorreram na
nadadeira dorsal e na cauda direita.

Tabela 2. Erro médio por ponto anatômico no conjunto de teste.

Ponto Pareados Erro px Erro norm.
Rostro 90 84,37 0,0621
Nadadeira dorsal 88 94,51 0,0678
Pedúnculo caudal 90 61,20 0,0449
Cauda direita 89 88,99 0,0670
Cauda esquerda 90 66,29 0,0486

Essa variação sugere que pontos associados ao eixo longitudinal do corpo, como o
pedúnculo caudal, tendem a ser mais estáveis quando a silhueta da baleia está visı́vel. Em
contraste, estruturas laterais ou parcialmente expostas, como a nadadeira dorsal e as extre-
midades caudais, são mais sensı́veis a oclusões, ondulação e alterações de contraste. Para
a proposta deste trabalho, esse resultado indica que a estimativa da orientação corporal
pode ser mais robusta quando apoiada nos pontos centrais do eixo corporal.

A Figura 2 apresenta a curva de PCK em diferentes limiares de erro normalizado.
No limiar 0,10, o PCK end-to-end foi de 53,20%, enquanto o PCK calculado apenas sobre
instâncias corretamente pareadas alcançou 89,26%.

0.00 0.05 0.10 0.15 0.20 0.25 0.30
Limiar de erro normalizado

0.0

0.2

0.4

0.6

0.8

1.0

PC
K

Curva PCK por limiar
PCK end-to-end
PCK pareado

Figura 2. Curva PCK para avaliação end-to-end e avaliação restrita às instâncias
pareadas.

A redução de 36,06 pontos percentuais entre o PCK pareado e o end-to-end mos-
tra que a localização dos pontos é consistente quando a baleia é detectada e associada,
mas se degrada no fluxo completo. Como caixas não associadas e pontos com confiança



inferior a 0,25 são contabilizados como falhas no segundo cenário, a diferença decorre
principalmente da recuperação incompleta das instâncias, interpretação corroborada pe-
los valores de Recall de 0,5584 na detecção e 0,5777 na pose. O principal gargalo está,
portanto, nas etapas anteriores à localização anatômica: detecção, associação e filtragem
dos pontos.

Do ponto de vista computacional, o modelo apresenta caracterı́sticas compatı́veis
com o processamento de grandes volumes de imagens aéreas. Com 2.797.824 parâmetros,
tamanho de 5,76 MB e tempo médio de inferência de 21,24 ms por imagem, trata-se de
uma solução leve, com potencial de uso em etapas futuras de triagem, pré-anotação ou
extração inicial de descritores corporais.

A análise qualitativa, ilustrada na Figura 3, reforça os resultados quantitativos.
Nos melhores casos, os pontos previstos acompanham adequadamente o eixo corporal da
baleia e permitem inferir sua orientação aparente no plano da imagem. Nos casos inter-
mediários, a estrutura global tende a ser preservada, ainda que ocorram deslocamentos
locais em pontos especı́ficos. As maiores falhas aparecem em situações de baixa visibili-
dade ou separação pouco nı́tida entre o corpo do animal e a superfı́cie da água.

Figura 3. Exemplos qualitativos de predições do modelo. As anotações manuais
são indicadas em verde e as predições em magenta.

5. Conclusão e Trabalhos Futuros
Este trabalho avaliou a estimativa de pose de baleias-jubarte em imagens aéreas por um
conjunto mı́nimo de pontos-chave anatômicos. O modelo alcançou mAP50(P) de 0,6539
e PCK pareado de 89,26% no limiar 0,10. O PCK end-to-end de 53,20% confirma que o
fluxo completo ainda é limitado por falhas de detecção e associação.

A principal contribuição do estudo está em demonstrar a viabilidade de represen-
tar a postura corporal aparente de jubartes por meio de pontos anatômicos em imagens
aéreas reais. Essa representação oferece uma descrição mais informativa do que caixas



delimitadoras, pois permite observar a organização espacial do corpo e fornece uma base
inicial para análises de orientação, deslocamento e interação entre indivı́duos.

Como trabalhos futuros, pretende-se ampliar o conjunto de dados para abranger
diferentes nı́veis de turbidez e profundidade de submersão, além de refinar o protocolo
com múltiplos anotadores e validação por especialistas. Para reduzir as falhas do fluxo
completo, serão avaliados limiares de confiança combinados com rastreamento temporal,
por métodos como ByteTrack ou BoT-SORT. Essa integração permitirá explorar métricas
temporais e relacionais associadas ao comportamento de baleias-jubarte.
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