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Abstract. Repositories of final projects function as indicators of technological
demands in academic training, but manual mapping faces clear operational li-
mitations. Understanding these dynamics is important to support curricular
reforms and evaluate the mismatch between teaching and software development
practices. This study developed and evaluated an automated method to extract
and structure scientometric data from narrative textual abstracts. We propose
a sequential Python pipeline integrating prompt engineering with strict data
typing and post-extraction regular expressions for exception handling. The vali-
dation was conducted through a batch computational experiment over a dataset
with 904 historical records from the computing department at UFAL. The re-
sults discriminate the chronological frequencies and application domains of the
most recurrent programming languages, frameworks, and databases over two
decades. It is concluded that integrating language models with low-creativity
parameters constitutes a reproducible and scalable framework for computatio-
nal scientometrics.

Keywords: Information Extraction. Large Language Models. Scientometrics.
Prompt Engineering.

Resumo. Os repositorios de TCCs operam como indicadores das demandas
tecnolégicas na formagcdo académica, mas seu mapeamento manual enfrenta
limitagoes operacionais. Compreender essas dindmicas é importante para
subsidiar reformas curriculares e avaliar o descompasso entre o ensino e as
prdticas de mercado. Este trabalho desenvolveu e avaliou um método automa-
tizado para extrair e estruturar dados cienciométricos a partir de resumos tex-
tuais. Propoe-se um pipeline sequencial em Python que integra engenharia de
prompt com tipagem estrita de dados e expressoes regulares pos-extragdo para o
tratamento de excecoes. A valida¢do ocorreu por meio de um experimento com-
putacional em lote sobre um conjunto de dados com 904 registros historicos
da drea de computa¢cdo da UFAL. Os resultados discriminam as frequéncias
cronoldgicas e dominios de aplicacdo das linguagens, frameworks e bancos de
dados mais recorrentes ao longo de duas décadas. Conclui-se que a integragdo
de modelos de linguagem com baixa criatividade constitui um arcabougo repro-
dutivel e escaldvel para a cienciometria computacional.

Palavras-chave: Extracdo de Informacdo. Modelos de Linguagem de Grande
Escala. Cienciometria. Engenharia de Prompts.



1. Introducao

A ripida e constante evolugdo das tecnologias da informacdo impde as institui¢des de
ensino superior o desafio de manter seus curriculos e projetos de graduacdo alinhados
as demandas cientificas e de mercado [Goulart et al. 2021]. No ecossistema académico,
os Trabalhos de Conclusao de Curso (TCCs) atuam como um reflexo desse alinhamento,
materializando a aplicacdo prética de conceitos tedricos em problemas reais da sociedade
e da industria [Rahman et al. 2025].

Deste modo, o campo da computagdo testemunhou transi¢cdes de paradigmas, va-
riando desde a consolidacdo de arquiteturas web tradicionais e sistemas embarcados até a
recente ascensdo da Inteligéncia Artificial (IA) e do Processamento de Linguagem Natural
(PLN) [Chen et al. 2024]. O avanco dessas subdreas introduziu novos mecanismos para o
tratamento, andlise e modelagem automatizada de dados textuais de grande complexidade
[do Nascimento 2024].

Com o advento e a popularizacdo dos Grandes Modelos de Linguagem (Large
Language Models — LLMs), as tarefas de PLN e a extracdo de informacdes a
partir de corpus ndo estruturados atingiram novos patamares de viabilidade técnica
[Khan et al. 2022]. Modelos fundamentais, treinados em volumes massivos de dados,
demonstram uma capacidade avancada de mapeamento de contextos e processamento de
estruturas linguisticas complexas que antes demandavam arquiteturas altamente especia-
lizadas e rigidas [Rosa and da Cruz 2026].

No cendrio institucional da Universidade Federal de Alagoas (UFAL), o volume
acumulado de produ¢des académicas ao longo dos anos constitui dados cienciométricos.
Esses documentos guardam o registro historico das escolhas tecnoldgicas dos discentes,
como linguagens de programacao, frameworks, sistemas de gerenciamento de bancos de
dados e ferramentas de engenharia de software, fornecendo um panorama indireto sobre
a evolugdo do préprio ensino de computacao na instituicao.

Apesar da riqueza informativa contida nos repositorios institucionais de TCCs,
esses dados encontram-se em formatos nao estruturados (como arquivos PDF), dispersos
em resumos textuais narrativos. O mapeamento e a catalogacdo desse panorama tec-
noldgico para fins de auditoria curricular ou andlise de tendéncias enfrentam um gargalo
operacional [Xu et al. 2024]. A andlise manual de centenas de documentos académicos
demanda um tempo expressivo por parte de pesquisadores e gestores educacionais, além
de ser um processo intrinsecamente sujeito a inconsisténcias operacionais, ambiguidades
de interpretacdo e fadiga humana [Wang et al. 2020].

Por outro lado, abordagens tradicionais de mineracdo de texto baseadas em bus-
cas por correspondéncia de palavras-chave (keyword matching) mostram-se insuficien-
tes [Khan et al. 2024]. Elas falham em capturar variagdes sindnimas, erros de digitacao
ou o contexto sintdtico em que uma ferramenta é mencionada (por exemplo, dife-
renciar se uma tecnologia foi utilizada ou apenas citada como trabalho relacionado)
[Asudani et al. 2023]. Diante desse cendrio, emerge a necessidade de compreender de que
maneira e com qual nivel de consisténcia estrutural os LLMs podem ser integrados a um
pipeline automatizado para extrair, categorizar e normalizar competéncias tecnoldgicas
declaradas em resumos académicos de computacdo [Dagdelen et al. 2024].

Assim, o objetivo deste trabalho consiste em desenvolver, implementar e ava-



liar um pipeline automatizado baseado em LLM para extrair e estruturar dados cien-
ciométricos sobre tecnologias referenciadas nos resumos de TCCs da drea de computagdo
da UFAL. Para isso, viabiliza-se a identificacdo de linguagens de programacdo, fra-
meworks, bancos de dados e ferramentas auxiliares por meio de uma estratégia de en-
genharia de prompt com tipagem estrita e rotinas pds-extracao para garantir a integridade
das respostas.

Para a consecugdo e exposi¢cdo desta pesquisa, o presente documento estd organi-
zado em secoes subsequentes. A Secao 2 revisa os Trabalhos Relacionados, estabelecendo
um comparativo entre os métodos tradicionais de mapeamento cienciométrico e as abor-
dagens baseadas em modelos de linguagem. A Secdo 3 apresenta a abordagem proposta,
detalhando a preparacdo do conjunto de dados, as estratégias de engenharia de prompt
e as rotinas de tratamento de excecoes. A Secdo 4 aborda os resultados e discussoes,
convertendo os dados estruturados pelo pipeline em indicadores estatisticos quantitativos
e andlises cronoldgicas. Por fim, a Se¢do 5 condensa as consideracoes finais do estudo,
sintetizando as contribui¢Oes alcangadas e os desdobramentos para trabalhos futuros.

2. Trabalhos Relacionados

O mapeamento automatizado de acervos académicos para fins de andlise cien-
ciométrica tem sido investigado sob diferentes abordagens de extracdo de informagdo
[Nowakowska 2025]. Tradicionalmente, as iniciativas concentram-se no emprego de al-
goritmos de mineracdo de texto baseados em correspondéncia exata de cadeias de carac-
teres ou em diciondrios previamente estruturados [Pandey and Taruna 2021]. Esse padrao
metodoldgico € observado em estudos de mapeamento de repositorios educacionais insti-
tucionais, nos quais a identificacao de termos apoia-se em buscas indexadas por palavras-
chave predefinidas [Casagrande and da Silva 2024]. Contudo, essas arquiteturas exibem
limitacdes para capturar variacdes sindnimas ou identificar ferramentas que ndo estejam
explicitamente cadastradas no dicionario do sistema [Fujita et al. 2024].

Uma abordagem alternativa para a catalogacdo de competéncias tecnoldgicas
baseia-se na aplicacdo de técnicas de PLN orientadas ao Reconhecimento de Entidades
Nomeadas (NER) [Herandi et al. 2024]. No cenério de anélise de producoes cientificas
regionais, como nos ecossistemas avaliados no ambito da Escola Regional de Informatica
(ERI), o emprego de modelos de aprendizado de maquina supervisionados demonstrou
capacidade de categorizacdo de termos textuais, embora sob a restricao de demandar con-
juntos de dados massivos previamente anotados por especialistas [Zdravkovi¢ 2021]. O
uso de LLLM operando via interface de programacao de aplicacdes (Application Program-
ming Interface — API) passou a ser explorado para mitigar essa dependéncia de rotula-
gem manual, deslocando a énfase do pipeline para a engenharia de prompts operacionais
[do Nascimento 2024].

Investigacdes comparativas sobre o desempenho de LLMs em tarefas de extracao
estruturada indicam que a formulacdo de restricdes semanticas e a definicdo de per-
sonas nos prompts reduzem a variabilidade das respostas textuais. Em andlises cien-
ciométricas de escopo regional, a consisténcia dos dados gerados por modelos de lingua-
gem depende diretamente de estratégias de controle de qualidade na entrada do pipeline
[Neves et al. 2024]. Todavia, a literatura aponta que o tratamento de falhas sintaticas ou
omissoes de chaves na saida dos modelos ainda constitui um gargalo para a automacao



completa dos fluxos de processamento em lote [ Younesi et al. 2025].

O presente trabalho diferencia-se das abordagens identificadas na literatura ao
propor um pipeline que integra a extracdo via API sob temperatura zero a uma rotina
de normalizag¢do pds-extracao baseada em expressdes regulares. Enquanto os trabalhos
relacionados focam na validagcdo da acuricia semantica dos modelos de linguagem, esta
pesquisa aborda o acoplamento do extrator a estruturas tabulares. A funcao desenvolvida
intercepta e trata de forma automatizada eventuais quebras de integridade na estrutura
JSON, permitindo o processamento continuo de acervos institucionais volumosos sem a
necessidade de intervencao humana ou supervisdo manual entre as etapas.

3. Abordagem Proposta

A abordagem proposta foi estruturada por meio de um pipeline automatizado de pro-
cessamento de dados desenvolvido na linguagem Python. A construcdo das requisicoes
fundamentou-se na engenharia de prompts, que compreende a elaboracdo estratégica de
instrucdes destinadas a guiar os modelos de Inteligéncia Artificial na geracdo de respos-
tas especificas, precisas e contextualmente aderentes [do Nascimento 2024]. A Figura 1
ilustra o pipeline implementado.
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Figura 1. Pipeline Automatizado de Extracao Cienciométrica

3.1. Preparacao, Filtragem e Limpeza dos Dados

O conjunto de dados inicial totalizava 904 registros historicos de producdes académicas
vinculadas aos cursos da drea de computacdo da UFAL. Para viabilizar a extragdo automa-
tizada, aplicou-se uma etapa preliminar de filtragem baseada em critérios de completude.
Foram descartados todos os registros que nao apresentavam, simultaneamente, titulo e
resumo redigidos em lingua portuguesa.

Os campos referentes as nomenclaturas dos cursos e os registros nulos foram sub-
metidos a tratamentos de normalizacdo textual, incluindo a eliminagdo de espacos em
branco redundantes. Visando otimizar a camada de entrada do modelo de linguagem e
reduzir o consumo de fokens nas requisi¢des, as varidveis textuais de cada trabalho foram
concatenadas. Esse procedimento resultou em uma estrutura de texto tnica e padronizada
para cada documento.



3.2. Engenharia de Prompt e Arquitetura de Extracao

O processo de extragdo concentrou-se na identificacdo de entidades especificas: lingua-
gens de programacao, frameworks, sistemas de gerenciamento de bancos de dados, ferra-
mentas auxiliares, tipologias de sistemas e dominios de aplica¢do. A aplicacdo de técnicas
estruturadas de engenharia de prompt desempenhou papel determinante no controle de
qualidade do pipeline, influenciando diretamente a precisdo das respostas fornecidas pelo
modelo [Neves et al. 2024].

As extracdes ocorreram mediante a integracdo com a API da OpenAl, baseada
no modelo GPT-40 mini. O modelo foi parametrizado com temperatura igual a zero,
configuracdo necessdria para restringir a variabilidade estocdstica das respostas e inibir
respostas de natureza inventiva por parte do algoritmo.

Adicionalmente, definiu-se no prompt uma persona operacional de extrator cien-
ciométrico especializado. Sob essa diretriz, imp0s-se a restricdo de coletar exclusiva-
mente tecnologias explicitamente declaradas ou diretamente evidenciadas nos resumos,
reduzindo a incidéncia de alucinagdes. Para garantir o acoplamento com o restante do
pipeline, determinou-se a obrigatoriedade do formato JSON como estrutura de saida. O
Quadro 1 apresenta a estrutura do prompt de sistema e do prompt de usudrio utilizados
nas requisicoes a API, incluindo o esquema exigido como saida.

SYSTEM_PROMPT :

"Vocé é um extrator de informag¢des para um estudo cientifico
sobre trabalhos académicos de Computagdo. Extraia apenas
informagdes presentes explicitamente no texto ou fortemente
evidentes pelo contexto. Ndo invente tecnologias. Responda
exclusivamente em JSON valido, sem comentdrios."

USER_PROMPT :
"Analise o texto abaixo e extraia informag¢des tecnoldgicas.

Retorne exatamente este JSON:

{

"linguagens": [],
"frameworks_bibliotecas": [],
"bancos_dados": [],
"ferramentas": [],

"tipo_sistema": "",
"dominio_aplicacao":

}

Regras:

— Use listas vazias quando nenhuma tecnologia for mencionada.

— Padronize nomes: JavaScript, Python, Java, React, Node.ijs,
PostgreSQL, MySQL etc.

- tipo_sistema deve ser curto: Sistema Web, Aplicativo Mobile,
Modelo de Machine Learning, Estudo Experimental, Revisao
Bibliografica, Jogo Digital.

- dominio_aplicacao deve ser curto: Educagdo, Saude, Segurancga,
Governo, Agricultura, Financas, Computacdo, Nao identificado.

- N&o inclua explicagdes fora do JSON.

Texto:
{texto}"

Quadro 1. Estrutura do prompt de sistema e de usuario utilizados no pipeline de
extracao



3.3. Pipeline e Normalizacao

Dado que o propdsito do pipeline consiste em alimentar um DataFrame estruturado para
posterior andlise estatistica, eventuais falhas de sintaxe nas respostas da API inviabiliza-
riam o fluxo continuo de execucdo. Para mitigar esse risco de interrup¢ao, desenvolveu-se
uma rotina de normalizacdo pds-extracdo baseada em expressdes regulares. Esta rotina
intercepta a resposta do modelo e realiza a limpeza de blocos de marcacdo markdown
eventualmente inseridos de forma redundante na saida.

Em cenarios nos quais a estrutura JSON sofria perda de integridade ou o modelo
omitia o preenchimento de chaves obrigatérias, a funcdo tratava a excecao de execugao.
Nesses casos, o pipeline injetava de forma automatizada um dicionério padrao preenchido
com listas vazias, preservando a continuidade do fluxo e impedindo a perda de dados no
processamento em lote.

4. Resultados e Discussao

A avaliacdo do pipeline proposto foi realizada por meio de um experimento compu-
tacional executado em lote sobre o conjunto de dados selecionado. A conversdo das
respostas estruturadas em formato JSON para varidveis quantitativas permitiu mapear
a frequéncia acumulada e as distribui¢des temporais das entidades tecnoldgicas iden-
tificadas. Esta transicdo de dados textuais para representacdes graficas fundamenta
a andlise do extrator e viabiliza a interpretacdo dos fluxos cienciométricos gerados
[Casagrande and da Silva 2024].

Deste modo, a distribui¢do quantitativa apresentada na Figura 2 indica a
concentracao de ferramentas vinculadas aos ecossistemas de Ciéncia de Dados e Desen-
volvimento Web. Essa amostragem inicial demonstra a capacidade do modelo de lingua-
gem de discriminar ferramentas de subdreas distintas. Constata-se que esses dois agru-
pamentos tecnoldgicos representam os principais eixos de aplicacdo prética adotados no
escopo da instituicao.
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Figura 2. Frequéncia das 20 Tecnologias mais Citadas nos TCCs

Para investigar a capacidade do pipeline na captura de variagdes cronologicas e



identificar se essa distribuicdo reflete um padrao histérico continuo, os dados foram ma-
peados em uma série temporal. A Figura 3 destaca a evolucdo das mengdes atribuidas as
cinco tecnologias que registraram maior frequéncia acumulada entre os anos de 2006 e
2025.
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Figura 3. Evolucao Temporal das Principais Tecnologias nos TCCs

Os indicadores cronoldgicos consolidados na Figura 3 podem evidenciar uma
variagdo nos paradigmas de desenvolvimento de software no ambiente universitario. Lin-
guagens de uso geral, como Java, exibem uma distribui¢do continua ao longo de toda
a série histérica. Em contrapartida, o ecossistema Python demonstra uma trajetéria de
crescimento a partir de 2015, registrando maior volume de citagcOes nos anos de 2021 e
2024. Essa variacao quantitativa correlaciona-se com o aumento de projetos institucionais
voltados para a modelagem preditiva.

Adicionalmente, o pipeline realizou a extracao dos contextos praticos nos quais es-
sas ferramentas foram inseridas pelos discentes. A frequéncia dos dominios de aplicacdo
identificados a partir dos resumos textuais esta apresentada na Figura 4.

Computagao
Educagao

Saude

Né&o identificado
Seguranga
Governo
Agricultura

Financas

Dominio

Transporte
Logistica

Turismo
Telecomunicagdes
Comunicagao
Emprego

Robadtica

0 50 100 150 200 250 300
Frequéncia

Figura 4. Frequéncia de Dominios de Aplicacao



O comportamento dos dados ilustrados na Figura 4 pode indicar maior frequéncia
nas categorias associadas a “Computa¢do”de maneira geral e "Educacdo”, seguida de
”Saude”. Esses resultados demonstram a aplica¢do de ferramentas para a resolucdo de
problemas de caréter social, institucional ou administrativo.

Por fim, o pipeline avaliou a natureza técnica e a abordagem metodoldgica decla-
rada nas producdes. A Figura 5 quantifica a distribui¢do dos trabalhos de acordo com a
tipologia da solugdo proposta.
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Figura 5. Distribuicao dos Trabalhos por Tipo de Sistema

Conforme exposto na Figura 5, a implementacdo de "Modelos de Machine Le-
arning”destaca-se como a tipologia de maior frequéncia, seguida por “Estudos Experi-
mentais”’e “’Sistemas Web”. O volume de projetos voltados a algoritmos de aprendizado
de maquina complementa a transi¢do identificada na analise cronoldgica (Figura 3). A
correspondéncia entre esses indicadores gerados pelo modelo demonstra a anélise do pi-
peline automatizado na tarefa de extragdo cienciométrica, indicando que as subdreas de
Inteligéncia Artificial e Ciéncia de Dados consolidaram-se como opg¢des para o desenvol-
vimento de trabalhos finais na instituicdo.

5. Conclusao

Este trabalho apresentou o desenvolvimento e a avaliagdo de um pipeline automatizado
baseado em LLM para a extracdo de entidades tecnoldgicas em resumos académicos. Os
resultados obtidos indicam que a integracdo de LL.Ms via interface de programacgdo de
aplicacdes atua como ferramenta complementar aos procedimentos tradicionais de audi-
toria manual e aos métodos restritos a buscas por correspondéncia de palavras-chave.

O pipeline implementado demonstrou que a imposicao de restri¢des sintdticas por
meio da engenharia de prompt, associada a parametrizacdo de temperatura igual a zero,
mitiga a variabilidade das respostas e fornece a padronizacdo requerida para a ingestao
de dados em fluxos cienciométricos estruturados. A aplicacdo do pipeline sobre os dados
textuais da UFAL viabilizou o mapeamento do panorama contemporaneo de ferramentas
e a identificacdo cronoldgica de transi¢cdes de paradigmas de software ao longo de duas
décadas.



Como limitagdo do cendrio experimental conduzido, constata-se que a andlise res-
trita aos resumos pode omitir ferramentas secundarias ou bibliotecas auxiliares que os dis-
centes deixam de reportar nesse componente textual. Além disso, mudangas nas praticas
de escrita ao longo do tempo podem ocorrer e, junto a elas, algumas tecnologias impor-
tantes no escopo dos trabalhos podem ter ndo sido incluidas na anélise. Estas restri¢des
delimitam o alcance do mapeamento cienciométrico as tecnologias centrais dos projetos.

Para o desenvolvimento de trabalhos futuros, propde-se a expansdo do pipeline
de processamento para realizar a leitura integral do corpo dos documentos, com énfase
nas secoes de introducdo e metodologia. Adicionalmente, planeja-se a execucgao de testes
comparativos com modelos de cddigo aberto executados localmente, visando mensurar
o balanco entre o custo computacional demandado e a precisdo obtida na extragdo das
entidades.
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