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Abstract. Breast cancer is the second most common cancer in the world. Cur-
rently, there are no effective methods to prevent this disease. However, diagno-
sis and treatment in early stages increase cure chances. Since cancerous tissue
temperature is generally higher than healthy surrounding tissues, thermography
is an option to be considered in strategies to identify this cancer. This paper
proposes a new hybrid breast dynamic thermography analysis method in order
to identify patients with breast cancer. Images of dynamic thermography are
processed in order to generate thermal signals using both breasts. These sig-
nals are analyzed by supervised and unsupervised learning techniques. In the
test phase, five classification models were generated, using Bayesian networks,
neural networks, decision tables, bagging and random forests. Performed tests
show that the method presented in this paper is able to identify patients with bre-
ast cancer and that Bayesian network is the best learning technique presenting
100% accuracy. In addition, we have obtained an average of 93.63% accuracy
among all classification models.

Resumo. Cadncer de mama é o segundo tipo de cdancer mais comum no mundo.
Atualmente ndo existem métodos efetivos para prevenir esta doenca. Porém, o
diagnostico e o tratamento em estdgios iniciais aumentam as chances de cura.
Depois de ser constatado que a temperatura de tecidos cancerosos é geralmente
mais alta do que a de tecidos vizinhos sauddveis, a termografia passou a ser uma
opg¢do a ser considerada em estratégias para identificar esse tipo de cdncer.
Este artigo propoe um método hibrido de andlise de Termografia Infravermelha
Dinamica com o objetivo de identificar pacientes com cincer de mama. Imagens
desta modalidade de exame sdo processadas a fim de gerar sinais térmicos de
ambas as mamas. Tais sinais sdo analisados por técnicas de aprendizagem de
mdquina supervisionada e ndo supervisionada. Na fase de testes, cinco modelos
de classificacdo foram gerados, usando redes Bayesianas, redes neurais, tabelas
de decisdo, bagging e florestas randomicas. Os resultados dos testes mostraram



que o método apresentado neste artigo é capaz de identificar pacientes com
cdancer de mama como também mostraram que redes Bayesianas é a melhor
técnica de aprendizagem, pois apresentou acurdcia de 100%. Além disso, foi
obtida uma acurdcia média de 93,63% entre todos os modelos de classificacdo
testados.

1. Introducao

O cancer de mama € o cancer mais comum entre as mulheres no mundo. Porém, quando
identificado e tratado em estdgios iniciais, esse tipo de cancer possui relativamente um
bom prognoéstico. Rastreamento € uma estratégia adotada por autoridades de saide com
o intuito de identificar mulheres que estdo em estdgios iniciais dessa doenca de mama.
Porém, todos os tipos de exames, incluindo a mamografia, considerada o padrdo ouro
na deteccdo de cancer, possuem suas limitacdes. A mamografia, por exemplo, possui
alta taxa de classificacdo de falsos positivos, efetividade insuficiente em mamas densas
e usa radiagcdo ionizante para formar as imagens. Visto que a temperatura de tecidos
cancerosos ¢ geralmente maior do que a de tecidos saudaveis, a termografia tem sido
considerada um método de rastreamento promissor para a detec¢do do cancer de mama,
por gerar imagens que revelam a distribui¢do de calor sobre a superficie de ambas as
mamas [Bezerra et al. 2013] [Borchartt et al. 2012].

Os sinais térmicos usados neste trabalho sao obtidos a partir da Termografia Infra-
vermelha Dindmica (TID), um método para monitorar a resposta dindmica da temperatura
da pele apds estresse térmico. Em varios protocolos de execugdo da TID, o tipo de es-
tresse térmico mais utilizado € a aplicacao de fluxo de ar direcionado as mamas utilizando
um ventilador elétrico [Borchartt et al. 2013]. O resfriamento das mamas, teoricamente,
melhora o contraste térmico entre tecidos sauddveis e doentes na imagem, pois vasos
sanguineos gerados em funcao do tumor canceroso ndo possuem camada muscular e nem
regulacdo neural como vasos embrionarios [Amalu 2004]. Esses vasos sdo somente tu-
bos endoteliais e portanto ndo contraem em resposta a estimulacdo simpatica. Por essa
razdo, a regido da mama com tumores cancerosos permanecem com temperatura quase
inalterada, enquanto que a parte sauddvel da mama € resfriada [Amalu 2004]. A TID ¢é
mais rdpida e mais robusta quando comparada a termografia infravermelha estdtica, que
requer condi¢des rigidas de ambiente e tempo significativamente longo para aclimatacao
da paciente as condicoes da sala de exame. Por outro lado, a TID é menos dependente das
condicdes e temperatura da sala de exame [Herman 2013].

Um novo método hibrido para identificar pacientes com cancer de mama € pro-
posto neste artigo. Considerando as imagens obtidas por TID de uma determinada pa-
ciente, tais imagens sao primeiramente registradas. Em seguida, a regido das mamas €
dividida em quadrados pequenos e a temperatura maxima de cada um desses quadrados é
observada em todas as imagens da paciente gerando, assim, os sinais térmicos. Apds, o
algoritmo k-means € aplicado sobre os sinais térmicos formando & grupos (2 < k& < 10).
Indices de avaliagio de agrupamento (ou validade de grupo) sio aplicados para avaliar o
resultado do agrupamento produzido pelo algoritmo k-mean [MacQueen 1967] para cada
valor de k. Os valores obtidos sdo tratados como caracteristicas e submetidos a fase de
selecdo de caracteristicas. Por fim, uma técnica de aprendizagem de maquina € aplicada
para gerar o modelo de classificacdo tendo como entrada as caracteristicas selecionadas.
Os testes executados mostraram que o método proposto € capaz de identificar pacientes



com cancer de mama. A aplicacdo de aprendizagem de médquina ndo supervisionada na
primeira parte do método e de aprendizagem de maquina supervisionada na segunda me-
tade € o que caracteriza a andlise proposta como um método hibrido. Este trabalho é
uma continuidade do trabalho descrito em [Silva et al. 2014a], quando realizamos ape-
nas andlises estatisticas de caracteristicas de complexidade extraidas dos sinais térmicos
(séries temporais de temperatura).

O restante deste artigo esta organizado como segue. Na segunda secdo, os princi-
pais trabalhos relacionados da literatura sdo discutidos. O método proposta € detalhado
na terceira se¢do. Na quarta secdo, testes e resultados sao apresentados. Conclusdes e
trabalhos futuros sdo discutidos na dltima sec¢ao.

2. Trabalhos relacionados

Como uma revisdo atualizada em TID de mama € apresentada em Borchartt et al.,
2013 [Borchartt et al. 2013], esta secdo focard somente em trabalhos computacionais
mais recentes utilizando essa modalidade de exame.

No trabalho de Gerasimova et al. [Gerasimova et al. 2012], através da TID, foram
analisados 46 casos, histopatologicamente comprovados, de tumores de mama entre ma-
lignos e benignos. A partir de dados de regides com tumor e sem tumor, foram gerados
sinais térmicos da pele e sobre esses sinais foram aplicadas anélise de Fourier, transfor-
mada de Wavelet e diagrama de fases na esperanca de encontrar diferencas entre tecidos
doentes e sauddveis. Os autores concluiram que diagramas de fase cadtica correspon-
dem a tecidos saudaveis, enquanto que para tecidos cancerosos € tipico a forma irregular
no espaco de fase. Além disso, resultados indicam que os sinais térmicos de tecidos
sauddveis sdo anticorrelacionados, enquanto que no tumor foi observada correlacdo do
ruido térmico. Segundo os autores, isso indica a inabilidade do tecido anormal de se
adaptar as influéncias externas.

Em outro trabalho de Gerasimova et al. [Gerasimova et al. 2013], a analise mul-
tifractal de sinais térmicos, adquiridos por TID, foi utilizada para verificar a diferenca de
comportamento entre tecido com tumor maligno e tecido sauddvel. O método Médximo do
Moédulo da Transformada de Wavelet foi aplicado para caracterizar as propriedades multi-
fractais de sinais térmicos unidimensionais de mamas cancerosas e saudaveis. Os autores
concluiram que as propriedades escalares multifractais complexas, observadas em sinais
térmicos sobre regulacdo automadtica (nas mamas saudédveis) sdo drasticamente alteradas
na existéncia de doencas (mamas cancerosas). Nesse estudo, as duas mamas de 9 mulhe-
res foram examinadas, 6 com cancer e 3 saudaveis. Uma camera detectora fotovoltaica
InSb foi utilizada. Cada conjunto de imagens contém 30000 frames adquiridos por 10
minutos. Foram usados marcadores na superficie da pele como pontos de referéncia para
o registro das imagens, a fim de eliminar artefatos de movimento na andlise. Em paci-
entes doentes, a regido com tumor e a regido simetricamente posicionada na outra mama
sdo delimitadas por regides quadradas de tamanho 8x8 pixels. A andlise € realizada so-
mente dentro dessas regides. Segundo os autores, o0 método conseguiu fazer a distingao
entre a regido com tumor e regido sauddvel. Para mamas sauddveis, foi encontrada uma
dimensao multifractal como assinatura de uma mudancga continua na forma da funcao de
densidade de probabilidade da variacdo da temperatura através do tempo. Entretando,
sinais térmicos da mama com tumor maligno mostraram estatisticas de variacdo de tem-



peratura monofractal homogénea como evidéncia da perda de complexidade.

Recentemente,  Gerasimova et al publicaram  outro traba-
lho [Gerasimova et al. 2014] usando uma base de dados maior, 33 pacientes com
cancer de mama hispotatologicamente confirmado e 14 voluntdrias sauddveis para
controle. Os achados reafirmaram os resultados anteriores [Gerasimova et al. 2013].

Diferentemente dos trabalhos anteriores, o método proposto neste trabalho aplica
técnicas de aprendizagem de maquina sobre os dados dos sinais térmicos, produzidos
por TID, para identificar pacientes com cancer de mama. Trabalhos anteriores executam
apenas andlises visuais baseadas em tabelas e graficos.

3. Método proposto

Considerando as imagens obtidas por TID de uma determinada paciente, tais imagens sao
submetidas sequencialmente as etapas que compdem o método proposto e descrito nesta
secdo (Figura 1).

Registro das : Construcéo dos Agrupamento dos
Ggens i - ais térmicos > IS térmicos

A ,
Avaliacéo dos Selecao de - | _ Classificaca
rupos forma racteristicas

Figura 1. Fluxograma das etapas do método proposto.

3.1. Registro das imagens

Com o objetivo de diminuir nos sinais térmicos o ruido gerado pelos movimentos invo-
luntarios de respiracdo e balancgo, realizados pela paciente durante o exame, a técnica
chamada de registro de imagens € realizada. O registro € um processo no qual duas ima-
gens de uma mesma cena sdo alinhadas da melhor forma possivel. Uma dessas imagens
¢ denominada fixa (imagem de referéncia) e a outra € a movel (imagem transformada por
uma funcao) [Goshtasby 2005]. Neste método, a primeira imagem de uma sequéncia de
TID ¢ considerada a imagem fixa e as demais sdo consideradas como a imagem movel.
Assim, para as imagens de uma determinada paciente, o processo de registro é execu-
tado 19 vezes, onde todas as imagens da sequéncia (exceto a primeira) sao registradas em
relacdo a imagem fixa.

As técnicas de registro de imagens aplicadas aqui usam medidas de similaridade
baseadas na intensidade dos pixels. Assim, as matrizes de temperatura sdo convertidas
para imagens em tons de cinza (imagens (a) e (b) na Figura 2), o registro € realizado, e as
transformacoes sdo transferidas de volta as respectivas matrizes de temperatura.

O registro é executado em dois estagios. No primeiro estdgio, a informacao mutua
¢ usada como medida global da similaridade de intensidade de um pixel entre as imagens
(fixa e movel), e a funcdo gerada executa as transformagdes de translacdo, rotagdo e es-
cala, na imagem movel. O segundo estagio usa uma medida local de similaridade da
intensidade de pixels proposta por Myronenko e Song [Myronenko and Song 2010]. Essa



medida considera as distor¢des complexas de intensidade variando espacialmente na ima-
gem. O resultado final do registro pode ser observado na Figura 2(d). Tal imagem € o
resultado da subtragdo da imagem (b) pela imagem (a) apds o resgistro. A diferenca é
muito menor do que o resultado da subtragdo mostrada na imagem (c), antes do registro.

(c) (d)

Figura 2. Resultado do registro de imagens: (a) a primeira imagem de uma pa-
ciente, (b) a décima sétima imagem da mesma paciente, (c) a subtracao dessas
duas imagens antes do registro; e (d) a subtracao dessas imagens apos o regis-
tro.

3.2. Construcao dos sinais térmicos

Logo apds a fase de registro, a contru¢do dos sinais térmicos de uma determinada paci-
ente, examinada por TID, segue os seguintes passos:

1. aregido das mamas da primeira imagem da sequéncia € segmentada gerando uma
mdscara como mostrada na Figura 3 (a);

2. aregido da imagem, correspondendo a mascara gerada, € divida em uma “malha”
de quadrados Ry de tamanho 11x11 pixels (Figura 3 (b)),com k£ = 1,2, ..., p, onde
p € a quantidade de quadrados formados;

3. a temperatura mais alta de cada quadrado Rj; é observada em todas as vinte
imagens da sequéncia, produzindo a série temporal (sinal térmico) S; =
(th,13 th2s -3 t20)-

E importante destacar que os valores da série Sj, estdo ordenados cronologica-
mente, ou seja, ;1 € a temperatura média da regido quadrada IR na primeira imagem
da sequéncia, t; o € a temperatura média da regido quadrada R;, na segunda imagem da
sequéncia, e assim sucessivamente. Diversos tamanhos de Rj foram testados, e com o
tamanho de 11x11 pixels os melhores resultados foram alcangados. A Figura 4 mostra os
sinais térmicos de uma paciente saudavel (grafico a esquerda) e os sinais do mesmo tipo
de uma paciente com cancer de mama (grafico a direita). Em cada grafico, o eixo x repre-
senta o tempo (os 20 pontos de cada sinal), o eixo y contém o Sy (o indice) de cada um
dos sinais (séries temporais). O eixo z indica a temperatura em graus Celsius. E possivel
observar que existe um grupo de sinais com temperaturas maiores (cor vermelha) e com
inclinagdo maior nos momentos iniciais da recuperagdo da temperatura, apds o estresse



(a) (b)

Figura 3. Mascara ou regiao de interesse de uma mama e sua divisao em uma
malha de quadrados de tamanho 11x11.

térmico, para a paciente doente. O mesmo nado € verdadeiro para os sinais térmicos da
paciente sauddvel. O método proposto busca detectar essa diferenca entre as pacientes
doentes e sauddveis.

Figura 4. A esquerda, sinais térmicos de uma paciente saudavel, e a direita,
sinais térmicos de uma paciente com cancer.

3.3. Agrupamento dos sinais térmicos e avaliacao dos grupos formados

Para uma determinada paciente ¢, os sinais térmicos formados na fase anterior formam
o conjunto, aqui denominado, X;. Com base em trabalhos anteriores e observacdes
de gréficos como os mostrados na Figura 4, sabe-se que existem grupos diferentes de
sinais térmicos em pacientes doentes. Para separar tais grupos (de regides saudaveis
e de regides com cancer), aprendizagem de mdquina nao-supervisionada € aplicada
por meio do algoritmo k-mean. O k-means é executado, tendo como entrada os ele-
mentos do conjunto X;, nove vezes, ou seja, para cada valor de £ € {2,3,...,10},
gerando o conjunto de resultados de agrupamento P, = {P,», P3,..., P10}, onde
P; 5 contém 2 grupos de sinais térmicos, F; 3 contém 3 grupos de sinais térmicos e
assim sucessivamente até I 1o, que contém 10 grupos. A medida de proximidade
utilizada no k-means € a distancia Euclidiana. Para cada resultado do conjunto F;,
10 indices de validacdo de agrupamento sdo aplicados para medir a qualidade dos
grupos formados. Esses indices sao medidas baseadas em critérios internos, uma vez
que nao se conhece qualquer tipo de estrutura do conjunto de dados. Os indices apli-
cados sao: Silhouette [Rousseeuw 1987]; Davies-Bouldin [Davies and Bouldin 1979];
Calinski-Harabasz [Califiski and Harabasz 1974]; Dunn [Bolshakova and Azuaje 2003];
Krzanowski-Lai [Krzanowski and Lai 1988];  Hartigan [Hartigan 1985]; Homo-
geneity [Chen et al. 2002];  Separation [Chen et al. 2002];  Hubert-Levin  (C-
index) [Bolshakova and Azuaje 2006]; e Weighted inter-intra [Lewis et al. 2012].



Dessa forma, para a paciente 7, 90 (noventa) valores de indices (10 indices ve-
zes 9 resultados de agrupamento) sdo gerados. Esses valores formam o vetor V; =
(Vi1,Vi2,...,V00) O qual serd tratado na etapa de aprendizagem de maquina supervisi-
onada como o vetor de caracteristicas representando a paciente .

3.4. Selecao de caracteristicas e classificacao

Nesta etapa, o vetor de caracteristicas de cada paciente recebe a informacao da classe a
qual a paciente pertence. Para a paciente i, o vetor V; = (v; 1, v;2, ..., Vig0), construido
na fase anterior, recebe a coordenada v;9;, onde v;9; = 0 se a paciente € saudavel e
v;91 = 1 se a paciente tem cancer em uma das mamas (ou em ambas). A atribui¢do do
valor da coordenada v; 9; para todas as pacientes do conjunto de treinamento foi baseada
nas informacoes clinicas das mesmas.

Objetivando reduzir a dimensdo do vetor v, construido nas etapas anteriores e
implementados em Matlab, uma selecdo de caracteristicas € executada removendo carac-
teristicas pouco significativas. Usando a ferramenta Weka [Hall et al. 2009], a selecao
de caracteristicas € executada pelo algoritmo CFS (Correlation based Feature Selec-
tion) [Hall 1999], o qual visa identificar um subsconjunto de caracteristicas que sdo al-
tamente correlacionadas com a classe, mas que s@o pouco correlacionadas umas com as

outras, usando o método de pesquisa RankSearch [Hall and Holmes 2003].

Ao final dessa etapa, um novo conjunto de vetores é formado, onde cada vetor
representa uma paciente e contém somente as caracteristicas selecionadas. Esse conjunto
¢ apresentado para treinamento ao algoritmo de classificagdao que constréi um modelo de
classificacdo. Esse modelo € capaz de categorizar dados futuros dos quais nao se conhece
a classe, ou seja, classificar a paciente como doente ou saudével.

4. Testes e resultados

As 1imagens infravermelhas usadas neste trabalho s3o da Database for Mas-
tology Research with Infrared Image - DMR-IR. Essa base de dados e o
protocolo de aquisi¢do das imagens sdo descritos em trabalhos anteriores do
grupo [Silva et al. 2014b] [Silva et al. 2013]. Brevemente, na execucao do protocolo, as
regides das mamas e axilas da paciente sdo resfriadas por um ventilador elétrico por al-
guns minutos, em um ambiente com temperatura controlada, de 20°C a 22°C. Apds o
resfriamento, 20 imagens sdo capturadas durante 5 minutos usando uma camera térmica,
marca Flir, modelo SC620 [Flir 2015]. A sensibilidade da cAmera é menor do que 0.04°C
e as imagens sdo geradas com dimensao de 640x480 pixels. A aqui¢do das imagens € 0
uso delas em pesquisas estd registrado no Ministério da Saude sob o nimero CAAE:
01042812.0.0000.5243. A DMR-IR ¢é acessivel via internet (http://visual.ic.uff.br/dmi/)
onde informacdes de outros exames da mama e dados clinicos de pacientes voluntarias
estdo disponiveis sem a identificacdo das respectivas identidades dessas voluntarias.

Os testes foram realizados com imagens de 44 pacientes, incluindo 22 com cancer
comprovado histopatologicamente e 22 pacientes saudaveis. Para cada paciente, todas as
imagens obtidas por TID foram submetidas aos passos descritos na se¢do anterior. Os
resultados sdo mostrados na Tabela 1 e na Tabela 2, onde cada linha da primeira co-
luna indica a técnica de aprendizagem usada para se chegar ao modelo de classificacao.
Cada linha, a partir da segunda coluna, contém os valores obtidos para cada modelo de



Tabela 1. Avaliacao com 10-Fold Cross Validation

Classificadores Sensibilidade | Especificidade | Precisdo Acuricia | Area ROC
Rede Neural 90,90% 95,45% 95,23% 93,18% 0,985
Rede Bayesiana 100,00% 100,00% 100,00% 100,00% 1,000
Floresta Randomica 95,45% 90,90% 91,30% 93,18% 0,987
Tabela de Decisdo 86,36% 90,90% 90,47% 88,63% 0,809
Bagging 90,90% 95,45% 95,23% 93,18% 0,988
] Média \ 92,72% \ 94,54% \ 94,44% \ 93,63% \ 0,954 \
Matriz de confusao da classificacio com rede Bayesiana Com céancer | Saudavel
Classificado como com cancer 22 0
Classificado como saudavel 0 22

Tabela 2. Avaliagcdao com Leave-One-Out Cross-Validation

Classificadores Sensibilidade | Especificidade | Precisdo Acuréria Area ROC
Rede Neural 90,90% 90,90% 90,90% 90,90% 0,997
Rede Baysiana 100,00% 100,00% 100,00% 100,00% 1,000
Floresta Randomica 95,45% 86,36% 87,50% 90,90% 0,981
Tabela de Decisdo 86,36% 81,81% 82,60% 84,09% 0,824
Bagging 90,90% 90,90% 90,90% 90,90% 0,985
y Média | 9272% | 8999% | 9038% | 9136% | 0957 |
Matriz de confusao da classificacao com rede Bayesiana Com cancer | Saudavel
Classificado como com céncer 22 0
Classificado como saudével 0 22

classificacdo usando as medidas: sensibilidade, especificidade, precisdo, acurdria e drea
sob a curva ROC [Han and Kamber 2006]. A matriz de confusdo [Han and Kamber 2006]
do modelo com melhor desempenho em cada teste € mostrada na parte inferior da res-
pectiva tabela. Na Tabela 1, os resultados obtidos foram avaliados aplicando a técnica
de avaliacdo 10-fold cross validation, enquanto que na Tabela 2, a técnica de avaliacao
Leave-One-Out Cross-Validation [Witten et al. 2011] foi usada.

Usando a ferramenta Weka, o método proposto foi avaliado aplicando-se algorit-
mos de classficacdo baseados em: redes Bayesianas, redes neurais, tabelas de decisdo,
bagging e florestas randémicas. Entre os algoritmos, o baseado em redes Bayesiana
(0 Bayes Net) apresentou o melhor desempenho quando avaliado pelas técnicas 10-fold
cross validation e Leave-One-QOut Cross-Validation, alcancando 100% em todas as medi-
das (Tabela 1 e Tabela 2).

5. Conclusoes

Regides da mama com cancer produzem sinais térmicos com alteragdo de comportamento
quando observados em funcdo do tempo. Este trabalho propde um método hidrido para
analisar essa altera¢do usando aprendizagem de méaquina nao supervisionada e supervisi-
onada. Cinco técnicas de aprendizagem foram aplicadas nos testes. Os resultados mostra-
ram que o método proposto é capaz de identificar pacientes com cancer de mama. Uma
acuracia de 100% foi1 obtida na execucao do algoritmo de classificagdo Bayes Net, assim
como acuracia média entre todos os classificadores de 93.63%. Como trabalho futuro,



o comportamento temporal de sinais térmicos, gerados por TID de ambas as mamas da
paciente, serd codificado em uma imagem. Sobre tal imagem, técnicas de processamento
e andlise de imagens serdo aplicadas com a finalidade de identificar pacientes com cancer
de mama.
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