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Resumo

GPUs modernas são compostas por centenas de proces-

sadores capazes de executar milhares de threads simulta-

neamente e estão sendo utilizadas com sucesso em diver-

sas aplicações na área de computação de alto-desempenho.

Neste trabalho apresentamos um simulador de modelos

neuronais realistas capaz de simular centenas de milhares

de neurônios por GPU. Resultados experimentais mostram

que as simulações são executadas 5 vezes mais rápidas em

GPUs, quando comparadas a CPUs modernas.

1. Introdução

Aglomerados de GPUs vêm se mostrando uma excelente

alternativa na área de computação de alto-desempenho para

aplicações que exigem um alto grau de paralelismo [13].

As GPUs modernas possuem centenas de núcleos, cada um

deles bastante simples, mas que, quando utilizados em pa-

ralelo, geram um alto poder computacional. Devido ao re-

lativo baixo custo de placas gráficas contendo GPUs, sua

utilização é uma ótima alternativa para pesquisadores per-

tencentes a instituições com poucos recursos financeiros e

com grande necessidade de recursos computacionais.

Uma área que requer um grande poder computacional

é a neurociência computacional, que tem como objetivo

ajudar no entendimento do funcionamento do sistema ner-

voso através de simulações detalhadas de suas partes. Nas

simulações, cada neurônio é modelado por equações dife-

renciais (de algumas dezenas a milhares por neurônio), que

descrevem a dinâmica de sua membrana celular e de seus

canais iônicos e cada simulação pode conter até milhões de

neurônios [2, 9]. O maior problema é o poder computacio-

nal requerido [7]. Simulações maiores estão sendo realiza-

das em supercomputadores, como o IBM BlueGene. Mas o

custo é inviável para pesquisadores de instituições que não

dispõem de milhões de dólares para a compra e manutenção
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destes supercomputadores.

A restrição no uso de GPUs é que estas são otimizadas

para operações de ponto flutuante do tipo SIMT (Single-

Instruction Multiple-Thread), onde múltiplas threads exe-

cutam uma mesma instrução em paralelo. A integração

numérica de um grande número de equações diferenciais,

que se diferenciam pelos valores de seus parâmetros, é

um tipo de aplicação adequada para a execução em GPUs.

Estas integrações podem ser realizadas em paralelo nos

núcleos presentes nas GPUs, enquanto os demais aspec-

tos da simulação, como sincronização, comunicação entre

neurônios e coleta de resultados, são realizadas pela CPU.

Neste artigo, analisamos a viabilidade de utilizar o po-

der computacional de placas gráficas para a simulação da

atividade de centenas de milhares de neurônios simultanea-

mente. Ainda não existem trabalhos publicados na área de

simulação de neurônios biologicamente realistas em GPUs

e neste sentido este trabalho é original. As principais

contribuições do artigo são:

(1) Desenvolvimento de um simulador baseado em GPUs

para redes neurais biologicamente realistas;

(2) Avaliação experimental do desempenho, escalabilidade

e precisão da simulação em múltiplas GPUs.

2. Trabalhos relacionados

Muitas classes de aplicações do tipo SIMT já se bene-

ficiam do uso de GPUs, como no treinamento de Support

Vector Machines (SVM) [5]. Neste caso, o algoritmo aplica

uma função sobre os elementos de uma matriz. Como a

memória compartilhada de cada processador da GPU é pe-

quena, os autores aplicam uma polı́tica de manter duas li-

nhas de cada vez na memória compartilhada. Li et al. [11]

simularam sistemas estocásticos de reações quı́micas, que

são calculadas utilizando um algoritmo de Monte Carlo,

sendo o principal desafio a geração de um grande quanti-

dade de números aleatórios. Ambos os problemas acima

podem ser considerados embaraçosamente paralelizáveis.

Existem diversos trabalhos sobre o uso de GPUs na área

de simulação de redes neurais artificiais [3, 8, 10]. Es-
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tes trabalhos foram implementados utilizando bibliotecas

gráficas anteriores ao CUDA, de modo que os elementos da

simulação foram mapeados em textura e as operações sobre

os elementos mapeadas em operações geométricas. Nestas

redes, os neurônios são bastantes simples e modelados por

uma função não-linear. Bernhard et al. [3] simularam redes

de neurônios do tipo integrate-and-fire, que são modelos

simplicados, representados por uma única equação diferen-

cial, que possuem algumas propriedades semelhantes aos

neurônios biológicos. Em todos estes casos, cada neurônio

é bastante simples e pode ser facilmente implementado em

um thread da GPU, com seus dados alocados na memória

compartilhada dos processadores da GPU.

3. Arquitetura e programação de GPUs

GPUs (Graphics Processing Unit) são unidades de pro-

cessamento presentes em placas gráficas modernas. Cada

GPU é composta por dezenas de multiprocessadores, que

por sua vez possuem múltiplos processadores, permitindo o

processamento de um grande número de instruções em pa-

ralelo [13]. A Figura 1 mostra a arquitetura GT200, onde

cada multiprocessador possui uma pequena memória local

de alta velocidade, que é compartilhada entre os processa-

dores, e um grande conjunto de registradores. Além disso,

a placa gráfica possui uma memória global, que pode ser

utilizada por todos os multiprocessadores. Como exemplo,

as placas GTX 295 possuem duas GPUs, com 240 proces-

sadores distribuı́dos em 30 multiprocessadores por GPU,

1982MB de memória global e 8192 registradores e 16kB

de memória compartilhada por multiprocessador.

Figura 1. Arquitetura de GPUs modernas.

A programação de GPUs é feita utilizando plataformas

que permitam acessar seus recursos computacionais. A

mais utilizada atualmente é CUDA [12], uma extensão da

linguagem C. Um programa em CUDA é iniciado e execu-

tado na CPU, mas o programador pode definir funções es-

peciais, chamadas de kernels, que são executadas na GPU.

Para cada kernel o usuário precisa definir o número de

threads que deseja executar e dividir estas threads em blo-

cos. Vemos na Figura 2 que cada bloco é executado em um

único multiprocessador, de modo que para utilizar todos os

n multiprocessadores de uma GPU, é necessário criar no

mı́nimo n blocos. Além disso, cada multiprocessador exe-

cuta w threads de cada bloco simultaneamente, utilizando

o modelo SIMT, onde todas as threads devem executar a

mesma instrução. Consequentemente, cada kernel lançado

para execução na GPU precisa ter no mı́nimo n ∗ w th-

reads para ser executado de modo eficiente, por exemplo,

30 ∗ 32 = 960 por GPU em uma GTX 295.

Figura 2. Execução dos blocos em um kernel.

O desafio de desenvolver programas eficientes em

CUDA consiste em codificar a aplicação em um grande

número de threads capazes de manter os processadores de

cada GPU sempre ocupados. Como a latência de acesso à

memória global é muito alta, cada thread deve manter os

dados que estão sendo utilizados na pequena quantidade de

memória compartilhada disponı́vel por processador. Como

veremos na Seção 5.1, estes requisitos são conflitantes e é

necessário encontrar um balanço entre eles.

4. Simulação de modelos realistas de neurônios

Neurônios são células especializadas, que possuem uma

membrana polarizada que mantém uma diferença de poten-

cial da ordem de 60mV entre os meios interno e externo,

com o processamento de informações ocorrendo através de

alterações neste potencial. Para permitir que a dinâmica do

neurônio seja simulada de modo eficiente, os neurônios são

modelados como um conjunto de compartimentos isopoten-

ciais, conectados por uma resistência radial entre os com-

partimentos. Cada neurônio é modelado como um circuito

elétrico, onde a membrana celular é representada por um ca-

pacitor e os canais iônicos, que são proteı́nas que permitem

a passagem de ı́ons pela membrana, como resistências [2,9],

como na Figura 3.
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Figura 3. Compartimento de um neurônio
modelado como um circuito elétrico.

A membrana possui canais iônicos passivos, de re-

sistência constante, canais ativos dependentes de voltagem

e canais sinápticos. Os canais sinápticos são o principal me-

canismo de comunicação entre neurônios. Quando o poten-

cial de membrana em um neurônio atinge um limiar, é dis-

parado um potencial de ação [2,9], que causa a liberação de

neurotransmissores na sinapse entre os neurônios. O tempo

entre o disparo de um potencial de ação e a ativação do ca-

nal sináptico no outro neurônio demora em torno de 10ms.

Já os canais ativos possuem um conjunto de portões, que

permitem a passagem de ı́ons, cuja dinâmica de abertura e

fechamento depende do potencial de membrana e é repre-

sentada por uma equação diferencial. Os canais ativos são

os responsáveis pela geração dos potenciais de ação.

Cada neurônio é modelado por um sistema de equações

diferenciais, uma por compartimento, que precisam ser in-

tegradas simultaneamente pelo simulador, e são do tipo:

Cm

dV

dt
=

Em − Vm

Rm

+
V ′

m
− Vm

R′
a

+
V ′′

m
− Vm

Ra

+Iion+Iext

onde Vm é o potencial de membrana, Cm a capacitância da

membrana, Rm a resistência de membrana, Ra a resistência

axial, Iext é a corrente externa aplicada sobre o neurônio e

Iion é a soma das correntes dos canais sinápticos e ativos.

V ′
m

, V ′′
m

e R′
a

correspondem aos compartimentos vizinhos.

Os simuladores neuronais mais utilizados são o GENE-

SIS (GEneral NEural SImulation System) [2] e o Neu-

ron [4]. Ambos permitem a simulação de neurônios in-

dividuais e de redes compostas por múltiplos neurônios e

utilizam o método de Hines [6], descrito a seguir, para a

integração das equações diferenciais. O GENESIS está atu-

almente na versão 2.3 e o MOOSE [1], em ativo desenvol-

vimento, deverá ser utilizado como núcleo do GENESIS 3.

4.1. O método de Hines

A simulação de neurônios é normalmente implementada

utilizando o método de Hines [6], que permite integrar o sis-

tema de N equações diferencias acopladas de um neurônio

de modo bastante eficiente. As equações diferenciais que

representam o neurônio são codificadas como um sistema

linear do tipo A ∗ V = B, composto por uma matriz es-

parsa A, contendo os coeficientes dependentes dos valores

do potencial de membrana de cada compartimento (vetor

V ), e pelo vetor B, contendo os termos não dependentes

dos potenciais. A cada passo de integração o sistema linear

é resolvido e a simulação avança um intervalo de tempo dt.

A primeira otimização do método consiste em criar uma

matriz A de um modo que esta possa ser triangularizada.

O sistema pode então ser facilmente resolvido pelo uso do

método da substituição, onde o valor Vk do último compar-

timento é calculado, em seguida o Vk−1, e assim por diante.

A Figura 4 mostra este processo.

Figura 4. Matriz utilizada no método de Hines.

As demais otimizações são especı́ficas para os canais

ativos e consistem, por exemplo, em inserir na matriz A

os coeficientes das equações diferenciais que representam

os portões dos canais ativos. Deste modo, é possı́vel se

obter precisão de segunda ordem no cálculo das corren-

tes dos canais ativos. No caso geral onde existem canais

iônicos ativos em compartimentos arbitrários é necessário

realizar a triangularização da matriz A em todos os passos

de integração, uma vez que seus coeficientes terão os valo-

res alterados em cada passo. Mas quando os canais ativos

estão presentes apenas na soma, o que é verdade em grande

parte dos modelos computacionais existentes, apenas o coe-

ficiente do potencial Vk é alterado, e a triangularização não

precisa ser realizada em cada passo.

5. Implementação do simulador

Realizamos a implementação do simulador em versões

para a CPU e para a GPU, com o objetivo de comparar o ga-

nho de desempenho obtido utilizando a GPU e as diferenças

na precisão dos cálculos. Ambas as versões funcionam com

números de ponto flutuante de precisão simples e dupla.

A implementação na CPU foi realizada em C++ e con-

siste de uma classe HinesMatrix que implementa o método

de Hines. A matriz A é criada a partir de informações mor-

fológicas dos neurônios que serão simulados e é, em se-

guida, triangularizada. O sistema linear é então resolvido
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em cada passo de integração, que é dividido em três eta-

pas: (1) determinação das correntes geradas pelos canais

iônicos ativos, (2) determinação dos termos do vetor B, que

são independentes dos potenciais de V e (3) atualização dos

termos dependentes de V em A. Os N neurônios de cada

simulação são simulados simultaneamente e os valores dos

potenciais de membrana ao final cada passo de integração

escritos em um arquivo de saı́da.

5.1. Implementação em GPU

A execução da simulação em GPU consiste em uma

sequência de etapas coordenadas pela CPU, onde em cada

etapa a CPU prepara a chamada do kernel, que implementa

o método de Hines, solicita a execução do kernel na GPU e

coleta os resultados da execução do kernel.

As matrizes que representam o neurônio são configura-

das pela CPU no inı́cio da simulação. Em seguida é alocada

memória no dispositivo (placa gráfica) e as informações

dos neurônios são transferidas da memória principal do

computador para a memória do dispositivo. Chamadas às

funções de alocação de memória e transferência de dados

são operações caras e são minimizadas, com a alocação da

memória para todos os neurônios sendo realizada em uma

única chamada. A transferência dos dados da simulação é

realizada com uma única chamada por neurônio.

Cada chamada do kernel executa na GPU n passos de

integração numérica, onde o valor de n é determinado por

dois fatores: (1) em cada chamada do kernel, a GPU pre-

cisa armazenar em sua memória global dados da simulação,

como o potencial de membrana nos compartimentos, que

são transferidos para a memória principal do computador

no fim da chamada e (2) a comunicação entre neurônios é

processada pela CPU ao fim de cada chamada do kernel.

Se o atraso na comunicação entre neurônios na rede simu-

lada for, por exemplo, sempre maior que 10ms e utilizarmos

dt = 0.1ms, podemos escolher n = 100.

Em nossa implementação, cada neurônio é simulado por

uma thread distinta da GPU, com 32 threads por bloco, de

modo a otimizar o uso dos processadores da GPU. A Fi-

gura 5 mostra a execução simultânea de 3 kernels em 3

GPUs, onde cada kernel precisa ser iniciado por uma th-

read distinta na CPU. No final de cada execução do ker-

nel, a thread responsável pela execução coleta os dados da

GPU para a memória da CPU, sincroniza a execução da

simulação com as demais threads e, em seguida, inicia outra

execução do kernel na GPU.

O kernel implementa o método de Hines, utilizando

os processadores da GPU para realizar a solução do sis-

tema linear. Esta implementação pode ser feita de forma

direta, com os processadores acessando as informações

dos neurônios diretamente na memória global, com pou-

cas modificações com relação à versão em CPU. Mas na

Figura 5. Execução da simulação em 4 GPUs.

implementação direta o desempenho é ruim, ficando até

mesmo inferior ao desempenho da execução em CPUs,

como veremos na Seção 6.5. Isto ocorre porque o acesso

à memória global é lento, demorando centenas de ciclos

computacionais do processador [12]. Além disso, o cache

presente na GPU é especı́fico para dados do tipo somente

leitura. Consequentemente, nesta implementação direta, os

processadores da GPU ficam a maior parte do tempo ocio-

sos esperando pelos dados da memória global.

5.2. Otimizações

As otimização que realizamos no código para melhorar o

desempenho da simulação consistem em diminuir o número

de acessos à memória global, pois este foi o grande gar-

galo encontrado na implementação direta. Para tal, cada

chamada do kernel realiza os seguintes passos: (1) trans-

fere a maior quantidade possı́vel de dados utilizados na

simulação para a memória compartilhada dos multiproces-

sadores, (2) realiza os passos de integração numérica utili-

zando os dados da memória compartilhada e (3) copia de

volta à memória global os dados que foram modificados.

A maior dificuldade é que a memória compartilhada dis-

ponı́vel é muito pequena, 16 kB para cada multiprocessa-

dor, e são executados 32 neurônios por bloco, um em cada

thread. Deste modo, a memória compartilhada disponı́vel

por neurônio é de apenas 512 bytes, o que impossibilita

a alocação de todas as informações de cada neurônio na

memória compartilhada.

Para otimizar o uso da memória compartilhada, reduzi-

mos a quantidade de dados utilizada por neurônio: (1) a

matriz esparsa A foi implementada como um arranjo linear

contendo os termos não-nulos da matriz, diminuindo o uso

de memória do neurônio de O(k2) para O(k), onde k é o

número de compartimentos, e (2) neurônios de um mesmo

tipo compartilham diversas estruturas de dados, como a ma-

triz A e informações morfológicas, de modo que basta uma

única cópia desta informação na memória compartilhada de

cada multiprocessador.

Finalmente, realizamos otimizações nos acessos à

memória, de modo que estes pudessem ser combinados
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de forma a reduzir a latência. No caso da memória glo-

bal, quando diversas threads de um mesmo bloco aces-

sam endereços contı́guos de memória, o hardware da GPU

agrupa os acessos em uma única requisição, processo deno-

minado coalescing. Além disso, a memória compartilhada

dos multiprocessadores é dividida em bancos de memória,

e o acesso é mais eficiente quando não existem acessos si-

multâneos a um mesmo banco.

5.3. Limitações do simulador

Uma limitação importante de nosso simulador é que

ainda não foram implementados canais sinápticos e meca-

nismos de comunicação entre neurônios. Apesar de ser uma

funcionalidade complexa, não deve ocorrer um grande im-

pacto no desempenho da simulação, pois a coordenação da

comunicação é realizada ao fim de cada chamada do kernel,

que executa em torno de 100 passos de integração numérica.

Uma segunda limitação é que, nesta versão, os canais

iônicos ativos podem estar presentes apenas na soma do

neurônio. No caso geral de canais ativos em qualquer com-

partimento é preciso realizar a triangularização da matriz A

em cada passo de integração. Isto irá aumentar o uso de pro-

cessamento, possivelmente melhorando o ganho em desem-

penho obtido pelo uso de GPUs, mas aumentará também o

uso de memória compartilhada.

O simulador foi implementado com o objetivo de veri-

ficar a viabilidade de realizar simulações de neurônios bio-

logicamente realistas em GPUs e não possui todas as fun-

cionalidades de um simulador neuronal completo, como o

GENESIS ou o Neuron. Pretendemos adaptar o kernel para

ser executado com o simulador MOOSE [1], que é uma

implementação da arquitetura do GENESIS 3 [2]. Este

simulador é implementado de modo modular, sendo que

a integração numérica dos neurônios é realizada por um

módulo denominado hsolve. O objetivo é modificar este

módulo de modo a utilizar o poder computacional de GPUs.

6. Experimentos

Avaliamos o simulador de modo a validar a corretude

do simulador e determinar o ganho de desempenho e es-

calabilidade com relação ao número e complexidade dos

neurônios. Os experimentos foram realizados em um com-

putador com processador Intel Core i7 920, de 2.66GHz, 6

GB de memória RAM e duas placas gráficas nVidia GTX

295, com duas GPUs e 1892 MB de memória em cada.

Utilizamos o sistema operacional Ubuntu 9.04 de 64 bits,

CUDA versão 2.2 e drivers da nVidia versão 185.18.14. Uti-

lizamos o compilador g++, configurado para gerar código

otimizado através da opção -O3.

6.1. Validação do Simulador

A validação do simulador foi realizada comparando

os resultados obtidos no simulador, utilizando a CPU e

números de precisão dupla, com aqueles obtidos utilizando-

se o GENESIS 2.3. Escolhemos o GENESIS por este

ser um simulador amplamente utilizado em pesquisas ci-

entı́ficas, com dezenas de trabalhos publicados 1 a partir de

resultados obtidos no simulador.

Avaliamos diversos cenários, como a injeção de corrente

em árvores dendrı́ticas passivas, dendritos lineares passivos

e em compartimentos com canais ativos. Em todos os ca-

sos, as simulações obtiveram resultados equivalentes, com

diferenças no potencial de membrana menores que 0.1mV .

Estas diferenças são pequenas, dado que o potencial de

membrana variou entre −5mV e 90mV , e possivelmente

ocorram por pequenas diferenças de implementação.

6.2. Precisão dos cálculos

A arquitetura GT200 possui desempenho máximo

quando utilizam representações de ponto-flutuante de pre-

cisão simples, fornecendo 8 unidades de processamento por

multiprocessador, mas também dá suporte a representações

de dupla precisão, mas com apenas 1 unidade de processa-

mento por multiprocessador. Mas apesar da utilização de

números de precisão simples trazer um desempenho teórico

várias vezes superior, na prática isto não ocorre, pois a GPU

não consegue manter todos os processadores sempre ativos.

Comparamos o desempenho da simulação para o caso

em que utilizamos números e operações de ponto flutuante

de precisão dupla e simples, tanto na execução na GPU

quanto na CPU. O objetivo é verificar qual o impacto no

tempo de execução gerado pelo uso de números de precisão

dupla. Neste experimento utilizamos a versão otimizada da

implementação em GPU e executamos as simulação utili-

zando um único núcleo de CPU e apenas uma GPU. Simu-

lamos um perı́odo de 1 segundo em 10.000 neurônios.

A Figura 6 mostra que no caso de CPUs, à medida que

aumentamos o número de compartimentos por neurônios,

o tempo de execução cresce mais rapidamente com o uso

de números do tipo double. Para neurônios de 4 compar-

timentos, o tempo de execução com doubles é 14% maior,

enquanto com 32 compartimentos o tempo é 28% maior.

Este efeito é provavelmente resultante da maior quantidade

de faltas de cache quando usamos números do tipo double.

No caso de GPUs, a diferença relativa no tempo de

execução com o uso de double e float diminui à medida

que aumentamos o número de compartimentos. A diferença

de desempenho no caso de 16 compartimentos é de 17%.

Podemos concluir a partir destes resultados que o desem-

penho da simulação é fortemente dependente do tempo de

1Lista disponı́vel em http://www.genesis-sim.org.
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Figura 6. Execução com números de ponto-
flutuante de diferentes precisões.

acesso à memória da placa gráfica, caso contrário o desem-

penho com a precisão simples deveria ser pelo menos 4 ve-

zes superior, aumentando proporcionalmente ao número de

compartimentos. No caso de números de precisão dupla,

tivemos que limitar o número de compartimentos a 16, em

comparação a 32 no caso de precisão simples, devido ao

tamanho reduzido da memória compartilhada.

Outra maneira de otimizar o desempenho seria utilizando

funções matemáticas, fornecidas pela biblioteca CUDA,

que possuem menor precisão mas são calculadas mais ra-

pidamente. Mas a utilização destas funções trouxe um ga-

nho de desempenho muito pequeno, menor que 0.5%, e

diminuição na precisão dos resultados, de modo que decidi-

mos não utilizá-las.

Também avaliamos os erros que ocorrem quando utiliza-

mos números de precisão simples e dupla na CPU e GPU

para determinar se existem diferenças significativas nos re-

sultados. Realizamos a simulação de neurônios utilizando

4, 8, 12 e 16 compartimentos e avaliamos o erro médio em

cada caso com relação à execução na CPU com números de

precisão dupla.

Tabela 1. Diferença média no valor de Vm com
relação à execução em CPU com números do
tipo double após 1s de simulação.

GPU double CPU float GPU float

0.0002 mV 0.0063 mV 0.0352 mV

Como podemos ver na Tabela 1, o erro médio gerado

pela utilização da GPU com o tipo double é praticamente

zero. Quando utilizamos a GPU com o tipo float, o erro

é maior mas ainda pequeno se considerarmos que o po-

Figura 7. Tempo de execução com diferentes
números de compartimentos.

tencial de repouso dos neurônios é da ordem de -60mV.

Deste modo, decidimos utilizar o tipo float como padrão nas

simulações com GPUs, especialmente porque neste caso é

possı́vel simular neurônios de até 32 compartimentos.

6.3. Desempenho da simulação em GPUs

Comparamos o desempenho do simulador baseado em

GPUs com relação à simulação em CPUs, para verificar se

o ganho em desempenho justifica o seu uso. Avaliamos o

desempenho do simulador utilizando 4 GPUs e 4 núcleos de

um processador quad-core, comparando o tempo necessário

para a simulação de 1 segundo de atividade neuronal. Neste,

e em todas os experimentos seguintes, utilizamos números

de precisão simples do tipo float tanto nas simulações com

CPUs quanto com GPUs.

O número máximo de neurônios que podem ser execu-

tados simultaneamente em cada GPU é determinado pela

disponibilidade de memória na placa gráfica, sendo que em

nosso caso conseguimos armazenar os dados de 100.000

neurônios de 32 compartimentos ou 800.000 de 4 compar-

timentos por GPU. Seria possı́vel simular mais neurônios

em cada GPU, mas nesse caso, terı́amos que constante-

mente trocar os dados armazenados na GPU para simular

diferentes grupos de neurônios, o que seria proibitivamente

caro. Finalmente, utilizamos um único tipo de neurônio

na simulação para diminuir a quantidade de variáveis na

simulação, mas múltiplos tipos podem ser facilmente simu-

lados, com a restrição de que os neurônios de um mesmo

bloco do kernel devem ser do mesmo tipo.

No primeiro experimento avaliamos o tempo necessário

para realizar a simulação de 1 segundo de atividade neuro-

nal de 100.000 neurônios. Utilizamos neurônios com dife-

rentes números de compartimentos e comparamos o tempo

total utilizado pela GPU com o tempo utilizado pela CPU.
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Figura 8. Tempo de execução com diferentes
números de neurônios.

Vemos na Figura 7 que a simulação utilizando 4 GPUs

possui um desempenho 6.3 vezes superior ao uso de 4

CPUs (12.50s e 78.98s respectivamente) quando simulamos

neurônios com 4 compartimentos. No caso de neurônios de

32 compartimentos, esta melhora cai para 3.2 vezes (61.65s

e 197.38s respectivamente). Este efeito ocorre porque no

caso de neurônios de 16 compartimentos é necessário bus-

car uma maior quantidade de dados na memória global da

placa gráfica, reforçando o fato de que o desempenho da

simulação na GPU está sendo limitado pela latência de

acesso à memória global.

Avaliamos também a variação do tempo necessário para

a execução da simulação à medida que aumentamos o

número de neurônios simulados. Realizamos a simulação

utilizando entre 1.000 e 400.000 neurônios.

A Figura 8, em escala log-log, mostra que, para

simulações com 400.000 neurônios, o tempo gasto quando

utilizamos 4 GPUs foi de 137.20 segundos, enquanto com

4 CPUs o tempo foi de 752.19s, um ganho de desempe-

nho de 5.5 vezes. Para 10.000 neurônios, o ganho foi de

3.1 vezes e para 1.000 neurônios a execução em CPUs foi

mais rápida que em GPUs. Isto mostra que utilizar GPUs

é vantajoso apenas no caso em que precisamos simular um

grande número de neurônios, o que é esperado, dado que

o alto desempenho das GPUs vêm do fato destas poderem

processar um grande número de threads simultaneamente.

Além disso, no caso de poucos neurônios, não existe justi-

fica para utilizar GPUs, dado que as CPUs são capazes de

simular os neurônios de modo eficiente.

6.4. Escalabilidade com o número de GPUs

Comparamos o ganho de desempenho obtido com o uso

de múltiplas GPUs, simulando a execução de diferentes

números de neurônios de 16 compartimentos, utilizando

Figura 9. Escalabilidade no número de GPUs.

1, 2, 3 e 4 GPUs. A Figura 9 mostra o tempo total de

execução em cada configuração, sendo que o número total

de neurônios é dividido entre as GPUs disponı́veis.

Como podemos ver, no caso em que simulamos um

grande número de neurônios o ganho de desempenho

foi proporcional ao número de GPUs utilizadas. Para

100.000 neurônios, o tempo de execução quando utiliza-

mos um núcleo foi de 129.67s, tempo 1.98 vezes superior

à simulação com 2 GPUs, 2.93 vezes superior à 3 GPUs e

3.64 vezes superior à simulação com 4 GPUs.

O ganho para o uso de até 3 GPUs foi praticamente li-

near, com as diferenças geradas por: (1) GPUs são mais

eficientes na simulação simultânea de um número maior

de neurônios e (2) o tempo necessário para preparar a

simulação é independente do número de GPUs. No caso

de 4 GPUs, o ganho de desempenho foi menor porque tive-

mos que compartilhar a GPU com a execução da interface

gráfica do Linux. Mas, no caso de máquinas dedicadas à

execução de aplicações paralelas e em simulações mais lon-

gas, esta influência será menor e podemos esperar speedups

próximos de linear.

6.5. Influência das otimizações

Neste experimento comparamos o efeito que as dife-

rentes otimizações produziram no tempo de execução da

simulação. Comparamos o tempo de execução para a

simulação de 10.000 neurônios utilizando uma única GPU

para diferentes números de compartimentos. Utilizamos as

duas versões do simulador descritas na Seção 5.1.

Como podemos verificar na Figura 10, quando utiliza-

mos a versão não otimizada do código, o tempo necessário

para realizar as simulações cresce rapidamente à medida

que aumentamos o número de compartimentos. Para 4 com-

partimentos, foram necessários 10.32 segundos para execu-

tar a simulação, enquanto para 32 compartimentos foram
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Figura 10. Impacto das otimizações.

utilizados 459.74 segundos, um tempo 45 vezes superior

para um número de compartimentos 8 vezes maior.

Na versão otimizada, foram utilizado 4.87s na simulação

com 4 compartimentos e 23.17 na simulação com 32 com-

partimentos, com um crescimento linear no tempo total de

execução à medida que aumentamos o número de compar-

timentos. Para neurônios com 32 compartimentos, o tempo

de execução foi aproximadamente mais de 20 vezes mais

rápido que o caso não otimizado.

Esta diferença de desempenho pode ser explicada pelo

fato que o grande limitador de desempenho nas placas

gráficas atuais é a latência no acesso à memória global

da placa gráfica, que é da ordem de centenas de ciclos.

No caso otimizado os dados mais utilizados são colocados

na memória compartilhada dos processadores da GPU, de

modo que o tempo de acesso é muito menor, além das de-

mais otimizações, como a transferência conjunta dos dados

de diferentes neurônios em uma única requisição.

7. Conclusões

Neste artigo mostramos que a simulação de redes neu-

ronais biologicamente realistas em GPUs é viável e pro-

duz importantes ganhos de desempenho, superiores a 5 ve-

zes na simulação de neurônios de 16 compartimentos em

uma máquina com 4 GPUs. Considerando que diversas pla-

cas mãe modernas oferecem a possibilidade de colocar 4

placas gráficas (8 GPUs) em um único computador, para

esta máquinas podemos esperar obter um ganho superior a

10 vezes com o uso de GPUs e a possibilidade de simular

800.000 neurônios por máquina. Deste modo, com um pe-

queno aglomerado de GPUs com 5 máquinas, terı́amos o

poder computacional de um aglomerado tradicional de 50

máquinas e capacidade de simular 4 milhões de neurônios

simultaneamente.

Os ganhos de desempenhos devem ser ainda mais ex-

pressivos na próxima geração de placas gráficas, dado que

o poder de processamento em GPUs está aumentando muito

mais rapidamente que o de CPUs [12]. Além disso, preten-

demos aplicar otimizações no código que podem melhorar

ainda mais o desempenho de nosso simulador, como o uso

do cache de texturas da GPU.

Como trabalho em andamento, estamos desenvolvendo

o simulador para eliminar as restrições existentes relacio-

nadas à comunicação entre neurônios através de sinapses

e a presença de canais iônicos ativos fora do corpo celu-

lar. O passo seguinte será incorporar a solução do método

de Hines em GPUs ao simulador MOOSE. Isto permitirá

que pesquisadores executem centenas de modelos de redes

neuronais já existentes e facilmente criem novos modelos

utilizando as ferramentas deste simulador, o que facilitará o

acesso ao alto poder computacional oferecido pelas GPUs a

pesquisadores não especialistas em programação paralela.
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