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Resumo. Detecção de comunidades em grafos é um tipo de análise amplamente
utilizada por aplicações de diversas áreas do conhecimento. Com o crescente
aumento do volume de dados surge a necessidade de implementações paralelas
e distribuı́das para que o tempo de processamento não aumente a ponto de li-
mitar sua aplicabilidade. Este estudo analisa a escalabilidade e a acurácia dos
métodos para detecção de comunidades mais utilizados atualmente em ambien-
tes paralelos e distribuı́dos. A partir de uma análise detalhada do impacto
que a comunicação entre os processos teve no tempo de execução de cada
implementação são feitas recomendações em relação aos algoritmos mais pro-
missores em relação a melhoria da escalabilidade nestes ambientes.

1. Introdução
Uma comunidade dentro de um grafo pode ser definida como um subgrafo que possui
mais conexões internas do que externas. O processo de encontrar a estrutura de comunida-
des de um grafo é chamado de detecção de comunidades. Diversos métodos para detectar
comunidades foram desenvolvidos, envolvendo diferentes necessidades de quantidade de
informação a respeito do grafo [Fortunato and Hric 2016]. Existem diversas aplicações
em que este tipo de análise pode ser utilizada. Ela é encontrada, principalmente, em sis-
temas de recomendação, análise de redes sociais e aplicações de bioinformática como
análise de cadeias de proteı́nas.

Devido ao aumento do volume de dados de diversas aplicações, existe uma neces-
sidade de implementações paralelas para algoritmos de grafos, para que o tempo de pro-
cessamento não aumente a ponto de limitar a aplicabilidade destas técnicas. Em muitos
casos, como o de aplicações de redes sociais, os grafos atuais já não podem ser processa-
dos em apenas uma máquina devido a limitações de memória, aumentando a necessidade
de implementações distribuı́das.

Devido a natureza do problema de detecção de comunidades, se faz necessário
o compartilhamento de informações sobre a estrutura de todo o grafo durante o proces-
samento de cada vértice, de forma que implementações paralelas em memória compar-
tilhada (multiprocessadores) e distribuı́das que trocam mensagens (multicomputadores)



precisam utilizar otimizações para evitar comunicações excessivas e seções crı́ticas entre
os processos envolvidos. Em função disto, existe uma perda inevitável da qualidade da
solução, que irá variar de acordo com a quantidade e tipo de otimizações utilizadas.

Este estudo propõe uma análise das principais implementações paralelas e dis-
tribuı́das para detecção de comunidades com o objetivo de verificar a eficiência de cada
otimização utilizada e o impacto resultante na qualidade da solução. Como carga de
entrada foram selecionados grafos de aplicações reais com diferentes tamanhos e densi-
dades, obtidos em repositórios públicos, como SNAP e Network Repository e ampla-
mente usados em trabalhos relacionados. Tendo esses pontos em vista, as principais
contribuições deste estudo são:

• Apresentação das principais soluções paralelas e distribuı́das para detecção de
comunidades encontradas na literatura detalhando as otimizações utilizadas por
cada uma;

• Análise da escalabilidade e acurácia de cada implementação em um multipro-
cessador (multicore) e em um multicomputador (cluster) usando grafos reais de
diferentes tamanhos e densidades;

• Análise detalhada do impacto que a comunicação entre os processos teve no tempo
de execução de cada implementação e recomendações em relação aos algoritmos
e otimizações mais promissores em relação a escalabilidade nestes ambientes.

2. Referencial Teórico
Existem diversos métodos de detecção de comunidades [Fortunato and Hric 2016] e
diversas implementações paralelas e distribuı́das de cada um destes métodos. Para
este estudo foram selecionados os três métodos mais estudados na literatura e as
suas implementações open-source disponı́veis em repositórios públicos. Todas as
implementações utilizam a linguagem C++ e as bibliotecas OpenMP e MPI para proces-
samento paralelo e distribuı́do. A seguir, cada método e suas respectivas implementações
são apresentados em detalhe.

2.1. Método Louvain

O método de Louvain [Blondel et al. 2008] propõe a otimização da função da modula-
ridade [Newman and Girvan 2004], que quantifica a conectividade de um conjunto de
sub-grafos. O algoritmo realiza a otimização da modularidade em múltiplos nı́veis do
grafo. Inicialmente, cada vértice é considerado como pertencente a sua própria comuni-
dade. Em seguida, cada vértice, em uma ordem aleatória, verifica se uma mudança para
uma comunidade de um de seus vizinhos proverá um melhor valor de modularidade para
o grafo. O vértice, então, é movido para a comunidade que proverá o melhor valor de
modularidade e não se move caso não seja possı́vel uma melhora. Quando não existem
mais movimentos que melhorem a modularidade do grafo cada comunidade é convertida
em um super-vértice e um novo grafo é formado. O algoritmo, então, é aplicado nova-
mente neste novo grafo. Quando um grafo não é capaz de gerar uma melhora no valor da
modularidade o algoritmo encerra.

Lu et al. [Lu et al. 2015] propuseram uma implementação do algoritmo Lou-
vain chamada Grappolo que utiliza paralelismo em memória compartilhada e aplica
otimizações referentes a ordem de processamento dos vértices e na independência de



seu processamento. Cada thread OpenMP é responsável por processar um conjunto de
vértices, realizando todos os cálculos e movimentos. Como efetuar movimentos implica
na alteração de duas comunidades, é necessário utilizar uma forma de sincronismo entre
as threads. Os autores evitam a utilização de uma seção crı́tica para efetuar movimentos
trocando-a por um conjunto de operações atomic. Para evitar conflitos entre threads o
grafo é colorido e cada conjunto de cores é processado separadamente.

Gosh et al. [Ghosh et al. 2018] propuseram uma implementação hı́brida
MPI/OpenMP do algoritmo de Louvain chamada Vite, que roda tanto em multiproces-
sadores quanto em multicomputadores. O grafo é dividido entre as máquinas do multi-
computador utilizando processos MPI, que por sua vez chamam diretivas OpenMP para
explorar os vários núcleos de cada máquina. Além disso, duas otimizações são utilizadas
para acelerar a convergência da solução. A primeira otimização se chama Threshold Cy-
cling e pode ser utilizada durante todo o processamento. Ela consiste em modificar o valor
da condição de parada do algoritmo de forma iterativa, juntamente com as construções dos
grafos. Os autores utilizam um valor maior para as primeiras iterações do algoritmo, onde
o grafo ainda é muito grande. Conforme comunidades são formadas e o grafo é transfor-
mado em um novo grafo e, portanto, diminuindo de magnitude, a condição de parada se
torna menor. Desta forma, computações excessivas nas iterações iniciais são evitadas. A
segunda otimização se chama Early Termination. Ela define uma probabilidade de um
vértice deixar de ser elegı́vel para ser processado. Esta probabilidade aumenta conforme
o vértice permanece na mesma comunidade, até que ele se torna inativo, impedindo que
seja processado novamente na iteração atual. Desta forma, o processamento excessivo de
vértices que não irão se mover é cortado.

2.2. Método Infomap

O método Infomap [Rosvall et al. 2009] introduz uma versão otimizada da Map Equation
criada pelos próprios autores para detectar comunidades. A equação se baseia em uma
caminhada aleatória, calculando qual seria a menor quantidade de bits possı́vel para des-
crever um caminho pelo grafo. Comunidades são utilizadas como prefixos para permitir a
reutilização de IDs de vértices. A equação, então, otimiza o Minimum Description Length
(MDL) de um grafo. O método possui uma estrutura similar ao Louvain, mas apresenta
mais fases para prover um refino da solução. Inicialmente, é realizada uma detecção se-
guindo os mesmos passos do algoritmo de Louvain onde uma solução inicial é criada e
então um novo grafo é gerado. O algoritmo é aplicado novamente nesse grafo e assim
sucessivamente até que não ocorram melhoras na Map Equation. Após essa fase inicial o
algoritmo executa dois tipos de refino sobre a solução encontrada. Primeiro, é permitido
que vértices se movam individualmente, como na primeira fase, mas suas comunidades
permanecem sendo as mesmas que foram definidas anteriormente. Isto permite que o
algoritmo inicial seja re-computado sobre o grafo, corrigindo movimentos individuais.
O segundo refino age sobre cada comunidade, dividindo-as em sub-comunidades e apli-
cando o algoritmo inicial em grupos de vértices.

Bae et al. [Bae et al. 2013] propuseram uma implementação paralela para
memória compartilhada do método Infomap usando OpenMP. Os autores a nomearam
de Relaxmap, pois são propostos relaxamentos de thresholds e computações em relação
ao algoritmo original. A principal proposta é a aceleração da convergência do método In-
fomap por meio de thresholds mais altos para as condições de parada do algoritmo. Além



disso, o processamento de vértices é dividido entre múltiplas threads, que realizam os
cálculos de movimento de forma independente e utilizam uma seção crı́tica para efetuar
os melhores movimentos encontrados.

Faysal et al. [Faysal et al. 2021] propuseram uma implementação hı́brida
MPI/OpenMP do método Infomap chamada HyPC-Map, que roda tanto em multipro-
cessadores quanto em multicomputadores. O grafo é dividido entre as máquinas do mul-
ticomputador utilizando processos MPI, que por sua vez chamam diretivas OpenMP para
explorar os vários núcleos de cada máquina, seguindo o mesmo modelo do Relaxmap.
Os processos MPI se comunicam após cada iteração, enviando o posicionamento final de
seus vértices em comunidades.

2.3. Método Label Propagation
O método Label Propagation apresenta maior simplicidade em relação aos métodos an-
teriores. Sua ideia principal é atribuir uma comunidade única para cada vértice em um
subconjunto de vértices do grafo e fazer com que eles propaguem suas comunidades para
seus vizinhos. Vértices mudam de comunidade baseado na quantidade de vizinhos que
pertencem a outra comunidade. O algoritmo realiza diversas iterações de propagação até
que seja atingida uma convergência nas atribuições de comunidade de cada vértice.

Devido a simplicidade do método, existem diversas implementações paralelas para
memória compartilhada do mesmo. Para este estudo foi selecionada a implementação
do toolkit NetworKit [Staudt et al. 2016], chamada PLP [Staudt and Meyerhenke 2016],
pois a mesma é implementada na mesma linguagem das outras implementações abordadas
(C++) e utiliza a mesma biblioteca de paralelização (OpenMP). O PLP, assim como o
algoritmo original, apresenta uma implementação bastante simples. Os vértices do grafo
são distribuı́dos entre múltiplas threads, que propagam as comunidades dos vértices.

O CDLP é uma implementação do método Label Propagation do benchmark
LDBC Graph Analytics [Iosup et al. 2016] . A implementação faz pequenas alterações
no algoritmo original para torná-lo determinı́stico. Para este estudo foi utilizada a versão
do CDLP disponı́vel na biblioteca GRAPE [Fan et al. 2017], que é implementada em C++
e MPI/OpenMP e roda em multicomputadores.

3. Experimentos
Para verificar a escalabilidade das implementações apresentadas na Seção 2 e os impactos
das otimizações na qualidade das comunidades detectadas, foram realizados os seguintes
experimentos:

• Qualidade: Comparação dos resultados obtidos a partir dos algoritmos se-
quenciais com os resultados de cada implementação utilizando suas diferentes
otimizações.

• Speed-Up: Comparação do tempo de execução dos algoritmos sequenciais com
as implementações paralelas e distribuı́das utilizando diferentes números de pro-
cessos.

• Comunicação: Análise do impacto que a comunicação entre os processos teve no
tempo de execução.

Todos os experimentos foram realizados em um cluster com quatro máquinas mul-
ticore Dell EMC PowerEdge R740 com duas soquetes, cada uma com um processador



Xeon Gold 5118 (12 Cores de 2.30 GHz e suporte a hyperthreading de grau 2) totalizando
24 cores capazes de executar 48 threads por máquina. Cada core fı́sico possui 12 Mbytes
de cache L2 e uma cache L3 compartilhada de 16.5 Mbytes por processador, com 192
Gbytes de memória principal por máquina. As máquinas do cluster estão interligadas por
4 redes Gigabit-Ethernet cuja capacidade agregada é utilizada pelo MPI, atingindo uma
vazão de até 3, 2Gbits/s e latência de 35 micro segundos. Os tempos sequenciais foram
medidos em um núcleo desta máquina, as execuções das implementações paralelas com
memória compartilhada (OpenMP) em uma máquina deste cluster, e as implementações
distribuı́das baseadas em troca de mensagem (MPI) utilizando todas as máquinas do clus-
ter. Todos os resultados apresentados nesta Seção são referentes às médias de 5 execuções,
utilizando um intervalo de confiança de 90%.

Para os experimentos foram selecionados sete grafos de aplicações reais. A Ta-
bela 1 apresenta os grafos e o tempo de execução sequencial em segundos nos três
métodos analisados neste estudo. Os grafos foram obtidos nos bancos de dados do
SNAP [Leskovec and Krevl 2014] e do NetworkRepository [Rossi and Ahmed 2015]. Os
grafos wiki-topcats e web-uk-2005 são, respectivamente, topologias da Wikipédia e de
sites do Reino Unido. O restante são redes sociais de diferentes paı́ses.

Tabela 1. Caracterı́sticas dos grafos reais utilizados neste estudo e seus tempos
de execução sequencial

Grafo Vértices Arestas Tempo de Execução (s)
Louvain Infomap Label Propagation

wiki-topcats 1.791.489 28.511.807 79, 2 454, 08 3, 6
soc-pokec-relationships 1.632.803 30.622.564 69, 2 631, 57 3, 95

com-livejournal 3.997.962 34.681.189 323, 8 721, 79 8
soc-LiveJournal1 4.847.571 68.993.773 266, 6 1.269, 99 8, 64

com-orkut 3.072.441 117.185.083 622, 6 2.080, 28 19, 96
soc-twitter-2010 21.297.772 265.025.809 1.079, 6 10.247, 96 66, 29

web-uk-2005 39.459.925 936.364.282 1.783, 2 28.791, 7 98, 16

3.1. Qualidade da Solução

Inicialmente, foram executados experimentos relativos a qualidade das comunidades ge-
radas por cada implementação. Para tais experimentos foram criados grafos sintéticos
com o benchmark LFR [Lancichinetti et al. 2008]. O benchmark permite a criação de
grafos com diferentes tamanhos e distribuições de arestas e comunidades, provendo um
arquivo de ground-truth das comunidades do grafo gerado. Os grafos criados para estes
experimentos seguem os parâmetros propostos pelos autores.

Para medir a acurácia de cada algoritmo, eles foram executados com os grafos
sintéticos e seus resultados foram comparados com o ground-truth seguindo a métrica de
precision-recall proposta pelo Graph Challange [Kao et al. 2017]. A Figura 1 mostra os
valores de F-score para cada algoritmo sequencial em função do percentual de arestas dos
vértices de cada comunidade que estão conectadas a vértices de outras comunidades, onde
0, 1 representa comunidades bem definidas (10% de arestas fora da comunidade) e valores
iguais ou superiores a 0, 5 representam comunidades mal definidas. O algoritmo Infomap
apresenta a melhor acurácia dentro dos grafos gerados, apenas perdendo a precisão em
casos onde comunidades são mal formadas. O algoritmo Louvain apresenta resultados
piores em todos os casos. O algoritmo Label Propagation apresenta os piores resultados,
sendo capaz de ultrapassar 50% de acurácia apenas em um caso.



Para medir o impacto das implementações paralelas e distribuı́das na qualidade
da solução foram utilizadas as métricas de otimização de cada algoritmo. Para as
implementações Grappolo e Vite foi verificado a diferença produzida na modularidade.
Para as implementações Relaxmap e HyPC-Map foi verificado o MDL final produzido.
Não foi possı́vel executar o grafo web-uk-2005 com a implementação HyPC-Map de-
vido a limites de tempo de execução atingidos durante a leitura do arquivo do grafo. As
versões paralelas tendem a apresentar pequenas diferenças com relação aos resultados
das execuções sequenciais, sendo o Relaxmap a implementação com maior diferença no
resultado. As versões distribuı́das, por sua vez, apresentam diferenças maiores, mas que
ainda estão dentro de um valor aceitável, sendo o HyPC-Map a implementação com maior
diferença no resultado.

3.2. Fator de Aceleração (Speed-Up)

Para verificar a escalabilidade das implementações foi calculado o fator de aceleração
(Speed-Up) onde cada implementação foi comparada com a execução sequencial dos
algoritmos originais mantendo a carga e aumentando o número de processos traba-
lhando em paralelo (escalabilidade forte). Para o ambiente de memória compartilhada
foram realizadas execuções com 6, 12, 24 e 48 threads geradas pelo OpenMP, onde a
última configuração utiliza hyperthreading. Para o ambiente distribuı́do, como todas as
implementações são hı́bridas (MPI/OpenMP), foram utilizadas diversas configurações en-
volvendo número de processos MPI e número de threads por processo. Dentre todas as
configurações testadas, é apresentada a com melhores resultados de Speed-Up gerais, que
consiste na utilização de um processo MPI por máquina do cluster e 24 threads por pro-
cesso em cada máquina.

Para as implementações em memória compartilhada foram calculadas as médias
geométricas do fator de aceleração atingido nas execuções de cada grafo em cada
configuração de threads. As curvas de aceleração produzidas podem ser vistas na Fi-
gura 2. A baixa escalabilidade da implementação PLP pode ser atribuı́da ao fato do
algoritmo Label Propagation ser muito rápido, deixando pouco espaço para ganhos de
tempo de execução em ambientes paralelos. A implementação Grappolo apresenta resul-
tados ruins de Speed-Up quando executada sem suas otimizações. No entanto, utilizar a
otimização de coloração do grafo sempre gera ganhos de Speed-Up, principalmente para
execuções com 6 threads, onde eficiências paralelas de 100% são atingidas. O Relax-
map, embora apresente os melhores resultados gerais de Speed-Up, é capaz de atingir no
máximo 50% de eficiência paralela para alguns grafos em 24 threads, mesmo sendo a
implementação que mais sacrifica o resultado final. O método Infomap é o mais lento en-
tre os abordados neste estudo, fazendo com que exista mais espaço para ganhos de tempo
de execução do que nos outros algoritmos abordados.

Para as implementações distribuı́das, os grafos são explorados de forma singular,
já que suas diferenças de tamanho podem afetar a proporção de tempo gasto com troca de
mensagens, diminuindo o valor do Speed-Up. Devido a limitação de páginas, são mos-
trados apenas os quatro grafos que possuem os maiores tempos de execução sequencial.
Assim como nos experimentos de acurácia, não foi possı́vel executar o grafo web-uk-2005
para a implementação HyPC-Map. A Figura 3 apresenta o Speed-Up das implementações
distribuı́das (multicomputadores) em função do número de threads geradas pelo OpenMP,
onde um processo MPI é utilizado para cada 24 threads. As legendas da implementação



Figura 1. Acurácia (F-score) da
implementação sequencial de cada
método.

Figura 2. Fator de aceleração (Speed-
Up) das implementações OpenMP em
uma máquina do cluster.

Vite se referem a otimização utilizada: sem adição de otimizações (Vite), Threshold Cy-
cling (Vite TC) e Early Termination (Vite ET). Também foram executados experimentos
com as duas otimizações ativadas, mas os resultados obtidos foram similares a utilização
de apenas Threshold Cycling, portanto, eles não são demonstrados.

Figura 3. Fator de aceleração (Speed-Up) das implementações em memória dis-
tribuı́da (multicomputadores).

Para a implementação Vite ocorre uma perda de Speed-Up com o aumento do
número de máquinas utilizadas para quase todos os grafos.Apenas execuções com qua-
tro máquinas do grafo web-uk-2005 são capazes de superar os ganhos de execuções em
memória compartilhada. É evidente a existência de problemas de escalabilidade, em-
bora não seja possı́vel atribuı́-los a algo especı́fico sem a verificação do desempenho de
cada componente da implementação. A implementação HyPC-Map apresenta ganhos em
relação a execuções em memória compartilhada, mas tais ganhos são mı́nimos com o
aumento de máquinas. Para alguns grafos algumas configurações de máquinas já apre-
sentam quedas de Speed-Up, indicando que a implementação pode estar em seu limite de
escalabilidade dentro do ambiente utilizado. Em função disso é evidente o baico desem-
penho em um ambiente distribuı́do. A implementação CDLP apresenta ganhos mı́nimos
de Speed-Up em todos os grafos, possuindo quase o mesmo tempo de execução indepen-
dente do número de processos MPI utilizados. Isto, no entanto, pode ser devido ao baixo
tempo de execução do método Label Propagation.



As implementações, no geral, não apresentam bons valores de Speed-Up e
eficiência paralela, sendo piores em ambientes distribuı́dos. No caso das implementações
do Label Propagation tais resultados são esperados, uma vez que o algoritmo sequencial
é muito rápido, deixando pouco espaço para ganhos de tempo de execução. No entanto,
para as outras implementações, existe a possibilidade de ganhos de desempenho.

3.3. Impactos da Comunicação

Como não é possı́vel descobrir o motivo dos problemas de escalabilidade apenas com
comparações de tempo de execução, também foram realizadas medidas com relação ao
impacto da comunicação entre os processos MPI das implementações distribuı́das Vite e
HyPC-Map. A implementação CDLP não foi abordada nestes testes pois executa em me-
nos de um minuto para todos os grafos abordados, tornando investigações mais profundas
irrelevantes.

Ambas implementações seguem um modelo de comunicação sı́ncrona, onde cada
processo MPI envia dados para todos os outros processos e apenas sai da seção de
comunicação após receber dados de todos os outros processos. A implementação Vite
possui duas seções de comunicação dentro do processo de detecção de comunidades. A
primeira ocorre antes de toda fase do Louvain (computar e realizar movimentos), onde
os processos MPI verificam se as estruturas de comunidades estão coerentes entre todos
os processos. A segunda ocorre ao final de toda iteração do algoritmo, onde processos
enviam informações relevantes a vértices de borda que estão divididos entre dois proces-
sos. Portanto, ambas seções de comunicação foram consideradas para a verificação do
impacto da comunicação na implementação Vite.

A implementação HyPC-Map possui apenas uma seção de comunicação, que
ocorre ao final de cada fase do algoritmo e consiste no envio do posicionamento final
de todos os vértices em suas respectivas comunidades. Após a comunicação, cada pro-
cesso atualiza seu grafo, resolvendo conflitos de posicionamento de vértices a partir de
heurı́sticas, sem se comunicar com outros processos.

A Figura 4 mostra o tempo relativo da comunicação de cada implementação dentro
da execução dos quatro maiores grafos. A comunicação da implementação Vite representa
mais tempo relativo de execução do que a comunicação da implementação HyPC-Map.
Isto é esperado, uma vez que o Vite realiza comunicações com mais frequência, enquanto
o HyPC-Map possui apenas uma seção para cada fase do algoritmo.

Figura 4. Percentual do tempo de execução gasto nas seções de comunicação
das implementações Vite e HyPC-Map.



No caso do Vite, o grande overhead de comunicação é claramente um dos motivos
de sua falta de escalabilidade. Em alguns casos, a comunicação excede 50% do tempo de
execução, enquanto o restante do tempo é composto pela detecção de comunidades e a
criação de novos grafos. Como a implementação foca suas otimizações na convergência
do método Louvain e não na comunicação de informações referentes às comunidades, o
desempenho paralelo do Vite torna-se dependente da rede.

O HyPC-Map, por possuir menos impacto na comunicação, possui problemas
de escalabilidade provenientes, principalmente, do processamento de comunidades feito
por meio do OpenMP (memória compartilhada). Como foi visto na Seção 2, ambas
implementações do método Infomap utilizam abordagens simples para o paralelismo com
OpenMP. Não são utilizadas otimizações para a convergência do algoritmo ou para o sin-
cronismo entre as threads. Por apresentar um alto tempo de execução no processamento
em OpenMP, o HyPC-Map apresenta um baixo impacto de comunicação.

4. Discussão

A partir dos experimentos descritos na Seção 3 é possı́vel afirmar que as implementações
abordadas possuem problemas de escalabilidade em ambientes paralelos e distribuı́dos.
Em multiprocessadores a eficiência não passou de 50% quando utilizados todos os núcleos
fı́sicos, o que pode ser considerado baixo para este tipo de máquina. Em multicomputado-
res, a escalabilidade das implementações é ainda pior, gerando, em alguns casos, valores
de Speed-Up mais baixos do que em ambientes de memória compartilhada. Nesta Seção,
são abordados os problemas de cada implementação, assim como os casos em que elas
devem ser utilizadas.

O método Louvain apresenta uma acurácia razoável, sendo melhor para grafos
mais densos. Suas implementações paralela e distribuı́da possuem resultados com pouca
variação de modularidade, mesmo com a utilização de diversas otimizações para ace-
lerar a convergência do algoritmo. As implementações sofrem de problemas de es-
calabilidade principalmente no ambiente distribuı́do, que não apresentou ganhos em
relação a execuções em memória compartilhada com a exceção do grafo soc-uk-2005.
O motivo do baixo desempenho está ligado, principalmente, às fases de comunicação
da implementação Vite, que em alguns casos representam mais de 50% do tempo de
execução. Dados os resultados deste estudo, a utilização de uma implementação dis-
tribuı́da do algoritmo Louvain é recomendada apenas quando o grafo que deva ser pro-
cessado não seja armazenável em apenas uma máquina.

O método Infomap apresenta a melhor acurácia dentre os algoritmos abor-
dados, embora também apresente os maiores tempos de execução sequencial. As
implementações abordadas, Relaxmap e HyPC-Map, apresentam perdas de acurácia
em relação ao algoritmo sequencial devido aos relaxamentos mencionados na Seção 2,
sendo a implementação distribuı́da, HyPC-Map, a com os piores resultados. Ambas
implementações não possuem boas curvas de Speed-Up, especialmente no ambiente dis-
tribuı́do, onde a adição de máquinas apresenta ganhos mı́nimos. A partir da medição
do impacto que a comunicação entre processos MPI tem sobre o tempo de execução
do HyPC-Map, conclui-se que o principal impeditivo para maiores ganhos de desem-
penho se encontra no processamento de movimentos de vértices, que é feito em memória
compartilhada por meio de diretivas OpenMP. As implementações do Infomap são as



únicas abordadas neste estudo que utilizam uma seção crı́tica para atualizar informações
de vértices e comunidades ao invés de diretivas atomic, que proporcionam um overhead
de sincronização muito menor, podendo ser um dos motivos do baixo desempenho em
memória compartilhada do Relaxmap e do HyPC-Map.

O método Label Propagation é um caso a parte dos outros abordados neste estudo
devido a seu baixo tempo de execução sequencial, o que torna altos valores de Speed-Up
difı́ceis de serem atingidos. Sua aplicabilidade encontra-se em casos onde velocidade é
o fator mais importante, como em particionamento de grafos, uma vez que a qualidade
das comunidades geradas é muito inferior a outros algoritmos. Dentro deste contexto, a
utilização de implementações paralelas e distribuı́das traz benefı́cios, uma vez que qual-
quer ganho de tempo de execução é muito bem-vindo.

Dados os resultados apresentados neste estudo, o método que possui o maior po-
tencial para futuras otimizações paralelas e distribuı́das é o Infomap. Ele apresenta a
melhor qualidade de comunidades detectadas e também o maior tempo de execução.
No entanto, não apresenta otimizações em suas implementações paralela e distribuı́da,
que utilizam apenas modelos simples de paralelização. Atualmente, a implementação
HyPC-Map não apresenta altas taxas de comunicação entre processos MPI, ao contrário
da implementação Vite. Devido a isso, recomenda-se que sejam realizadas otimizações
em relação a convergência do algoritmo e a sincronização das threads do OpenMP. Outros
pontos que podem ser otimizados envolvem a distribuição de trabalho e o sincronismo en-
tre threads e processos MPI, já que o modelo de comunicação utilizado pelo HyPC-Map
é sı́ncrono, e exige que processos MPI aguardem que todos os outros processos termi-
nem suas partes do grafo, gerando uma barreira para a progressão do processamento das
comunidades.

5. Trabalhos Relacionados
Agreste et al. [Agreste et al. 2016] propuseram uma comparação entre algoritmos sequen-
ciais de detecção de comunidades em termos de acurácia e escalabilidade. Os autores
focam em métodos que são capazes de processar grafos direcionados e concluem que o
algoritmo Infomap possui o melhor trade-off entre acurácia e tempo de execução. Dife-
rente do estudo proposto neste trabalho, os autores não abordam implementações parale-
las e distribuı́das, apenas as implementações sequenciais originais de cada algoritmo.

Sobin et al. [Sobin et al. 2017] propuseram uma revisão da literatura de métodos
de detecção de comunidades e suas implementações paralelas. Os autores criam uma ta-
xonomia para dividir os métodos em grandes grupos e abordam quais otimizações são
utilizadas em cada implementação. Diferente do estudo proposto neste trabalho, que
elege um algoritmo para futuras otimizações paralelas e distribuı́das, os autores elegem
um algoritmo para ser utilizado em ambientes paralelos dadas as implementações já dis-
ponı́veis. Nesse contexto, os autores concluem que o algoritmo Louvain é a melhor esco-
lha para utilização em diferentes ambientes por possuir a maior quantidade de pesquisa
em métodos paralelos, abordando arquiteturas multicore, manycore e GPU.

Naik et al. [Naik et al. 2022] propuseram uma revisão metodológica de
implementações de métodos de detecção de comunidades em ambientes distribuı́dos com
foco em análise de redes sociais. Os autores focam na explicação dos métodos abordados
e suas otimizações, sem realizar experimentos com os algoritmos. Não é recomendado um



algoritmo para utilização em ambientes distribuı́dos, apenas discutidas as caracterı́sticas
de diferentes implementações nestes ambientes.

6. Conclusão

Métodos de detecção de comunidades são amplamente utilizados em diversos tipos de
aplicações de análise de grafos. Devido ao crescimento do volume de dados, faz-se ne-
cessária a utilização de implementações paralelas e distribuı́das. No entanto, este estudo
mostrou que tanto as versões paralelas para multiprocessadores quanto para multicompu-
tadores mais citadas na literatura ainda apresentam significativos problemas de escalabi-
lidade. Em multiprocessadores a eficiência não passou de 50% quando utilizados todos
os núcleos fı́sicos, o que pode ser considerado baixo para este tipo de máquina. Em mul-
ticomputadores, a escalabilidade das implementações é ainda pior, gerando, em alguns
casos, valores de Speed-Up mais baixos do que em ambientes de memória compartilhada.
No entanto, este estudo mostrou que cada implementação apresenta causas diferentes para
esta baixa escalabilidade. Enquanto na Vite isto é resultado da grande necessidade de
comunicação entre processos MPI, no caso da HyPC-Map é resultado da baixa eficiência
do processamento em memória compartilhada feito pelo OpenMP. Isto faz com que fu-
turas otimizações para cada implementação sigam estratégias diferentes. Baseado neste
estudo, em trabalhos futuros pretende-se explorar otimizações para o método Infomap
em ambientes distribuı́dos. Os principais focos destas otimizações serão na convergência
do algoritmo e no sincronismo das threads em cada máquina do cluster. Também será
explorada a utilização de um esquema assı́ncrono de comunicação entre as máquinas.
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