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ABSTRACT

New approaches to study urban social behavior use
Foursquare check-ins to represent user’s preferences. In
this direction, recently, researchers have proposed a
method for identifying cultural boundaries. Our study
is based on that methodology, aiming to validate the
results and to study some variations. We use a newer
dataset to evaluate the results obtained previously. We
found that the cultural separation results using our
dataset agree with those presented previously. Further-
more, we evaluated the impact of the data observation
window size in the results. Finally, we study two addi-
tional variations in the studied methodology. The cul-
tural separation quality obtained using these variations
is lower compared with the results obtained by the ori-
ginal approach. The results reinforce that, in fact, the
methodology originally proposed might be useful to com-
plement large-scale studies on cultural differences. Auto-
matic identification of cultural differences is a valuable
information that can enable the creation of new ubiqui-
tous applications.
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INTRODUCAO
As formas tradicionais para estudar o comportamento
social urbano, por exemplo questiondrios, podem ser

WAIHCWS’16 was held as part of IHC’16, organized by the Brazilian
Computing Society (SBC). October 04, 2016, Sao Paulo/SP, Brazil.
Copyright 2016 © for this paper by its authors. Permission to make
digital or hard copies of all or part of this work for personal or classroom
use is granted for private and academic purposes.

72

um problema para a realizacao de estudos em larga es-
cala. Recentes estudos, dentre eles [3,4,10, 11, 14, 16],
revelaram uma nova forma de obtencao de dados con-
siderando a Web Social, particularmente através de re-
des sociais baseadas em localizagdo (LBSNs), que pode
revolucionar o estudo do comportamento social urbano.

Especificamente em [16] os autores propuseram a uti-
lizacao de dados publicos disponiveis a partir da LBSN
Foursquare para mapear as preferéncias individuais de
usudrios. Isto ¢ interessante porque um check-in! em
uma LBSN expressa a preferéncia de um usuério por
um determinado tipo de lugar. Além disso, LBSNs
sao acessiveis em quase todos os lugares e por qualquer
pessoa, amenizando o problema de escalabilidade e per-
mitindo que dados em diversas regioes do mundo sejam
coletados.

O estudo da influéncia de diferencas culturais no compor-
tamento humano é um tema particularmente desafiador.
Cultura é um conceito tdo complexo e interessante que
nenhuma definicao simples pode captura-lo. Entre os
varios aspectos que definem a cultura de uma sociedade
incluem suas artes, crencas religiosas e costumes.

Sabemos que os hébitos alimentares e de bebidas sao ca-
pazes de descrever fortes diferencgas entre as pessoas [1].
Com base nisso, o objetivo de Silva et al. [16] foi propor
uma nova metodologia para a identificacao de fronteiras
culturais e semelhancas entre sociedades, considerando
habitos alimentares e de bebida. Para isso, foram usados
check-ins do Foursquare para representar as preferéncias
do usuario em relacao ao que se come e bebe localmente,
por exemplo, em uma determinada cidade. Os autores
estudaram como essas preferéncias mudam de acordo
com a hora do dia e localiza¢bes geograficas. A partir
disso criaram uma metodologia para a identificagao de
culturas semelhantes, que pode ser aplicada a regioes de
tamanhos variados, como paises, cidades ou até mesmo
bairros.

Com isso, este presente trabalho visa avaliar a metodolo-
gia para o estudo de diferencas culturais proposta em [16].

1 . . ~ .
Ato de disponibilizar o local onde vocé se encontra para seus amigos.
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No6s executamos uma avaliagao na metodologia estudada
em varios aspectos. Usamos um dataset mais recente,
ainda nao utilizado, para avaliar os resultados obtidos
anteriormente seguindo a mesma metodologia proposta.
Verificamos que os resultados de separacao cultural uti-
lizando o nosso dataset concorda com os apresentados
anteriormente. Além disso, avaliamos o impacto do
tamanho da janela de observagao dos dados nos resul-
tados. Esta analise forneceu indicac¢oes de que a iden-
tificacdo das fronteiras culturais usando um tamanho
de janela maior do que uma semana nao se altera sig-
nificativamente. Finalmente, avaliamos duas variac¢oes
adicionais na metodologia estudada.

A correta identificacdo de fronteiras culturais é tutil em
muitas areas e aplicacoes, incluindo aplica¢oes ubiquas.
Por exemplo, uma aplicacao que pode utilizar a infor-
magao cultural é um sistema de recomendagao de locais,
o que é util para os visitantes e moradores de uma cidade.
Com base nessa informacao, sistemas como o Foursquare
e outros buscadores baseados em localizagao, como o pro-
posto em [13], poderiam se beneficiar com a introdugao
de novos critérios e mecanismos em seus sistemas de re-
comendacao considerando as diferencas culturais entre
as areas. Por exemplo, uma pessoa que gosta de uma
&rea especifica de Manhattan poderia receber uma re-
comendacao de uma &area similar ao visitar Londres.

O resto do trabalho estd organizado da seguinte forma.
A Secdo 2 apresenta alguns dos trabalhos relacionados.
A Secdo 3 apresenta os datasets utilizados. A Secao 4
descreve a metodologia de agrupamento de regides de
acordo com a informacao cultural. A Se¢do 5 avalia o
impacto nos resultados para datasets cobrindo diferentes
periodos. A Secao 6 propoe e avalia duas variagoes na
metodologia original. Por fim, a Secao 7 apresenta as
conclusoes do trabalho.

TRABALHOS RELACIONADOS

A utilizagdo de dados da Web Social para o estudo do
comportamento social urbano é um tema recente de
pesquisa. Essa fonte de dados é interessante, pois per-
mite a realizacao de estudos em larga escala. Nessa di-
recao, varios estudos concentraram em estudar as pro-
priedades espaciais de dados compartilhados em redes
sociais baseadas em localizacdo, como o Foursquare
[2,9,12]. No entanto, tais esfor¢os visam principalmente
a investigacao de padroes de mobilidade do usudario ou
propriedades de redes sociais e suas implicagoes. Salles
et al. [11] estudaram o uso do Foursquare nas maiores
cidades do Brasil, levando em consideracao fatores so-
cioeconomicos destas cidades. Cranshaw et al. [3] tam-
bém consideraram dados do Foursquare para delimi-
tar areas da cidade em relacao ao comportamento dos
usuarios da rede social estudada.

Além disso, estudos também mostraram como o uso de
sistemas da Web social pode variar entre os paises. Por
exemplo, Hochman et al. [5] investigaram as preferéncias
de cor em fotos compartilhadas através do Instagram,
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mostrando diferencas consideraveis nas preferéncias en-
tre os paises com culturas distintas. Garcia-Gavilanes
et al. [4] estudaram variagbes de uso do Twitter entre
os paises, mostrando que as diferencas culturais nao sao
apenas visiveis no mundo real, mas também observadas
no Twitter.

Nessa diregao, Silva et al. [16] propuseram uma nova
metodologia para a identificacao de fronteiras culturais
e semelhancas entre populagoes, considerando habitos de
comida e bebida. No entanto, os autores avaliaram essa
metodologia considerando um dataset que abrange uma
semana de dados. Apesar dos resultados serem promis-
sores, uma, melhor avaliacdo dessa metodologia ainda é
necessaria. O presente estudo baseia-se no trabalho [16]
e visa avaliar a metodologia proposta de diversas for-
mas. Um estudo preliminar realizado também por Silva
et al. [15] forneceu mais indicios de que a metodologia
apresentada em [16] é promissora. Este presente estudo
complementa esses trabalhos trazendo uma andlise mais
robusta, provendo indicios mais fortes de que a metodolo-
gia apresentada em [16] é uma opg¢ao interessante para a
extracao de fronteiras culturais.

Estudos interculturais (isto é, o estudo das diferencas cul-
turais) ndo constituem uma nova area de pesquisa. Na
verdade, eles ja vem sendo realizados por pesquisadores
que trabalham nas ciéncias sociais, particularmente em
antropologia cultural e psicologia [8]. No entanto, iden-
tificar de forma automaética essas diferencas culturais é
uma informacgao valiosa que pode habilitar novas apli-
cacoes ubiquas.

DESCRICAO DOS DADOS

Analisamos um dataset do Foursquare, que é uma rede
social baseada em localizagao bastante popular. Nesse
sistema os usuarios podem disponibilizar para seus ami-
gos os seus locais visitados, os chamados check-ins. Os
dados do Foursquare foram coletados através do Twit-
ter?, que ¢ um servico de microblogging, ou seja, ele
permite que os seus usudrios enviem e recebam atuali-
zacoes pessoais de outros contatos em textos de até 140
caracteres, conhecidos como “tweets”. Além de tweets de
texto simples, os usuarios também podem compartilhar
localizagbes (ou check-ins) a partir de uma integracao
com o Foursquare. Neste caso, check-ins do Foursquare
anunciados no Twitter passam a ficar disponiveis publica-
mente, o que por padrao nao acontece quando o check-in
¢é publicado unicamente no sistema do Foursquare. Nos
consideramos dois datasets que representam dois perio-
dos de tempo distintos: dataset 1 (D1) e dataset 2 (D2).
O dataset (D1) foi o mesmo utilizado em [16], com isso
temos acesso aos mesmos dados usados na criacao da
metodologia que estamos estudando. Esse dataset é re-
ferente a uma semana de dados de maio de 2012. O
dataset (D2) foi coletado por nés, ndo sendo utilizado
previamente.

2http://www.twitter.com.
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Em nossos datasets, cada check-in consiste da latitude
e longitude, do identificador do usuario, da categoria
do local, bem como do momento em que o check-in foi
feito. Locais do Foursquare sdao agrupados em oito cat-
egorias: Arts € Entertainment; College & University;
Professional € Other Places; Residences; Great Qut-
doors; Shops & Services; Nightlife Spots; e Food. Cada
categoria, por sua vez, tem subcategorias. Por exemplo,
Rock Club e Concert Hall sao subcategorias de Nightlife
Spots.

Como estamos interessados principalmente no que as pes-
soas comem ou bebem, nés agrupados manualmente as
subcategorias de locais, disponiveis em nossos datasets,
relacionadas com trés classes: Bebida, Fast Food e Slow
Food. Apos essa separacdo, a classe Bebida resultou
21 subcategorias (por exemplo, sake place, karaoke bar
e pub), ao passo que a classe Fast Food resultou em
27 subcategorias (por exemplo, bakery, burger joint e
wings joint) e a classe Slow Food em 53 subcategorias,
incluindo Chinese restaurant, steakhouse e Greek restau-
rant.

Table 1. Correlagio (Spearman) do namero de check-ins
dados em cada subcategoria dos datasets D1, D2 e D3.
Classe Bebida

Datasets usados  p (p-value)
D2, D3 0.99 (0)
D3, D1 0.94 (5.46.07)
Classe Fast Food
Datasets usados  p (p-value)
D2, D3 0.99 (0)
D3, D1 0.8 (1.2e-05)

Classe Slow Food

Datasets usados  p (p-value)
D2, D3 0.99 (0)
D3, D1 0.96 (0)

D1 abrange uma tnica semana de Abril de 2012. O outro
dataset, D2, abrange um periodo maior e mais recente:
de 24 de abril de 2014 a 18 de junho de 2014. Ter acesso a
dataset maior é particularmente interessante porque nos
permite estudar a metodologia para capturar fronteiras
culturais em diferentes janelas de observagao. Nossa co-
leta de dados enfrentou alguns problemas, possivelmente,
nao capturando todos os dados compartilhados nos dias
em que ocorreram problemas. Por esta razao, decidimos
criar um novo dataset, dataset D3, que é um subcon-
junto de D2 contendo apenas algumas semanas, sem dias
com problemas de coleta, contendo as semanas 3, 7 e 8.
Também é interessante ter esse dataset porque cobre par-
cialmente um evento mundial: Copa do mundo da FIFA
de 2014 (semana 8).

A fim de estudar a semelhanca dos nossos trés datasets,
no6s correlacionamos o nimero de check-ins dados em
cada uma das subcategorias de locais (para as classes
Bebida, Fast Food e Slow Food), utilizando a correlagao
de Spearman. A Tabela 1 resume os resultados. Como
podemos ver, os datasets D2 e D3 possuem alta corre-
lagao positiva. A correlagao de D2 e D3 com D1 também
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é elevada. Apesar da sugestao de que D2 reflete correta-
mente o comportamento dos usuarios, no resto do docu-
mento desconsideramos D2 na maioria das analises, a fim
de evitar qualquer enviesamento nos resultados. Usamos
D2 somente em uma andlise especifica relacionada com o
tamanho das janelas de observagao de dados, discutida
na Secao 5, onde a incompletude deste dataset é uma
caracteristica interessante na avaliagao.

Neste estudo consideramos as mesmas regioes, cidades
e paises estudadas em [16]. Ao todo analisamos 16
paises em varias regioes do mundo (Argentina, Australia,
Brasil, Chile, Inglaterra, Franca, Indonésia, Japao, Co-
reia do Sul, Malasia, México, Riussia, Singapura, Es-
panha, Turquia e Estados Unidos), 27 cidades (Natal,
Recife, Belo Horizonte, Rio de Janeiro, Sao Paulo, Man-
aus, Miami, Nova Iorque, Chicago, Dallas, Denver, Las
Vegas, Sao Francisco, Paris, Londres, Istambul, Moscou,
Banguecoque, Kuala Lumpur, Singapura, Jacarta, Ban-
dung, Surabaia, Manila, Osaca e Toquio), bem como
regides populares de Londres (8 regioes), Nova Iorque
(8 regides) e Toquio (9 regides). Para realizar essa sepa-
racao de dados nos utilizamos as coordenadas geograficas
do check-in e um sistema de informacao geografica.

METODOLOGIA PARA O AGRUPAMENTO DE AREAS
Para o agrupamento de regioes com habitos alimentares
e de bebida similares, utilizamos a mesma metodologia
proposta em [16]. Primeiramente, cada area a é repre-
sentada por um vetor de preferéncia composto de 808
caracteristicas (features), ou seja, o nimero normalizado
de check-ins em cada uma das 101 subcategorias conside-
radas em quatro periodos distintos do dia (madrugada,
manhd, tarde e noite), durante a semana e nos fins de
semana. Em seguida, aplicamos uma Anélise de Com-
ponentes Principais (PCA) [7]. Finalmente, usamos o
algoritmo k-means, uma técnica de agrupamento ampla-
mente utilizada, para agrupar areas no espago definido
pelos componentes principais encontrados.

Também seguindo a metodologia de [16], ao analisar
paises, definimos k£ = 7 (mesmo namero de grupos, clus-
ters, utilizados por Inglehart e Welzel [6], estudo que
utilizou dados coletados de forma tradicional e agrupou
paises de acordo com aspectos culturais). Seguindo a
mesma, logica, consideramos k 4 para as cidades,
uma vez que a ideia também é estudar cidades de 4
diferentes continentes e k = 3 para regides dentro de
uma cidade, porque consideramos 3 cidades nessa andlise.
Além desses valores de k computamos os grupos para
k =2 e k = 10 para todas as areas consideradas, a fim
de avaliar o resultado de agrupamento. Os parametros
k = 2 e k = 10 sao usados para estudar grupos ‘“re-
laxados” e “compactos”, respectivamente. Essa avaliacao
de grupos relaxados e compactos nao foi feita por [16]
e ¢é interessante para entender a variabilidade dos gru-
pos. Utilizamos a similaridade de cosseno para calcular
a semelhanca entre os locais.

Para ajudar na anélise desses resultados, propomos neste
trabalho um Indice de Similaridade de Grupo c¢;; que
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representa a semelhanca entre um conjunto de grupos
(clusters) (i) com outro conjunto de grupos (j). Este
indice pode ser usado, por exemplo, para avaliar o quao
boa é a correspondéncia entre os grupos obtidos uti-
lizando o nosso novo dataset com o antigo. O Algo-
ritmo 1 mostra os passos para calcular c. Este algo-
ritmo analisa todos os pares de grupos que se deseja
comparar. Para cada par ele calcula o nimero de ele-
mentos semelhantes (hit) entre os grupos, bem como o
numero de elementos diferentes (miss). O algoritmo usa
esses valores para calcular um fator de desconto. O
fator de desconto é usado para penalizar um agrupa-
mento ruim, ou seja, grupos com valor baixo de “hit”
e valor alto de “miss”. O resultado de ¢ tem um valor
méaximo de 1. Quanto mais perto de 1 mais semelhan-
tes sdo os grupos comparados. O exemplo a seguir
considera dois conjuntos hipotéticos de grupos, Clus-
tersl e Clusters2, para nos ajudar a entender o algo-
ritmo. Clustersl: (z,y,z),(a,b,c,d), (e, f). Clusters2:
(x,y,d), (a,b,c, z), (e, f). Resultado: ¢1 2 = 0,68. Expli-
cagdo: (2—1/2)+(3—1/3)4+(2-0) (soma da interse¢ao
maxima com seu respectivo fator de desconto) dividido
por 9 (nimero de elementos no total).

Algoritmo 1: Passos para calcular o indice de similari-
dade de grupo c.

listMaxs = ||
paracada ci em clusterSet! fazer
max = 0

desconto = 0
paracada c2 em clusterSet2 fazer
hit = c1 Neo
se hit == ( entao
| continuar
fim
miss = tamanho(cz) — hit
se miss # () entao
| desconto = miss/hit
fim
calc = hit—desconto
se calc > maz entao
| max = calc

fim

fim
listMaxs.append(max)

fim
¢ = soma(listMaxs) /numTotalElementosClusters

IMPACTO DO TAMANHO DA JANELA DE OBSERVAGCAO
Ao reproduzir os resultados utilizando a metodologia
mencionada acima, observamos que os resultados obti-
dos para o D1 e D3 sdo muito semelhantes. Com isso,
uma pergunta natural é: qual é o impacto do tamanho
da janela de observacao nos resultados?

Lembre-se de que D1 tem uma semana completa, D3 tem
trés semanas completas, que estao contidas em D2 que
tem oito semanas, mas algumas delas provavelmente nao
representam todos os dados que poderiam ser coletados.
A fim de responder a questao colocada, investigamos o
impacto nos resultados considerando cada semana de D2
individualmente. Esse tamanho da janela em particular
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foi escolhido para ir de acordo com o tamanho do dataset
D1. A Figura 1 mostra o indice de similaridade de grupo
para grupos obtidos utilizando cada semana individual
do dataset D2 (1-8) com grupos obtidos utilizando D3,
para os paises (Figura la), cidades (Figura 1b) e regioes
(Figura 1c). Os resultados referem-se a todos os valores
de k considerados neste trabalho.

Encontramos ¢ = 1, em todas as figuras, para a maio-
ria dos grupos identificados para todos os valores de k,
exceto k = 10. Outra ponto em comum em todos os re-
sultados é o valor muito baixo de ¢ para a semana 6. Isso
é esperado porque esta semana em particular nao possui
quase nenhum dado (6 dias sem dados, o que representa
uma janela de observagao muito curta).

Considerando k = 4 no resultado de cidades (Figura 1b),
temos dois casos de cidades que ¢ # 1 (além da semana
6): utilizando a semana 1 e 7. Para ambos os casos o
valor de ¢ é ¢ = 0,7 e 0s grupos sao iguais aos grupos
que foram encontrados utilizando D1. Isso sugere que as
diferencas culturais observados usando D1 sao represen-
tativas. Como esta é uma janela de observagao pequena,
as variagoes no comportamento das pessoas em qualquer
situacao atipica, por exemplo, mas condi¢oes meteoro-
logicas, sao mais suscetiveis de serem capturadas. Este
pode ser o caso de todas essas semanas mencionadas.
Para as regioes considerando k& = 3 o indice de similari-
dade de grupo é de ¢ = 1 para todas as semanas, exceto
a semana 6 (esperada) e na semana 7, mas que possul
um valor de ¢ muito alto: ¢ =0, 95.

Analisando os resultados para k& = 10 para paises e
cidades, observamos que a maioria dos grupos para to-
das as semanas sao semelhantes entre si, explicando os
valores similares de ¢, cerca de 0,7 (para paises) e 0,9
(para cidades). Estes valores sao consideravelmente al-
tos, indicando que todos os grupos sao semelhantes com
os grupos encontrados usando D3.

Voltando nossa atencao para os grupos encontrados para
regioes considerando k = 10, indices de similaridade de
grupo baixos também foram observados, no entanto, com
uma variacao maior do que a observada para paises e
cidades. Este resultado pode ser explicado pelo fato de
que as regioes, devido ao seu tamanho menor, tendem
a ser mais suscetiveis & variacao no comportamento das
pessoas que vieram visita-las, fato que talvez pode ser
atenuado através de um dataset que abrange uma janela
de tempo maior.

Todos estes resultados sugerem que os limites culturais
identificados utilizando uma janela de observacao maior
do que uma semana nao se alteraram significativamente,
apesar da sugestao de que é possivel obter resultados
mais precisos quando considerando grupos mais com-
pactos, ou seja, escolhendo um ntmero grande de gru-
pos para ser encontrado (K = 10 em nossos exemplos).
Isso é especialmente vélido em escala menor, tais como
a nivel de regioes. No entanto, usando um dataset que
abrange consideravelmente menos do que uma semana,
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Figure 1. Indice de similaridade de grupo dos grupos
obtidos para cada semana individual de D2 (1 a 8) com
os grupos para D3.

isto é, uma janela pequena de observacao para capturar
a rotina de usudrios, tal como a semana 6, os resultados
tendem a ser consideravelmente piores.

ANALISES ADICIONAIS

Nesta secao, o nosso objetivo é avaliar se a metodolo-
gia de agrupamento que estamos seguindo é satisfatoria.
Para isso, analisamos duas varia¢oes na abordagem ori-
ginal, o que poderia simplificar a abordagem original,
melhorando o desempenho de processamento para um
volume maior de dados.

Descricao das Analises

Nesta secao, nés ignoramos a dimensao tempo na nossa
avaliac@o para propor duas analises adicionais (AA) para
a identificacao das fronteiras culturais.

e AA1: nesta analise o vetor de preferéncias dos usuérios
considera apenas os tipos de locais (subcategorias de
lugares) apresentados em cada cidade. Nao considera-
mos o nimero de check-ins realizados em cada local;

e AA2: nesta andlise o vetor de preferéncias considera
os tipos de locais, bem como a sua popularidade, isto &,
que consideramos o nimero normalizado de check-ins
realizados em cada uma das 101 subcategorias.

Com AA1 tentamos responder a pergunta: serd que a
existéncia de certos tipos de locais em uma area a sao
suficientes para explicar as diferencas culturais? AA2
nos ajuda a complementar a primeira questao, visando
responder: a popularidade desses locais é util/essencial
nessa tarefa?

O resto da metodologia continua da mesma forma como
apresentado na Se¢do 4. Em suma, agora representamos
cada area a por um vetor de preferéncia como descrito
em AAl e AA2, desconsiderando a dimensao temporal.
Em seguida, aplicamos a técnica PCA a esses vetores
para obter os seus componentes principais. Finalmente,
usamos o algoritmo k-means para agrupar areas no es-
paco definido pelos componentes principais identificados.
Nos realizamos essa andlise para areas que representam
paises, cidades e regioes. Para esta analise consideramos
apenas o dataset D3.

Avaliando AA1

Ronald Inglehart e Christian Welzel propuseram um
mapa cultural do mundo com base nos dados do World
Values Surveys (WVS) 2005-2008 [6]. Além disso, ofe-
receram uma divisao do mundo em grupos, semelhante
com o que fazemos neste trabalho. Primeiro estudamos
os resultados obtidos para AA1l. Os grupos encontra-
dos para paises considerando k = 7, k = 2 e k = 10
nao vao de acordo com os dados do WVS e nem com o
senso comum. HA& sempre um grupo com o nimero ma-
ximo possivel de acordo com o k. Em outras palavras,
uma vez que temos 16 paises, quando definimos k = 7
noés temos um grupo com 10 paises e outros 6 grupos
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Table 2. Indice de similaridade de grupo entre os grupos
encontrados usando a metodologia original (considerando
o dataset D3) e usando AA1. O indice é gerado para todos
os tipos de areas e k valores considerados.

Paises
Numero de grupos (k)  ¢qa1,D03
F=7 0,18
k=2 0,5
k=10 0,31
Cidades
Ntmero de grupos (k)  Caa1.D3
=1 0,39
k=2 0,57
k=10 0,32
Regioes
Numero de grupos (k)  ¢qa1,D03
k=3 0,39
k=2 0,56
k=10 0,34

contendo um pafs cada. Esses agrupamentos sao prati-
camente selecionados aleatoriamente apenas para satis-
fazer o k escolhido, resultando em grupos muito dife-
rentes dos observados considerando o WVS. De fato, o
indice de similaridade de grupo encontrado considerando
0s grupos para k = 7 e os grupos encontrados para o
WVS é: cuat,wvs =0, 18.

Como nos tendemos a ter muitos dados representando
um pais, o resultado insatisfatério para esta abordagem é
esperado, pois é provavel que encontremos todos os tipos
de lugares (em nosso vetor de preferéncia) para todos os
paises. Por esta razao, as distancias de cada vetor de
preferéncias tendem a ser zero, tornando a qualidade do
agrupamento muito baixa.

Nos também calculamos o indice de similaridade de
grupo entre todos os resultados obtidos considerando
AA1 com a metodologia original usando o dataset D3,
gerando entao cqq1,p3, como mostra a Tabela 2. O indice
é obtido para todos os tipos de areas e valores de k
considerados. Como podemos ver, os resultados para
paises, considerando todos os valores de k, obtidos com
AA1 também sao muito distintos daqueles obtidos com
a metodologia original.

Avaliando AA2

Voltamos nossa atencao agora para os resultados obtidos
para AA2. Estudando os resultados para paises, observa-
mos que eles vao consideravelmente mais de acordo com
os encontrados por Ronald Inglehart e Christian Welzel
usando dados do WVS do que aqueles obtidos utilizando
AA1l. No entanto, eles sdo menos precisos do que os re-
sultados obtidos usando a metodologia original de [16].
Por exemplo, o grupo composto por Turquia e Australia
identificado utilizando a abordagem AA2 nao é identi-
ficado utilizando a metodologia original de Silva e nem
por Inglehart. Para estudar este caso a Tabela 3 mostra
os valores de c entre os grupos encontrados usando a
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Figure 2. Resultados de agrupamento para cidades

usando AA2 para k =4 e considerando D3.

metodologia original e a abordagem AA2. Como pode-
mos ver, os resultados para paises nao concordam consi-
deravelmente com a metodologia original para k = 7 e
k = 10.

Este nao é o caso para cidades e regioes, casos em que 0s
resultados com AA2 sdo mais semelhantes com aqueles
obtidos utilizando a metodologia original. Apesar disso,
a similaridade elevada nao é sempre obtida. Além disso,
utilizando a metodologia de [16] somos mais propensos a
obter resultados que sao esperados de acordo com o senso
comum. Por exemplo, usando AA2 para k = 4, Figura
2, Londres foi agrupada com Bangkok, Toquio, Manila,
Moscou e Osaca, fato que nao é observado usando a
metodologia original. Além disso, a metodologia origi-
nal tende a agrupar regioes dentro da mesma cidade me-
lhor do que com AA2. Esta é outra indicacdo de que os
resultados obtidos com a metodologia original separam
melhor areas distintas culturalmente.

Table 3. Indice de similaridade de grupo entre os grupos
encontrados usando a metodologia original (considerando
o dataset D3) e usando AA2. O indice é gerado para todos
os tipos de areas e k valores considerados.

Paises
Numero de grupos (k)  ¢qa2,03
k=17 0.4
k=2 0.92
k=10 0.59
Cidades
Ntmero de grupos (k)  Cqa2.D3
k=4 0.95
k=2 0.96
k=10 1
Regioes
Numero de grupos (k)  ¢qa2,03
k=23 1
k=2 1
k=10 0.88
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Figure 3. Resultados de agrupamento para regides usando

a metodologia original para o dataset D1 (k = 3) e con-
siderando somente a classe Bebida.

Discusséao

E importante ressaltar que a comparacio realizada aqui
com a metodologia original e as abordagens AA1 e AA2
foi em relagao & identificacao dos limites culturais. No
entanto, temos que ter em mente que a reducao da di-
mensdo, na mesma dire¢do usada nas abordagens AA1l e
A A2 pode ser util para obter outros tipos de informagcoes
sobre as areas consideradas. A fim de deixar mais clara
a utilidade de redugao de dimensao, quando analisamos
um subconjunto de caracteristicas, por exemplo, habitos
de bebida durante os fins de semana em todas as regioes
de Londres, Nova Iorque e Téquio, resultado mostrado
na Figura 3, nos descobrimos que algumas regioes de
Londres e Nova lorque sao agrupadas. Isto é corrobo-
rado pelos resultados apresentados em [16]: para cer-
tas categorias, existem regioes de diferentes cidades que
sao muito semelhantes e, por isso, sao agrupadas. Isto
pode ser ttil em um aplicativo, por exemplo, para sugerir
areas para consumir bebidas com os amigos.

CONCLUSOES

Considerando datasets do Foursquare com diferentes vo-
lumes de dados e tamanhos de janela de observagao,
avaliamos uma metodologia para a identificagao de fron-
teiras culturais em diferentes aspectos. Os resultados
reforgam a sugestao de que a metodologia estudada, que
usa de dados da Web social, particularmente sobre a
preferéncia dos usuéarios por estabelecimentos alimenta-
res, pode ser uma alternativa viavel a métodos tradi-
cionais para a extracao de fronteiras culturais. Uma
forma automatica de identificacao de fronteiras culturais
pode habilitar a construgao novas aplicagoes da Web so-
cial. Existem véarios trabalhos futuros para este estudo,
por exemplo, um estudo teérico do impacto da janela
de observacao de dados nos resultados, bem como a ava-
liacdo do impacto da qualidade dos dados utilizados nos
resultados.
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