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Resumo 

Reconhecimento automático de padrões é um problema 
que encontra inúmeras aplicações. como. por exemplo, em 
robótica. Visando a solução desse problema. e consideran
do os aspectos de incerteza a ele inerentes, descreve-se uma 
solução que utiliza aspectos da teoria das probabilidades. 
em especial redes bayesianas. São apresentados algorit
mos. que, utilizando técnicas de processamento paralelo e 
distribuído, se propõem a resolver subproblemas relaciona
dos à aquisição automática de conhecimento (como gerar 
automaticamente uma rede bayesiana a partir de um ban
co de casos exemplo) e ao raciocínio probabilístico (como 
reconhecer um novo padrão apresentado, à luz do conhe
cimento representado numa rede bayesiana). Relacionam
se alguns resultados sobre a eficiência, obtidos numa im
plementação sobre uma network ofworstations (NOW), em 
lermos de speedup, e sugerem-se melhorias a serem incor
poradas às soluções propostas. 

1. Introdução 

Reconhecimento automático de padrões é um problema 
fundamental em inúmeras aplicações. Em robótica, por e
xemplo, objetos a serem manipulados e/ou trajetórias a se
rem percorridas são tarefas típicas que exigem identificação 
de imagens (situações), o que pode ser realizado com o au
xílio de técnicas de reconhecimento automático de padrões. 
Tal problema vem sendo tradicionalmente solucionado com 
o uso de redes neurais. Porém, considerando tratar-se de 
problema envolvendo eminentemente a incerteza, propõe
se aqui o uso da teoria das probabilidades para a sua solu
ção. Grosso modo, é admitido que, a partir da representação 
dos componentes de situações conhecidas, através de uma 
distribuição de probabilidades, reconhecer um novo padrão 
corresponde a computar a probabilidade dele corresponder 
àquelas situações, a partir da identificação dos componentes 
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que o constituem, e decidir entre as mais prováveis. 
O seguinte exemplo hipotético simplificado, construído 

exclusivamente para auxi liar no entendimento da aborda
gem aqui proposta, parece esclarecer o problema a ser resol
vido: Considere que a situação a ser identificada constitui 
uma imagem inscrita num quadrado (campo de visão) e po
de corresponder à apenas um entre três objetos (obit, obh 
e obiJ). Ao discretizar-se o campo de visão sob a forma 
de um reticulado podem ser computados quantos retículos 
encontram-se totalmente preenchidos, semi-preenchidos e 
não preenchidos. Caso exista uma distribuição de proba
bilidades que relacione a percentagem de retículos de cada 
categoria com as imagens conhecidas, reconhecer o novo 
padrão corresponde a obter, a partir dessa distribuição, qual 
a probabilidade dele ser o obj1 , o obh ou o obia, dadas as 
percentagens de cada uma das categorias de reticulados que 
ele apresenta. 

Identifica-se, à luz dos objetivos deste trabalho, dois sub
problemas a serem resolvidos: como obter uma distribuição 
de probabilidades capaz de representar padrões genéricos, a 
partir dos seus componentes, e como, com base nessa dis
tribuição, identificar padrões específicos. As soluções aqui 
propostas utilizam redes bayesianas para representar distri
buições de probabilidades e se valem de dois algoritmos pa
ra atingir os objetivos vislumbrados: 

• Um algoritmo capaz de construir uma distribuição de 
probabilidades que codifique conhecimento sob a for
ma de uma rede bayesiana, a partir de um banco de 
casos exemplo; 

• Um algoritmo que utilizando essa rede seja capaz de 
encontrar as hipóteses que mais provavelmente supor
tam evidências observadas numa nova situação a di
agnosticar. 

Utilizando terminologia da inteligência artificial, o pri
meiro algoritmo costuma ser abordado no âmbito da aqui
sição automática de conhecimento e o segundo no do racio
cínio probabilístico [1][2]. 
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Os algoritmos que foram aqui utilizados baseiam-se em 
heurísticas, uma vez que os problemas por eles tratados são 
NP-dificeis [3]. Ainda assim, um deles é de ordem quadráti
ca e o outro possui complexidade que cresce com a precisão 
exigida dos resultados, chegando a ser exponencial quando 
a precisão necessária for a atingível por modelos analíticos. 
Como ambos processam um elevado número de elementos, 
optou-se por implementá-los sob a forma de programas pa
ralelos e distribuídos. Considerando que eles foram anteri
ormente implementados utilizando o paradigma seqüencial 
[4], esta nova aborgagem presta-se, também, para uma com
paração de resultados. 

A seguir, formaliza-se o problema, descrevem-se os al
goritmos utilizados para a sua solução, e como eles foram 
implementados sob a forma de programas paralelos e distri
buídos sobre uma NOW. Relacionam-se alguns resultados 
sobre a eficiência obtida, em termos de speedup, e apresen
tam-se conclusões e trabalhos futuros a serem realizados. 

2. Redes Bayesianas 

Considerando-se que redes bayesianas são grafos dirigi
dos e acíclicos que representam distribuições de probabili
dades, valendo-se da regra da cadeia [2]. Ou seja, partindo 
da hipótese que uma distribuição de probabilidades de n 
variáveis aleatórias X1,X2, .. ,Xn_1,Xn. pode ser represen
tada, segundo a regra da cadeia, de acordo com a expressão: 

P(Xt ,· ·· , Xn) = P(Xt) · P(X2IX1) · .. . · P(Xn iXt, .. . , Xn-t) 

e percebendo que, devido ao conceito de independência con
dicional probabilística, se xi e xk são independentes dado 
X;: 

conclui-se que a distribuição de probabilidades de n variá
veis aleatórias pode ser representada sob a forma de uma 
rede bayesiana, utilizando, por exemplo, o método descrito 
no algoritmo I [5]. 

Algoritmo 1 - Construção de Redes Bayesiana 

I. Inicialize o grafo como vazio; 

2. Para i = l..n faça 

(a) Escolha uma variável Xi, inexistente no grafo, 
e introduza-a no grafo; 

(b) Para cada uma das variáveis Xi do grafo, me
nos as probilisticamente independentes de xi. 
introduza uma arco dirigido de X i para X i; 
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(c) Associe à variável X i a distribuição de probabi
lidades P(Xi iXk, X1 , Xm , ... ),sendo Xk , X1, 
Xm as variáveis pai de Xi , determinadas em 
(b). 

Para melhor ilustrar o método, resgata-se o exemplo in
troduzido na seção I, acrescentando-se as seguintes consi
derações: 

• Supondo o campo de visão dividido em quatro qua
drantes: superior esquerdo (SE), superior direito 
(SD), inferior esquerdo (I E) e inferior direito (ID); 

• Estabelecendo que cada quadrante é categorizado de 
acordo com a prevalência dos retículos que o com
põem: preto {p), maioria de retículos totalmente pre
enchidos, cinza (c), maioria de retículos semi-pre
enchidos, e branco (b), maioria de retículos não pre
enchidos; 

• Admitindo que a variável 

e as variáveis 

SE,SD ,IE,ID E {p,c, b} 

são suficientes para representar o conhecimento em 
questão, 

a rede bayesiana apresentada na figura I poderia ser cons
truída, após estimados os 242 parâmetros correspondentes 
às distribuições de probabilidade: 

P(H) ; 
P(SEIH); 
P(SDIH, SE) ; 
P(IEIH ,SD,SE) ; 
P(IDIH,SD,SE ,IH). 

Figura 1 
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3. Aquisição Automática de Conhecimento 

Para representar conhecimento, sob o ponto de vista bay
esiano da teoria das probabilidades, objetivando proceder 
operações de raciocínio probabilístico, consideram-se as va
riáveis envolvidas no problema como variáveis aleatórias, 
e constrói-se uma rede bayesiana utilizando, por exemplo, 
o algoritmo I apresentado na seção anterior. Constitui-se, 
dessa maneira, um modelo computacionalmente interessan
te, que representa a distribuição de probabilidades conjunta 
de todas as variáveis de interesse [2]. 

Buscando uma solução para o problema do reconheci
mento de caracteres, e conscientes da enorme quantidade 
de memória requerido para representar uma função distri
buição de probabilidade de n variáveis discretas, cada uma 
podendo assumir r valores, Chow e Liu [6] criaram um 
método capaz de inferir uma distribuição de probabilidades 
conjunta, possível de ser representada por uma rede baye
siana com topologia em árvore, a partir das probabilidades 
marginais de segunda ordem das variáveis envolvidas. Sob 
o ponto de vista da medida de Kullback e Leibler [7], tal 
método obtém uma distribuição ótima com essa topologia e 
encontra-se descrito no algoritmo 2. 

Algoritmo 2 - Construção Automática de Redes 
Bayesianas 

I . Calcule as distribuições marginais de primeira e se
gunda ordem para todas as variáveis de interesse, a 
partir de um banco de casos teste; 

2. Usando as distribuições do passo I, calcule os pesos: 

para todos os pares de variáveis e ordene-os; 

3. Inicie a árvore com as duas arestas de maior peso; 

4. Examine a próxima aresta de maior peso. Se formar 
um ciclo descarte-a, senão conecte-a à árvore; 

5. Repita o passo 4 até que a árvore esteja concluída (n-
1 arestas presentes); 

6. Escolha um vértice qualquer como raiz e forme a rede 
bayesiana, estimando as distribuições de probabilida
des condicionais de cada vértice, a partir das distri
buições marginais calculadas no passo I . 

Esse algoritmo, capaz de adquirir conhecimento automa
ticamente, foi implementado sob a forma de um progra
ma paralelo e distribuído, utilizando o paradigma mestre
escravo: o mestre lê um banco de casos exemplo e o distri
bui entre os escravos. Cada um destes, por sua vez, realiza 
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as operações descritas nos passos I e 2 do algoritmo, sobre 
os pares de vértices a eles designados, a partir da parte do 
banco recebida do mestre. Cada escravo recebe aproxima
damente o mesmo número de pesos a calcular. Após calcu
lados os pesos, estes são enviados de volta ao mestre, que os 
utiliza para construir a árvore (passos 3 a 6 do algoritmo). 

Ainda relembrando o exemplo introduzido na seção I, a 
rede bayesiana em forma de árvore, mostrada na figura 2, 
poderia eventualmente ser obtida pelo algoritmo. 

Figura 2 

Para essa rede seria necessário estimar os 25 parâmetros 
correspondentes às distribuições de probabilidades: 

P(H) ; 
P(SEIH) ; 
P(SDIH) ; 
P(IEIH) ; 
P(IDIH). 

Tais estimativas poderiam ser realizadas a partir do banco de 
casos exemplo, utilizando as seguintes formulações típicas: 

• P(H = objt) = Número de casos exemplo quedes
crevem objetos do tipo obj1 dividido pelo número to
tal de casos exemplo; 

• P(SE = piH = obit) = Número de casos exemplo 
que descrevem objetos do tipo obj1, cujo quadrante 
superior esquerdo contém maioria de retículos preen
chidos, dividido pelo número de casos exemplo que 
descrevem objetos do tipo obit; 

• e assim sucessivamente. 

4. Raciocínio Probabilístico 

O reconhecimento de padrões, no contexto aqui apresen
tado, corresponde a resolver o problema da incorporação de 
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evidências durante uma operação de raciocínio probabilís
tico [2] [5]. Especificamente, consiste em obter as distri
buições de probabilidade condicional das variáveis consi
deradas hipóteses, condicionadas aos valores das variáveis 
consideradas evidências, a partir da distribuição de probabi
lidades conjunta codificada na rede bayesiana em questão. 
Formalmente, equivale a obter as distribuições de probabili
dades P(XiiXj, Xk, x, , ... ) para todo X i que represente um 
conjunto possível de hipóteses, sendo Xj ,Xk,Xl, ... os va
lores de todas as variáveis Xi,Xk,Xl,· .. observadas (evi
dências). O método aqui adotado para realizar essa tarefa 
encontra-se mostrado no algoritmo 3 e foi proposto por Pe
arl [2]. Baseia-se em simulações estocásticas e resume-se 
em simular amostras, atribuindo valores aleatórios para as 
variáveis da rede, sorteados segundo as probabilidades nela 
representadas. 

Algoritmo 3 - Reconhecimento de Padrões 

I. Obtenha uma amostra aleatória, sorteando, recursiva
mente, um valor para cada uma das variáveis da Rede 
Bayesiana, utilizando como chances os valores das 
probabilidades condicionais registradas nos vértices, 
condicionadas aos valores sorteados para as variáveis 
que as antecedem no grafo (para as variáveis raiz, uti
lize as probabilidades marginais); 

2. Caso os valores sorteados para as variáveis evidência 
no passo I coincidam com os valores observados no 
padrão a ser reconhecido, considere a amostra como 
válida, do contrário descarte-a; 

3. Se o número de amostras aleatórias válidas é insufici
ente para a realização das inferências estatísticas ne
cessárias, de acordo com precisão estabelecida, volte 
ao passo I ; 

4. Estime as distribuições de probabilidade das variáveis 
hipótese, a partir da freqüência de ocorrência dos seus 
valores, no conjunto de amostras aleatórias válidas. 
Essas distribuições de probabilidade são as que dão 
suporte à escolha da hipótese (padrão) mais plausível. 

Esse algoritmo é trivialmente paralelizável [8] e foi sin
tetizado sob a forma de um programa implementado com 
base no paradigma da divisão e conquista: os processos 
executam paralelamente até gerar um número definido de 
amostras válidas. 

Para a geração dessas amostras é necessário que os pro
cessos possuam uma descrição da rede a ser analisada. Um 
dos processos é o responsável pela obtenção dessa descrição 
e da sua distribuição para os demais. Estes então realizam 
as simulações individualmente, até que N amostras válidas 
sejam obtidas. O número de amostras geradas é igual para 
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todos os processos. Assim, para obter N amostras válidas, 
cada processo realiza N/ P simulações válidas, sendo P o 
número de processos. 

As probabilidades de ocorrência dos valores das variá
veis hipótese são obtidos pelo número de vezes em que eles 
ocorreram nas amostras válidas, dividido pelo número total 
de amostras válidas geradas pelos processos. Para que essas 
probabilidades possam ser computadas, cada processo envia 
os seus resultados parciais para o processo responsável pela 
distribuição da rede. 

Nota-se nessa implementação que a comunicação entre 
processos é bastante reduzida: somente circulam mensa
gens contendo a descrição da rede bayesiana e os resultados 
parciais das simulações realizadas pelos processos. 

Ainda resgatando o exemplo introduzido na seção I e 
supondo que tenham sido identificadas as evidências: 

SE=p; 
SD=c; 
IE=p; 
ID = b, 

seriam consideradas válidas as amostras: 

(H, SE,SD, IE, ID) E {(_,p,c,p, b)}. 

A probabilidade da imagem corresponder ao objeto obh, 
é dada pela razão entre o número de amostras que contém 
H = obil e o número total de amostras. Idem para os 
demais objetos. 

5. Resultados 

Objetivando avaliar o desempenho dos algoritmos para
lelos de geração automática de redes bayesianas e de re
conhecimento automático de padrões, foram realizadas si
mulações. Para isso, os algoritmos acima descritos foram 
implementados em linguagem C, utilizando o compilador 
GCC e a biblioteca LAMIMPI. 

Os programas foram executados em um NOW composto 
por 8 Pentium 11 200MHz com 32MB de RAM, conectados 
a uma rede Ethemet de IOMbps, rodando o sistema opera
cional Debian GNU/Linux. 

Os testes foram realizados utilizando variáveis aleatórias 
binárias, e o algoritmo de diagnóstico utilizou como critério 
de parada a geração de I 0.000 amostras válidas. Os resulta
dos obtidos encontram-se resumidos nas tabelas I e 2. Ali, 
são fornecidos os valores de speedup médio dos dois algo
ritmos, sendo n o número de vértices das redes bayesianas. 

Apesar do algoritmo para geração automática de redes 
não apresentar um ganho de desempenho muito elevado, 
este pode ser considerado satisfatório, uma vez que o algo
ritmo é executado esporadicamente, apenas quando se faz 
necessária a atualização do conhecimento representado na 
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n=50 n=IOO 
p=l 1,000 1,000 
p=4 1,666 2,332 
p=8 1,489 2,346 

Tabela 1. Speedup do algoritmo de geraçao 
de redes 

n=50 n= IOO n=200 
p= l 1,000 1,000 1,000 
p=2 1,945 1,955 1,962 
p=4 3,575 3,606 3,572 
p=8 6,234 6,554 6,696 

Tabela 2. Speedup do algoritmo de reconhe
cimento de padrões 

rede. Também é importante salientar, apesar de não ter sido 
relacionado, que o ganho de desempenho desse algoritmo 
melhora a medida em que aumenta o número de valores que 
as variáveis aleatórias podem assumir. 

Quanto ao algoritmo de reconhecimento automático de 
padrões, percebe-se um bom ganho de desempenho. 

6. Conclusões e Trabalhos Futuros 

Foram apresentados algoritmos para aquisição automáti
ca de conhecimento e para realização de raciocínio proba
bilístico, utilizando aspectos da teoria das probabilidades, 
especialmente de redes bayesianas. Esses algoritmos foram 
implementados sob a forma de programas paralelos e dis
tribuídos e com eles realizadas simulações. Das simulações 
conclui-se que a solução apresentada para o problema de re
conhecimento automático de padrões mostra-se adequada. 

Destarte, pretende-se, à continuação dos trabalhos, apri
morar os algoritmos e suas implemantações, de modo a atin
gir um desempenho ainda maior. De antemão, percebe-se 
que o algoritmo de geração automática de redes pode ser 
melhorado, se o método de distribuição de tarefas entre os 
escravos tiver reduzido o tempo de comunicação entre os 
processos. 

Já com o algoritmo proposto para reconhecimento auto
mático de padrões, apesar do bom desempenho que apre
senta, pode ainda ser melhorado consideravelmente, se for 
adaptado para realização de consultas em redes específicas. 
Assim sendo, a distribuição da descrição da rede, respon
sável pela maior parte do tráfego de comunicação entre os 
processos, seria evitada. 

Pretende-se, também, utilizar as soluções aqui apresen
tadas em situações reais, especialmente nas aplicações rea
lizadas pelo Grupo de Pesquisa em Robótica e Inteligência 
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Artificial da FURG. Entende-se que essa intenção será fa
cilitada, tendo em vista o caráter genérico dos algoritmos 
propostos e implementados. 
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