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Resumo. Apesar dos avanços nas GPUs modernas ter acelerado a execução
de aplicações que processam grandes quantidades de dados, acelerar o pro-
cessamento de grafos nesses sistemas não é uma tarefa trivial: aplicações de
grafos são caracterizadas por alto volume de acesso irregular à memória e que
varia com a estrutura dos grafos, fazendo com que muitas vezes elas não alcan-
cem seus picos de performance quando executadas em GPUs. Nesses casos, a
execução em CPU é mais adequada. Felizmente, as estruturas dos grafos podem
ser identificadas por meio de métricas de alto nı́vel (e.g., diâmetro e coeficiente
médio de clusterização), e elas podem auxiliar o projetista na tomada de de-
cisão de onde executar a aplicação, se em GPU ou em CPU. Neste trabalho,
nós propomos uma metodologia que usa essas caracterı́sticas de alto nı́vel em
uma Regressão Linear para auxiliar na tomada de decisão de onde processar
os grafos, em GPU ou CPU. Assim, sempre que um novo grafo precisar ser pro-
cessado, a decisão de onde processá-lo será tomada com base nessas métricas,
evitando qualquer execução adicional dos algoritmos de grafos. Nosso resul-
tados experimentais, considerando 1 GPU e 2 CPUs, mostram que as métricas
mais relevantes dos grafos variam conforme os algoritmo e as máquinas onde
esses grafos serão executados. Nossa proposta apresentou uma acurácia média
de 85% quando aplicado uma Regressão Linear com as caracterı́sticas mais
relevantes.

1. Introdução
Grafos são estruturas de dados poderosas capazes de modelar problemas de diversos
domı́nios, tais como na quı́mica, fı́sica, neurociência, linguı́stica computacional, análises
de redes sociais, dentre muitas outros. Devido a sua vasta aplicabilidade, desenvol-
ver métodos eficientes para a exploração e descoberta de conhecimento em massivas
quantidades de dados estruturados em grafos vem sendo uma área de grande interesse
[Rocha et al. 2021, Moori et al. 2021]. Contudo, o rápido aumento no tamanho dos gra-
fos extraı́dos de fontes reais (e.g., atualmente, o grafo da World Wide Web contém mais
de 3,72 bilhões de páginas1) faz com que o uso de novas tecnologias seja fundamental
para dar suporte ao seu processamento. Nesse contexto, os avanços no desenvolvimento
das Graphic Processing Units (GPUs), sobretudo no aspecto de possibilitar paralelismo
massivo e alta largura de banda, têm atraı́do a atenção dos pesquisadores para acelerar a
computação de algoritmos de grafos.

As GPUs são arquiteturas SIMT (Single Instruction, Multiple Threads), onde
os ganhos de desempenho são dados através da exploração do paralelismo massivo

1The size of the World Wide Web: https://www.worldwidewebsize.com/. Acessado em
12/07/2022.



de dados. Grande parte da área da GPU é usada por unidades simples de processa-
mento, enquanto uma fração menor é responsável pelo controle e caches. Com isso, as
GPUs são excelentes para acelerar computações regulares que têm disponı́vel um alto
grau de paralelismo. Por outro lado, os processadores multicore com vários núcleos
do tipo superescalar exploram o paralelismo no nı́vel de instruções, threads e dados
(nestes, porém, em uma escala bem menor que as GPUs, através de instruções SIMD
- Single Instruction Multiple Data). Comparado com as GPUs, as CPUs - que pos-
suem unidades de controle complexas e grandes caches [Khorasani et al. 2014] - geral-
mente são melhores em realizar tarefas que demandam baixa latência, e que não pos-
suem nı́veis de paralelismo de dados amplamente disponı́veis para serem explorados
[Lorenzon et al. 2017, Lorenzon and Beck Filho 2019].

Apesar das GPUs oferecerem um alto grau de paralelismo, usá-las para acelerar a
computação de grafos pode não ser uma tarefa trivial. As aplicações de grafos apresentam
padrão irregular de acessos à memória, fazendo com que elas possam não alcançar seus pi-
cos de desempenho quando executadas em GPUs. Além disso, devido ao fato do tamanho
de memória da GPU ser limitada (considerando o tamanho massivo de dados para proces-
samento em grafos), mover dados da memória da CPU para a memória da GPU também
pode ser um fator limitante. Ainda, os desvios condicionais (e.g., as instruções if-else, o
que causa divergência de desvios) nas computações de grafos fazem com que o alto grau
de paralelismo oferecido pelas execuções da GPU não sejam completamente explorados,
que pode degradar consideravelmente o desempenho das aplicações [Hong et al. 2011].

Os frameworks de processamento de grafos atuais, seja para GPU (e.g., Graph-
Blast [Yang et al. 2022], SuiteSparse [Davis 2019] e CuSha [Khorasani et al. 2014]) ou
CPU (e.g., Ligra [Shun and Blelloch 2013], e GraphGrind [Sun et al. 2017]), implemen-
tam algum tipo de particionamento no grafo ou alteram a forma como o grafo é avali-
ado durante a execução dos algoritmos com o objetivo de melhorar os seus tempos de
execução. Contudo, eles estão longe de encontrar soluções ótimas para muitos grafos de-
vido a grande quantidade de dados e as diferentes estruturas que eles podem ter (e.g., ma-
lhas e redes sociais). O motivo é que o desempenho das aplicações de grafos não depende
apenas do algoritmo, ou da estratégia de otimização aplicada sobre ele, mas também da
estrutura topológica do grafo sendo processado [de A. Rocha et al. 2022].

Entretanto, essa diferença na estrutura poderia indicar se um grafo é melhor pro-
cessado em GPU ou em CPU. Para ilustrar a discussão acima, considere dois grafos com
topologias distintas (ver Tabela 1 na seção 2: Pennsylvania com Diâmetro (Diâ.) 786 e
Coeficiente de Médio Clusterização (CMC) 4,6e-2, representando uma malha; e o You-
tube com Diâ. 20 e CMC 8,0e-2, representando uma rede social. A Figura 1 apresenta
os tempos de execução (eixo-y) dos algoritmos Breadth-First Search (BFS) e o Triangle
Couting (TC) quando executando duas entradas diferentes (Pennsylvania e Youtube) em
GPU e CPU (barras com diferentes cores no eixo x). Os resultados são normalizados pela
execução em GPU, logo, quanto menor, melhor em CPU (menor tempo de execução).
Como observado na Figura 1, enquanto o BFS-Pennsylvania tem melhor desempenho
quando executado em CPU (2,86x), o BFS-Youtube tem sua melhor desempenho execu-
tado em GPU (1,48x). O mesmo acontece com o TC, onde o TC-Pennsylvania é melhor
em GPU (10,94x) e o TC-Youtube é melhor em CPU. Note ainda que existe variação
quando se fixa o grafo e muda o algoritmo (e.g., enquanto o BFS-Pennsylvania é melhor
em CPU, o TC-Pennsylvania tem sua melhor execução em GPU).

Com base nisso, este trabalho parte da premissa que a estrutura dos grafos im-
pacta nas execuções dos algoritmos e, portanto, o dados que descrevem esta estrutura,
tais como número de vértices e arestas, diâmetro e o coeficiente de clusterização (ver
outras na Tabela 1), podem ser de alguma maneira usados para tomadas de decisão
[de A. Rocha et al. 2022] - no caso, para decidir se é melhor executar determinado grafo
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Figura 1. Comparação da execução em GPU e CPU dos algoritmos BFS e TC executando
os grafos Pennsylvania e Youtube. Os experimentos foram executados no Intel Xeon E5-
2640 v2 (CPU) e na NVIDIA Tesla K20m (GPU).

em GPU ou CPU. Nota-se que essas caracterı́sticas já são comumente disponı́veis junto
com os grafos [Leskovec and Krevl 2014]. Assim, elas podem ser exploradas antes da
execução dos algoritmos, sem a necessidade de executar a aplicação de grafo para extrair
suas caracterı́sticas (isto é, nenhum profiling anterior à execução é necessário por parte do
usuário).

Desta maneira, nós propomos uma metodologia para tomada de decisão na
execução de algoritmos de grafos em GPU ou em CPU. Para isso, nossa metodologia
consiste em: (i) correlacionar as caracterı́sticas de alto nı́vel de diferentes grafos com a
execução de diferentes algoritmos em GPUs e CPUs; (ii) usar essas caracterı́sticas para
treinar uma Regressão Linear; e (iii) quando um novo grafo precisar ser processado, usar
a Regressão Linear treinada com as caracterı́sticas de alto nı́vel do grafo já disponı́veis
para indicar se é melhor executar em GPU ou em CPU.

Em resumo, as principais contribuições deste artigo são:

• Uma metodologia que usa uma Regressão Linear para decidir se é melhor proces-
sar um determinado grafo em GPU ou em CPU; Nossa proposta se baseia apenas
nas caracterı́sticas de alto nı́vel dos grafo, evitando qualquer execução adicional
dos algoritmos que irão processá-los;

• Uma avaliação das execuções das aplicações de grafos em uma GPU e diferentes
CPUs, destacando quais caracterı́sticas que mais impactam na performance;

• Nosso experimentos, considerando 2 CPUs e 1 GPU, mostraram que as carac-
terı́sticas relevantes variam conforme os algoritmos e as máquinas que proces-
sarão os grafos. Além disso, nossa proposta mostrou uma acurácia média de 85%
quando aplicando a Regressão Linear com uma única caracterı́stica dos grafos.

O restante deste artigo está organizado como segue: A seção 2 apresenta os con-
ceitos básicos e as caracterı́sticas dos algoritmos e grafos avaliados neste trabalho; Os de-
talhes da metodologia proposta são apresentados na seção 3; A metodologia experimental
considerada nesse trabalho é apresentada na seção 4; A seção 5 apresenta os resultados;
Os trabalhos relacionados são apresentados na seção 6. Por fim, a seção 7 conclui este
trabalho.

2. Background
2.1. Grafos
Um grafo é uma estrutura matemática que consiste em um conjunto de vértices juntamente
com um conjunto de arestas que conectam pares de vértices. Os grafos extraı́dos de fontes
reais são comumente formados por uma quantidade massiva de dados e variam bastante



Tabela 1. Caracterı́sticas dos grafos.
Amazon California Google Pennsyl. Youtube Berk Texas Wikitalk Orkut Patent

#Vértices 3,3e5 1,9e6 8,7e5 1,0e6 1,1e6 6,8e5 1,3e6 2,3e6 3,0e6 3,7e6
#Arestas 9,2e5 2,7e6 5,3e6 1,5e6 2,9e6 7,6e6 1,9e6 5,0e6 1,1e8 1,6e7
#Vért. no maior WCC 1 0,996 0,977 1 1 0,956 0,979 0,998 1 0,997
#Ares. no maior WCC 1 0,998 0,993 1 1 0,987 0,978 0,999 1 1
#Vért. no maior SCC 1 0,996 0,497 1 1 0,489 0,979 0,047 1 0
#Ares. no maior SCC 1 0,998 0,67 1 1 0,595 0,978 0,297 1 0
CMC 3,9e-1 4,6e-2 5,1e-1 4,6e-2 8,0e-2 5,9e-1 4,7e-2 5,2e-2 1,6e-1 7,5e-2
NT 6,6e5 1,2e5 1,3e7 6,7e4 3,0e6 6,4e7 8,2e4 9,2e6 6,2e8 7,5e6
FTF 7,9e-2 2,0e-2 1,9e-2 2,0e-2 2,0e-3 2,7e-3 2,0e-2 1,1e-3 1,4e-2 2,0e-2
Diâmetro 44 849 21 786 20 514 1054 9 9 22
90-PDE 15 500 8,1 530 6,5 9,9 670 4 4,8 9,4

em suas topologias, as quais podem ser caracterizadas pelas seguintes métricas de alto
nı́vel (ver Tabela 1): #Vértices: número de vértices do grafo; #Arestas: número de arestas
do grafo; #Vert. no maior WCC: o maior número de vértices no Weakly Connected
Components (WCC). Ou seja, é um subconjunto maximal dos vértices do grafo com a
restrição de que para quaisquer pares de vértices deve existir um caminho entre os vértices
do par, ignorando a sua direção; #Ares. no maior WCC: é o maior número de arestas
no WCC. Ou seja, é um subconjunto maximal das arestas do grafo com a restrição de
que para quaisquer pares de vértices deve existir um caminho entre os vértices do par,
ignorando a sua direção; #Vert. no maior SCC: é o maior número de vértices no Strongly
Connected Components (SCC). Ou seja, é um subconjunto maximal dos vértices do grafo
tal qual o WCC, mas com sua direção importando nesse caso (e.g., para um grafo não
direcionado o SCC e WCC são equivalentes); #Ares. no maior SCC: é o maior número
de arestas no SCC. Ou seja, é um subconjunto maximal das arestas do grafo tal qual o
WCC, mas com sua direção importando nesse caso (e.g., para um grafo não direcionado
o SCC e WCC são equivalentes); CMC: é o Coeficiente Médio de Clusterização. Ou
seja, é a média dos coeficientes de agrupamentos locais de cada vértice do grafo, o que
é definido pela proporção de ligações entre os vértices da sua vizinhança e o número de
ligações que poderiam existir entre estes; NT: É o Número de Triângulos no grafo, que
representa o número de triplas (combinação de três vértices) conectados, ignorando a sua
direção; FTF: É a Fração de Triângulos Fechados no grafo. Ou seja, é a razão entre o NT
e o total de triplas (todas as combinações de três vértices conectadas ou não); Diâmetro:
o mais longo menor caminho entre qualquer par de vértices do grafo; 90-PDE: É o 90-
Percentil de Diâmetro Efetivo, representando a menor distância para qual 90% dos pares
de uma amostra de 1000 vértices estão distanciados no máximo por esse valor.

2.2. Algoritmos para Processamento de Grafos
Vários trabalhos na literatura propõem frameworks que otimizam a execução paralela
de algoritmos de processamento de grafos tanto em ambiente GPU [Yang et al. 2022,
Davis 2019] quanto em CPU [Shun and Blelloch 2013, Mofrad et al. 2020]. Esses traba-
lhos propõem diferentes implementações de alto desempenho de algoritmos de ampla-
mente utilizados pela indústria, como por exemplo o PageRank (PR) e o Breadth-First
Search (BFS), com aplicabilidade em diversas áreas (e.g., quı́mica, medicina, comércio e
logı́stica).

A seguir, listamos alguns dos algoritmos mais utiliza na literatura de grafos e que a
maioria dos frameworks implementam: Betweenness Centrality (BC) aproxima a medida
de intermediação do grafo por um subconjuntos de vértices, tendo que a intermediação de
um vértice v é dada pela razão entre os caminhos mı́nimos que atravessam v e todos os
caminhamentos mı́nimos do conjunto considerado; Breadth-First Search (BFS) realiza
a travessia do grafo a partir de um vértice raiz, visitando todos os vértices de mesmo
nı́vel antes de avançar para o próximo; PageRank (PR) iterativamente calcula o valor de



PageRank para todos os vértices com um fator de amortização d de 0,85; Single-Source
Shortest Paths (SSSP) calcula todos os caminhamentos mı́nimos alcançáveis a partir de
um dado vértice raiz; Triangle Counting (TC) computa o total de triângulos do grafo.

3. Proposta
A metodologia proposta, que auxilia o projetista na tomada de decisão na execução de
aplicações de grafos em GPU ou CPU, avalia as caracterı́sticas de diversos grafos e suas
execuções em diferentes algoritmos e máquinas GPU/CPU. Nossa proposta usa regressão
linear para decidir sobre qual é o melhor sistema (GPU ou CPU) para executar determi-
nada aplicação de grafo avaliando apenas as caracterı́sticas de alto nı́vel do grafo a ser
processado, como mostrado na seção 5. A Figura 2 apresenta o fluxo de execução da
nossa metodologia, a qual funciona da seguinte forma:

Entradas. Neste passo, nossa metodologia recebe como entradas: (i) um conjunto de
grafos a serem processados; (ii) um conjunto de arquivos executáveis dos algoritmos que
processarão os grafos; (iii) a descrição das máquinas GPU e CPU disponı́veis para execu-
tar as aplicações;

Pré-processamento. Dada as entradas, neste passo são extraı́das as caracterı́sticas de
alto nı́vel e executadas todas as combinações dos grafos, algoritmos e máquinas; essas
caracterı́sticas podem ser conhecidas de antemão ou extraı́das pela ferramenta Networ-
Kit [Staudt et al. 2016];

Análise das Caracterı́sticas. Este passo consiste: no cálculo dos speedups considerando
os tempos de execução na GPU e CPU; na análise das correlações entre as caracterı́sticas
dos grafos e os speedups calculados; e na indicação das caracterı́sticas relevantes que
podem ser usadas para a tomada de decisão;

Aplicação na Técnica de Predição. Neste passo, as caracterı́sticas relevantes são aplica-
das em uma Regressão Linear para a tomada de decisão na execução das aplicações de
grafos em GPU ou em CPU (ver nosso estudo de caso na seção 5).

Nós automatizamos a metodologia proposta através de um script na linguagem
Python versão 3.8.10. Para executar o script em qualquer sistema operacional Linux basta
executar o comando: “python3 script.py input grafos app grafos desc maquinas”, onde
input grafos, app grafos, e desc maquinas se refere ao conjunto de grafos, conjunto de
arquivos binários das aplicações e a descrição das máquinas disponı́veis, respectivamente.
Nossa metodologia trabalha com aplicações de grafos paralelizadas com as interfaces de
programação paralela mais usadas, tais como OpenMP e POSIX Threads para execução
em CPU, e CUDA e OpenGL para execução em GPU. Além disso, para obter os tempos
de execução das aplicações, nossa metodologia usa a função time.time() do módulo time
do Python3.

Entradas

CPU

GPUGPU

CPU

M
áq

ui
na

s 
   

A
lg

or
itm

os
   

G
ra

fo
s

Extrai
as

Características

Executa
gr. x alg. x máq.

Computa os 
Speedups

Analisa 
Correlações

Obtêm as 
Características 

Relevantes

Aplica Regressão 
Linear

Pré-processamento Análise das 
Características

Aplicação na
Técnica de Predição

PR TC

BC

Figura 2. Visão geral da metodologia proposta.



Nas subseções seguintes, nós detalhamos cada um dos passos da metodologia pro-
posta.

3.1. Entradas
Para a execução da metodologia proposta, as seguintes entradas são requeridas: Grafos.
Um conjunto de grafos a serem processados: todos os grafos devem ser lidos antes de seu
processamento. Nossa metodologia é capaz de trabalhar com os formatos mais usados na
literatura, tais como lista de arestas de arestas (.el) e Matrix Market format (.mtx). Algo-
ritmos. Um conjunto com os arquivos binários dos algoritmos de grafos em versões para
GPU e CPU: todos eles devem ser compilados nos sistemas alvo antes de sua execução;
Máquinas. A descrição das máquinas GPU e CPU disponı́veis no sistema: elas devem es-
tar disponı́veis para uso, uma vez que a metodologia executará as aplicações para analisar
os tempos de execução nos diferente sistemas (neste trabalho consideramos 3 diferentes
máquinas, sendo 1 GPU e 2 CPUs – ver seção 4).

3.2. Pré-processamento
Nesse passo, (i) é feita a extração das caracterı́sticas de alto nı́vel dos grafos e (ii) o pro-
cessamento dos grafos por todos os algoritmos executando nas diferentes máquinas. Para
o primeiro caso (i), as caracterı́sticas dos grafos (e.g., diâmetro e coeficiente médio de
clusterização) foram extraı́das usando a ferramenta NetworKit, uma biblioteca paralela
para a análise em larga escala de grafos [Staudt et al. 2016]. Contudo, se já se sabe essas
caracterı́sticas previamente, elas podem ser inseridas diretamente na metodologia, evi-
tando ter que executar a ferramenta NetworKit para extraı́-las. Para o segundo caso (ii),
são executadas todas as combinações de grafos, algoritmos e máquinas GPUs e CPUs
com o objetivo de analisar suas performances nos passos seguintes.

3.3. Análise das Caracterı́sticas
Nesse passo, (i) os speedups das execuções em GPU e CPU são analisados para cada
grafo e algoritmo, (ii) são analisadas as correlações entre as caracterı́sticas extraı́das e os
speedups computados, e (iii) são extraı́das as caracterı́sticas mais relevantes para serem
aplicadas na técnica de predição. Em (i), para tornar a análise genérica para qualquer
número e tipo de GPU e CPU, é considerado o speedup das médias geométricas, dada
pela seguinte formula: GMEAN(gpu1,gpu2,...,gpun)

GMEAN(cpu1,cpu2,...,cpum)
, onde cpui é o tempo de execução na CPU

i ∈ [1, . . . , n] e gpuj é o tempo de execução na GPU j ∈ [1, . . . ,m]. Em (ii), são
computadas as matrizes de correlação levando em consideração os speedups computados
e as caracterı́sticas de alto nı́vel dos grafos. Para isso, é usado o coeficiente de correlação
de Pearson [Benesty et al. 2009], o qual mede o grau de correlação ρ entre duas variáveis,
assim como a direção dessa correlação (se positiva ou negativa). Logo, o valor de ρ varia
entre [−1, 1] e quando ρ = 1 significa que a correlação é perfeita positiva (e.i., se uma
aumenta, a outra sempre aumenta), quando ρ = −1 significa que a correlação é perfeita
negativa (e.i., se uma aumenta, a outra sempre diminui), e quando ρ = 0 significa que não
existe correlação entre as duas variáveis. Por fim, com base nos valores dos coeficientes ρ
as caracterı́sticas mais relevantes dos grafos são selecionadas para que possam ser usadas
para decidir onde que vale a pena computar o grafo, se em GPU ou em CPU. Para isso,
nós consideramos um limiar de |ρ| = 0, 5, para que uma determinada caracterı́stica seja
considerada relevante.

3.4. Aplicação na Técnica de Predição
Por fim, as caracterı́sticas relevantes extraı́das são usadas para treinar uma Regressão
Linear Simples. A Regressão Linear treinada será usada para tomada de decisão toda vez
que um novo grafo precisar ser processado, fazendo uso apenas das suas caracterı́sticas
de alto nı́vel e evitando qualquer execução adicional dos algoritmos de processamento de
grafos.



Tabela 2. Configurações das máquinas usadas.

CPU32 CPU128 GPU2496
Processador Intel Xeon E5-2640v2 AMD Ryzen 3990X NVIDIA Tesla K20m

Frequência base 2,0GHz 2,9GHz 706 MHz
#Núcleos / #Threads 16 / 32 64 / 128 2496

Cache L1 32 KB 32 KB –
Cache L2 256 KB 512 KB –
Cache L3 20 MB 16 MB –

Memória RAM 128 GB 32 GB 5 GB

4. Metodologia
Algoritmos. Neste trabalho nós avaliamos os algoritmos de grafos disponı́veis no GAP
Benchmark Suite (GAPBS) [Beamer et al. 2015] para as execuções em CPU e os dis-
ponı́veis no Gunrock [Wang et al. 2016] para execução em GPU. Ambos GAPBS e Gun-
rock disponibilizam implementações de alto desempenho de um conjunto representativo
de algoritmos de processamento de grafos, sendo um baseline representativo do estado
da arte para as pesquisas nessa área. Nós descrevemos todos os algoritmos avaliados
na seção 2. Os algoritmo foram: Betweenness Centrality (BC), Breadth-First Search
(BFS), PageRank (PR), Single-Source Shortest Paths (SSSP) e o Triangle Couting (TC).
Todos eles são algoritmos tomados como base para a construção de aplicações mais
complexas. Por exemplo, o BFS é usado no sistema de recomendação do Website Ali-
baba [Sahu et al. 2020]. Todos eles são implementados em C++11, paralelizados usando
OpenMP (GAPBS) e CUDA (Gunrock) e suas implementações consideram a estratégia de
otimização que é mais adequada para cada um deles. Em nossos experimentos, nós com-
pilamos as aplicações usando GNU g++ 10.1.0 com a flag de otimização -O3. Também
usamos OpenMP versão 4.5 nas aplicações do GAPBs e CUDA 11.4 nas aplicações do
Gunrock.

Grafos. Nós avaliamos 10 grafos extraı́dos da SNAP [Leskovec and Krevl 2014]. Eles
são descritos na seção 2 (ver Tabela 1). Nós consideramos um conjunto representativo
de grafos do mundo real cobrindo as duas grandes classes de topologias (malhas e redes
sociais) com diferentes caracterı́sticas e tamanho (variando de 300 mil até 4 milhões de
nós).

Ambiente de Execução. Nós realizamos os experimentos nos sistemas multicore apre-
sentados na Tabela 2 usando o Sistema Operacional (SO) Linux com kernel v. 4.19.

5. Resultados Experimentais
Nessa seção, nós apresentamos os seguintes resultados: (i) uma análise das correlações
das caracterı́sticas de diversos grafos com o tempo necessários para o seu processamento
em diferentes algoritmos; (ii) uma comparação das performances das aplicações de grafos
quando executadas em GPU e em CPU; (iii) uma análise das caracterı́sticas que impactam
na performance quando as aplicações de grafos são executadas em GPU e em CPU; (iv) a
execução completa da nossa metodologia, onde nós usamos as caracterı́sticas identifica-
das na análise anterior em uma Regressão Linear.

(i) Correlações Caracterı́sticas vs Máquinas. Na Tabela 3, nós apresentamos as
correlações das caracterı́sticas dos grafos com os tempos de execução quando execu-
tados por diferentes algoritmos (BFS, SSSP, BC, PR e TC) nas 3 máquinas avaliadas
(CPU32, CPU128 e GPU2496). Coeficientes de correlação ρ maiores que 0,5 suge-
rem uma correlação moderada (menores que -0,5 indicam uma correlação no sentido
contrário) e, por esse motivo, estão destacados em negrito. Valores maiores que 0,7
(ou menores que -0,7), por sua vez, sugerem uma alta correlação.



Tabela 3. Correlação entre os tempos de execuções e as métricas dos grafos.
CPU32 CPU128 GPU2496

BFS SSSP BC PR TC BFS SSSP BC PR TC BFS SSSP BC PR TC

#Vértices 0,16 -0,12 0,34 0,56 0,36 -0,13 -0,13 -0,03 0,73 0,42 0,28 0,31 0,26 0,55 0,45
#Arestas 0,30 -0,25 0,52 1,00 0,96 -0,04 -0,26 0,05 0,89 0,99 0,80 0,83 0,75 1,00 0,99

#Vér. M. WCC -0,17 -0,03 0,07 0,21 -0,02 -0,30 -0,04 -0,21 0,13 0,09 0,04 0,09 0,06 0,23 0,23
#Ares. M. WCC -0,47 -0,46 -0,19 0,22 0,09 -0,56 -0,47 -0,50 0,19 0,15 -0,14 -0,08 -0,14 0,23 0,22

#Vér. m SCC 0,42 0,48 0,26 0,14 0,18 0,46 0,48 0,41 -0,11 0,20 0,49 0,48 0,52 0,17 0,25
#Ares. m. SCC 0,40 0,45 0,29 0,11 0,17 0,45 0,45 0,42 -0,16 0,19 0,47 0,46 0,50 0,12 0,23

CMC -0,31 -0,47 -0,40 -0,07 0,14 -0,23 -0,46 -0,32 -0,06 0,05 -0,19 -0,20 -0,23 -0,08 -0,06
NT 0,32 -0,23 0,55 0,98 0,98 0,01 -0,24 0,10 0,84 1,00 0,83 0,85 0,78 0,98 0,99

FTF -0,23 -0,01 -0,34 -0,13 -0,19 -0,17 -0,01 -0,23 -0,18 -0,15 -0,16 -0,16 -0,17 -0,11 -0,11
Diâ. 0,79 0,95 0,46 -0,29 -0,23 0,95 0,95 0,90 -0,29 -0,26 0,31 0,26 0,37 -0,30 -0,28

90-PDE 0,76 1,00 0,49 -0,24 -0,29 0,88 1,00 0,85 -0,25 -0,27 0,31 0,27 0,38 -0,25 -0,23

Desses dados, notamos que as caracterı́sticas dos grafos que impactam na
execução dos algoritmos varia de acordo com: (i) o algoritmo (e.g, na CPU32, enquanto
para o BFS as caracterı́sticas mais relevantes são Diâ. e 90-PDE, para o TC nesta mesma
máquina são o #Arestas e NT); e (ii) a máquina (e.g, para o SSSP na CPU32 o Diâ. e
90-PDE são mais relevantes, enquanto que na GPU2496 as mais relevantes são #Arestas
e NT). Contudo, existe similaridade na distribuição de altos ı́ndices quando se compara as
execuções nas CPU (CPU32 e CPU128), sendo o Diâ. e 90-PDE sendo destacados para
os algoritmos BFS e SSSP, e #Arestas e NT para algoritmos PR e TC. A exceção é para o
algoritmo BC, onde na CPU32 as caracterı́sticas mais relevantes foram #Arestas e NT, e
na CPU128 foram o #Ares. M. WCC, Diâ., e 90-PDE.

No caso da GPU2496, nota-se que uma diferença nas caracterı́sticas relevantes: os
#Arestas e NT são as únicas caracterı́sticas destacadas em todos os algoritmos. Por mais
que essas tabelas por si só não apontem para um sentido de escolher a melhor máquina
para executar uma aplicação de grafo especı́fica, ela nos indica que, em geral, grafos
com maior número de arestas/triângulo não sejam indicados para GPUs, o que pode ser
explicado pela limitação da memória.

(ii) Performance nas Diferentes Máquinas. As Figuras 3 e 4 apresentam os tempos de
execução (eixo y) dos algoritmos quando processando cada grafo (eixo x). Figura 3 e 4
apresentam os resultados normalizados pela CPU32 e CPU128, respectivamente (menor,
melhor). Os resultados do PR são omitidos, uma vez que ele foi o único algoritmo que
apresentou melhor performance em todos os grafos sempre quando executado em CPU
(2544,66× e 1591,14× melhor na CPU32 e CPU128).

Com base nesses resultados, nota-se que em nenhum desses algoritmos é sempre
melhor processar os grafos só em GPU ou em CPU. Por exemplo, apesar de para o SSSP,
na maioria dos casos, ser melhor executado na GPU, processar o grafo orkut com SSSP na
CPU32 implica em uma redução de 80% no tempo de execução (ver Figura 3b). No caso
especı́fico do orkut, é notório que na CPU32 ele é processado mais rapidamente por todos
os algoritmos (e pelo BFS e TC na CPU128). Assim, dada essa diferença significativa
entre as execuções em GPU e CPU, faz-se necessária uma análise mais aprofundada para
possibilitar uma escolha apropriada de aplicação/máquina, o que mostraremos na próxima
seção.

(iii) Extraindo as Caracterı́sticas Relevantes. Nessa seção, juntamos os métodos de
análise das seções anteriores, realizando a correlação dos speedups das CPUs em relação
a GPU com as caracterı́sticas de alto nı́vel dos grafos. Na Tabela 4 temos alguns desta-
ques em comum: alta correlação negativa do Diâ. e 90-PDE com o algoritmo SSSP e
correlação positiva no #Vér. M. SCC e #Ares. M. SCC com os algoritmos BFS, BC e TC.
Com esses resultados, conseguimos extrair as caracterı́sticas mais relevantes dos grafos
que possam ser usadas em técnicas para tomada de decisão de onde processar os grafos,
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Figura 3. Comparação dos tempos de execução na CPU32 e na GPU2496. Os resultados
são normalizados pela execução na CPU32 (menor, melhor).
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Figura 4. Comparação dos tempos de execução na CPU128 e na GPU2496. Os resultados
são normalizados pela execução na CPU128 (menor, melhor).

seja em GPU ou em CPU.

(iv) Aplicação de Regressão Linear. Para isso, nós extraı́mos a caracterı́stica mais rele-
vante obtida na seção anterior para cada algoritmo que irá processar os grafos (e.g., #Ares.
M. SCC para o BFS e 90-PDE para o SSSP – ver na Tabela 4). Dos 10 grafos avaliados
neste trabalho (ver Tabela 1), nós separamos 2 aleatoriamente (Youtube e Wikitalk) para
teste, deixando os 8 restante para treino (20% para teste e 80% para treino). A Tabela 5
apresenta as decisões tomadas com base na Regressão Linear. Nela, nós destacamos em
negrito os poucos casos onde a Regressão Linear falhou. No geral, usar apenas uma única
caracterı́stica do grafo para prever onde processá-lo resultou em uma acurácia média de
85%.



Tabela 4. Correlação entre os speedups das CPUs e as métricas dos grafos.
GPU2496/CPU32 GPU2496/CPU128

BFS SSSP BC PR TC BFS SSSP BC PR TC

#Vértices -0,48 -0,22 -0,67 0,31 -0,23 -0,40 -0,09 -0,55 0,20 -0,50
#Arestas 0,25 0,39 0,12 0,47 0,13 0,38 0,33 0,22 0,74 0,04

#Vér. M. WCC -0,16 -0,03 -0,18 0,12 0,50 0,24 0,02 0,14 0,32 0,17
#Ares. M. WCC -0,25 0,27 -0,27 0,17 0,19 0,17 0,37 0,04 0,32 -0,01
#Vér. m. SCC 0,67 0,01 0,81 0,23 0,53 0,69 -0,20 0,88 0,45 0,56
#Ares. m. SCC 0,78 0,11 0,88 0,10 0,62 0,74 -0,13 0,88 0,38 0,70

CMC 0,12 0,50 0,23 -0,07 -0,30 0,13 0,50 0,15 -0,05 -0,05
NT 0,37 0,45 0,24 0,43 0,17 0,46 0,36 0,31 0,74 0,13

FTF -0,11 0,01 0,13 -0,09 0,13 0,28 0,04 0,40 0,04 -0,01
Diâ. 0,38 -0,69 0,40 -0,24 -0,05 -0,17 -0,84 0,11 -0,37 0,09

90-PDE 0,32 -0,77 0,32 -0,27 0,18 -0,15 -0,91 0,09 -0,33 0,18

Tabela 5. Escolhas preditas pela regressão linear.
BFS SSSP BC PR TC Acur.

CPU32 ou
GPU2496

Youtube CPU GPU GPU CPU CPU 80%
Wikitalk GPU GPU GPU CPU GPU 80%

CPU128 ou
GPU2496

Youtube CPU GPU GPU CPU CPU 100%
Wikitalk GPU GPU GPU CPU GPU 80%

Acur. Média 85%

6. Trabalhos Relacionados

Vários trabalhos na literatura já propuseram otimizar o processamento de algoritmos de
grafos tanto em CPU quanto em GPU. Nessa seção, nós descrevemos os mais relevantes,
separados em ambos os sistemas.

Processamento de Grafos em CPU. O trabalho de [Shun and Blelloch 2013] propõe Li-
gra, um modelo de programação de memória compartilhada para algoritmos de grafos
que ajusta automaticamente a maneira como o grafo é avaliado de acordo com um limiar
provido pelo programador. O trabalho de [Zhang et al. 2015] realiza um extenso estudo
sobre os impactos da execução de algoritmos de grafos em sistemas NUMA. Com base
nisso, eles propõem Polymer, um framework que otimiza o processamento baseando-
se na localidade dos dados e em sua distribuição nas memórias do sistema. Amitabha
Roy [Roy et al. 2013] propõe X-Stream, um framework para processamento de grafos
que utiliza o modelo scatter-gather centrado em arestas. Por ser capaz de evitar aces-
sos aleatórios à memória principal, X-Stream apresenta boa escalabilidade conforme o
aumento no número de núcleos do sistema.

Processamento de Grafos em GPU. O trabalho de [Harish and Narayanan 2007]
propõem um framework para processamento de grafos centrado no processamento de
vértices, no qual os vértices são mapeados para as threads da GPU. O trabalho de
[Hong et al. 2011] propõe o Maximum warp, uma estratégia que decompõe as warps
da GPU em sub-warps com o objetivo de minimizar a divergência de caminho e me-
lhorar o balanceamento de carga. Já a estratégia proposta por [Khorasani et al. 2014],
o CuSha, resolve questões de eficiência através de duas representações de grafos, de-
nominadas de G-shard e concatenated windows. Gunrock [Wang et al. 2016] é uma
abstração para programação de algoritmos de grafos que usa o conceito de fronteiras, si-
milar a outros frameworks de processamento de grafos em CPU [Shun and Blelloch 2013,
Zhang et al. 2015].

Vários outros trabalhos implementam otimização de algoritmos especı́ficos, os
quais incluem o BFS baseado em filas hierárquicas ou soma prefixada [Luo et al. 2010],



CC [Greiner 1994], SSSP [Davidson et al. 2014] e BC [Jia et al. 2012].

Nossas Contribuições. Por mais que diferentes trabalhos já tenham otimizado o proces-
samento de aplicações de grafos tanto em GPU quanto em CPU, nenhum deles se baseia
nas caracterı́sticas de alto nı́vel dos grafos para decidir onde é mais vantajoso processá-
los, se na GPU ou CPU. Além disso, nosso trabalho ortogonaliza os frameworks de GPU
e CPU existentes, uma vez que nossa metodologia se baseia em tomar decisão com base
nas caracterı́sticas dos grafos e seu processamento em diferentes sistemas, independente
de qual framework os algoritmos foram implementados.

7. Conclusão
Nesse trabalho, nós propomos uma metodologia que usa essas caracterı́sticas de alto nı́vel
dos grafos (e.g., diâmetro e coeficiente de clusterização) para auxiliar na tomada de de-
cisão da execução dos algoritmos de grafos em GPU ou CPU. Nossos resultados ex-
perimentais, considerando 1 GPU e 2 CPUs, mostraram que as caracterı́sticas relevantes
variam conforme os algoritmo que processarão os grafos e as máquinas onde serão execu-
tados. Além disso, como estudo de caso, nossa proposta apresentou uma acurácia média
de 85% quando aplicando uma Regressão Linear Simples com as caracterı́sticas dos gra-
fos mais relevantes. Por fim, para trabalhos futuros, pretendemos expandir o conjunto
de máquinas e analisar o impacto da nossa proposta com relação a outros requisitos não
funcionais (e.g., energia e dissipação de potência).
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of large graphs and surprising challenges of graph processing: extended survey. The
VLDB Journal, 29(2):595–618.

Shun, J. and Blelloch, G. E. (2013). Ligra: a lightweight graph processing framework for
shared memory. In ACM PPoPP, pages 135–146.

Staudt, C. L., Sazonovs, A., and Meyerhenke, H. (2016). Networkit: A tool suite for
large-scale complex network analysis. Network Science, 4(4):508–530.

Sun, J., Vandierendonck, H., and Nikolopoulos, D. S. (2017). Graphgrind: Addressing
load imbalance of graph partitioning. In Proceedings of the International Conference
on Supercomputing, pages 1–10.

Wang, Y., Davidson, A., Pan, Y., Wu, Y., Riffel, A., and Owens, J. D. (2016). Gunrock:
A high-performance graph processing library on the gpu. In Proceedings of the 21st
ACM SIGPLAN symposium on principles and practice of parallel programming, pages
1–12.
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