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Abstract. The simulation of acoustic wave propagation is the backbone of seis-
mic imaging tools used by the oil and gas industries. To perform such simu-
lations, HPC architectures are employed, generating faster and more accurate
results with each processor generation. However, to achieve high performance
in these architectures, several challenges must be taken into account when de-
veloping the application. In this article, we optimized the Fletcher Method for
multicore and GPU and evaluated the performance, energy consumption, and
energy efficiency of eight versions of the code. The results show that the CUDA
version has the best performance and energy efficiency; however, the OpenACC
version that has the advantage of portability has a performance and energy ef-
ficiency degradation of only 10% and 8% compared with CUDA.

Resumo. A simulação da propagação de ondas acústicas é a base das ferra-
mentas de imagem sı́smica utilizadas pela indústria de petróleo e gás. Para
realizar tais simulações, arquiteturas de CAD são empregadas, fornecendo re-
sultados mais rápidos e com maior precisão a cada geração de processado-
res. Entretanto, para atingir alto desempenho nessas arquiteturas, vários de-
safios devem ser levados em consideração no momento do desenvolvimento da
aplicação. Neste artigo, a Modelagem Fletcher foi otimizada para multicore e
GPU e o desempenho, o consumo de energia e a eficiência energética de oito
versões do código foram avaliados. Os resultados mostram que a versão CUDA
tem o melhor desempenho e eficiência energética; no entanto, a versão Ope-
nACC que tem a vantagem da portabilidade, tem um desempenho e degradação
de eficiência energética de apenas 10 e 8% comparado com CUDA.
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CLOUD: Computação em Cloud com Computação Sustentável” (#16/2551-0000 488-9), da FAPERGS e
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1. Introdução
A geofı́sica de exploração vem sendo fundamental na procura de recursos energéticos,
como Gás e Petróleo. Entretanto, altos custos de perfuração, com menos de 50% de
precisão por broca, limitam seu uso [Qutob et al. 2004, Lukawski et al. 2014]. Assim,
a indústria de Petróleo e Gás conta com software focados em Computação de Alto De-
sempenho (CAD) como uma forma economicamente viável de reduzir custos. A base de
muitos mecanismos de software para geofı́sica de exploração é a simulação de propagação
de ondas. Por exemplo, em ferramentas de imagem sı́smica, modelagem, migração e in-
versão, essa simulação pode ser utilizada. Essas ferramentas são construı́das tendo como
base solucionadores de Equações Diferenciais Parciais (EDP), onde a EDP resolvida em
cada caso define a precisão da aproximação à fı́sica real.

A aproximação do modelo de propagação de ondas acústicas é a base atual das
ferramentas de imagem sı́smica. Ela tem sido extensivamente aplicada nos últimos anos
em reservatórios de óleo e gás com potencial de geração de imagens sob domos salinos.
Essas aplicações devem ser continuamente portadas para o mais novo hardware de CAD
disponı́vel para manter a competitividade no mercado. Ao mesmo tempo, as arquiteturas
de CAD evoluı́ram e a melhoria de desempenho apenas com o aumento da frequência
de clock não existe mais. As soluções atualmente adotadas estão sendo substituı́das por
tecnologias multicore e manycore [Clapp et al. 2010, Clapp 2015].

A última década viu uma tendência de construção de sistemas de alto desempe-
nho com dispositivos dedicados e aceleradores, que produzem um bom retorno em relação
eficiência energética (FLOPs/Watt) [J. Dongarra and Strohmaier 2019]. Entre as alterna-
tivas disponı́veis, os fabricantes de aceleradores têm dedicado esforços para fornecer de
dezenas a milhares de unidades de processamento trabalhando em baixas frequências, tais
como as Graphics Processing Units (GPUs), e outros aceleradores [Witten et al. 2016].
Os processadores multicore ainda mais tradicionais, como a famı́lia Intel Xeon, incluem
dezenas de núcleos nos processadores, trabalhando em altas frequências.

Vários desafios devem ser levados em consideração buscando atingir alto desem-
penho nessas arquiteturas. Um dos aspectos mais importantes é o comportamento do
subsistema de memória, já que o acesso à memória possui um papel fundamental no de-
sempenho [Serpa et al. 2019b]. O consumo de energia e a eficiência energética também
são pontos a serem considerados [Subramaniam et al. 2013]. Ainda, a computação hete-
rogênea tem ganho força, aumentando a complexidade do uso das arquiteturas. Esse au-
mento de complexidade ocorre devido a essas arquiteturas possuı́rem memórias e núcleos
próprios que possuem latências diferentes. Além disso, dados devem ser copiados pelo
programador de uma memória a outra, aumentando a dificuldade de programação. A
partir disso, surgiram vários modelos de programação mais genéricos e de alto nı́vel, os
quais permitem a escrita de códigos portáteis, que podem ser executados em arquiteturas
de CPU e GPU sem nenhuma alteração [Sabne et al. 2014].

Neste artigo, trabalhamos com a Modelagem Fletcher, uma aplicação de
propagação de ondas utilizada por empresas de Petróleo. Nossos objetivos são:

• Explorar o paralelismo intrı́nseco da Modelagem Fletcher para utilizar eficiente-
mente as arquiteturas multicore e GPU;
• Avaliar o custo das versões portáveis sob o ponto de vista de desempenho, con-

sumo de energia e eficiência energética.



O artigo está organizado da seguinte forma. A Seção 2 discute os trabalhos rela-
cionados. A Seção 3 apresenta a Modelagem Fletcher e detalhes de sua implementação.
A Seção 4 descreve as arquiteturas, as métricas, e informações detalhadas sobre os ex-
perimentos. A Seção 5 fornece uma avaliação de desempenho, consumo de energia e
eficiência energética das diferentes versões da aplicação. Finalmente, a Seção 6 apresenta
conclusões e trabalhos futuros.

2. Trabalhos Relacionados

Arquiteturas recentes, incluindo GPUs e aceleradores, provaram ser adequadas para
geofı́sica, magneto-hidrodinâmica e simulações de fluxo, superando os processadores de
uso geral em eficiência [Yuen et al. 2013]. Para obter o máximo desempenho nesses no-
vos dispositivos, é necessária alguma reengenharia das regiões do código, se não toda a
aplicação. Assim, [Kukreja et al. 2016] gera automaticamente um código para simulação
geofı́sica altamente otimizado para múltiplas arquiteturas, enquanto [Niu et al. 2014] su-
gere o uso de reconfiguração de sistemas em tempo de execução e um modelo de desem-
penho, para reduzir o consumo de recursos computacionais.

[Caballero et al. 2015] estudou o efeito de diferentes otimizações em nı́vel de
memória e computação em equações de propagação de ondas elásticas. Os resultados
mostraram que comparando o processador e o coprocessador Xeon Phi, o processador foi
até quatro vezes maior do que o coprocessador.

[Rubio et al. 2013] reescreveu um propagador de ondas elásticas genérico em pro-
cessadores de uso geral, GPUs e Xeon Phi, mostrando que o coprocessador fornece bom
desempenho a um custo de desenvolvimento reduzido. Nossas otimizações visam apenas
um tipo de domı́nio para reduzir a complexidade do problema e para restringir o número
de variáveis que estão sendo reproduzidas na análise.

Em [Andreolli et al. 2015], os autores focaram em equações de propagação de on-
das acústicas, escolhendo as técnicas de otimização a partir do ajuste sistemático do algo-
ritmo. O uso de thread blocking, cache blocking, reutilização de registradores, vetorização
e redistribuição de dados do laço resultou em melhorias significativas no desempenho.
Nossa proposta, busca analisar e otimizar uma simulação de imagem sı́smica amplamente
utilizada por empresas de Petróleo como a Petrobras.

Esforços de pesquisa como o apresentado em [Castro et al. 2016] melhoraram e
avaliaram o desempenho da equação de propagação de onda acústica no coprocessador
Intel Xeon Phi e compararam com o processador manycore MPPA-256, com processado-
res de uso geral e com uma GPU. As otimizações incluem cache blocking, alinhamento
de memória com deslocamento de ponteiro e afinidade de thread. Elas mostram que os
melhores resultados são obtidos a partir de uma combinação dos dois primeiros e que o
desempenho com o Xeon Phi está próximo da GPU. Nosso trabalho vai um passo adiante
ao estudar o compromisso entre a portabilidade, o desempenho e a eficiência energética
de uma aplicação de geofı́sica real.

[Pavan et al. 2018] analisa e propõe otimizações para as operações de entrada e
saı́da (E/S) de uma aplicação de geofı́sica que utiliza o algoritmo Reverse Time Migration
(RTM). Os resultados mostram que a utilização de checkpoints e o aumento do tamanho
da requisição reduz o tempo de execução da aplicação em até 17, 33%. Uma vez que



identificamos que a E/S não é o principal gargalo da nossa aplicação, focamos na análise
de outros fatores ligados com o desempenho, consumo e portabilidade.

[Zhebel et al. 2013] comparou a escalabilidade de códigos não otimizados para
diferenças finitas e algoritmos de elementos finitos no Intel Xeon e Xeon Phi. No Xeon, a
escalabilidade foi semelhante e não-linear para todos os métodos, enquanto no Xeon Phi,
apenas a diferença finita apresentou menor escalabilidade, devido a ociosidade da thread
de controle de E/S. Nossa proposta vai além de uma análise de escalabilidade e busca uma
maior compreensão do comportamento de uma aplicação real em arquiteturas multicore e
GPU.

[Carrijo Nasciutti et al. 2018] fez uma análise de desempenho de uma aplicação
sintética baseada em matrizes 3D em GPUs com foco no uso adequado da hierarquia
de memória. Eles concluem que o código de maior desempenho é o que combina a
reutilização de cache somente leitura, inserindo o laço da dimensão Z no kernel e reutili-
zando registradores do processador. Diferente desse trabalho, avaliamos o desempenho e
a eficiência energética de uma aplicação real.

[Serpa et al. 2019a] propõe várias estratégias de otimização para um modelo de
propagação de ondas para seis arquiteturas de CPU e GPU. O trabalho foca em melhorar
o uso da memória cache, vetorização, balanceamento de carga e localidade na hierarquia
de memória. Entretanto, o trabalho não leva em consideração o consumo de energia e a
eficiência energética.

3. Modelagem Fletcher
A aplicação Modelagem Fletcher simula a propagação de ondas através do tempo. A
propagação de ondas é definida pela equação acústica (Equação 1), sendo que, cama-
das geológicas distintas possuem velocidades distintas (Equação 2), onde p(x, y, z, t)
é a pressão em cada ponto do domı́nio ao longo do tempo, V (x, y, z) é a veloci-
dade de propagação e ρ(x, y, z) é a densidade. A dedução das equações diferen-
ciais parciais, tal como, condições de fronteira e estabilidade, pode ser encontrada
em [Fletcher et al. 2009].
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A modelagem simula a coleta de dados em um levantamento sı́smico, como ilus-
trado na Figura 1. De tempos em tempos, equipamentos acoplados a um navio emitem
ondas que refletem e refratam em mudanças de meio no subsolo. Eventualmente, essas
ondas voltam à superfı́cie do mar, sendo coletadas por microfones especı́ficos acoplados
a cabos rebocados pelo navio. O conjunto de sinais recebidos em cada fone ao longo
do tempo constitui um traço sı́smico. Para cada emissão de ondas, grava-se os traços
sı́smicos de todos os fones do cabo. O navio se desloca e emite sinais ao longo do tempo.

No decorrer do projeto Petrobras 2016/00133-9, o qual tem como objetivo ana-
lisar o emprego de arquiteturas atuais para executar aplicações sı́smicas tı́picas da
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Figura 1. Coleta de dados em levantamento sı́smico marı́timo.

indústria de gás e petróleo, um programa de modelagem da propagação de ondas em
meio isotrópico foi escrito. O código foi escrito em linguagem C e a discretização
foi feita utilizando diferenças finitas. Foram feitas várias versões do código como
uma versão OpenMP [Chandra et al. 2001] para explorar apenas processadores multi-
core, uma versão CUDA [Sanders and Kandrot 2010] para GPUs e uma única versão
OpenACC [Wienke et al. 2012] para ambas arquiteturas.

3.1. Versão Original

Existe um laço de repetição que representa o número de iterações da aplicação. Em cada
iteração, primeiro as fontes das ondas são inseridas. Após, a propagação é feita através
do cálculo de um stencil, que é comumente usado nesse tipo de aplicações cientı́ficas para
resolver equações diferenciais parciais sobre grades multidimensionais. Esses cálculos
são independentes porque cada ponto é uma combinação dos valores de um ponto e seus
vizinhos na iteração anterior, como mostra na Figura 2. Para a computação de cada um
desses pontos vários outros pontos precisam ser lidos das memórias cache e da memória
principal. Isso gera mais acessos a memória do que computação por ponto. Nesse sentido,
o comportamento de acesso à memória apresenta desafios para otimizar o desempenho.

O trecho de código avança a propagação da onda nos pontos internos de uma de
grade (cubo). Os campos tridimensionais são mapeados em vetores unidimensionais na
ordem (x, y, z), ou seja, x é uma direção que muda mais rapidamente no armazenamento
dos vetores em memória. A direção da derivada é determinada pelo salto na memória (nas
direções x, y e z). O paralelismo da versão original é imediato, pois, a propagação em um
ponto da grade é independente da propagação em qualquer outro ponto da grade. Logo,
os laços aninhados que percorrem a grade são totalmente paralelizáveis.
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Figura 2. Estêncil 3D de 7 pontos.

3.2. Versão Otimizada
Foi identificado que o cálculo das derivadas cruzadas demandava 76% das operações de
ponto flutuante na versão original. Essa constatação foi obtida usando a ferramenta de
profiler PAPI [Terpstra et al. 2010] na execução sequencial e na execução com OpenMP
da versão original de uma grade de 216 x 216 x 216 pontos. Constatação similar foi obtida
com a ferramenta de profiler NVProf [Nvidia 2016] na GPU na mesma grade.

Nesse sentido, buscamos reduzir a quantidade de operações para calcular as de-
rivadas cruzadas. A alteração realizada consiste em calcular a derivada cruzada em xy
como primeira derivada em y da primeira derivada em x. Isso não reduz a quantidade
de operações no cálculo da derivada cruzada em um ponto, mas reduz a quantidade de
operações no cálculo da derivada cruzada em y consecutivos, por reutilizar sete derivadas
previamente calculadas em x dentre as oito necessárias. Como a mesma redução ocorre
nas demais derivadas cruzadas, isso foi aplicado para o cálculo de todas as derivadas
cruzadas.

Inicialmente, foram calculadas e armazenadas as derivadas primeiras em x e em y
de todos os pontos da grade. A primeira derivada em x foi usada para calcular as derivadas
cruzadas em xy e em xz, e, a primeira derivada em y para calcular a derivada cruzada em
yz. Como as derivadas primeiras são utilizadas apenas para calcular as derivadas cruza-
das, os valores dessas derivadas em determinada profundidade z são necessários apenas
em algumas profundidades acima e abaixo. Logo, o campo completo de cada derivada
primeira que está armazenado em uma matriz pode ser substituı́do por um buffer circular,
que armazena os valores dessa derivada em poucas profundidades, reduzindo o aumento
do consumo de memória. Uma vez que o buffer circular é muito menor que a matriz que
possui o campo completo, é possı́vel melhorar o uso da hierarquia de memória, acelerando
a computação. Nesse caso, existe uma região paralela contendo a inicialização, seguida
pelo laço sequencial em profundidades, contendo duas regiões paralelas, a primeira para
calcular a derivada restante e a segunda para aplicar a propagação.

4. Metodologia de Avaliação
As codificações OpenMP, OpenACC e CUDA foram executadas em 12 grades (cubos) de
tamanhos crescentes, escolhidas de forma que o tamanho da grade em qualquer direção
seja múltiplo de 32. O valor 32 foi escolhido pois é o tamanho dos warps de CUDA.
Uma vez que os resultados foram semelhantes entre si, mostramos nesse trabalho os



resultados para um cubo de 504 × 504 × 504, que é o maior tamanho que cabe na
memória principal da GPU. Cada experimento foi executado 30 vezes com o número
de cores virtuais de cada arquitetura. Os gráficos obtidos mostram os valores médios
de tempo de execução e os intervalos de confiança de 95% segundo a distribuição t de
Student [Ott and Longnecker 2015].

Os experimentos foram realizados nos ambientes Broadwell e Pascal. A Bro-
adwell possui dois processadores Intel Xeon E5-2699 v4 de 22 núcleos. Cada núcleo
suporta um 2-way Simultaneous Multithreading (SMT), permitindo a execução de até 88
threads. Os núcleos possuem caches privadas L1 e L2, enquanto a cache L3 é compar-
tilhada entre todos os núcleos de cada processador. A Pascal é uma GPU NVIDIA P100
com 3584 CUDA Cores. A Tabela 1, possui informações detalhadas de cada ambiente.

Os resultados apresentam o desempenho em samples por segundo, o consumo
de energia em Joules e a eficiência energética em Joules por sample. O desempenho
é dado pela divisão do número de pontos da grade calculados pelo tempo de execução
da aplicação. O consumo de energia é calculado pela integral da potência consumida
pela placa mãe ao longo da execução. Essa potência é obtida via Intelligent Platform
Management Interface (IPMI) [Slaight 2002] que mede a potência consumida pela placa
mãe e a GPU. Por fim, a eficiência energética é obtida dividindo a energia pela quantidade
de samples, ou seja, a quantidade de energia consumida para calcular um sample por
segundo.

Tabela 1. Configuração das arquiteturas avaliados.

Nome Parâmetro Valor

Broadwell Arquitetura Broadwell-EP
Processor 2 × Intel Xeon E5-2699 v4

2 × 22 cores, 2-SMT
Memória 22 × 32KB L1, 22 × 256KB L2

55MB L3, 256GB DDR4-2400

Pascal Arquitetura Pascal GP100
GPU NVIDIA Tesla P100-SMX2

3584 CUDA cores
Registradores 56 × 256KB
Memória 56 × 64KB shared, 4096KB L2

56 × 24KB L1 / texture (read-only)
16GB GDDR5

5. Resultados Experimentais
Inicialmente, avaliamos o desempenho das duas implementações da aplicação e, dis-
cutimos o compromisso entre o desempenho e portabilidade das diferentes versões da
aplicação sobre diversas interfaces de programação paralela (IPPs). Após, avaliamos o
consumo energético e a eficiência energética.

5.1. Avaliação de Desempenho e Portabilidade
Foi feita a avaliação de desempenho para determinar o custo da portabilidade entre
multicore e GPU, contrastando o desempenho da codificação portátil (OpenACC) nas



duas arquiteturas com o das codificações não portáteis, especı́ficas, para cada arquitetura
(OpenMP no multicore e CUDA na GPU). A portabilidade de OpenACC é de tal ordem
que uma única compilação gera código para tanto para a multicore como a GPU. Uma
variável de ambiente define, durante a execução, a arquitetura a utilizar.

A Figura 3 apresenta o desempenho em milhões de samples por segundo, para as
codificações OpenMP e OpenACC executando em CPU, CUDA e OpenACC executando
em GPU. Na versão original, OpenACC é 12,9% mais rápido que OpenMP e 57.5% mais
lento que CUDA. Na versão otimizada, OpenACC é 36% mais rápido que OpenMP e
10.5% mais lento que CUDA. Isso mostra que a nossa versão portátil (OpenACC multi-
core/GPU) é mais rápida do que OpenMP no multicore, mas na GPU perde no desempe-
nho em relação ao CUDA.

Também analisamos o ganho da versão otimizada em relação a original. O desem-
penho da versão otimizada utilizando OpenMP foi 48,3% melhor que a versão original
OpenMP. No caso da versão CUDA, o ganho foi de 73.6%. A versão OpenACC foi a que
melhor se beneficiou dessa otimização. A melhora de desempenho foi de 78,7% na versão
OpenACC-CPU e de 265,9% na versão OpenACC-GPU, se aproximando do desempenho
da versão CUDA. Além disso, os resultados mostram que a substituição da derivada cru-
zada pela derivada primeira da derivada primeira é mais proveitosa para GPU do que para
o multicore.

0

200

400

600

800

1000

1200

OpenMP OpenACC−CPU OpenACC−GPU CUDA
Versão

M
S

am
pl

es
 / 

s

Original Otimizada

Figura 3. Desempenho das versões original e otimizada em diferentes IPPs.

5.2. Consumo de Energia e Eficiência Energética
A Figura 4 mostra o consumo médio energético de toda a máquina em Kilo joules para as
codificações OpenMP e OpenACC executando em CPU, CUDA e OpenACC executando
em GPU. Podemos notar que, em geral, a versão otimizada apresenta uma redução no
consumo médio de energia em todas as implementações, em média a versão original
consumiu 12,5kJ e a otimizada 10,8kJ, isso representa uma redução de 10,8% no consumo
de energia.

Outro aspecto que podemos notar, é que as interfaces de programação paralela
possuem comportamentos diferentes entre si. Analisando a implementação em OpenMP



para multicore, a versão otimizada obteve uma redução de 6,0% na energia utilizada.
Enquanto a implementação OpenACC teve uma redução de 24,5% no multicore e 21,4%
na GPU. A implementação CUDA foi a que teve a menor redução no consumo, cerca de
3,6%.
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Figura 4. Consumo de Energia das versões original e otimizada.

Buscando analisar qual implementação possui a melhor eficiência energética, a
Figura 5 apresenta a relação nano joule (nJ) por sample para cada implementação. Ob-
servando a relação geral entre a versão original e a otimizada, a original apresentou em
média 1066 nJ/sample, já a otimizada apresentou em média 537 nJ/sample, isso repre-
senta um aumento na eficiência de 49,6%.

Analisando a eficiência energética entre as interfaces de programação paralela e
as versões original e otimizada, é possı́vel verificar que OpenMP tem uma eficiência
28,9% melhor na versão otimizada em relação a original. No caso da versão Ope-
nACC, a eficiência energética foi melhorada em 52,8% no multicore e 74,6% na GPU.
A implementação CUDA otimizada teve uma eficiência 42,6% melhor que a versão ori-
ginal.

Comparando o consumo de energia com a eficiência energética podemos notar que
apesar das codificações OpenMP e OpenACC consumirem menos energia que a versão
CUDA, elas apresentaram uma pior eficiência energética, em relação a ela, na versão
original, onde a versão CUDA foi até 67,5% mais eficiente que as outras codificações.

A codificação CUDA apresentou a melhor eficiência na versão otimizada, seguido
pela codificação OpenACC-GPU com uma diferença de 8,9%. Escrever um código em
OpenACC é mais simples que em CUDA [Memeti et al. 2017] e a codificação é portátil,
ou seja, a mesma codificação pode ser usada em multicore e em GPU. Entretanto, mostra-
mos que existem perdas tanto em desempenho quanto em consumo de energia e eficiência
energética.



0

200

400

600

800

1000

1200

1400

OpenMP OpenACC−CPU OpenACC−GPU CUDA
Versão

E
fic

iê
nc

ia
 (

nJ
 / 

sa
m

pl
e)

Original Otimizada

Figura 5. Eficiência Energética das versões original e otimizada.

6. Conclusão e Trabalhos Futuros
As arquiteturas atuais de multicore e GPU introduzem vários desafios, tais como a ne-
cessidade de codificar adequadamente as aplicações paralelas para tirar o melhor proveito
delas. Neste artigo, otimizamos uma aplicação de propagação de ondas, a Modelagem
Fletcher, para arquiteturas multicore Intel Xeon e GPU NVIDIA Pascal. Mostramos que
o cálculo das derivadas cruzadas demandava 76% das operações de ponto flutuante e de-
vido a isso propomos uma otimização para reduzir esse custo. Essa otimização também
pode ser aplicada em outras aplicações similares e outras arquiteturas.

Em nossos experimentos, também analisamos o desempenho, o consumo de ener-
gia e a eficiência energética da aplicação. Além de fazer um estudo sobre a viabilidade
de utilizar uma versão portátil do código. Os resultados mostraram que versão com maior
desempenho foi a versão CUDA, seguida da versão OpenACC-GPU. A diferença de de-
sempenho entre a versão CUDA e a versão OpenACC-GPU, que pode ser executada em
diversas arquiteturas, foi de 10%. Isso mostra que existe um custo em utilizar uma versão
portátil, mas que dependendo do caso de teste, pode ser interessante. Após, mostramos
que o consumo de energia não é a única métrica determinante, pois, uma aplicação pode
consumir mais energia, executando de forma rápida e assim, possuir a melhor eficiência
energética. Nesse sentido, analisamos a eficiência energética, e mostramos que as versões
CUDA e OpenACC tiverem a melhor eficiência, 266 e 292 nano joules por sample, res-
pectivamente.

Como trabalho futuro, pretendemos avaliar arquiteturas com placas FPGA integra-
das programadas com OpenCL. Também estamos interessados em verificar a eficiência do
uso de várias GPUs no mesmo nó e comparar nossos resultados com as soluções propostas
pela literatura.
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