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Resumo

O avango tecnoldgico permite que novos contelidos sejam criados e disponibilizados via Web a cada minuto, propi-
ciando grande avango em diversas dreas. Entretanto, essa disponibilidade também aponta desvantagens no dmbito
Educacional. Destaca-se que o excesso de materiais ofertados dificultam o processo de ensino-aprendizagem devido
ao demasiado tempo utilizado em busca de conteiidos que atendam as necessidades dos usudrios. Nesse sentido, no-
vos métodos para identificar contetidos educacionais, em videos, por exemplo, precisam ser desenvolvidos. Percebe-
se, sob essa perspectiva, diferengas significativas nos comentdrios fornecidos por usudrios em videos educacionais,
indicando assim, potencial para que estes sejam utilizados para a sele¢do de videos educativos. Neste contexto, esse
trabalho realiza a andlise e coleta de comentdrios de 500 videos da plataforma Youtube, sendo 250 educacionais e
250 ndo educacionais, e utiliza técnicas de Mineracdo de Textos e Aprendizado de Mdquina para desenvolver um
modelo de classificacdo que, baseado nos vocdabulos mais frequentes dos comentdrios dos videos, os categorize em
educacionais ou ndo educacionais. Com isto, prové-se um mecanismo que filtra os videos de acordo com a sua classe
e retorna ao usudrio apenas videos de contelido educacional. Resultados obtidos demonstram que é possivel cate-
gorizar videos educacionais e ndo educacionais com acurdcia de até 91,30%, ao se utilizar o classificador Random
Forest. Ademais, devido aos resultados promissores, desenvolveu-se a API SysVidEduc, que utiliza os comentdrios
dos usudrios nos videos do Youtube e os classifica automaticamente em educacionais ou ndo educacionais.
Palavras-chave: Mineracdo de Texto; Aprendizado de Mdquina; Classificacdo; Comentdrios; Videos; Youtube.

Abstract

Technological advances allow new content to be created and be available via Web every minute, providing great
progress in several areas. However, this availability also brings drawbacks in the Educational field. It is noteworthy
that the excess of materials/content makes teaching-learning process difficult due to the high time spent in searching
for content that meets the needs of the users. In this sense, new methods to identify educational content, in videos,
for example, need to be developed. From this perspective, it can be seen that significant differences are identified in
the comments provided by users on educational videos, thus indicating the potential for using them in the process of
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selecting these types of videos. In this context, the present work analyzes and collects comments from 500 videos of
the Youtube platform, being 250 educational and 250 non-educational, and uses Text Mining and Machine Learning
techniques to develop a classification model that, based on the most frequent words of comments on videos, categorize
them as educational or non-educational. Thus, we provide a mechanism that filters videos according to their class and
returns to the user only videos with educational content. Results demonstrate that it is possible to classify educational
and non-educational videos with an accuracy rate of 91.30%, when using the Random Forest classifier. Furthermore,
due to the promising results, we developed SysVidEduc, an API that uses the comments from Youtube videos and
automatically classifies them as educational or non-educational.

Keywords: Text Mining; Machine Learning; Classification; Comments; Videos; Youtube.

1 Introducao

O avango da tecnologia possibilita que a sociedade seja cada vez mais conectada, com acesso a
diversas informagdes, interacdo social, entre outros (do Nascimento, Barreto, Primo, Gusmao, &
Oliveira, 2017). O aumento de dados nas redes propiciou um enorme avanco para a Educacao,
permitindo que novos conteudos sejam criados e compartilhados a cada minuto. No entanto,
este vasto acervo de conteudo apresenta vantagens e desvantagens, como apontado por Miranda
(2004): “Na drea da educacdo, por exemplo, embora existam muitos materiais sendo criados e
disponibilizados, o acesso a eles torna-se um processo cansativo e muitas vezes fracassado”.

O fracasso no processo de busca ocorre em grande parte pela enorme quantidade de docu-
mentos apresentados ao usudrio, o que dificulta e causa confusdo no momento de selecionar os
mais relevantes (Braga & Menezes, 2014). O excesso de dados e contetidos disponiveis prejudi-
cam o processo de ensino-aprendizagem, fazendo com que docentes e discentes utilizem a maior
parte do tempo em busca de conteido, em vez do proprio estudo ou ensino. Neste sentido, a fa-
cil localizacdo e utilizagdo de materiais é de suma importancia nesse processo (Vieira & Nunes,
2012).

Sob o ponto de vista educacional, o Youtube pode ser considerado um repositério de Objetos
de Aprendizagem (OA), no sentido que armazena um vasto nimero de videos que podem ser
utilizados em cardter educativo. De forma geral, um Objeto de Aprendizagem pode ser entendido
como ‘“qualquer entidade, digital ou nao digital, que pode ser usada, reutilizada ou referenciada
durante a aprendizagem apoiada por tecnologia” (IEEE, 2002, p. 1). Podem ser animagdes, mapas,
textos, imagens, videos e outros (Wiley, 2000). Neste contexto, o Youtube disponibiliza videos por
meio do seu mecanismo de busca, i.e., a partir da busca por um conteudo, a plataforma apresenta
os videos adequados a expressdo de busca utilizada.

Apesar de possuir uma interface bastante intuitiva, alguns problemas relacionados ao me-
canismo de busca do Youtube podem ser identificados. Carvalho, Pitangui, Trindade, Assis, and
Andrade (2020) apontam, de forma geral, trés problemas principais. Tais questdes sdo apresenta-
das a seguir.

O primeiro problema diz respeito aos resultados retornados pela plataforma a partir de uma
busca, pois nao € possivel filtrar os resultados por conteudo educacional. Desta forma, sdo re-
tornados, em muitos casos, um grande nimero de videos, sendo vérios destes de baixa qualidade
e/ou nao muito relacionados a busca realizada sob a 6tica educacional. Neste contexto, podem
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ser retornados muitos videos promocionais, essencialmente comerciais ou videos pessoais, o que
dificulta a utilizacdo desta plataforma para fins de aprendizagem. Neste caso, o estudante perde
muito tempo para averiguar se o video € educacional e se pode ser utilizado em seus estudos.

A segunda dificuldade se relaciona a maneira pela qual a plataforma “interpreta” a expressao
de pesquisa. De forma geral, € realizada a comparacao entre os termos da busca com os dados dos
videos, a saber: titulo, descri¢do e tags. Desta forma, os resultados da pesquisa sd@o videos que
contenham o(s) termo(s) (da expressdo de pesquisa) em seus dados. No caso da expressao busca
conter mais de um termo, a plataforma retorna os videos que contemplem, em seus dados, todos
os termos da expressdo. Por exemplo, os videos apresentados para a expressdo de pesquisa “Fu-
tebol”, serdo aqueles que, em seu titulo, descri¢ao, ou fags, incluam o termo “Futebol”. De forma
semelhante, caso a busca seja realizada pela expressao “Futebol educacdo”, serdo apresentados
videos que contenham ambos termos em seus dados. No caso de expressdes de pesquisa com
mais de um termo, o mecanismo de busca da plataforma pode ser considerado bastante restritivo,
uma vez que € capaz de desconsiderar videos de interesse do usudrio.

Por ultimo, outro problema encontrado se relaciona a impossibilidade de se realizar buscas
por videos segundo suas categorias. De fato, o Youtube categoriza seus videos, porém, nao dispo-
nibiliza meios de se realizar pesquisas por elas, e a maioria dos usudrios ndo tem conhecimento
sobre essa categorizacdo. Sob este aspecto, Carvalho, Pitangui, Trindade, Assis, and Andrade
(2020), apresentam que, apesar de diversos videos serem categorizados como education, tais clas-
sificacOes sdo realizadas erroneamente, confirmando, desta maneira, que as categorias fornecidas
pela plataforma ndo devem ser consideradas como determinantes no processo de busca por um
video.

Considerando o problema de categorizacao erronea de videos no Youtube, Carvalho, Pitan-
gui, Trindade, Assis, Andrade, and de Souza (2020) identificaram diferencas significativas entre os
vocabularios (dos usuarios) em comentarios de videos educacionais e nao educacionais. O traba-
lho apontou que os comentdrios publicados por usudrios possuem potencial para serem utilizados
como método de categorizagao dos videos da plataforma.

Neste contexto, o presente trabalho propde uma nova maneira de categorizar os videos do
Youtube em educacionais ou nao educacionais, por meio do uso de técnicas de Aprendizado de
Miquina que processam os comentdrios fornecidos pelos usudrios. Dessarte, pretende-se fornecer
um mecanismo que filtre automaticamente os conteidos, apresentando ao estudante apenas videos
com conteudos realmente educacionais.

A plataforma Youtube foi selecionada para a realizacdo dos experimentos por possuir um
extenso acervo de videos que pode utilizado com um viés educacional, além disso, possibilita
que seus usudrios expressem suas opinides a respeito dos videos por meio de comentédrios. No
entanto, é importante destacar que a abordagem proposta pode ser expandida e utilizada em outras
plataformas de repositérios de videos.

Para o desenvolvimento da proposta, inicialmente coletou-se manualmente um total 500 vi-
deos (250 educacionais e 250 ndo educacionais) juntamente com seus comentdrios. Em seguida,
os comentarios coletados foram pré-processados com o objetivo de remover informagdes nao rele-
vantes ao objetivo proposto. Dessa forma, removeram-se dos comentarios os caracteres especiais,
numeros, € stopwords, obtendo, por fim, apenas os radicais dos vocabulos, como por exemplo,
“profes” (advindo de ambos os vocdbulos “professor” e “professora”).
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Posteriormente, realizou-se a andlise da frequéncia dos vocabulos, e identificou-se elevada
diferenca nos vocdbulos empregados nas duas classes (educacional e ndo educacional) considera-
das. ApOs essa andlise, foram geradas oito bases de dados com diferentes quantidades de atributos,
i.e., cada base de dados possui como atributos um determinado ndmero de vocdbulos mais frequen-
tes. Os classificadores JRIP, PART, J48, Random Forest ¢ GenClust++ foram utilizados em cada
uma das oito bases de dados com objetivo de classificar os videos em educacionais ou nao edu-
cacionais. Por fim, desenvolveu-se a APl (Application Programming Interface) SysVidEduc, que
realiza a classificagdo automatica de videos educacionais do Youtube por meio de comentdrios.

Durante a coleta dos comentérios, observou-se que alguns videos ndo apresentam ou desa-
bilitam a funcdo de postar comentdrios. Dessa forma, esses videos ndo foram selecionados para a
geragdo das bases de dados. Aponta-se que, para estes videos, outras abordagens de classificacao
devem ser propostas. Neste sentido, uma possivel solucdo seria utilizar a geracdo de legendas
automadticas da plataforma e utiliza-las para a classificagdo dos videos.

De forma geral, os resultados obtidos neste trabalho demonstram que as técnicas de Apren-
dizado de Méquina supervisionadas sdo mais assertivas quando comparadas ao GenClust++, um
algoritmo de Aprendizado de Maquina nao supervisionado. Optou-se por utilizar o GenClust++
uma vez que este esta técnica, apresenta, de forma geral, resultados superiores quando analisada
em relacdo a outras técnicas de clusterizacdo. Isto se dd, em parte, pois 0 GenClust++ utiliza um
Algoritmo Genético em conjunto com K-means no processo de identificacio de clusteres.

De forma breve, a técnica de Aprendizado de Maquina supervisionada que mais se destacou
foi 0 Random Forest, que obteve acurdcia minima de 83,02% (na base de dados com 8 vocédbulos)
e maxima de 91,30% (na base de dados com 200 vocabulos). Para estas bases de dados, os valores
de acuricia obtidos pelo GenClust++ foram de 50,72% e 60,46%, respectivamente.

A API SysVidEduc foi desenvolvida motivada pelos resultados promissores obtidos pelos
algoritmos de Aprendizado de Maquina utilizados. A API desenvolvida recebe uma string, que
pode ser uma expressdao de busca ou o id de um video, busca os metadados dos videos, pro-
cessa seus comentarios e classifica-os utilizando o Random Forest, técnica obteve os melhores
resultados dentre os algoritmos avaliados. Por receber os dados via Web, o SysVidEduc pode ser
facilmente empregado em Ambientes Virtuais de Aprendizagem, propiciando agilidade na esco-
lha dos materiais e transparéncia para docentes e discentes. Ademais, a API proposta ja realiza
toda a integracdo com a API de dados do Youtube, processando os comentdrios e classificando
os videos sem a necessidade de se instalar ou processar algo diretamente no Ambiente Virtual de
Aprendizagem.

O presente trabalho se organiza como segue. A secdo 2 aborda os principais conceitos
utilizados nesta pesquisa. A se¢do 3 apresenta os principais trabalhos relacionados ao tema deste
trabalho. A se¢do 4 descreve a metodologia experimental adotada na pesquisa. A secdo 5 discute
os resultados obtidos. Por fim, a secdo 6 apresenta as consideragdes finais e apontamentos a
trabalhos futuros.
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2 Referencial Teorico
Essa sec@o aborda os principais conceitos relacionados a esta pesquisa.

2.1 Aprendizado de Maquina e Mineracao de Dados e Texto

Aprendizado de Mdquina (AM, ou ML do inglés Machine Learning) pode ser definido como o
campo de estudo se preocupa em como fornecer ao computador a habilidade de aprender sem ser
explicitamente programado (Wiederhold & McCarthy, 1992). E o ramo da Inteligencia Artificial
que utiliza técnicas e algoritmos com o intuito de reconhecer padrdes ou de melhorar seu desem-
penho por meio de sua experiéncia (Mitchell, 1997; Russell & Norvig, 2010). De forma geral,
existem trés formas de aquisicdo de conhecimento pelas técnicas de Aprendizado de Méquina, a
saber: Aprendizado Supervisionado, Aprendizado ndo Supervisionado e Aprendizado por Reforco
(Russell & Norvig, 2010).

No Aprendizado Supervisionado, os dados sdo enviados juntamente com os rétulos, as clas-
ses, ou seja, o algoritmo ja possui informacdes prévias sobre como os dados sdo classificados.
Para esse tipo de aprendizado, sdo fornecidos aos algoritmos os dados de “treinamento” e “teste”.
Desta forma, € necessario que os dados sejam divididos nessas duas bases de dados distintas para
o classificador “aprender” e depois “validar” seus resultados, ou seja, predizer a qual classe uma
nova entrada de dados pertence.

Ap6s a classificacdo dos dados, é necessario verificar a verdadeira capacidade do classifica-
dor em reconhecer as classes apresentadas. Um dos métodos mais utilizados e recomendados para
estimar a verdadeira predi¢do dos classificadores no Aprendizado Supervisionado € o método de
valida¢do cruzada de k-folds (k-fold cross-validation). Tal método consiste basicamente em divi-
dir a base de dados em k partes, utilizando-se k-1 partes para a etapa de treinamento e 1 parte para
a etapa de teste, repetindo-se este processo k vezes, e modificando-se os conjuntos de treinamento
e teste a cada vez. De forma geral utiliza-se k = 10, mas outros valores para k também podem ser
adotados (Berrar, 2019; Mitchell, 1997).

No Aprendizado ndo Supervisionado, os algoritmos ndo possuem informacdes sobre as clas-
ses dos dados, ou seja, eles ndo possuem informacdo prévia que os influencie a predizer os novos
dados. Neste caso, o proprio algoritmo €, portanto, o responsavel por analisar os dados com o
intuito de separd-los de acordo com a similaridade e os padrdes identificados, agrupando-os em
classes ou clusteres distintos.

Por fim, no Aprendizado por Reforco, os algoritmos aprendem por meio de refor¢cos po-
sitivos ou negativos. Caso o algoritmo forneca uma resposta “correta”, recebe uma recompensa
(reforco positivo), e caso forne¢a uma resposta “incorreta”, recebe uma punig¢ao (refor¢o negativo)
(Russell & Norvig, 2010).

As técnicas de Aprendizado de Maquina potencializaram diversos campos, entre eles pode-
se citar a Mineracdo de Dados e Mineracao de Textos. De forma geral, Mineracao de Dados é um
campo multidisciplinar que envolve a Visualiza¢do de Dados, Inteligéncia Artificial, Aprendizado
de Mdaquina, Reconhecimento de Padrdes, Banco de Dados, Computacdo de Alto Desempenho,
Aquisi¢ao de Conhecimento, Recuperacdo de Informacdo e Teoria da Informacdo (Sumathi &
Sivanandam, 2006). Mineracdo de Dados pode ser definido como o processo de descoberta de pa-
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droes em dados (Witten, Frank, & Hall, 2011). Adicionalmente, pode-se dizer que € o processo de
andlise e exploracdo de grande quantidade de dados com o intuito de descobrir regras ou padrdes
significativos (Berry & Linoff, 2004).

Enquanto a Minera¢do de Dados identifica padroes em dados, a Mineragdo de Textos busca
identificar padrdes nos textos, i.e., € um processo que possibilita gerar conhecimento e extrair
informacdes relevantes e ndo triviais de dados textuais. E um campo multidisciplinar que envolve
Aprendizado de Mdquina, Mineracao de Dados, Recuperacdo da Informacgdo, Processamento de
Texto, entre outros (Vijayarani, Janani, et al., 2016; Jusoh & Alfawareh, 2012). Tal area de estudo
pode ser definida como o processo de andlise e extracdo de informacdes tteis de textos para
propositos especificos Witten et al. (2011).

A Mineragdo de Textos trabalha basicamente em trés etapas, a saber: pré-processamento de
dados; aplicac@o de técnicas de mineracdo; e andlise do texto (Vijayarani, [lamathi, Nithya, et al.,
2015; Sukanya & Biruntha, 2012). Tais etapas s@o brevemente descritas a seguir.

A etapa de pré-processamento consiste no tratamento do texto antes de se realizar a andlise e
a aplicagdo das técnicas propriamente ditas. Essa etapa consiste em padronizar o texto, removendo
palavras irrelevantes (como stop words, caracteres especiais € numéricos), € aglomerar termos
similares, i.e, converter os caracteres para minusculo, corrigir erros ortograficos, etc. (Hickman,
Thapa, Tay, Cao, & Srinivasan, 2022). Essa etapa € de grande importancia para o processo como
um todo, pois melhora a qualidade dos dados a serem analisados. Pode-se pensar que esta etapa
“limpa” a base de dados de “ruidos”, tais como erros ortograficos, caracteres especiais, entre
outros (HaCohen-Kerner, Miller, & Yigal, 2020).

A etapa de aplicacdo de técnicas de minerag@o consiste em utilizar algoritmos para proces-
sar os textos. Neste sentido, podem ser utilizados algoritmos para Visualiza¢do, Sumarizacao,
Extracdo da Informacao, Clusterizacdo, e Categorizagcdo (Sukanya & Biruntha, 2012).

* A Visualizacdo é uma maneira de se melhorar e simplificar a descoberta de informacdes
relevantes. Para isso, organizam-se as informagdes textuais em uma hierarquia visual que
possibilita a interagdo do usudrio com o documento, podendo, este, dimensionar, ampliar e
buscar informacdes. A utilizacdo de técnicas de visualizacao fornece informag¢des melhores
e mais rdpidas, possibilitando que os usudrios as diferenciem por meio de cores, relaciona-
mentos, distancia, entre outros (Gaikwad, Chaugule, & Patil, 2014; Sukanya & Biruntha,
2012)

* A Sumarizacdo € basicamente a producdo de resumos a partir de um documento, realizado
principalmente devido a grande quantidade de textos presentes. O objetivo € reduzir a quan-
tidade de textos sem afetar o significado e os pontos principais. A sumarizacdo pode ser
realizada a partir de um tinico ou um grupo de documentos, caso seja através de um con-
junto de documentos, esses serdo substituidos por um resumo (Sukanya & Biruntha, 2012).

* A Extragdo da Informacgdo é o processo de exploragcdo de texto buscando identificar infor-
macodes relevantes voltadas para a identificacdo de algum interesse. O processo inclui a ex-
tracao de relacoes, entidades, e eventos (Hobbs & Riloff, 2010). A identificacdo é feita por
meio de um processo denominado correspondéncia de padrdes que € realizado procurando-
se sequencias predefinidas no texto (Vijayarani et al., 2015; Sukanya & Biruntha, 2012).
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* A Clusterizacao € uma técnica utilizada para agrupar documentos semelhantes. Seu objetivo
€ identificar estruturas semelhantes nas informacdes e organiza-las em subgrupos significa-
tivos. E um processo ndo supervisionado, ou seja, nenhum dado de saida é fornecido, e os
objetos sdo classificados em grupos semelhantes chamados clusteres. O objetivo é agrupar,
sem conhecimento prévio, diversos dados ndo rotulados em clusteres significativos. To-
dos os rotulos associados sdo obtidos por meio dos dados fornecidos (Sukanya & Biruntha,
2012; Dang & Ahmad, 2014).

* A Classificacdo é uma técnica para categorizar documentos em classes definidas. Dife-
rentemente da Clusterizacdo, a Classificacdo € supervisionada, i.e., as as classes de cada
documento j4 sdo conhecidas a priori. O objetivo € treinar o classificador em uma base de
dados de treinamento e entdo os exemplos desconhecidos serdo categorizados automatica-
mente por meio do “conhecimento” obtido na base de dados de treino (Sukanya & Biruntha,
2012; Dang & Ahmad, 2014).

Por fim, a etapa de andlise do texto consiste em analisar e identificar as informacdes rele-
vantes que foram geradas apds a etapa de aplicacdo de técnicas de mineracdao. Obtém-se, apos
esta ultima etapa, informagdes e conhecimentos relevantes sobre o texto processado (Sukanya &
Biruntha, 2012).

2.2 Algoritmos de Aprendizado de Maquina

Uma das forma de se categorizar os mais diversos algoritmos de Aprendizado de Mdaquina se
faz pela maneira pela qual eles representam o conhecimento. Neste sentido, a representacdo do
conhecimento pode ser realizada por meio de Arvores de Decisio, Regras, ou Clusteres (Witten
et al., 2011). A Tabela 1 apresenta os algoritmos utilizados nessa pesquisa categorizados quanto
ao tipo de representacido do conhecimento e ao tipo de aprendizado.

Tabela 1: Algoritmos utilizados nesta pesquisa.

Algoritmo Representacao do Conhecimento | Tipo de Aprendizado
JRIP Regras Supervisionado
PART Regras Supervisionado
J48 Arvore de Decisdo Supervisionado
Random Forest Arvore de Decisdo Supervisionado
GenClust++ Clusteres Nao supervisionado

As Arvores de Decisdo sdo umas das formas mais simples e mais bem-sucedidas de se
classificar dados. Uma Arvore representa uma fun¢io que toma como entrada um conjunto de
atributos e retorna uma “decisao”. Sua decis@o € alcangada executando uma sequéncia de testes
(Russell & Norvig, 2010). Cada né interno da arvore corresponde a um teste do valor de um
dos atributos de entrada. Cada né folha representa uma classe para uma determinada entrada
(Kesavaraj & Sukumaran, 2013; Allahyari et al., 2017).

Os algoritmos baseados em Regras podem ser definidos basicamente como uma simples
condicdo SE-ENTAO, onde tem-se uma condicdo, também chamada de antecedente e uma predi-
¢ao ou conclusdo. Basicamente as decisdes baseadas em Regras funcionam da seguinte forma: SE
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a condigdio X ¢é atendida ENTAO classifica-se essa sequéncia de caracteristicas em determinada
classe (Witten et al., 2011).

Por sua vez, os algoritmos baseados em Clusteres sdo do tipo ndo supervisionado e perten-
cem a uma classe de métodos indutivos que agrupam os dados de acordo com suas caracteristicas
similares (Hickman et al., 2022).

A seguir, apresenta-se uma breve descricao dos algoritmos utilizados na presente proposta.

O JRip (RIPPER - Repeated Incremental Pruning to Produce Error Reduction) gera regras
de classificagdo tratando inicialmete dos exemplos de uma classe especifica. Apds a geragao
de regras para uma classe, ele passa para incrementalmente para cada classe até que todas
as classes tenham sido tratadas (Rajput, Aharwal, Dubey, Saxena, & Raghuvanshi, 2011)
(Cohen, 1995).

* O J48 E um algoritmo que utiliza a estratégia de dividir para conquistar para gerar uma
arvore de decisdo. Cada né da arvore estd associado a um conjunto de exemplos. No inicio,
apenas o no raiz estd presente e associado ao conjunto de treinamento. Para a geracdo de
um novo no, o algoritmo de dividir para conquistar € executado, objetivando identificar a
melhor escolha local (Ruggieri, 2002).

* O Part baseia-se na arvore de decisdo. A cada iteracdo, ele constréi uma arvore parcial
e transforma o caminho até o melhor n6 em uma regra de classificacdo (Frank & Witten,
1998).

* O Random Forest ¢ um modelo de classificacdo em conjunto baseado em arvores de decisao,
ou seja, € um algoritmo que constroi diversas arvores e a classificacdo de um exemplo é dada
pela votagdo deste conjunto de classificadores (Breiman, 2001).

* O algoritmo GenClust++ é uma combinacdo entre o K-Means e um Algoritmo Genético
com um novo arranjo de operadores genéticos para realizar a clusterizacdo. Esta técnica
possui a capacidade de identificar como solucdes iniciais um conjunto de cromossomos de
alta qualidade (Islam, Estivill-Castro, Rahman, & Bossomaier, 2018).

3 Trabalhos Relacionados

Esta secdo aborda os principais trabalhos relacionados a esta pesquisa. Destaca-se que poucos tra-
balhos foram identificados referentes a categorizacdo de videos educacionais do Youtube. Neste
sentido, esta secdo relaciona os trabalhos que abordam os temas de Recomendac¢do de OA utili-
zando a Wikipédia e o Youtube, e trabalhos que utilizam técnicas de Aprendizado de Maquina com
foco no Youtube. Ademais, aponta-se que os trabalhos relacionados foram coletados por meio das
plataformas de busca Google, Google Scholar e Portal de Periédicos Capes.

A Tabela 2 apresenta uma comparagao entre os trabalhos relacionados e a presente pesquisa.
Neste sentido, a coluna “Autores” apresenta os nomes dos autores € ano de publica¢do do traba-
lho. A coluna “Plataforma” apresenta em qual plataforma o estudo foi realizado (Wikipédia e/ou
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Youtube). A coluna “OA” aponta se o trabalho estd relacionado ao tema de Objetos de Apren-
dizagem. A coluna “Class.?”, refere-se ao uso de alguma técnica para classificagdo da base de
dados utilizada. A coluna “Caracteristica?” refere-se a caracteristica do material escolhido que
foi utilizado durante a pesquisa. Por fim, a coluna “Com. Edu.?” aponta se o trabalho utilizou os
comentdrios da plataforma com foco educacional.

Tabela 2: Comparag@o entre os trabalhos relacionados e a abordagem proposta.

Autores Plataforma? OA? Class.? Caracteristica? Com. Edu.?
Menolli, Malucelli, and Reinehr Wikipedia Sim Sim Textos Nio
(2011)

Abu-El-Haija et al. (2016) Youtube Nio Sim Frames / imagens Nao

Jdnior and Dorga (2018) Wikipedia Sim Sim Textos Nio

Pinheiro et al. (2018) Youtube Sim Sim ? (Nao informado) Nao

Thelwall (2018) Youtube Nio Sim Comentdarios Nio

Afonso and Duque (2019) Youtube Nao Nao Comentarios Nao

Carvalho, Pitangui, Assis, and Youtube Sim Nio Categoria do video Nao

Andrade (2020)
Carvalho, Pitangui, Trindade, Assis, Youtube Sim Nao Categoria do video Niao
and Andrade (2020)
Amanda and Negara (2020) Youtube Niao Sim Titulos e descrigao Nao
Trindade et al. (2020) Youtube Sim Nao Titulos, descrigdo Nio
e tags

Carvalho, Pitangui, Trindade, Assis, Youtube Sim Nio Comentarios Sim
Andrade, and de Souza (2020)

Zheng, Xue, Sun, and Zhu (2021) Youtube Nio Nio Comentarios Niao

Abordagem proposta Youtube Sim Sim Comentarios Sim

De forma geral, observa-se que apenas a presente proposta e o trabalho desenvolvido por
Carvalho, Pitangui, Trindade, Assis, Andrade, and de Souza (2020) utilizam os comentdrios e
realizam a andlise de comentdrios educacionais, mas que apenas o trabalho atual realiza a clas-
sificacdo de videos do Youtube por meio de técnicas de Aprendizado de Maquina baseado-se em
comentarios.

Menolli et al. (2011) objetivam gerar OA, através da Wikipedia, utilizando tecnologias se-
manticas e o padrdo Learning Object Metadata (LOM) com a Web 2.0. Em sua proposta, os
conteddos inseridos na plataforma sdo acessados, e realizada a mineracdo de textos para extra-
cdo e classificacdo dos contetddos de acordo com o padrdo LOM. Utilizar esse padrdo, possibilita
encontrar os atributos e metadados da pagina, gerando um XML-schema com os metadados traba-
lhados. Concluem sobre a necessidade dessa abordagem, por facilitar a utilizacao dos conteudos,
uma vez que as ferramentas wikis ndo consideram como o contetido sera utilizado.

Abu-El-Haija et al. (2016) abordam a classificacdo de videos do Youtube visando desen-
volver um sistema de classificagdo multipla de videos. A base de dados utilizada conta com
aproximadamente 8 milhdes de videos, englobando o total de 1,9 bilhdo de quadros, e 500 mil
horas de videos categorizados. A pesquisa foi realizada em duas etapas, a saber: 1) os rétulos
dos videos foram obtidos por meio do Knowledge Graph entities; 2) os videos foram procesados
frame a frame e categorizados por uma Rede Neural Convolucional pré-treinada no ImageNet. O
ImageNet € um banco de dados visual com diversos objetos/entidades ja classificados. Através do
processamento de mais de 50 anos de videos, gerando 2 bilhdes de frames, e mais de 8 milhdes de
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videos que podem ser rapidamente modelados em uma tnica maquina, a o trabalho aponta no sen-
tido de auxiliar o desenvolvimento de pesquisas sobre compreensao de videos. Apesar das diversas
classes de categorizagdo, nao foi encontrada uma categoria especifica para videos educacionais. O
trabalho cita a categoria “Jobs & Education’ na qual estdo universidades, salas de aulas, palestras,
etc. Assim sendo, um video que possua imagens de um campus universitario, por exemplo, serd
enquadrado nessa categoria, apesar de nao necessariamente ser um video educacional.

Junior and Dor¢a (2018) apresentam uma abordagem para criacdo e recomendagdo de OA
por meio da plataforma Wikipédia. A abordagem € definida por trés etapas: 1) enriquecimento
da ontologia por meio dos metadados das se¢Oes wiki; 2) recomendagdo dos OA - utilizando
técnicas de Problema de Cobertura de Conjuntos combinados com Algoritmo Genético; 3) uso de
operacdes CRUD (Create, Read, Update, Delete). O trabalho conclui que a abordagem adotada
resolve o problema da recomendacgdo de OA, retornando solu¢des de elevada qualidade.

Pinheiro et al. (2018) apresentam o Easy Youtube, um Sistema de Recomendacdo de OA
baseado no Youtube. O sistema tem seu funcionamento em seis etapas, como segue: 1) enri-
quecimento de consultas - estabelecimento de temas pré-definidos, cadastrados por especialistas;
2) extragdo de videos - busca de videos, que pode ser realizada por meio de pesquisa ou de te-
mas pré-definidos; 3) pré-processamento - tratamento dos textos (em portugués), com remocao
de pontuacdo, espagos, etc.; 4) classificacao - utilizacao de algoritmo para classificar os videos
considerados como educacionais e de qualidade; 5) engenho de recomendacdo - o sistema recebe
os videos considerados “bons” e classifica-os; 6) coletor de feedback - o usuério avalia a reco-
mendac¢do fornecida pelo sistema por meio de notas de uma a sete estrelas. O trabalho indica
suas principais contribui¢cdes nos pontos: 1) o Sistema de Recomendagdo desenvolvido pode ser
utilizado como solugdo para varios dominios de aplicacdo; 2) o sistema serviu como prova de
conceito para melhorar as recomendagdes, por meio de caracteristicas do Youtube, como a ava-
liacdes dos usudrios, e linguagem nativa do video. O trabalho apresentado, porém, ndo detalha
questdes importantes da pesquisa. Por exemplo, para a classificacdo de videos considerados de
qualidade, afirma-se que foi utilizado um conjunto de treinamento de 100 videos, os quais foram
avaliados por especialistas e alunos do tema “Orientacdo a Objetos/Heranga”. Entretanto, ndo se
explica de que maneira esta andlise foi realizada, e quais caracteristicas dos videos foram consi-
deradas. Outro ponto que causa confusdo € a declaragdo de que, devido ao prazo exiguo para a
realizacdo da pesquisa, o foco do trabalho foi em “algumas caracteristicas para o experimento”.
Tais caracteristicas ndo foram descritas.

Thelwall (2018) por sua vez, analisa os comentdrios de videos do Youtube relacionados a
estilos de danga. A base de dados utilizada contém 36.702 videos. O trabalho objetiva identificar,
por meio dos comentdrios postados nos videos da plataforma, os tipos de danca, relacdes quanto
aos géneros (masculino e feminino), sentimentos expressados, e discussdes referentes aos estilos
de danca. Utiliza-se, para tanto, o método denominado Comment Term Frequency Comparison
(CTFC) na tentativa de identificacdo de subtdpicos/subtemas das discussdes sobre determinado
topico nos comentarios do Youtube, questdes de género, sentimentos, e relacionamento entre to-
picos. O método utilizado define com sucesso diversas atitudes predominantes em homens e
mulheres. Os 10 termos homem-associados foram: shit, fuck, shuffle, man, fucking, crip, dude,
bro, shuffling, hardstyle. Por outro lado, os 10 termos mulher-associados foram: she, amazing,
her, beautiful, cute, omg, belly, ballet, really, workout. A anélise de sentimentos forneceu ideias
plausiveis dos motivos pelos quais as dangas eram apreciadas. Os 10 termos positivos mais uti-
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lizados foram: please, nice, wow, beautiful, loved, job (e.g. nice/great/good job), pretty, hope,
perfect, keep (going/up the good work/it up). Por sua vez, os 10 termos negativos mais utilizados
foram: shit, fuck, killed, stupid, wtf, hate, idiot, dislike, die, dead. Os autores afirmam que os re-
sultados poderiam servir de partida para andlises mais aprofundadas sobre o tema e que a pesquisa
destacaria as diferencas de géneros, sentimentos, e subtépicos entre as dancas. Consideram que o
método utilizado pode ser ttil para discutir, em larga escala, fendmenos especificos do Youtube,
bem como pode ser util em outros contextos para fornecer andlise exploratdria inicial de certo
problema que ndo havia sido pesquisado anteriormente.

Afonso and Duque (2019) realizaram anélise de sentimentos em comentdrios de videos do
Youtube utilizando técnicas de Aprendizado de Maquina supervisionada. O trabalho coletou 918
comentdrios de um video que apresenta andlises e criticas ao filme “Batman versus Superman:
a origem da justica". Os comentdrios coletados foram classificados como positivos, negativos
ou neutros. Foram realizados trés experimentos, a saber: 1) trés classes de polaridade: positiva,
negativa e neutra; 2) duas classes: negativa e ndo negativa; 3) utilizaram-se apenas os comentarios
que apresentavam a referéncia “filme Batman vs Superman”, e consideraram-se as classes negativa
e ndo negativa. Utilizou-se o classificador SMO (Sequential Minimal Optimization algorithm for
training a support vector classifier) e metodologia de 8-fold cross-validation. A acuricia maxima
obtida foi de 81%. Os autores apontam que talvez seja possivel aumentar a acurdcia por meio da
coleta de comentdrios de outros videos.

Carvalho, Pitangui, Assis, and Andrade (2020) apresentam o sistema Educavideos, um sis-
tema de Recomendacdo de videos do Youtube que realiza a busca de videos por meio de suas
categorias. Observaram que que o uso da categoria “Education” pelo Educavideos apresenta me-
lhores resultados para identificagao de videos educacionais do que a plataforma Youtube em modo
padrdo de busca.

Carvalho, Pitangui, Trindade, Assis, and Andrade (2020) realizam uma anélise de diversos
videos do Youtube e as categorias atribuidas aos mesmos. Os autores identificaram que a grande
maioria dos videos se apresentam categorizados erroneamente, apontando, desta maneira, que as
categorias fornecidas pela plataforma nao devem ser consideradas como determinantes para busca
de videos. Ademais, os autores apontam falhas no mecanismo de busca do Youtube, a saber:
falta de informacdo quanto as categorizagdes dos videos, dificuldade em se adicionar termos para
refinar as buscas, e impossibilidade de realizar buscas por videos utilizando suas categorias.

Amanda and Negara (2020) aplicaram técnicas de Aprendizado de Maquina para classificar
videos do Youtube entre “Kesenian” e “Sains”, que, em traducio do Indonésio, significa “Arte” e
“Ciéncia”, respectivamente. Os autores utilizaram o motor de busca da plataforma com as palavras
Kesenian e Sains e obtiveram seus dados experimentais na forma de links, titulos e descri¢des de
videos. Foram utilizados 3 classificadores, a saber: Random Forest, SVM, e Naive Bayes. O
classificador com melhor avaliacdo foi o Naive Bayes que obteve acurdcia de 88%, enquanto os
classificadores Random Forest e SVM obtiveram acuricia de 82%.

Trindade et al. (2020) apresentam a proposta de um sistema de Recomendagdo de OA base-
ado em videos do Youtube. O sistema realiza buscas na plataforma e também fornece um conjunto
de videos que atenda aos conteidos demandados pelo usuario. O modelo de recomendacao pro-
posto € baseado no problema min-max para o Problema de Cobertura de Conjuntos, que objetiva
minimizar o custo dos OA e o nimero maximo de repeticao de conceitos apresentados. Os meta-
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dados dos videos como titulo, likes, dislikes e views s@o utilizados no processo de recomendacao.
Os autores afirmam que o sistema proposto pode ser expandido para utilizacdo em outras pla-
taformas e que a abordagem utilizada é valida, pois possibilita reduzir a carga mental e evitar
desmotivacao dos alunos causada pela repeticao de conteddos.

Carvalho, Pitangui, Trindade, Assis, Andrade, and de Souza (2020) analisaram 200 videos,
100 educacionais e 100 ndo educacionais, e identificaram diferencas relevantes entre os termos e
vocdbulos mais frequentes empregados nos comentdrios dos videos de ambas as categorias. Neste
sentido, notaram que termos como “melhor professor” e “6tima aula” estdo presentes apenas na
lista dos termos mais frequentes nos comentarios dos videos educacionais. De modo similar, apon-
taram que que os radicais “obrig”, “aul” e “profes” aparecem com alta frequéncia em comentarios
de videos educacionais. O estudo sugeriu que os comentérios dos usudrios do Youtube apresentam

potencial para serem utilizados para categorizar os videos da plataforma.

Zheng et al. (2021) analisaram comentarios postados em videos didrios do primeiro-ministro
canadense durante a pandemia de COVID-19. Foram analisados 46.732 comentarios, em inglés,
obtidos em de 57 videos postados entre 13 de Marco a 22 de Maio de 2020. O objetivo do estudo
era analisar os comentdrios fornecidos por usudrios sobre os resumos didrios de COVID-19 do
primeiro-ministro canadense com o intuito de avaliar a mudancga das opinides e preocupagdes do
publico. Os autores afirmam que o estudo contribui para estabelecer um feedback em tempo real
entre a sociedade e a autoridade de saude publica, possibilitando identificar e trabalhar de acordo
com as preocupacdes da sociedade, podendo assim, aumentar a confianca entre o publico e o
governo.

Durante as pesquisas sobre o tema abordado, nao foram identificados trabalhos cujo o propé-
sito era identificar e auxiliar o processo de escolha de videos educacionais da plataforma Youtube.
Inicialmente, o trabalho, (Abu-El-Haija et al., 2016), foi identificado quanto a classificacao/cate-
gorizagdo dos videos do Youtube. Esta pesquisa realiza a classificacdo de videos da plataforma,
porém sem foco educacional, e a categorizacio € realizada por meio dos frames dos videos. Essa
ideia, apesar de poder ser utilizada, pode demandar elevada capacidade de processamento, caso
fosse desenvolvido um sistema em tempo real para a classificacdo dos videos da plataforma. Nesse
sentido, continuou-se com o objetivo de se identificar outros meios de classificagdo dos videos
educacionais do Youtube. Posteriormente, identificou-se o trabalho (Pinheiro et al., 2018), porém,
a pesquisa nao detalha partes importantes sobre sua metodologia e nao foi possivel encontrar in-
formacdes detalhadas sobre o que foi de fato desenvolvido. Em seguida, identificou-se o trabalho
(Thelwall, 2018) que analisa os comentarios do Youtube com o intuito de classificar tipos de dan-
cas. Este trabalho despertou a ideia da utilizacdo dos comentdrios para a classificacdo dos videos
educacionais do Youtube.

Ap6s a leitura de (Thelwall, 2018), iniciou-se a busca por maneiras de se referenciar e uti-
lizar os comentérios do Youtube, e identificou-se que a API de dados fornecida pela plataforma
poderia auxiliar neste processo. Inicialmente, constatou-se que os metadados dos videos da pla-
taforma possuem uma categoria e, que, dentre as categorias disponiveis, existe uma denominada
“Education”. Assim, acreditou-se que tal categoria poderia ser utilizada para auxiliar a busca/sele-
c¢do de videos educacionais da plataforma. Nesse sentido, foram realizados os trabalhos Carvalho,
Pitangui, Assis, and Andrade (2020) e Carvalho, Pitangui, Trindade, Assis, and Andrade (2020),
onde, no primeiro, desenvolve-se um sistema que realiza a buscas por videos no Youtube pela
categoria “Education”, e no segundo, avalia-se a qualidade das categoriza¢gdes dos videos na pla-
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taforma. Percebeu-se, por meio de ambos os trabalhos, que, de forma geral, as categorias dos
videos do Youtube ndo sdo confidveis e que, portanto, ndo devem ser consideradas determinantes
no processo de busca por videos. Ap6s tal conclusdo, procuraram-se maneiras de coletar e anali-
sar os comentdrios dos videos da plataforma. Nesse sentido, desenvolveu-se o trabalho Carvalho,
Pitangui, Trindade, Assis, Andrade, and de Souza (2020) que identificou diferencas significati-
vas entre os vocabulos empregados em videos educacionais e nao educacionais do Youtube. Tal
ponto levantou a possibilidade explorada neste trabalho, que diz respeito ao uso de técnicas de
Aprendizado de Mdaquina para a categorizacao de videos educacionais do Youtube por meio de
comentarios.

A abordagem proposta considera a opinido dos usudrios, ou seja, seus comentarios, para a
classificagdo dos videos do Youtube em educacionais ou ndo educacionais. Destaca-se, uma vez
mais, que esta abordagem nao foi identificada em estudos previamente realizados. Para alcancar
0 objetivo proposto, sdo utilizadas técnicas de Mineragdo de Texto e Aprendizado de Maquina.
Nesse sentido, ressalta-se que optou-se por utilizar algoritmos de Aprendizado de Maquina cujos
modelos de classificacdo sdo inteligiveis, i.e., sdo interpretdveis pelo ser humano. Tal ponto se
justifica, uma vez que possui-se o intuito de mapear e compreender o motivo das classificacdes
realizadas, auferindo, assim, os vocdbulos nos comentarios que influenciam um video a ser con-
siderado educacional ou ndo educacional. Adotou-se o Youtube como plataforma experimental
por esta apresentar um enorme acervo de videos dos vais variados tipos, contetudos, e de diversas
qualidades. No entanto, observa-se que, apesar da presente proposta ter sido realizada em uma
plataforma de videos, € possivel amplid-la e aplica-14 a outros repositérios que possuam comenta-
rios/opinides dos seus usudrios.

4 Metodologia

A metodologia adotada para o desenvolvimento do presente trabalho é apresentada na Figura 1 e
detalhada a seguir.

1. Analise dos videos. Esta etapa consistiu na identificacdo manual (por meio de visualiza¢io)
de videos educacionais e ndo educacionais da plataforma. Nessa etapa foram analisados 500
videos, sendo 250 educacionais, € 250 nao educacionais.

Para a coleta dos videos, foi utilizada a seguinte defini¢do de (Gomes, 2008) acerca de
videos educativos: “produto especifico, produzido com intencao didatico-pedagdgica e que
considera seu contexto de recepcdo como especialmente a escola e a sala de aula, sendo,
portanto, intrinsecamente diferente dos videos de documentdrios, entrevistas, reportagens,
etc.”. Acredita-se que esta definicdo apresenta-se abrangente o suficiente para a andlise
dos videos, sendo utilizada para a categorizacdo de um video como educacional ou nio.
De forma geral, a selecao dos videos foi realizada sem se considerar assuntos ou critérios
especificos, portanto, foram selecionados videos sobre os mais diferentes assuntos e temas,

com objetivo de se construir uma base de dados bastante diversa.

Em relacdo a selecao de a videos educacionais, ressalta-se que parte dos videos elencados
encontram-se no Youtube Edu, um canal do Youtube/Google em parceria com a fundacio
Lemann com o intuito de fornecer conteidos educacionais gratuitos e de qualidade, em por-
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METODOLOGIA

® 1. ANALISE DE NOVOS

2.COLETA DOS
COMENTARIOS

Utilizagao do aplicativo Mozdeh Big
Data Text Analysis, com os IDs dos
videos selecionados anteriormente.

4. COMPARAGAO
VOCABULOS MAIS
FREQUENTES

Comparacdo dos vocabulos mais
frequentes.

Al

6. CATEGORIZAC;Q DOS
VIDEOS

Utilizagdo do aplicativo Weka para
categorizagdo dos videos
Aprendizagem Supervisionada:
JRIP

PART

148

Random Forest

Aprendizagem N&o Supervisionada:
GenClust++

API

VIDEOS

Analise e selegdo de 500 videos, 250
educacionais e 250 ndo
educacionais.

Coleta dos IDs.

3. PRE-PROCESSAMENTO

Padronizagdo dos dados.
Remocdo de acentuagio.
Remocdo de caracteres especiais.
Remocdo de caracteres (nicos.
Remogdo de ndmeros.

Remocédo de stopwords.
Normalizagdo morfolégica
(stemming).

5. GERAGAO NOVA BASE

246 Videos Educacionais

237 Videos N&o Educacionais
738.618 Comentirios

10, 20, 40, 60, B0, 100, 200 e
"melhores” vocabulos

7. SYSVIDEDUC

API de classificagdo automatica de
0A

Figura 1: Metodologia utilizada para a pesquisa..
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tugu€s. O conteudo dos videos do canal € voltado para o Ensino Fundamental e Ensino
Médio, e aborda temas das disciplinas de Lingua Portuguesa, Quimica, Fisica, Biologia,
Matemadtica, Historia, Geografia, Lingua Inglesa, e Lingua Espanhola. Alguns exemplos de
videos retirados deste canal para comporem da base de dados sdo: Sy_LUnePfRE - Acen-
tuacdo Grafica Malha Funk da Acentuagcdo [Prof Noslen]; e sQewkYR4_sg - Geografia -
Aula 01 - Orientagdo e Cartografia. Destaca-se, ainda, que a selecdo dos videos ocorreu in-
dependente do ambiente em que eles foram gravados, por exemplo, o video _bKzJP0Q778
- Cursos Unicamp: Célculo I - Aula 8 - Regras de Calculo de Limite - parte 1, foi selecio-
nado para compor a base de dados, € gravado por uma pessoa em uma sala de aula onde o
professor utiliza um quadro negro.

A selecdo de videos ndo educacionais € composta de videos de diversos tipos, como mu-
sicas, reviews, noticias, jogos, comédia, entre outros. Alguns exemplos de videos sele-
cionados para comporem a base de dados sdo: j7v8dMisr78 - Primeiras doses da vacina
Coronavac estdo chegando ao Brasil; hcuABOKkW(QSA - XJ6: tudo que vocé precisa saber
- Review; e XPqyOozwN94 - Filhote de Onga Pintada é encontrado ferido em um lixdo de
Santa Luzia.

Por fim, é importante destacar que durante a selecao dos videos, observou-se que alguns
destes ndo continham ou desabilitaram os comentarios. Desta forma, estes videos ndo foram
adicionados a base de dados, pois, como previamente apontado, devem-se buscar outras
alternativas para proceder a classificacdo dos mesmos.

2. Coleta dos comentarios. Esta etapa consistiu em armazenar os identificadores (IDs) dos
videos selecionados na etapa anterior, e coletar os comentérios utilizando o aplicativo Moz-
deh Big Data Text Analysis, também utilizado em (Thelwall, 2018) e (Carvalho, Pitangui,
Trindade, Assis, Andrade, & de Souza, 2020). O aplicativo foi utilizado apenas para a
coleta dos comentdrios, pois apesar de possuir outras funcionalidades, estas sdo voltadas
especificamente para vocdbulos em lingua inglesa.

3. Pré-processamento’ dos comentérios. Esta etapa consistiu nos seguintes passos, a saber.

* Padronizacio dos dados: transformacao de todas as letras em maitsculo para minus-
culo.

* Remocao de acentuacdo: remocao da acentuagdo das palavras.

* Remocio de caracteres especiais: no primeiro momento foram removidos os carac-
teres especiais, como: !, #, @, dentre outros. Isso € necessario, por exemplo, para que
comentdrios tais como, “muito bom!” e “muito bom”; “melhor professor!” e “melhor
professor”, sejam considerados equivalentes.

* Remocio de caracteres isolados: eliminagdo de caracteres isolados, como “e”, “a”,
dentre outros.
* Remocao de mais de dois espacos: remocao de espacamento extra.

* Remocao de nimeros: eliminacdo de numerais.

10 pré-processamento dos comentérios foi realizado por meio de um aplicativo desenvolvido pelos autores utili-
zando Python e as bibliotecas unidecode, re, e NLTK.
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* Remocio de stopwords: as stopwords podem ser consideradas palavras ndo relevantes
para o texto. Estas podem ser artigos, preposicoes, advérbios, pronomes, e outras pala-
vras auxiliares (Morais & Ambrésio, 2007). De forma geral, de 20 a 30% das palavras
de um texto sdo stopwords (Kannan et al., 2014). Alguns exemplos de stopwords sao

“tem”, “isto”, “aos”, dentre outras.

* Normalizacao morfologica (stemming): consiste em remover os prefixos e os sufixos
dos vocabulos, mantendo apenas o radical da palavra, ou seja, fazendo com que, por
exemplo, palavras como “professor” e “professora”, sejam reduzidas a “profes”.

4. Andlise dos vocabulos nos comentarios dos videos selecionados. Esta etapa consistiu
na identificagdo dos vocabulos nos comentarios dos videos selecionados. Apds a etapa 3,
obteve-se um total de 500 vocabulos nos comentarios dos videos selecionados, mas nem
todos eles sdo utilizados para a geracdo das bases de dados, conforme descrito na etapa a
seguir.

5. Geracao das bases de dados. As bases de dados geradas contém, para cada video sele-
cionado, o Id, os vocdbulos em seus comentarios, e classe do mesmo (educacional ou nao
educacional). A geracdo de cada base de dados foi realizada por meio de um aplicativo
desenvolvido em Python.

Conforme apontado na etapa 4, nem todos os 500 vocabulos retornados na etapa 3 sio uti-
lizados para representarem os videos nas bases de dados geradas. Nesse sentido, para cada
uma das oito bases de dados construidas, utilizaram-se quantidades distintas de vocabulos
mais frequentes pertencentes aos comentdrios dos videos. Assim, foram foram geradas ba-
ses de dados considerando, isoladamente, os 10, 20, 40, 60, 80, 100, e 200 vocabulos mais
frequentes nos comentdrios dos videos. O valor maximo, de 200 vocdbulos, foi alcancado
apos testes preliminares indicarem que valores acima de 200 vocdbulos ndao melhoram a
acuricia dos modelos de classificacio como, adicionalmente, aumentam a complexidade
dos mesmos, torando-os, em alguns casos, ininteligiveis. Por sua vez, os valores de 10,
20, 40, 60, 80, e 100 vocabulos foram utilizados no sentido de apontar como os modelos
de classificagdo se comportam com um diverso espectro de quantidades de vocdbulos mais
frequentes nos comentdrios dos videos selecionados.

Como ja pontuado, foram geradas, no total, 8 bases de dados, sendo que a diferenca entre
elas se faz pelo nimero de vocabulos mais frequentes nos comentarios dos videos. Nesse
sentido, a base de dados #1 utiliza os 10 vocdbulos mais frequentes, a base de dados #2
utiliza os 20 vocdbulos mais frequentes e assim sucessivamente, para 40, 60, 80, 100 e
200 vocédbulos mais frequentes nos comentdrios dos videos selecionados. Os vocabulos
da base de dados #8 foram selecionados da base de dados #7 (que usa os 200 vocabulos
mais frequentes) utilizando-se o algoritmo de selecdo de atributos do Weka (Frank, Hall, &
Witten, 2016) com o avaliador de atributos ‘CfsSubsetEval” e método de busca “BestFirst”,
ambos com os parametros default do framework. Tal processo resultou numa base de dados
contendo apenas seis vocabulos, a saber: “aul”, “profes”, “prof™, “clip”, “jog” e “compr”.
Essa base de dados foi construida com o objetivo de se verificar o comportamento dos
classificadores quando se utiliza como forma de pré-processamento de dados um algoritmo
de selecdo de atributos.

A titulo de esclarecimento, aponta-se, por exemplo, que a base de dados #1, que possui 0s
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Tabela 3: Amostra da base de dados considerando os 10 vocdbulos mais frequentes.

IdVideo aul | profes | obrig | vide | aprend | pra | ta | ve¢ | faz | music | Class
4g9JTQ2B600 | 21 28 4 3 0 5 1 5 1 0 yes
uWa2WLOveaQ | 79 52 29 17 7 11 |5 | 11 8 0 yes
ZIB6MZmpKls | 27 13 8 2 1 1 1 3 2 0 yes
qaZ3fsUhBG8 5 9 3 8 1 3 1 2 2 0 yes
LSqOKMnakU4 | 33 38 17 23 10 18 | 4 6 16 2 yes
7NKlihwokyk 9 31 66 214 17 241 | 46 | 119 | 322 0 no
DSBHxRcMrzl | 2 1 9 22 6 52 | 4| 13 59 0 no
UkhSLsDgj4M | 56 254 135 | 343 53 811 | 92 | 344 | 1266 29 no
CFvy6zSsOEc 0 1 0 51 20 0 0 0 0 0 no
PHigOIgh5SY 0 1 1 12 0 13 | 12 ] 10 0 44 no

10 vocabulos mais frequentes nos comentérios dos videos, contém os 5 primeiros vocdbu-
los mais frequentes nos comentarios dos videos educacionais, € os 5 primeiros vocabulos
mais frequentes nos comentérios dos videos nao educacionais. De forma andloga, a base de
dados #2, que possui os 20 vocabulos mais frequentes nos comentarios dos videos, contém
os 10 primeiros vocabulos mais frequentes nos comentarios dos videos educacionais, € 0s
10 primeiros vocdbulos mais frequentes nos comentarios dos videos nio educacionais. Esse
modelo de estruturacdo foi utilizado para a formagao das sete bases de dados contendo,
como apontado, os 10, 20, 40, 60, 80, 100, e 200 vocdbulos mais frequentes nos comen-
tarios dos videos. Por sua vez, a base de dados #8 foi construida conforme previamente
apresentado.

Em relacdo a estrutura das bases de dados, cada exemplo ou instancia da mesma representa
um video. Cada video é descrito pelo nimero de vezes que cada vocdbulo mais frequente
figurou em seus comentdrios, e por sua classe (educacional, descrito como “yes"ou nao edu-
cacional, descrito por “no"). Para exemplificar a estrutura das bases de dados, a Tabela 3
apresenta uma amostra da base de dados #1 que armazena os 10 vocdbulos mais frequentes
e 10 videos, sendo 5 educacionais e 5 ndo educacionais. A primeira coluna da tabela re-
presenta o “Id” de cada video, e as colunas seguintes representam o nimero de vezes que
cada vocdbulo figurou no comentédrio do mesmo. Por sua vez, a tltima coluna da tabela
representa a classe do video, sendo “yes” para os videos educacionais e “no” para os vi-
deos nao educacionais. Neste sentido, o video de “Id” = “4g9JTQ2B600”, apresenta em
seus comentarios, 21 repeticdes do vocabulo “aul”, 28 repeticdes do vocdbulo “profes”, 4
repeti¢des do vocabulo “obrig”, 3 repeti¢des do vocabulo “vide”, O repeti¢cdes do vocédbulo
“aprend”, 5 repeticdes do vocdbulo “pra”, 1 repeticio do vocdbulo “ta”, 5 repeti¢cdes do
vocabulo “vc”, 1 repeti¢do do vocédbulo “faz”, 0 repeti¢des do vocabulo “music”, e a classe
educacional “yes”. Todas as bases de dados deste trabalho seguem essa mesma estrutura,
com a diferenca do nimero de vocabulos mais frequentes em cada uma delas.

Observa-se que um mesmo vocdbulo pode figurar como o mais frequente em videos de
ambas as classes (educacional e ndo educacional). De forma geral, tal ponto ndo se mostrou
um problema para a classificacdo dos videos.

6. Categorizacao dos videos. Para a categorizagdo das bases de dados, foram utilizados os
algoritmos implementados no framework Weka, que fornece uma vasta cole¢ao de ferra-
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mentas para classificacdo, regressao, sele¢ao de atributos, dentre outros (Frank et al., 2016).
Para os experimentos realizados, foram utilizadas técnicas de Aprendizado de Médquina su-
pervisionadas e ndo supervisionadas. Para os experimentos “supervisionados", foram utili-
zados quatro classificadores, a saber: JRip (Cohen, 1995), PART (Frank & Witten, 1998),
J48 (Quinlan, 1993) e Random Forest (Breiman, 2001). Para os experimentos “ndo super-
visionados", foi utilizado o GenClust++ (Islam et al., 2018). Todas as técnicas utilizadas
foram configuradas com os valores default dos seus parametros.

Ressalta-se, que optou-se pela utilizacdo de algoritmos baseados em regras e em arvores
devido inteligibilidade dos modelos gerados, i.e, devido a facilidade em se abordar e se
interpretar as classificacdes realizadas por esta “categoria”de algoritmos.

Durante a sele¢do dos algoritmos a serem utilizados, atentou-se também em se verificar
o possivel desempenho de algoritmos de clusterizacdo. Neste sentido, selecionou-se o al-
goritmo GenClust++, uma vez que este esta técnica apresenta, de forma geral, resultados
superiores quando analisada em relagdo a outras técnicas de clusterizac@o para fins de clas-
sificacdo. Apesar disso, € importante destacar que esta técnica obteve resultados inferiores
as técnicas supervisionadas adotadas no trabalho e, que, portanto, optou-se por ndo se in-
vestigar mais profundamente o uso de técnicas nio supervisionadas no presente trabalho.

No total, realizaram-se 8 experimentos para cada técnica avaliada, a saber: JRIP, PART, J48,
Random Forest e GenClust++. Os experimentos foram numerados de #1, #2, #3, #4, #5,
#6, e #7, e #8 e utilizaram as bases de dados numeradas e descritas anteriormente. Todas
as oito bases de dados utilizadas na presente proposta possuem 250 videos educacionais e
250 videos nao educacionais. Os resultados experimentais foram obtidos utilizando-se a
metodologia de validagdo cruzada de 10 folds (/0-fold cross-validation).

7. Desenvolvimento do SysVidEduc. Desenvolveu-se a primeira versao do SysVidEduc, uma
API que utiliza os comentdrios dos videos do Youtube e classifica-os em educacionais ou
ndo educacionais. De forma simplificada, o SysVidEduc recebe uma string de entrada que
representa a expressao de busca ou o Id de um video, e exibe os videos resultantes da busca,
classificados como educacionais ou ndo educacionais. O SysVidEduc utiliza o Random
Forest como classificador. Todo o sistema foi desenvolvido utilizando a linguagem Python,
e as bibliotecas: NLTK, re, unidecode, pandas, joblib, sklearn e string. A API é executada
via Web, possibilitando, desta forma, que Ambientes Virtuais de Aprendizagem realizem
uma requisicao utilizando uma string de busca e obtenham o retorno em um formato json
com diversos metadados que podem ser utilizados com diversas finalidades.

5 Resultados e Discussoes

5.1 Classificacao de videos do Youtube

A Tabela 4 exibe os vocédbulos mais frequentes que figuraram nos videos educacionais e nao
educacionais, apds toda a etapa de pré-processamento.

Observa-se que apesar do aumento do nimero de videos e comentdrios presentes neste tra-
balho em relacdo ao Carvalho, Pitangui, Trindade, Assis, Andrade, and de Souza (2020), os prin-

436



Carvalho et al. RBIE v.30 — 2022

Tabela 4: Vocabulos mais frequentes nos comentdrios dos videos.

Vocabulos mais frequentes

Educacional Nao Educacional
Vocabulo Quantidade| Vocabulo Quantidade
aul 28.748 pra 37.049
profes 28.369 ta 31.133
obrig 17.119 Ve 30.530
vide 15.549 faz 29.076
aprend 14.761 vide 27.556
ajud 12.550 music 25.634
vC 11.791 vai 21.357

Fonte: Elaborado pelo autor, com base na pesquisa realizada.

cipais resultados de ambas as pesquisas sdo semelhantes. Nesse sentido, os vocabulos referentes
aos videos educacionais, “profes”, “aul”, “obrig”, “aprend”, “ajud”, e “vc” estdo presentes nos
dois estudos, enquanto o vocdbulo “vide” apareceu apenas na presente pesquisa. Por sua vez, os
vocébulos “pra”, “faz”, “music”, “vai”, “vc”, figuram como vocabulos mais frequentes dos videos
nao educacionais em ambos os estudos. Nota-se que, apesar de alguns termos estarem presentes
em ambas as classes de videos, a exemplo de “vide", a diferencga entre a frequéncia da utilizacao
nos comentdrios € significativa (15.549 vezes em videos educacionais e 27.556 vezes em videos

nao educacionais).

A Tabela 5 apresenta as acuricia dos métodos utilizados para cada base de dados seguindo a
metodologia experimental previamente descrita. Dessa forma, a coluna “Exp.” descreve o nimero
do experimento, a coluna “Vocdbulos” aponta a quantidade de vocdbulos mais frequentes utilizada
no experimento, e a coluna "Média” apresenta a média das acurdcias obtidas para as técnicas con-
siderando isoladamente cada base de dados. Por fim, a Tabela 5 destaca, em negrito, os melhores
resultados para cada experimento, e apresenta, em sua ultima linha, a média dos resultados de
cada método considerando todas as bases de dados.

Tabela 5: Resultados dos experimentos.

Exp. | Vocabulos | JRIP | PART J48 | Random Forest | GenClust++ | Média
#1 10 86,75% | 87,78% | 89,86% 86,96% 51,35% 80,54%
#2 20 87,37% | 87,37% | 89,65% 89,44% 51,35% 81,04%
#3 40 87,37% | 87,16% | 86,96% 90,68% 50,72% 80,58%
#4 60 86,96% | 86,54% | 87,58% 89,03% 51,14% 80,25%
#5 80 86,13% | 87,37% | 86,75% 90,06% 57,14% 81,49%
#6 100 87,16% | 86,13% | 85,92% 90,68% 56,94% 81,37%
#7 200 86,75% | 85,92% | 85,92% 91,30% 60,46% 82,07%
#8 “selecao” | 87,16% | 89,03% | 87,37% 83,02% 51,14% 79,54%

Média 64.5 86,96% | 87,16% | 87,50% 88,90% 53,78%

Fonte: Elaborado pelo autor, com base na pesquisa realizada

Nota-se que o PART apresentou o melhor resultado para o experimento #8 (6 vocabulos
selecionados) com acurdcia de 89,03%. O J48 apresentou os melhores resultados para os expe-

437



Carvalho et al. RBIE v.30 — 2022

rimentos #1 (10 vocdbulos) e #2 (20 vocabulos), com acuricias, respectivamente, de 89,86% e
89,65%. Por sua vez, o Random Forest apresentou os melhores resultados para os experimentos
#3 (40 vocabulos) com acuracia de 90,68%, #4 (60 vocabulos) com acuracia de 89,03%, #5 (80
vocabulos) com acuracia de 90,06%, #6 (100 vocabulos) com acuracia de 90,68%, e #7 (200 vo-
cabulos) com acuracia de 91,30%. As técnicas JRIP e GenClust++ ndo obtiveram os melhores
resultados em nenhum dos experimentos realizados. Aponta-se, ademais, que o Random Forest
obteve a melhor média de acurécia considerando todas as técnicas, € que a maior média de acura-
cia, considerando todas as bases de dados, foi obtida para o experimento 7.

Observam-se que todos os experimentos em que foram utilizadas técnicas supervisionadas,
i.e., JRIP, PART, J48 e Random Forest, apresentam elevada acurécia, ou seja, elevado nimero
de acertos ao se classificar um video entre educacional ou ndo. Dentre os experimentos realiza-
dos utilizando-se técnicas supervisionadas, a menor acuricia, 83,02%, foi obtida pelo Random
Forest no experimento #8. Nao obstante, como ja apontado, o Random Forest também obteve a
maior acurécia entre todos os testes, com a taxa de 91,30% no experimento #7. Destaca-se que
neste mesmo experimento obteve-se a maior média de acurdcia considerando todas as técnicas
utilizadas.

O classificador JRIP obteve seus melhores resultados nos experimentos #2, e #3, com acu-
récia de 87,37%. A titulo de ilustracdo, a Figura 2 apresenta as regras de classificagdo geradas
pelo JRIP para o experimento #2.

JBIF rules:

{aul <= 4) and (ta »>= 3) => Class=nc (133.0/4.0)

{aul <= 0) and (tod »>= 1) => Class=no (27.0/5.0)
{profes <= 0) and {aul <= 0) =»> Class=nc (70.0/22.0)
{£al »= €4) and (profes <= 37) => Class=nc (23.0/1.0)
{£al »= 5&) and (parab <= 58) =» Class=noc (5.0/0.0)
=> Class=yes (225.0/11.0)

Humber of Bules : &

Figura 2: Regras de classificagdo do JRIP para o experimento #2.

A técnica utiliza um total de 6 regras de classificacdo para o experimento #2. Observam-se
que tais regras sdo facilmente interpretaveis. Nesse sentido, a primeira regra, “(aul <= 4) and
(ta => 3) => Class=no”, informa que, se nos comentérios de um video figurarem os vocdbulos
“aul”, 4 ou menos vezes, € “ta”, 3 ou mais vezes, entdo este video € classificado como ndo edu-
cacional. Todas as outras regras geradas sio interpretadas dessa mesma maneira. E importante
notar que embora o JRIP ndo tenha obtido a melhor acuricia dentre todas as técnicas em nenhum
experimento, seu modelo de classificagdo € bastante simples e intuitivo.

O classificador PART obteve o melhor resultado, dentre todas as técnicas, no experimento
#8, com acurdcia de 89,03%. A titulo de ilustragd@o, a Figura 3 apresenta as regras de classificag@o
geradas pelo PART para o experimento #8.
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PART decision list

aul > 4 END

clip <= 0 RND

jog <= 3 AND

jog <= 1l: yes (120.0/1.0)

profes > 46 AND
aul > S5%: yes (39.0)

clip <= 0 RND
compr > O RND
peof <= 0 AND
compr > 3: no {(e3.0)

clip <= 0 RND
aul <= 0 RND
prof <= 0 RND
jog <= 1 AND
profes <= 0: no (96.0/723.0)

clip > 0: no (52.0)

compr <= 0 AND

jog <= & ARND
profes <= 1 AND
jog <= 0: yes (31.0/3.0)

compr <= 0 AND
profes > l: yes (21.0)

: no (61.0/16.0)

o

Humbe=r of Rules

Figura 3: Regras de classificagdo do PART para o experimento #8.
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A técnica utiliza um total de 8 regras de classificacdo para o experimento #8. Tais regras
sdo também facilmente interpretdveis. Nesse sentido, a primeira regra, “(aul > 4) AND (clip
<= 0) AND (jog <= 3) AND (jog <= 1) : yes”, informa que, se nos comentarios de um video
figurarem os vocdbulos “aul”, 5 vezes ou mais, “clip”, nenhuma vez, e “jog” uma ou nenhuma vez,
entdo este video € classificado como educacional. Todas as outras regras geradas sao interpretadas
dessa mesma maneira. E importante notar que o PART obteve o melhor resultado dentre todas
as técnicas para o experimento #8, contudo, suas regras sao mais complexas quando comparadas
as regras obtidas pelo JRIP. Apesar disso, ainda pode-se afirmar que as regras do PART sdo de
simples interpretacao.

O classificador J48 obteve os melhores resultados, dentre todas as técnicas, nos experimen-
tos #1, e #2, com acuracias de 89,86% e 89,65%, respectivamente. A titulo de ilustracdo, a Figura
4 apresenta a arvore de decisdo gerada para o experimento #1.

J4% pruned tree

| pra <= 9: yes (34.0/3.0)
| pra > 9: no (4.0/1.0)
ta > 2: no (133.0/4.0)

aul <= 4

| ta <= 2

| | aul <= 0

| | | profes <=0

| | | | vo <= 2

| | | | | wide <= 0: no (55.0/15.0)

| | | | | wide » 0

| | | | | | ve <= 0

| | | | | | | aprend <= 0: yes (12.0/4.0)
| | | | | | | aprend > 0: no (2.0)
| | | | | | ve > 0

| | | | | | | vide <= &: no (9.0)
| | | | | | | vide > €: yes (2.0)
| | | I wc » 2: no (8.0)

| | | profes > O

| | | | aprend <= 2: yes (10.0/1.0)

| | | | aprend > 2: no (3.0)

| | aul > 0

| |

| |

|

| aul <= 15

| | vc <= 55: wyes (52.0/2.0)
| | ve » 55: mo (3.0)

| aul > 15: yes (105.0)

ta > 40

| profes <= 51: no (26.0/1.0)
| profes » 51: yes (21.0/1.0)

Humber of Leaves : 1l&

Size of the tree : 3l

Figura 4: Arvore de decisdo do J48 para o experimento #1.

A técnica utiliza um total de 16 regras de classificagdo para o experimento #1. Cada regra é
formada pelo caminho partindo do n6 raiz até se chegar a um n6 folha. A exemplo, considerando
que o vocdbulo do no raiz, “aul”, figure 4 ou menos vezes nos comentarios do video, “ta” figure 2
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ou menos vezes, “aul” ndo figure, “profes” nao figure, “vc” figure 2 ou menos vezes, e “vide” nao
figure, entdo o video € classificado como ndo educacional (n6 folha “no”). Todas as outras regras
geradas sdo interpretadas dessa mesma maneira. E importante notar que o J48 obteve o melhor
resultado dentre todas as técnicas para os experimentos #1 e #2, contudo, suas regras sao bem
mais complexas quando comparadas as regras obtidas pelo JRIP e PART. Apesar disso, 0 modelo
de classificacao do J48 se mostrou inteligivel.

O classificador GenClust++ obteve os piores resultados para os experimentos realizados e
nao me mostrou vidvel para resolver o problema em questao.

Finalmente, o Random Forest obteve os melhores resultados, dentre todas as técnicas, nos
experimentos #3, #4, #5, #6, e #7, com acurdcias, respectivamente, de 90,68%, 89,03%, 90,06%,
90,68%, e 91,30%. Apesar desta técnica obter os melhores resultados na maioria das bases de
dados utilizadas, é importante ressaltar que o Random Forest gera um modelo de classificacao
bastante complexo, utilizando-se de virias drvores de decisdo para realizar sua classificagdo. A
exemplo, no experimento #3, a quantidade de regras das drvores de decisdo geradas foi de 150, um
nimero bastante elevado. Devido a complexidade do modelo gerado, optou-se por ndo apresenta-
lo.

5.2 O sistema SysVidEduc

O sistema SysVidEduc foi desenvolvido utilizando-se a linguagem de programacdo Python, em
conjunto com as bibliotecas string, unidecode, NLTK, e re, para o pré-processamento de texto, e
as bibliotecas sklearn, pandas, e joblib para a classificacdo dos videos. Ademais, foram utilizadas
as bibliotecas exigidas para a conexdo com a API do Youtube. De forma geral, o SysVidEduc
funciona de acordo com os seis passos descritos a seguir.

1. O SysVidEduc recebe, via Web, uma expressdo de busca, que pode ser o Id do video ou
termos referentes a uma pesquisa.

2. O sistema se conecta a API do Youtube e retorna até 50 videos, caso a busca tenha sido
realizada por uma expressdo de busca, ou retorna um tnico video, caso a busca tenha sido
realizada pelo Id do video.

3. O sistema busca pelos demais metadados do(s) video(s), incluindo os comentérios.

4. Os comentdrios dos videos sdo processados, tal como descrito na sessdo de Metodologia. O
resultado desta etapa € enviado ao mddulo de Aprendizado de Méaquina do SysVidEduc.

5. O médulo de Aprendizado de Maquina do sistema, por meio do Random Forest, classifica
o(s) video(s) em educacional ou ndo educacional, utilizando os comentarios processados.

6. O sistema retorna os videos classificados como educacionais por meio de uma pagina Web,
ou um json, que pode ser utilizado conforme desejado.

A titulo de ilustragio, a Figura 5 apresenta o resultado da busca (passo 2) utilizando o termo
“heranga” (passo 1). Observam-se que sdo retornados 50 videos.
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Figura 5: Videos retornados pelo Youtube, por meio do SysVidEduc, utilizando-se a expressdo de busca “heranca”.

A Figura 6 apresenta o unico video, dos 50, que foi classificado como educacional pelo
SysVidEduc. Neste caso, tal resultado é exibido por meio de uma péagina Web. Por sua vez, a
Figura 7 apresenta este mesmo video em formato json.

SysVidEduc

ID Titulo Views Likes Qtd Comentarios Classe

Heranca autossémica 1891 133 =] Educacional

Heredogramas ~ Base Tedrica

Figura 6: Video classificado como educacional pelo SysVidEduc, apresentado via pagina Web.
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I"['n\"classe_random!\": +"Educacionalt”,\n \"comentarios!”: [\n "boa aul ajud bast\",n \"otim aul'",n \"aul boa\",in \"bom parab cust ach vide trat dess assunt facil dinam entend obrig ault",n \"obrig aul™n |,\n "Id\": \"s_TUJixPH}Iv",in \"likest": \"133¢",'n \"qudcomentariost”: 1"5"\n \"tislon”
“Heran'\u00e7a autoss\w00f4mica\",n Mvlews': 1"18911 "} "]

Figura 7: Video classificado como educacional pelo SysVidEduc, apresentado via json.

A Figura 8 apresenta os 7 primeiros videos retornados pelo Youtube utilizando a expressao
de busca "heranca”. A busca foi realizada utilizando-se 0 Google Chrome em modo an6nimo, sem
o uso do sistema SysVidEduc.

[ mxla] @

Inventario Extrajusdicial {Cartrio): Guia complets, passo 3 passo.

anne- Horanga (legendadol

ks heranca - Joso Neto e Fraderico

MINHA
HERANGA' . o

® e 0000000

eine Jecinta - Heransa (Paeudo Vides)

Drik Barbosa - Heranga part. Anna Tréa (Album Visual

HERANCA - DVD COMPLETO - Ao Wivo em HO

MARILLA MENDONGA - MINHA HERANCA

Figura 8: Videos retornados pelo Youtube, utilizando-se a expressao de busca “heranga”.

Observa-se que a busca utilizando-se o temo “heranga” no Youtube retorna como principais
resultados videos relacionados a contetido musical. Desse modo, caso se opte por videos de
conteddo educacional, esta busca deve ser refinada no sentido de se restringir a gama de videos
retornados. Como previamente apontado, tal refinamento da pesquisa tende a consumir um tempo
importante dos discentes e docentes ao pesquisarem por um contetido com viés educacional.

Ainda, considerando-se a busca realizada utilizando-se o sistema SysVidEduc e o termo
“heranca” (Figura 5), observam-se que os videos retornados sdo praticamente 0S mesmos apresen-
tados na busca exposta anteriormente (com excecao da ordem de alguns videos). Assim, aponta-se
que o SysVidEdu é capaz de refinar a busca automaticamente, no sentido de que o sistema clas-
sificou apenas um video, dentre os 50 retornados, como educacional. O video em questdo, de
Id “s_TUjixPHjI”, e titulo “Heranca autossomica”, apresenta uma aula sobre as bases gerais e
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Heranga Autossdmica da disciplina de Genética de um curso superior da Universidade Federal do
Triangulo Mineiro (UFTM).

Por meio dos exemplos apresentados anteriormente, aponta-se que o sistema proposto se
mostra promissor no objetivo de filtrar videos de conteudo educacional. Nesse sentido, indica-se
que o SysVidEduc possibilita que os discentes e docentes usem menos tempo na busca e selecao
de videos de contetido educacional.

Sob o ponto de vista de integracdo do SysVidEduc a Ambientes Virtuais de Aprendizagem,
aponta-se que, uma vez que sistema proposto possui acesso via Web, sem a necessidade de ins-
talacdo da API, tal integracdo pode ser realizada por meio de retorno dos videos via json. Tal
agregacdo permite que o SysVidEduc forneca, de forma automdtica, dindmica, e transparente,
videos educacionais pertinentes a um assunto abordado no interior de um Ambiente Virtual de
Aprendizagem. Dessa forma, links para videos complementares ao material fornecido pelo pro-
fessor, podem ser apresentados ao discente, sem a necessidade deste realizar buscas por videos em
outras plataformas, o que enriquece, sobremaneira, o processo de ensino-aprendizagem. Ademais,
o SysVidEduc € capaz de retornar, também via json, metadados importantes para a avaliacao da
qualidade de um video, tais como nimero de visualizacdes, nimero de “likes” e “dislikes”. Tais
metadados podem ser utilizados pelo Ambiente Virtal de Aprendizagem para se ranquear a quali-
dade dos videos a serem recomendados na plataforma.

Durante o desenvolvimento do presente trabalho, levantaram-se questionamentos em rela-
¢do0 a como a coleta dos videos, qualidade dos mesmos, e seus comentérios, poderiam influenciar
o comportamento do sistema proposto. Acredita-se que € importante apresentar tais questiona-
mentos em conjunto a uma breve discussao sobre os pontos levantados. Tais consideracdes sao
apresentadas a seguir.

* A qualidade do video, i.e., se os usuarios avaliam o mesmo positivamente ou negativa-
mente, poderia afetar sua classificacao?

Aqui, ressalta-se que buscaram-se por videos que atendessem a defini¢do exposta anterior-
mente que “delimita” um conceito para video educacional. Neste sentido, ndo se preocupou
com a qualidade do video, mas apenas se 0 mesmo se encaixaria na definicdo adotada.
Destaca-se que a maior parte dos videos educacionais utilizada neste trabalho, trata de con-
teidos bdsicos, como geografia, histdria, portugués, entre outros, havendo poucos videos
mais especificos, de nivel superior, como calculo, programagao, entre outros.

Acredita-se que a relevancia e a frequéncia dos vocdbulos podem ser determinantes para a
classificagdo de um video, independentemente se 0 mesmo for avaliado positivamente ou
negativamente pelos usudrios. Sob este aspecto, aponta-se que os comentarios dos videos
poderiam ser utilizados por um Sistema de Recomendacdo que sugere videos aos usudrios
utilizando Anélise de Sentimentos para definir a polaridade dos comentarios e delimitar se
um video ¢ julgado “bom” ou “ruim” pelos usudrios.

* Caso os modelos de classificacdo utilizem um vocabulario estritamente educacional,
obterao-se melhores valores de acuracias?

Acredita-se que ndo, pois ndo se pode garantir que palavras pertencentes ao vocabuldrio
educacional serdo apenas utilizadas nos comentérios de videos educacionais. Dessa forma,
e analisando-se apenas o aspecto geral, caso um video ndo educacional contenha algum
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vocabulo educacional, ele ja poderia ser classificado, erroneamente, como educacional. Nao
obstante, pretende-se como trabalho futuro, criar e validar um vocabulério educacional no
sentido de que o mesmo possa auxiliar no processo de classificagdo.

* Caso um video niao possua comentarios, ou seus comentarios estejam desativados, ele
pode ser classificado pelo SysVidEduc?

Este ponto € uma limitacdo da presente proposta, uma vez que videos sem comentarios ou
com comentdrios desativados ndo poderdo ser classificados. A atual versdo do SysVidEduc
apenas aponta que estes videos ndo sdo classificaveis, devido a falta de comentarios. Uma
possivel solucdo para esta limitacdo seria a utilizacdo das legendas autométicas fornecidas
pelo préprio Youtube. Assim, os videos poderiam ser classificados por meio dos proprios
vocébulos das legendas. De qualquer forma, tal proposta ndo se apresenta como uma so-
lucdo definitiva, visto que o proprio recurso de geracdo automadtica de legendas ainda se
mostra em estado inicial de desenvolvimento.

6 Consideracoes Finais e Trabalhos Futuros

Técnicas de Aprendizado de Méquina tém sido utilizadas com elevada eficdcia para solucionar
problemas em diversas dreas. Neste trabalho € apresentada e testada uma proposta de aplicagcao
de Técnicas de Aprendizado de Maquina supervisionadas no intuito de classificar videos edu-
cacionais do Youtube por meio de seus comentdrios. Aponta-se que tal proposta foi capaz de
diferenciar, com elevada acuracia (minima de 83,02% e maxima de 91,30%), videos educacionais
de videos ndo educacionais. Apontou-se, também, que a técnica de Aprendizado de Mdquina nao
supervisionada utilizada ndo performou bem nos problemas abordados.

Em um sentido mais pratico, o presente trabalho contribui para a para a drea Educacional
demonstrando a capacidade de utilizacao de técnicas de Aprendizado de Mdquina supervisionadas
para auxiliar docentes e discentes a agilizarem o processo de busca e escolha de videos educacio-
nais.

Nesse sentido, apresenta-se a primeira versao da API SysVidEduc. A API demonstra ele-
vado potencial para auxiliar docentes e discentes durante a sele¢ao de videos educacionais, confe-
rindo agilidade ao processo de escolha de materiais, pois retorna apenas os videos voltados para a
drea da Educacgdo. Além disso, por ser executado via Web e poder retornar um json como resultado
de sua pesquisa, o SysVidEduc pode ser implementado em Ambientes Virtuais de Aprendizagem
sem a necessidade de desenvolvimento de novos modulos especificos para cada um desses ambi-
entes.

A continuidade dessa pesquisa se faz em cinco frentes, a saber: 1) desenvolvimento de
um sistema de Recomendagdo de videos educacionais do Youtube que utiliza os metadados e os
comentérios dos mesmos a fim de categorizd-los e recomendé-los; 2) uso de técnicas de Aprendi-
zado de Mdaquina para identifica¢do de videos relacionados ao nivel de escolaridade e ao contetido
ministrado; 3) criacd@o e validagdo de um vocabulério educacional por meio dos comentdrios cole-
tados; 4) validacdo do SysVidEduc por docentes e discentes.
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