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Abstract. The adoption of collaborative platforms has grown in a way that pu-
blic agents are increasingly seeking partnerships with these information pro-
viders. Data from cameras, social networks, and applications can contribute
to the management of smart cities, such as detecting unusual traffic events, for
example. This work presents a framework that uses heterogeneous sources to de-
tect anomalous traffic events. The framework is responsible for collecting data,
filtering and clustering them, detecting and visualizing anomalies in real-time
based on these clusters. In this work, we propose the use of microservices to
execute each component of the framework. As a case study, the proposed archi-
tecture detects anomalies in urban mobility data from Vitoria-ES, based on city
hall and Twitter data.

Resumo. A adocdo de plataformas colaborativas tem crescido de forma que
agentes piuiblicos buscam cada vez mais parcerias com estes provedores de
informagdo. Dados de cameras, redes sociais e aplicativos podem contribuir
para o gerenciamento de cidades inteligentes, como na deteccdo de eventos
atipicos no transito, por exemplo. Este trabalho apresenta um arcabougo que
utiliza fontes heterogéneas para deteccdo de eventos andémalos de trdfego. O
arcabougo é responsdvel por coletar dados, filtrar e agrupd-los, e a partir des-
tes grupos, detectar e visualizar anomalias em tempo real. Neste trabalho, pro-
pomos a utilizacdo de microsservigos para executar cada componente do fra-
mework. Como estudo de caso, a arquitetura proposta é utilizada para detectar
anomalia nos dados de mobilidade urbana, da cidade Vitoria-ES, baseado em
dados da Prefeitura e do Twitter.

1. Introducao

Os dados coletados por sensores, cameras, redes sociais e aplicativos podem contribuir
para a detec¢do automatica de eventos atipicos no transito. Além disso, os dados gerados
por plataformas colaborativas podem enriquecer a massa de dados para monitoramento
em uma cidade e diminuir a dependéncia de infraestruturas publicas legadas, colaborando
para a detec¢do de eventos atipicos [Sidauruk and Ikmah 2018]]. Um exemplo € a cidade
de Vitoria-ES, que ocupou o primeiro lugar do Ranking Connected Smart Citie (Cida-
des Inteligentes e Conectadas) de 2018, entre os municipios brasileiros com até 500 mil
habitantes. A Prefeitura possui uma central de videomonitoramento, conectada a vdrias
cameras na cidade, onde agentes publicos supervisionam as vias da cidade.

www.connectedsmartcities.com.br/resultados-downloads-connected-smart-cities/
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Em paralelo, essa central também recebe informagdes sobre a situagao do transito
em tempo real por meio de uma parceria com o aplicativo Wazﬂ que agrega informacgdes
providas pelos motoristas que utilizam o aplicativo. Interpretar, analisar e gerar novos
servigos a partir de toda essa massa de informagdes se torna uma tarefa ardua, fazendo-se
necessdria a implantagcao de solucdes para andlise integrada e eficaz dos dados de forma
a melhorar o monitoramento de eventos e incidentes nas cidades [Montori et al. 2017]).
A utilizacdo de mecanismos de alerta automdticos possibilitaria, entdo, uma melhor
gestdo da cidade, acelerando as tomadas de decisdes em relacdo a eventos inesperados
[de Souza et al. 2018]]. Essa grande quantidade e variedade de informa¢des demanda uma
arquitetura que permita a integracdo dos diversos tipos de dados, e a0 mesmo tempo seja
escalavel [Pan et al. 2013]].

Em [Thome et al. 2020]] é proposto um arcabouco de referéncia para deteccado de
anomalias a partir de eventos heterogéneos. O arcabouco coleta dados de fontes hete-
rogéneas para construir um histérico de dados e, a partir deste, identificar as anomalias.
O arcabouco foi utilizado para identificar situacdes andmalas no transito de Vitoria, uti-
lizando os dados da Prefeitura e de contas publicas voltadas ao transito no Twitter como
entrada para os algoritmos e métodos estatisticos citados em [[Thome et al. 2020]. Deste
modo, aumentou-se a confiabilidade dos eventos considerados andmalos, pois 0s mes-
mos eventos poderiam estar presentes nas diversas fontes simultaneamente. No entanto,
Thomé et al. desenvolveram um prot6tipo centralizado do arcabougo proposto com todas
as funcdes em um so programa, o que dificulta a criagcdo e adicao de novos servicos, além
de comprometer a escalabilidade do sistema.

Este trabalho estende o trabalho proposto em [Thome et al. 2020], ao propor o
desacoplamento de todos os mddulos e a implementacdo de uma arquitetura distribuida,
baseada em microsservigos, para o arcabouco de detec¢do de anomalias. Microsservigos
tém sido propostos como uma abordagem capaz de isolar as funcionalidades de um sis-
tema. Por este motivo, foi utilizada a ferramenta Dockeiﬂ para desacoplar a coleta de da-
dos de fontes heterogéneas, do armazenamento destes dados, dos algoritmos de detec¢ao
de anomalia, da visualizacdo de dados e de um sistema de alerta. Dessa forma, utilizando
os algoritmos e scripts apresentados e criados em [Thome et al. 2020], € possivel emi-
tir um alerta quando o congestionamento em uma via € pior do que o esperado em um
determinado horario.

Além disso, este trabalho apresenta uma avaliacdo paramétrica do arcabougo, per-
mitindo o melhor entendimento do efeito de cada parametro de entrada do algoritmo na
deteccao de anomalias em dados de mobilidade urbana.

O restante deste artigo € organizado como segue: A Secdo|2|detalha uma visdo ge-
ral do arcabougo para detec¢do de anomalias proposto em [Thome et al. 2020]]. A Secao
[3] apresenta a arquitetura de implementac@o proposta neste trabalho. Os resultados sao
discutidos na Segdo[d] Os trabalhos relacionados sdo apresentados na Se¢ao[5| Por fim, a
Secdo [6| conclui o trabalho.

https://www.waze.com/

https://www.docker.com/
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2. Arcabouco para Deteccao de Anomalias

Em [Thome et al. 2020] foi proposto um arcabouco para detec¢do e alerta de anomalias
baseado em fontes heterogéneas de dados que pudesse ser modularizado. As anomalias
sdo observagdes que fogem do comportamento esperado dos dados e que, neste trabalho,
podem representar eventos atipicos de transito como acidentes e obras. A solugdo pro-
posta tem como objetivo detectar anomalias em tempo real, baseando-se no histdrico de
eventos coletados de fontes heterogéneas.

A Figura [I] apresenta o arcabougo proposto, sendo que cada caixa representa um
moédulo e suas funcionalidades e as setas representam a comunicagdo entre os médulos.
A arquitetura do arcabouco pode ser dividida em cinco médulos, descritos a seguir:
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Figura 1. Arcabouco para deteccao e alerta de anomalia [Thome et al. 2020].
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» Coleta de dados: Representa cada fonte de coleta de dados em tempo real, sendo
que estas podem ser modificadas conforme a necessidade [Silva et al. 2016]].

* Pré-processamento: Responsdvel por filtrar e armazenar os dados recebidos
do Coletor de Dados. Um filtro deve ser criado para cada fonte de dado,
armazenando-a corretamente.

* Processamento: Responsdvel por classificar observa¢des recebidas do Pré-
Processamento, identificar as anomalias e enviar notificagdes ao Sistema de Aler-
tas, em tempo real. O processo € dividido em trés etapas:

— Gerar série temporal padrao: calcula o maior grupo por periodo do dia,
baseado nas séries temporais de um periodo de D dias de observagdes,
obtendo uma unica série temporal;

— Detectar anomalias: compara observacdes em tempo real com a série
padrdo para as identificar como anomalia; e

— Avaliar anomalias: analisa o desempenho da detec¢do de forma au-
tomatica, checando se existe alguma ocorréncia sobre a anomalia em ou-
tras fontes de dados.

* Distribuidor de alertas: Recebe os alertas gerados pelo processamento e encami-
nha para uma autoridade registrada.

* Visualizador de dados: Disponibiliza uma dashboard para visualizagiao dos dados
coletados.

O arcabouco considera o seguinte modelo de dados:



< timestamp, fonte, [E1, Es, ..., E,| >

sendo timestamp a data e hora da observacdo, fonte a descricdo da fonte e F;_,, um
conjunto de atributos descritivos, por exemplo a localizacdo e tipo de evento.

Para detectar uma anomalia em tempo real, o Processamento compara um novo
evento com um padrdo baseado no historico de observagdes. Por exemplo, ao receber
uma velocidade em uma via, o Processamento identifica se ela esta na faixa de valores
esperados para o hordrio ou nao.

Este padrdo do histérico de observacdes € obtido por meio de uma série tem-
poral padrdo, que identifica o padrdao de uma via em cada periodo do dia, usando uma
técnica de agrupamento. O algoritmo proposto recebe como parametros: i) Dados de
uma via; ii) D dias considerados como histérico em uma janela deslizante; iii) J,,;, ja-
nela em minutos para divisdao de dia em periodos; iv) Funcdo Reduction, para sumarizar
com um valor tnico todas as observacdes dentro de uma janela J,,,;,; v) uma Func¢do de
agrupamento (clustering) das D séries temporais didrias. O resultado do algoritmo é um
agrupamento dos eventos por janela de tempo, representando uma série temporal padrao.
Em [Thome et al. 2020]] foram utilizados média e mediana para a fun¢ao Reduction e os
algoritmos BIRCH, DBSCAN, K-Means e Optics para funcio de agrupamento.

Algoritmos de agrupamento até podem ser utilizados para detectar anomalias.
Contudo, possuem alto custo computacional. Para permitir que a anomalia seja detec-
tada em tempo real, cada novo evento ¢ comparado com a série temporal por meio de
uma técnica de detec¢do de anomalia por distancia. No trabalho, foram utilizados o Z-
Score, que calcula a distancia normalizada entre uma amostra e a média, e o IQR, que
calcula a distancia interquartil.

Os autores implementaram um protétipo que coleta dados da Prefeitura de Vitéria
que, por sua vez, sao adquiridos pela plataforma do Waze, divididos em trés tipos: En-
garrafamento, alertas e irregularidades. Além disso, as informacdes sdo comparadas
com textos extraidos do Twitter de contas oficiais que noticiam problemas no trafego de
Vitdria. A partir dos dados coletados da Prefeitura e da rede social Twitter, o arcabougo
identifica quando ocorre uma anomalia. A Figura[2] apresenta as fases do algoritmo des-
crito acima. O histdrico da coleta de dados diarios, Fig. Cada janela do dia € entdo
sumarizado por uma fun¢do de média das observagdes na janela J,,;,, Fig. Por
fim, os dados dos D dias sumarizados sdo agrupados, por meio de algum algoritmo de
clustering, para formar uma série temporal padrio, Fig.

A sazonalidade de eventos urbanos possui certa variancia. Por exemplo, engarra-
famentos podem acontecer um pouco antes ou depois do horario usual. Assim, a detec¢ao
de anomalias utiliza também as janelas imediatamente anterior e posterior ao evento para
caracterizar um evento andmalo. No exemplo do engarrafamento, se um evento ocorrer as
9:20, considerando uma janela de 30 minutos, o evento serd comparado com a janela de
8:30, de 9:00 e de 9:30, e sera considerado an6malo se identificado como uma anomalia
nas trés janelas.

O protétipo implementado em [Thome et al. 2020] € totalmente centralizado, o
que dificulta a criagdo de novos servigos, como Dashboards de visualizacdo, novos al-
goritmos de detec¢do de anomalia, etc. Além disso, os autores ndo apresentaram uma
avaliacdo paramétrica do efeito dos parametros sobre a detec¢do de anomalias.
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Figura 2. Exemplo de Execucao do Algoritmo proposto para o arcabouco.

O presente trabalho estende o trabalho proposto em [Thome et al. 2020]
implementando-o como uma arquitetura de microsservi¢os. Deste modo, € possivel au-
mentar a escalabilidade do sistema, em especial para o monitoramento de grandes cidades.
Além disso, este trabalho apresenta uma avaliagdo paramétrica do arcabougo, permitindo
o melhor entendimento do efeito de cada parametro de entrada do algoritmo na detec¢ao
de eventos andomalos.

3. Arquitetura Distribuida para Coleta de Dados e Deteccao de Anomalias

O objetivo principal deste trabalho € estender o arcabouco proposto em
[Thome et al. 2020] utilizando uma arquitetura distribuida. = Para isso, primeira-
mente, foi necessdrio pesquisar uma ferramenta que possibilitasse a implementa¢ao do
arcabouco de modo distribuido. O Docker foi a ferramenta escolhida devido ao fato
desta prover uma arquitetura de criacdo de microsservicos, por meio de contéineres.
Adicionalmente, os contéineres podem ser vistos como mdaquinas virtuais modulares
e extremamente leves, que possibilitam uma maior flexibilidade para criar, implantar,
copiar e migrar contéineres [Saha et al. 2018]]. Em resumo, a conteinerizacdo tem como
vantagens isolar cada médulo; garantir a portabilidade; e facilitar o gerenciamento.

A Figura 3| apresenta a arquitetura distribuida proposta, dividida em cont€ineres.
Os nomes nas caixas representam as aplicacdes, enquanto as cores correspondem aos
modulos da Figural[]

As linhas tracejadas representam contéineres, a superposi¢cao de caixas representa
a possibilidade de multiplos contéineres de um modulo, as setas representam o sentido das
informacdes e os rétulos delas o tipo dos dados passados. As ferramentas usadas em cada
um dos contéineres para que se adequassem as necessidades do arcabougo sao detalhadas
a seguir:

¢ Coleta de dados: Foram utilizadas duas fontes de dados, como contéineres inde-
pendentes que executam continuamente:
— Twitter: Para criacdo do contéiner de coleta de tweets foi utilizada a API
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Figura 3. Arquitetura distribuida do arcabouco de deteccao de anomalias: as
linhas tracejadas representam contéineres e as setas representam o sen-
tido das informacoées (rotuladas de acordo com o tipo dos dados).

tweepyﬂ que possibilita encontrar tweets em contas e hashtags especificas.

— Waze (APl da Prefeitura): A API, disponibilizada pela Prefeitura de
Vitoria, € utilizada para coleta dos dados Waze. Esses dados cont€ém
informacdes sobre acidentes, alertas e irregularidades fornecidos a prefei-
tura pelo aplicativo por meio de um convénio. Cada um destes encontra-se
em um contéiner diferente.

* Pré-processamento: Contéineres criados para padronizar os dados de acordo com
as necessidades do usudrio e do contéiner de processamento. Dividido em quatro
contéineres: um para o Twitter, e trés para a API da Prefeitura, que fornece trés
fontes de dados: Alertas, Acidentes e Irregularidades.

* Processamento: Contéineres criados para detectar anomalias de transito e infor-
mar o sistema de alertas em tempo real. Pode haver um ndmero varidvel de
contéineres, que sao baseados nas /N ruas com maior nimero de dados.

* Broker de mensagens: Responsavel pela comunicacao entre os contéineres. Utili-
Zamos o RabbitMQﬂ que possui uma imagem pré-existente para Docker.

* Banco de dados: Para armazenamento do banco de dados foi utilizado o Mon-
goDB ﬂ um Banco de dados NoSQL que permite dividir os bancos em collections.

* Distribuidor de alertas: Interface web que recebe os alertas gerados pelos
contéineres de processamento e envia mensagens para os numeros de celulares
e e-mail das autoridades cadastradas. Tal cadastro também ocorre por esta inter-
face web.
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* Visualizador de dados: O MongoDB Compas um visualizador de dados inte-
grado a0 MongoDB, foi utilizado como Dashboard do novo arcabouco.

A seguir, detalhamos as ferramentas utilizadas para a composi¢ao da arquitetura
apresentada na Figura

* Docker:

— DockerFile ¢ um arquivo utilizado para criar uma imagem personalizada
para contéineres, que especifica o que serd instalado, qual imagem sera
usada como base, o comando bdsico que o contéiner ird executar, quais
arquivos serdo copiados para dentro do contéiner, entre outros parametros.

— docker-compose € o arquivo em que estd especificado todo o ambiente,
apresentando quais sdo os contéineres a serem criados, a quantidade des-
tes, suas dependéncias, seus volumes, a qual rede eles estdo conectados, se
o contéiner ird subir sozinho apds terminar de executar o comando basico,
a quais portas o contéiner estd conectado, entre outras informacoes.

¢ RabbitMQ:

— Fila: Onde as mensagens ficam armazenadas e de onde sdo retiradas.
Apresenta um nome especifico facilitando assim a divisdao e o acesso por
parte dos consumers.

— Publisher: Responsavel por incluir cada nova mensagem na fila, podendo
ser qualquer contéiner que esteja conectado na mesma rede que o contéiner
do RabbitMQ.

— Consumer: Responsavel por consumir (retirar) a informacao da fila, po-

dendo ser qualquer contéiner que esteja conectado na mesma rede que o
contéiner do RabbitMQ.

4. Avaliacao e Discussao

O protétipo do arcabouco desenvolvido foi avaliado utilizando os dados de engarrafa-
mento, disponibilizados na API da Prefeitura de Vitoria, e os dados coletados do Twitter.

A arquitetura, apresentada na Figura [3| foi implementada e configurada em um
data center do Laboratério de Nucleo de Estudos em Redes Definidas por software
(LabNerdsﬂ O datacenter oferece servico de alocacdo dinamica de recursos. As
especificacdes internas dos contéineres foram realizadas utilizando diversos DockerFi-
les, facilitando a criag@o personalizada de cada tipo de contéiner. Ja as caracteristicas
externas dos contéineres foram explicitadas no docker-compose, em que cada contéiner
foi conectado a uma mesma rede, foi habilitada a fungcao de subir automaticamente apds
cair, qual DockerFile utilizar e, para o banco de dados, em qual pasta os Volumes serao
conectados.

Os contéineres foram configurados para coletar dados de transito fornecidos pela
Prefeitura a cada 5 minutos. Além disso, ha o monitoramento continuo de contas oficiais
com noticia sobre transito da cidade de Vitdria. Os dados sdo armazenados em um banco
de dados MongoDB.

7
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4.1. Avaliacao Paramétrica do Arcabouco

Como discutido anteriormente, [Thome et al. 2020] apresentou um protdtipo centralizado
do arcaboucgo e comparou os algoritmos de agrupamento. Neste trabalho, apresentamos
uma andlise dos parametros do arcabougo. Para isto, foram realizados experimentos per-
mutando os parametros do arcaboucgo, como explicitado na Tabela|l} A funcdo reduction
utilizou a média simples para sumarizar os dados a cada janela.

A fim de avaliar o desempenho do protétipo e encontrar a melhor configuracao,
utilizando os dados de engarrafamento da cidade de Vitéria entre outubro/2018 e novem-
bro/2019, foi calculada a taxa de acerto de anomalia. Uma anomalia € considerada certa
se existe um fweet, no espago proximo de tempo de 30 minutos, que mencione a rua rela-
tiva a anomalia. Assim, tomando & como um dia, a taxa média de acerto de anomalia R},
¢ calculada como:

seja T}, o nimero de anomalias em k que estao relacionadas a um evento no Twitter
seja Si a soma de anomalias detectadas em k
Tk/Sk, se Sk >0
0, se S, =0
a taxa média de acerto de anomalias é R = ), Ry /k

ataxade acertoem k € R, =

Parametro Valores utilizados
Algoritmo de clusterizacdo, C'lustering | K-Means com 3 clusters
Birch, DBSCAN, OPTICS

Meétodo de classificacdo de anomalia Z-Score, IQR
Tamanho do histérico em dias, D 30, 45, 60, 75, 90
Tamanho da janela em minutos, Jmin 5, 10, 15, 20, 30

Tabela 1. Parametros de Entrada para Avaliar o Protétipo do Arcabouco.

As taxas médias de anomalias certas R sdo apresentadas como mapas de calor
para cada configuragdo do experimento, sendo que as células correspondentes aos 10%
melhores resultados explicitam o valor [2. As Figuras {4 e [5] apresentam os resultados
das avaliacOes do protétipo, R, por meio de mapas de calor. Primeiramente, nota-se que
um histérico de 30 dias e uma janela de 30 minutos gerou, na maior parte dos casos, 0s
melhores resultados.

Essa informacgdo sugere que eventos mais recentes devem possuir maior valor nas
deteccdes de anomalias que os mais antigos, o que poderia ser justificado pelo fato de
o transito apresentar comportamento sazonal em diferentes periodos, semanalmente, por
conta da movimentagao caracteristica de dias tuteis, e mensalmente, por conta de periodos
de férias escolares, feriados ou obras na infraestrutura. Além disso, de acordo com os re-
sultados, os efeitos de eventos de mobilidade urbana aparentam possuir uma certa inércia,
de forma que as consequéncias aparentam durar até uma hora. Isto pode refletir o fato de
incidentes de transito possivelmente causarem um efeito domind, reduzindo a velocidade
dos veiculos proximos, gerando engarrafamento, que somente retorna a normalidade al-
gum tempo apds a solucdo do incidente. Entre os algoritmos de clusterizagdo e técnicas
de detecg@o de anomalias, a configuracdo K-Means, com 3 clusters, e Z-Score apresentou
melhores valores da média das taxas diarias.
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Figura 4. Avaliacao do Protétipo com Birch e DBSCAN.

4.2. Visualizacao de dados

A Figura [6ilustra dois exemplos de visualiza¢do de dados fornecidas pelo Mongo Com-
pass. A Fig. [6(a)apresenta a distribui¢do de eventos por rua disponibilizados pela Prefei-
tura. Pode-se observar que um conjunto de poucas ruas (18) acumulam 2% ou mais dos
eventos coletados. Considerando que cada rua € monitorada por um cont€iner de proces-
samento, esse resultado indica que para uma cidade de porte médio, o sistema proposto
suporta a quantidade de ruas da cidade que possuem eventos significativos para serem
monitoradas.

A Fig. [6(b)| apresenta a distribui¢do das velocidades nos eventos de congestio-
namento informados para a Av. Rio Branco, a avenida com maior nimero de eventos.
Pode-se observar que esta avenida apresenta uma distribuicdo quase-normal para a velo-
cidade média nos eventos de congestionamento.

A modularizac¢do por microsservicos proposta neste projeto permite maior flexibi-
lidade, manutenibilidade, além de permitir sua extensao, como para adicionar novos algo-
ritmos e/ou fontes de dados, em relacdo ao proposto em [Thome et al. 2020]]. Ressalta-se
que este € um projeto em andamento e estd em desenvolvimento continuo. Com isto,
a criacdo do contéiner de alertas e 0 método de decis@do do niimero de contéineres de
processamento a serem criados ainda serao incluidos.
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Figura 5. Avaliacao do Protétipo com OPTICS e K-Means com 3 Clusters.

5. Trabalhos relacionados

Em [Calikus et al. 2020] é apresentado um framework generalista para deteccao
de anomalias, compativel com uma abstracdo das etapas usadas como base em
[Thome et al. 2020], sendo estas: adaptacdo da entrada, busca por um padrdo de dados
comuns, cdlculo de distancia de observagdes ao padrao e classificacdo das observagdes.
O artigo prossegue com a escolha de algumas tecnologias para cada passo, avaliando
diversas combinagdes. Na segunda etapa, no entanto, os métodos apresentados ndao con-
sideram comportamentos ciclicos, sendo os mesmos considerados neste trabalho.

Neste trabalho as fontes de dados utilizadas foram o Twitter e dados de transito da
Prefeitura de Vitéria, obtidos por meio de convénio com o aplicativo Waze, desta forma
sendo muito semelhante a [Sidauruk and Ikmah 2018]] no quesito de coleta de dados.

Ressalta-se que este trabalho se diferencia das demais propostas por prover uma
arquitetura modularizada, com cada moédulo implementado em cont€ineres independen-
tes. Dessa forma, facilitando a manutencdo e diminuindo o risco de falha do sistema
causado por um erro em uma parte especifica da arquitetura. Isso ocorre pois em ambos
0s casos, como o sistema € conteinerizado, € possivel subir novos contéineres das partes
que apresentaram falhas para substitui-las, impedindo assim que o sistema inteiro pare de
funcionar.



(a) Distribuicdo de eventos por rua coletados pela API da Prefei-
tura(Waze) até o dia 09/10/2020.

(b) Distribuicio da velocidade (em m/s) na Av. Rio Branco, cole-
tados utilizando a API da Prefeitura(Waze).

Figura 6. Dados coletados utilizando a API da Prefeitura(Waze) pelo contéiner
que coleta em tempo real.

6. Conclusoes

Este trabalho apresentou uma implementacdo em uma arquitetura distribuida e escalavel
de um arcabouco para gerenciamento de dados de mobilidade urbana baseado em fontes
de dados heterogéneas. Este arcabouco implementa um modelo de série temporal que
sumariza os dados em intervalos de tempo ao longo das 24hs do dia, detectando anomalias
e gerando alertas. Além disso, foi realizado um estudo paramétrico para identificar as
melhores configuracdes para o arcabouco.

Os resultados sugerem o uso de K-Means com 3 clusters para encontrar a série
padrdo, representando as faixas de velocidades mais comuns em cada periodo do dia,
e Z-Score para detectar as anomalias a partir dos maiores agrupamentos obtidos. Essa
configuracdo foi utilizada, entdo, para o desenvolvimento do sistema distribuido de
deteccao de anomalia. A partir dos resultados apresentados, notou-se baixos valores para
as taxas de acerto, possivelmente consequéncia do baixo engajamento social na rede uti-
lizada na métrica de avaliacao dentro da cidade.

A extensdo proposta por este trabalho desacoplou o arcabouco em microsservigos
independentes para coleta de dados, processamento, detec¢cdo de anomalias e alertas.
Além disso, esta versdo conteinerizada permite que novas tecnologias, algoritmos ou
servicos sejam adicionados de modo facil e independente de outras partes do arcabougo.

Na versao corrente, o nimero de contéineres do médulo de processamento € fixado
a partir do nimero de ruas monitoradas. Como trabalhos futuros pretende-se implementar
um algoritmo de decisdo que defina o nimero de contéineres do médulo de processamento
dinamicamente. Além disso, a dashboard seré integrada ao sistema de alerta, que ainda
estd em desenvolvimento.



Por fim, serdo realizados testes de cargas e escalabilidade, comparando-o a versao
centralizada (original) do arcabougo. Desta forma, pretende-se chegar a um arcabougo
distribuido capaz de garantir o monitoramento de cidades que possuem informacdes de
trafego em maiores quantidades.
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