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Prefacio

Tradicionalmente, o Simpdsio Brasileiro de Sistemas Multimidia e Web oferece a
sua comunidade minicursos de curta duracdo relacionados a temas que norteiam os ulti-
mos avangos na drea de multimidia e web. Este também € o caso do XXVIII Simpédsio
Brasileiro de Sistemas Multimidia e Web (WebMedia 2022), onde os minicursos t€m a
duracdo de quatro horas e permitem que participantes recebam informagdes sobre novas
tecnologias e topicos atuais de pesquisa em dreas correlatas ao evento. Assim, minicursos
aparecem como uma excelente oportunidade para familiarizacdo dos congressistas com
novos temas de pesquisa que podem vir a ser Uteis em suas vidas profissionais. Na edi¢dao
de 2022, além de minicursos, 0 WebMedia também inovou com a chamada de submissido
de tutoriais, que foram ministrados com duragdo de duas horas e foram publicados como
artigos curtos nos anais estendidos do evento.

Para o Webmedia 2022, o processo de sele¢do de minicursos foi feito a partir de vérias
chamadas ptblicas divulgadas na lista eletronica de emails da SBC, bem como ampla di-
vulgacao no site oficial do evento e em redes sociais. Foram recebidas oito propostas
de minicursos, avaliadas por um comité composto de professores com conhecimento nos
temas abordados. Cada minicurso foi avaliado por trés avaliadores, que pontuaram notas
para quesitos como relevincia para o evento, expectativa de publico, atualidade e con-
teido de cada minicurso. Ao final, quatro propostas foram selecionadas, cujos contetidos
abordados constituem os capitulos deste livro. O processo de sele¢do de tutoriais foi sim-
ilar, tendo sido recebidas quatro propostas, das quais duas foram aceitas para publicacio
e apresentacdo durante o evento.

O Capitulo 1, intitulado Identificacdo de Camaras de Eco em Redes Sociais através
de Detec¢do de Comunidade em Redes Complexas: Ferramentas, Tendéncias e Desafios,
aborda os principais algoritmos para a caracterizacdo estrutural e técnicas que auxiliam
na deteccao de camaras de eco em redes sociais. A camara de eco é um fendmeno rela-
cionado a tendéncia de usudrios de interagirem com outros usudrios em grupos homogé-
neos e com ideias e opinides semelhantes, fomentando ambientes propicios ao discurso
de ddio e a propagacgdo de noticias falsas (fake news). O capitulo se concentra em aborda-
gens de descoberta de comunidades sobre um grafico de topologia criado de acordo com
a difusdo de informacdes em redes sociais. Detalham-se também algoritmos de caracter-
izacdo de redes complexas e os indices de desempenho dessas abordagens. Por fim, sdo
discutidos os desafios e projetos de pesquisa que focam no estudo de camaras de eco em
redes sociais online.

O Capitulo 2, Processamento de Linguagem Natural em Textos de Midias Sociais:
Fundamentos, Ferramentas e Aplicacoes, tem como objetivo principal apresentar funda-
mentos e tecnologias na drea de Processamento de Linguagem Natural (PLN - ou NLP,
do acronimo em Inglés de Natural Language Processing) para o desenvolvimento de apli-
cacOes por meio da exploragdo de textos de midias sociais escritos em lingua inglesa. O
capitulo apresenta diversas técnicas de NLP para construir e executar pipelines de NLP, in-
cluindo as etapas de pré-processamento, representacao, modelagem, extraciao de conheci-
mento, compreensdo semantica e emocional, a partir de textos de midias sociais. Também
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apresenta possiveis aplicagdes que podem se beneficiar do conhecimento extraido de tais
textos.

O Capitulo 3 € intitulado Polariza¢do em Redes Sociais: Conceitos, Aplicagoes e De-
safios. Este capitulo apresenta o fluxo de coleta de dados sobre polarizagdo, seu proces-
samento, anélises e extracio de conhecimento. E dado enfoque especial em uma proposta
de taxonomia para métricas de polarizacdo em redes sociais. Também sao discutidos de-
safios e oportunidades encontrados na drea de polarizagdo em redes sociais, assim como
seus impactos na sociedade e na Internet.

O Capitulo 4, intitulado Geracdo de Séries Temporais Utilizando Redes Generati-
vas Adversdrias: da Teoria a Prdtica, discute a geragdo de dados sintéticos a partir dos
dados originais, preservando suas caracteristicas e mantendo sua privacidade. Como as
séries temporais sdo um tipo de dados dependentes do tempo, podem representar desafios
adicionais para esses modelos. O capitulo apresenta as Redes Generativas Adversarias
(Generative Adversarial Networks - GANs), um framework baseado em deep learning
para treinamento de modelos generativos.

Agradecemos aos membros do comité de minicursos e tutoriais pelo trabalho na avali-
acdo e selecao das propostas aceitas e esperamos que este livro seja util para todos aqueles
interessados nos temas abordados.

Curitiba, novembro de 2022.

Débora Christina Muchaluat Saade (UFF)
Rodrigo Minetto (UTFPR)
Coordenadores dos Minicursos do WebMedia 2022
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Capitulo

1

Identificacao de Camaras de Eco em Redes Sociais
Através de Deteccao de Comunidade em Redes
Complexas: Ferramentas, Tendéncias e Desafios

Nicollas Rodrigues de Oliveira, Dianne Scherly Varela de Medeiros,
Diogo Menezes Ferrazani Mattos

'LabGen/MidiaCom - PPGEET/TET/TCE/UFF
Universidade Federal Fluminense (UFF)
Niteroi, Brasil

{nicollas_rodrigues,diannescherly,diogo_mattos}@id.uff.br

Resumo

A camara de eco é um fenomeno relacionado a tendéncia de usudrios de redes sociais
interagirem com outros usudrios em grupos homogéneos e com ideias e opinides seme-
lhantes. Como resultado, a camara de eco prejudica o contraditorio e incentiva o feno-
meno do viés de confirmacdo, fomentando ambientes propicios ao discurso de odio e a
propagacdo de noticias falsas (fake news). Este minicurso apresenta os principais algo-
ritmos para a caracterizagdo estrutural e técnicas que auxiliam na detecg¢do de cdmaras
de eco. O minicurso se concentra em abordagens de descoberta de comunidades sobre
um grafo de topologia criado de acordo com a difusdo de informacoes em redes sociais.
Detalham-se também algoritmos de caracterizacdo de redes complexas e os indices de
desempenho dessas abordagens. Além disso, o minicurso desenvolve uma atividade prd-
tica de captura de dados em redes sociais e andlise para identificacdo de cdmaras de eco.
Por fim, sdo discutidos os desafios e ferramentas que focam no estudo de camaras de eco
em redes sociais online.

1.1. Introducao

A facilidade de acesso pervasivo e ubiquo para a publica¢do e consumo de infor-
macoes torna as plataformas de redes sociais um importante meio de interacdo publica.

Este capitulo foi realizado com recursos do CNPq, CAPES, RNP, FAPERJ, FAPESP (2018/23062-5) e
Prefeitura de Niter6i/FEC/UFF (Edital PDPA 2020).
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Estudos recentes revelam que 71% dos brasileiros recorreram a plataformas como o Fa-
cebook e o Twitter para se informarem!. Apesar de hospedarem tanto contetidos tteis
para geracdo de conhecimento, quanto para o entretenimento, é latente a vocacao das re-
des sociais em fomentar e repercutir conteidos focado no discurso de 6dio e em noticias
falsas (fake news) [de Oliveira et al., 2020a]. Essa tendéncia de amplificar fenomenos
indesejaveis € consequéncia direta da alteracdo do modelo de producdo e consumo de
informacao. Tradicionalmente o processo de sele¢do de informagdo era mediado por jor-
nalistas ou editores. Contudo, atualmente passou a ser exercido em redes sociais por todos
e quaisquer usudrios, com ou sem formagao adequada para divulgagdo de noticias. Essa
supressao ou auséncia da mediacdo profissional especializada, contribui para degradacdo
dos principios de imparcialidade e legitimidade da informagdo, uma vez que usudrios nao
treinados s@o mais suscetiveis ao fendmeno conhecido como “viés de confirmagao”. Tal
fendmeno expressa a tendéncia dos usudrios absorverem e compartilharem informagdes
que se aderem ao seu sistema de crencas, mesmo que essas informagdes sejam inveridi-
cas. Igualmente recorrente nas redes sociais, o efeito da “camara de eco” € um fendmeno
social relacionado a tendéncia dos usudrios em interagirem e ingressarem em grupos ho-
mogéneos com ideias semelhantes as suas. Embutido no cerne desse fendmeno estd o
conceito de unfriending que consiste na exclusio intencional de usudrios com opinides
contrarias as adotadas na camara de eco [Cota et al., 2019, de Oliveira et al., 2021a, Zollo
etal., 2017].

Implicitamente o fendmeno da camara de eco engloba mecanismos que alienam os
membros da comunidade formada, impedindo o acesso a fontes de informagdo epistémi-
cas externas. Assim, as cdmaras de eco funcionam sistematicamente para formar padroes
ideoldgicos disfuncionais que impedem os integrantes da camara de eco de se envolverem
em buscas informativas além da sua comunidade intelectual. Além de impedir o acesso
a informacdo, os mecanismos envolvidos na formacao das ciAmaras de eco desacreditam
ativamente informacdes externas a camara. Como consequéncia, hd um desequilibrio
epistémico que poderia implicar apenas em omissdo de pontos de vista contrdrios, mas
que, devido a formagdo da camara de eco, implica em uma desconfianca preventiva ide-
oldgica dando origem ao aprisionamento dos individuos em camaras de eco [Donkers e
Ziegler, 2021].

Algumas redes sociais, como Reddit> e Gab?, facilitam o processo de formacdo
de camaras de eco, uma vez que sdo naturalmente organizadas em comunidades relacio-
nadas a um determinado tema. Recentemente, o Whatsapp divulgou o desenvolvimento
da funcionalidade Whatsapp Comunidades capaz de agregar varios grupos em um mesmo
espaco compartilhado®. Paralelamente, o Twitter langou a Roda do Twitter”, um recurso
que permite que o usudrio selecione a audiéncia do conteuido a ser publicado, podendo
encaminhd-lo somente a um grupo limitado e editdvel de amigos. Embora almejem faci-
litar a comunicacao, tais recursos reacendem preocupagdes sobre 0s potenciais impactos
nocivos da divulgacdo de conteidos em ambientes virtuais segregados, ajudando a inten-

IDisponivel em https://www.kaspersky.com.br/blog/pesquisa-infodemia-impactos-vida-digital/17467/.
Disponivel em https://www.reddit.com/.

3Disponivel em https://gab.com/.

“Disponivel em https://blog.whatsapp.com/sharing-our-vision-for-communities-on-whatsapp.
Disponivel em https://help.twitter.com/pt/using-twitter/twitter-circle.
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sificar o viés de confirmagdo. Outro facilitador normalmente utilizado pelas plataformas
de redes sociais € o algoritmo de recomendagdo, que fornece aos usudrios mais do mesmo
contetido consumido com base em seus comportamentos passados para moldar a prefe-
réncia futura. Os usudrios tendem a aceitar as recomendacdes e, adicionalmente, buscam
ativamente mais informacdes sobre o contetido de interesse, devido ao viés de confirma-
cdo. Os algoritmos de recomendag¢do também podem usar a popularidade de um contetudo
como indicativo de qualidade ou de preferéncia pessoal por um determinado conteudo. No
entanto, essa métrica de engajamento pode vir as custas da diversidade de opinides [Sa-
sahara et al., 2021]. Assim, o viés de confirmacdo e os algoritmos de recomendacdo criam
uma espiral de auto-reforco. Como consequéncia, o ciclo de feedback entre algoritmos de
recomendacdo e a psicologia humana eventualmente leva a uma camara de eco que muda
a visdo de mundo dos usudrios [Alatawi et al., 2021].

Um exemplo prético e preocupante das consequéncias da formagao de ciAmaras de
eco € o agravamento da polarizagdo politica nos dltimos anos no mundo. Devido ao me-
canismo de auto-refor¢o, as camaras de eco ideoldgicas formadas alimentam ainda mais a
polarizacdo ao ampliar as lacunas de conhecimento entre grupos dispares. Recentemente,
Fletcher et al. avaliaram o nimero de pessoas em camaras de eco de noticias politica-
mente partiddrias, abrangendo diferentes paises europeus e os Estados Unidos. O estudo
focou na contabilizacdo de pessoas que usam apenas fontes de noticias online tendenci-
osas, sejam de esquerda ou de direita. Os resultados obtidos mostraram que no Reino
Unido, cerca de 2% do publico pesquisado integra uma camara de eco inclinada para a
esquerda, enquanto que cerca de 5% participam de uma camara de eco inclinada para a
direita. Tais proporcdes sdo semelhantes aos demais paises analisados, com excecdo dos
EUA, onde estima-se que mais de 10% dos entrevistados confiam apenas em fontes de
noticias partiddrias [Fletcher et al., 2021].

O objetivo deste minicurso € apresentar os principais algoritmos, técnicas e métri-
cas que auxiliam na caracterizacdo estrutural e detec¢do de camaras de eco (echo cham-
bers) em redes sociais online. Diante das abordagens existentes de detec¢do de camaras
de eco, este minicurso foca na abordagem topoldgica. Essa abordagem explora a propa-
gacdo do conteudo entre os usudrios e o padrao topoldgico de conexdo entre eles para
determinar a existéncia de uma comunidade. A Figura 1.1 ilustra o roteiro do minicurso,
cujo foco estd no processamento e detec¢do de camaras de eco em redes sociais.

O restante do capitulo estd estruturado conforme expresso a seguir. A Secdo 1.2
descreve a metodologia utilizada. A Secao 1.3 define o fendmeno das camaras de eco e o
diferencia dos tépicos relacionados. As abordagens atuais de detec¢do de cadmaras de eco
sdo discutidas na Secdo 1.4. As estratégias de criacdo de uma base de dados para identi-
ficacdo correta de camaras de eco sdo apresentadas na Secdo 1.5. A Secdo 1.6 descreve
como as camaras de eco podem ser estruturadas, modeladas e caracterizadas utilizando
conceitos de redes complexas. As Secdes 1.7 e 1.8 explicam os processos para a transfor-
macao de textos e grafos em matrizes operdveis computacionalmente, respectivamente. A
Secdo 1.9 inclui uma descri¢cdo dos principais algoritmos de deteccdo de comunidade na
literatura para identificar camaras de eco. A Sec¢do 1.10 elenca os desafios e as solugdes
focadas no combate de camaras de eco. A Sec¢@o 1.11 apresenta uma atividade pratica de
identificac@o de camaras de eco. A Secdo 1.12 realiza as consideragdes finais do trabalho.
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Figura 1.1. Fluxograma do roteiro do minicurso. Visando apresentar em detalhes
o processamento e deteccao de camaras de eco sob uma perspectiva em grafos,
o minicurso inicia relatando a metodologia adotada. Depois apresenta-se a de-
finicao de camaras de eco seguida das diferentes abordagens de deteccao da
mesma. Posteriormente, debate-se que o estudo das camaras de eco pode ser
feito através de modelagem ou utilizando dados reais coletados e estruturados
em grafos. Em seguida, descreve-se as principais métricas para caracteriza-
cao das camaras de eco, bem como os métodos de vetorizacao e algoritmos de
deteccdo de comunidade. Além disso, sdo discutidas métricas de avaliagao in-
trinsecas e extrinsecas. Vale ressaltar que a atividade pratica aborda todas as
etapas descritas neste roteiro, exceto aquelas em branco.

1.2. Metodologia

Neste minicurso, utiliza-se a metodologia PRISMAS (Preferred Reporting Items
for Systematic Reviews and Meta-Analyses) para realizar uma revisao sistemadtica da lite-
ratura a fim de identificar e recuperar estudos relevantes publicados em periddicos revisa-
dos por pares e anais de conferéncias.

A pesquisa bibliogréifica € conduzida através de uma busca por palavras-chave
claramente definidas na base de dados académicos online Dimensions’. A escolha do Di-
mensions justifica-se pela sua capacidade de oferecer uma cobertura temporal e de fonte
de publicacao mais ampla do que o Scopus e Web of Science na maioria das areas, sendo
equiparavel em cobertura ao Google Scholar. O levantamento inicial foca em buscas bo-
oleanas usando as palavras-chave: “echo chamber”, em combina¢do com (AND) “social
media” (OR) “social network”. Ao buscar correspondéncias do conjunto de palavras-
chaves escolhido nos titulos e resumos dos estudos, a ferramenta retorna 500 resultados.
Todos os resultados sdo submetidos ao processo de avaliagao de elegibilidade detalhado
no diagrama de fluxo da metodologia PRISMA mostrado na Figura 1.2. Uma vez iden-
tificados, os 500 titulos sdo submetidos a uma etapa de triagem, onde sdo removidos
eventuais duplicatas (n=28), selecionando os 472 estudos tinicos. Ainda analisando os ti-
tulos e os resumos na etapa de triagem, uma segunda remocao € desempenhada com base
nos seguintes critérios de exclusio: i) conteido ndo escrito na lingua inglesa (n=18); ii)
capitulos de livro, livros, monografias e artigos curtos (n=77); iii) publicacdo em revistas
ou conferéncias de dreas outras dreas do conhecimento, tais como ciéncia politica, jorna-
lismo ou psicologia (n=197). Fundamentando-se nesses critérios de exclusdo, apenas 180
artigos prosseguiram para uma verificacdo mais detalhada, na qual o texto completo de
cada artigo € avaliado. Nesta etapa, sdo igualmente excluidos artigos sem acesso aberto
(n=52) e artigos cuja proposta ndo é diretamente relacionada a camaras de eco (n=53).

®Disponivel em https://www.prisma-statement.org/.
"Disponivel em https://www.dimensions.ai/.
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Dessa verificacdo em profundidade restam 75 estudos aptos a serem analisados qualitati-
vamente. Contudo, por questdes de espago, este minicurso seleciona e analisa 30 artigos.

Registros Identificados através da Pesquisa na
Base de Dados Dimensions (n=500)

Combinacao de Palavras-chave Pesquisada:
"echo chamber" AND "social media" OR "social network"

— Duplicatas (n=28)

Y

Registos Excluidos apos

Registros Selecionados apoés Remocao Triagem (n=292)

de Duplicatas (n=472)
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Triagem
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—
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Figura 1.2. Fluxograma da metodologia Prisma aplicada ao tema abordado no
minicurso: camaras de eco. Para formar um conjunto inicial de artigos a respeito
do tema, realiza-se uma pesquisa bibliografica na base de dados Dimensions
utilizando palavras-chaves especificas. Seguindo varios critérios de exclusao,
seleciona-se apenas os artigos cientificos publicados em inglés e estritamente
alinhados com o tema e com metodologias computacionais.

1.3. Caracterizacao das Camaras de Eco

As camaras de eco ndo possuem uma definicdo unica e consensual na literatura.
Apesar da multiplicidade de definicdes, em um sentido mais amplo, as cdmaras de eco
sdo definidas como uma rede ativa de usudrios, na qual ideias semelhantes sdo ampli-
ficadas ou reforcadas por meio de um processo de compartilhamento repetitivo de uma
mesma ideia, blindando-a de refuta¢do [Morini et al., 2021]. Diante dessa definicdo,
caracteriza-se uma camara de eco em relagdo a trés aspectos: 1) a composicao estrutural,
ii) o conteido divulgado e iii) o comportamento de seus integrantes perante refutacao.
Nas redes sociais online, as cdmaras de eco organizam-se na forma de uma rede de co-
municagdo altamente conectada, composta por diferentes tipos de usudrios, porém com
posicionamentos ideoldgicos semelhantes. Dentro das camaras de eco, hd uma preva-
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léncia pelo compartilhamento de contetddos extremamente unilaterais € muito aderentes
as posturas e opinides dos usudrios que a integram. Essa ressonancia de informacio no
interior de camaras de eco € igualmente acompanhada por uma tatica ativa de descredi-
bilizacdo e exclusao de quaisquer fontes ou opinides externas ou divergentes. Na prética,
quando expostos a fatos que desafiam suas crencas, os membros de camaras de eco ra-
pidamente os rejeitam ja que ndo fortalecem seus posicionamentos originais. Tal atitude
reativa a contra-evidéncias € descrita pelo efeito backfire [Alatawi et al., 2021], que re-
sulta em membros acreditarem em informacao ilegitima, mesmo apds a apresentacao de
evidéncias de inverdades.

A definicdo de cAmara de eco confunde-se comumente com a de outro fendmeno
relacionado, a bolha de filtro (filter bubble). Embora a bolha de filtro também restrinja
o acesso a informagao de seus integrantes, o isolamento observado nas bolhas de filtro é
derivado do uso de um conjunto extremamente restrito de recomendacdes. Normalmente,
essas sugestdes sdo automaticamente realizadas pelos chamados sistemas de recomenda-
cdo, empregados em redes sociais online. Esses sistemas de recomendagdo consistem
em algoritmos que inferem os interesses ou preferéncias do proprio usudrio por meio da
andlise de dados subjacentes ao uso da rede, tais como comportamento de cliques, his-
térico de compras ou registro de pesquisas [Ge et al., 2020]. Como a superabundancia
de informagdes seria esmagadora para qualquer usudrio, os sistemas de recomendagdo
tém o papel fundamental de personalizar o fluxo de informagdes, selecionando e exibindo
somente o conteido mais relevante para cada usudrio. As redes sociais exigem uma quan-
tidade adequada de diversidade para permitir a soberania informacional de seus usudrios.
No entanto, a imposicao de filtros personalizados nas informacdes pode exacerbar a frag-
mentacao, criando ciclos de feedback degenerados, nos quais a amplitude da informacao
€ cada vez mais reduzida ao longo do tempo [Donkers e Ziegler, 2021].

Comparativamente, a bolha de filtro apresenta uma estrutura relativamente mais
fragil que a camara de eco, uma vez que sdo permissivas a fontes externas relevantes. Ao
contrério da descredibilizacdo adotada nas camaras de eco, as fontes externas sdo normal-
mente ignoradas por motivos involuntdrios do usudario. Diferentemente das camaras de
eco, a exposi¢ao dos usudrios em bolhas de filtro a informacdes ou argumentos relevan-
tes, ndo experienciados antes, permite liberta-los de suas bolhas [Nguyen, 2020]. Embora
menos potencialmente danosas, a superpersonalizacdo intencional de uma bolha de fil-
tro pode eventualmente confinar usudrios em camaras de eco. Outro termo relacionado,
o gatekeeping, traduz-se como uma pratica de filtragem de informacao tradicionalmente
executada por fontes mididticas. Quando essa pratica é executada por usudrios, esses
passam a ser intitulados como gatekeepers. Os gatekeepers consomem contetido de mul-
tiplas visdes ideoldgicas, porém reproduzem ou disseminam conteddos relacionados a
uma unica visao [Garimella et al., 2018a].

A organizacao dos usudrios em grupos homogéneos estd intimamente atrelada ao
conceito de homofilia, ou seja, a tendéncia dos individuos de se associarem a outros
semelhantes. Essa semelhancga ou similaridade social pode ser classificada em: i) homo-
filia de status, relacionada ao agrupamento de pessoas com base em suas caracteristicas
semelhantes atribuidas (sexo, raca ou etnia) ou adquiridas (educagdo ou religido); e ii)
homofilia de valor, que envolve agrupar pessoas semelhantes com base em seus valores,
atitudes ou crencas. Dependendo da ideologia atrelada, a camara de eco pode ser for-
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mada devido a homofilia de status, homofilia de valor ou ambos. As plataformas de redes
sociais afrouxaram as fontes basicas de homofilia, como a geografia, permitindo que os
usudrios vinculem relacionamentos homdéfilos em outras dimensdes, como raga, etnia,
sexo, género e religido [Colleoni et al., 2014, Alatawi et al., 2021].

As camaras de eco podem tornar os usudrios de midia social mais vulnerdveis a
esse tipo de manipulacdo. A estrutura da cadmara de eco pode contribuir para a dissemi-
nacdo de noticias falsas de diversas formas. Em camaras de eco, as pessoas sdo repe-
tidamente expostas a informacdes homogéneas. Além disso, a selecdo de informagdes
consistentes com as crencas e a prevencdo de informagdes contrdrias ou contrastantes as
crengas reforcam a confianga nas opinides minoritarias, como noticias fabricadas, mesmo
na presenca de evidéncia contraria preponderante. A estrutura da camara de eco também
pode induzir a uma convergéncia rapida e prematura para solugdes sub-6timas de proble-
mas complexos. Ademais, o limiar para perceber um contetido como novo pode ser menor
dentro das camaras de eco em virtude da reduzida diversidade de pontos de vista aos quais
as pessoas estdo expostas. As tentativas de captura de atencao sdo desempenhadas pelo
uso de conteudo inflamatério, polémico, ou emocional [Tornberg, 2018].

Além das noticias falsas, as cdmaras de eco criam uma estrutura que potencializa a
crencga de que alguma organizacgdo secreta, mas influente, se retine em acordo secreto a fim
de alcancar um objetivo malévolo. Na pratica, as teorias conspiratérias sio tentativas de
explicar as causas finais de eventos e circunstincias sociais e politicas significativas. Seus
adeptos usam as redes sociais para se encontrarem, disseminarem conteidos conspiraté-
rios e compartilharem pontos de vista marginais. As teorias da conspiracdo expressam e
amplificam ansiedades e medos de perder o controle da ordem religiosa, politica ou so-
cial. Na literatura cientifica, diversos trabalhos debru¢cam-se sobre o estudo das cdmaras
de eco considerando a disseminac¢do de teorias conspiratérias em seu interior [Del Vicario
et al., 2016, Bessi, 2016]. Com o objetivo de esclarecer e evitar o intercambiamento equi-
vocado, a Tabela 1.1 condensa as defini¢des dos principais termos e conceitos associados
as camaras de eco.

1.3.1. Trabalhos Relacionados

Na literatura cientifica, o estudo de camaras de eco € frequentemente associado
a outros assuntos relacionados, dentre eles: a controvérsia ou polarizacao ideoldgica, a
disseminacdo de conteddo falso, a modelagem de opinido, a homofilia e sistemas de re-
comendacdo. Dentre esses trabalhos, Cossard et al. analisam no Twitter o debate sobre
vacinagdo tendo como premissa a existéncia de camaras de eco [Cossard et al., 2020]. Ao
caracterizar e distinguir usudrios em grupos de acordo com seus posicionamentos defen-
sivo ou cético sobre vacinas, as caracteristicas relacionais e textuais aplicadas a algoritmos
de classificacdo. Resultados qualitativos apontam que céticos e os defensores da vacina-
cdo residem em suas proprias camaras de eco e tém preferéncias por fontes de informacgao
excludentes entre si. Visando promover a redu¢do da controvérsia em redes sociais, Ga-
rimella et al. investigam técnicas algoritmicas para interligar usudrios de cAmaras de eco
isoladas [Garimella et al., 2017]. Ao empregar uma métrica de quantificacdo de contro-
vérsias, o modelo proposto busca pelas chamadas pontes, conexdes entre usudrios que
minimizem essa métrica. Partindo da hipdtese de que usudrios localizados na borda de
uma camara de eco estdo menos fechadas a diferentes opinides, espera-se que conteidos
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Tabela 1.1. Definic6es dos termos e conceitos associados a camaras de eco.

Termos Definicao
Estruturas sociais que excluem sistematicamente as fontes de
Camaras de Eco informacao nio necessariamente por omissao, mas por aciao
deliberada.
Ambiente social superpersonalizado derivado da filtragem
Bolha de Filtro excessiva de informacao, praticada automaticamente por
sistemas de recomendacao.
. Algoritmos que inferem os interesses ou preferéncias do préprio
Sistemas de . . o X
~ usudrio por meio da andlise de dados subjacentes ao uso da rede,
Recomendagao o . .
exibindo em um contetdo personalizado.
. Pratica de filtragem de informagao tradicionalmente executada
Gatekeeping g
por fontes de midia.
Conceito psicoldgico relacionado a tendéncia dos individuos de
Homofilia se associarem a outros com caracteristicas ou valores
semelhantes.
Viés de Conceito psicoldgico relacionado a tendéncia dos individuos
~ procurarem e privilegiarem o recebimento de informacdes que
Confirmagdo . .
refiram seus pontos de vista existentes.
Noticias comprovadamente inveridicas, criadas e disseminadas
Noticias Falsas intencionalmente para confundir ou descredibilizar algo ou
alguém.
Teorias de Crenga na existéncia de que alguma organizacdo secreta, mas
.. influente, se reine em acordo secreto a fim de alcancar um
Conspiragdo . B
objetivo malévolo.

enviados de fora da camara de eco possam ser recebidos e eventualmente endossados pelo
usudrio que o recebeu.

Ge et al. investigam a formacdo e os efeitos de camaras de eco em sistemas de
recomendacdo de plataformas e-commerce [Ge et al., 2020]. Empregando uma base de
dados real formada pelo historico de acesso web dos usudrios, os autores distinguiram es-
ses usudrios em grupos com base na frequéncia que estes aceitam, ou ignoram, produtos
recomendados. A andlise temporal dos resultados sugere que as camaras de eco apresen-
tam um impacto maior sobre o comportamento de clique do usudrio, enquanto que tém sua
influéncia mitigada sobre comportamentos de compra. Tentando prevenir a superperso-
naliza¢d@o dos sistemas de recomendacgdo, Dash ef al. apresentam um framework baseado
em redes para auditar de sistemas de recomendacgao [Dash et al., 2019]. Em particular, os
autores quantificam duas propriedades principais, a diversidade das recomendacdes for-
necidas pelos sistemas de recomendacao e o grau de segregacao e polarizacao de informa-
coes fornecidas aos usudrios. A proposta € especialmente adequada para uso por auditores
terceirizados, uma vez que independe da disponibilidade de informag¢des sobre a intera-
cdo entre usudrio e item. Com um objetivo mais especifico, Cinus ef al. visam avaliar
a contribuicdo dos sistemas de recomendacao de pessoas no aumento ou diminui¢cdo das
camaras de eco [Cinus et al., 2022]. Diferentemente dos tradicionais, os sistemas de re-
comendacdo de pessoas dedicam-se a geracao de sugestdes de amizade contendo pessoas
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que compartilham os mesmos interesses, ou 0 mesmo grupo de amigos, que o0 usudrio.
Ao combinar um modelo de dinAmica de opinido com um algoritmo de recomendacgdo de
pessoas, a proposta é capaz de simular o comportamento de individuos mudando de opi-
nido como consequéncia de suas interacdes com sua vizinhanca. Resultados mostraram
que, caso haja uma homofilia inicial considerdvel na rede, as recomendacdes de pessoas
podem efetivamente contribuir para a inclusdo de novos usudrios em camaras de eco.

Outros trabalhos visam tragar relagdes de causa e efeito entre camaras de eco e
disseminacdo de contetido falso. Com esta finalidade, Tornberg modela a disseminagao
de noticias falsas nas midias sociais atribuindo a cada usudrio um limite que descreve o
quao dificil € convencé-lo sobre uma determinada narrativa [Tornberg, 2018]. Caso uma
fracdo suficientemente grande de seus vizinhos espalhe um mesmo contetido, o usudrio
€ convencido e replicard o contetido. O modelo revela que as noticias originadas no in-
terior de camaras de eco tém uma maior dissemina¢do do que quando comparado a uma
rede sem grupos definidos. Além disso, mostra-se que a simples reunido de usudrios com
visdes homogéneas pode ser suficiente para aumentar a prevaléncia de desinformacao,
tendo em vista que a viralidade é diretamente proporcional a homofilia da rede. De forma
similar, Bessi et al. conduzem uma anélise quantitativa minuciosa para investigar a con-
sumo e propagacao de diferentes assuntos de teorias da conspiracdo dentro de camaras de
eco no Facebook [Bessi et al., 2015]. Ao coletar e analisar as curtidas, compartilhamen-
tos e comentdrios dos usudrios, revela-se que os diferentes assuntos conspiratorios sao
consumidos de maneira semelhante pelos usudrios de caAmaras de eco. A Unica divergén-
cia estd no tempo de atividade, ou seja, o intervalo temporal entre o primeiro e o dltimo
comentério de cada usudrio. Em especial, usudrios polarizados em assuntos relacionados
a geopolitica s@o mais ativos nos comentarios.

Em contrapartida, a modelagem psico-linguistica explora as cinco dimensdes ba-
sicas que compdem a personalidade humana para identificar o comportamento dos indi-
viduos envolvidos em narrativas de apoio dentro de camaras de eco. As cinco dimensodes
basicas sdo: extroversdo, estabilidade emocional, amabilidade, consciéncia e abertura.
Uma das abordagens existentes, intitulada reconhecimento de personalidade ndo supervi-
sionada, executa uma série de correlagdes estatisticamente significativas entre os tracos
de personalidade e as caracteristicas linguisticas extraidas por meio de técnicas de Pro-
cessamento de Linguagem Natural (PLN) [Bessi, 2016].

1.4. Abordagens de Deteccao de Camaras de Eco

Atualmente, as abordagens de detec¢ao de camaras de eco distinguem-se em duas
grandes classes de abordagens, a baseada em ideologia e a baseada em topologia de rede.
A abordagem baseada na ideologia infere a existéncia de um ambiente virtual polari-
zado ao analisar semanticamente a inclinacdo do contetido compartilhado ou consumido
por um usudrio [Alatawi et al., 2021]. Internamente, essa andlise semantica visa medir
a similaridade, ou distancia, entre representacdes vetoriais do texto compartilhado, seja
esse derivado de comentdrios, postagens, noticias ou mensagens. Tais representacdes ve-
toriais podem ser obtidas por meio de modelos simples como Frequéncia do Termo —
Inverso da Frequéncia nos Documentos (Term Frequency—Inverse Document Frequency,
TF-IDF), ou por meio de algoritmos de incorporagdo de palavras (word embeddings), que
empregam redes neurais treinadas com grandes volumes de dados textuais. Algoritmos



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

como GloVe e Word2Vec sao capazes de embutir a semantica das palavras em vetores de
baixa dimensdo, densos e de tamanho fixo, garantindo que sindnimos ou palavras mini-
mamente relacionadas sejam mapeados em vetores similares [de Oliveira et al., 2021b].
Essa representacao vetorial individualizada das palavras € especialmente empregada na
deteccao de noticias falsas, um conteddo frequentemente divulgado em camaras de eco.

A deteccdo de camaras de eco segundo a abordagem baseada em topologia de
rede explora os padrdes de propagacdo de contetido entre os usudrios. Normalmente, a
abordagem topoldgica inicia com a extracdo de metadados de usudrios participantes de
um debate controverso nas redes sociais. Em posse dos metadados, é possivel inferir os
posicionamentos de cada usudrio a respeito do topico selecionado, bem como construir
estruturas em grafos que representem as interagdes digitais entre eles. Dentre as vanta-
gens dessa estruturagdo em redes de usudrios estdo: i) a possibilidade de revelar padroes
estruturais caracteristicos de cAmaras de eco por meio de métricas de redes complexas; e
ii) a identificacdo de grupos de usudrios homogéneos a partir da aplicacdo de algoritmos
de detec¢cdo de comunidades [Alatawi et al., 2021].

Morini et al. introduzem a visdo de classificacdo das camaras de eco de acordo
com a escala da deteccdo. Nessa visdo, as chamadas camaras de eco de microescala
sdo delimitadas avaliando o comportamento online de usudrios singularmente, fato que
acarreta a perda de sua dimensdo agregada. Alternativamente, as cimaras de eco de ma-
croescala sao delimitadas considerando a rede de interacdo dos usudrios em um nivel
mais amplo, ou seja, analisando o grafo como um todo. Contudo, este tipo de ciAmara
de eco pode ignorar eventuais diferencas dentro de determinadas dreas da rede. Uma ter-
ceira classificagdo expressa que as camaras de eco de mesoescala podem ser identificadas
como apenas um subconjunto de nds na rede geral. Isso implica que, na rede geral de
debates, é possivel encontrar diversas camaras de eco com a mesma inclina¢ao ideol6-
gica [Morini et al., 2021]. A Tabela 1.2 apresenta vdarios trabalhos relacionados ao estudo
de camaras de eco, distinguindo-os segundo a abordagem adotada e o tipo da camara de
eco detectada.

1.5. Construcao da Base de Dados

A construcdo de uma base de dados potencialmente relacionada as camaras de eco
inicia-se com a selecdo de um tépico controverso. Independente do dominio de conhe-
cimento, a discussdo sobre questdes duais propiciam a polarizacao de opinides e podem
transformar atitudes divergentes em extremos ideoldgicos. Questdes controversas sao
igualmente debatidas tanto no ambito offline quanto no online. Contudo as plataformas
de redes sociais online sao provavelmente o espaco aberto mais utilizado para discussoes.
Essas plataformas possuem estrutura e funcionalidades que facilitam a identificagdo de
debates online sobre uma ampla gama de questoes diferentes. Plataformas como o Twitter,
Instagram e Facebook permitem que os usudrios incluam em suas postagens ashashtags,
que sdo palavras, ou frases sem espacamento, prefixadas com o caractere cardinal “#”.
Embora tenham sido originalmente idealizadas para indexar as postagens dos usudrios,
as hashtags atualmente comportam-se como um termOmetro de eventos sociopoliticos,
comerciais e culturais. Visto que as hashtags, assim como qualquer outra manifesta-
cdo textual, expressam os interesses, opinides e crencas dos seus autores, elas podem ser
usadas como ponto de partida para encontrar grupos de usudrios com posicionamentos se-
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Tabela 1.2. Trabalhos relacionados a modelagem, caracterizacao, quantificagao
ou deteccado de camaras de eco.

Abordagem Tipo de Camara de Eco
Topolégica| Ideolégica | Microescala | Mesoescala | Macroescala

[Bakshy et al., 2015]
[Zollo et al., 2017]
[Morini et al., 2021]
[Conover et al., 2011]
[Barbera et al., 2015]
[Cossard et al., 2020]
[Villa et al., 2021]
[Williams et al., 2015]
[Sasahara et al., 2021]
[Bessi, 2016]
[Garimella et al., 2018a]
[Morales et al., 2021]
[Cinelli et al., 2021]
[Zannettou et al., 2018]
[Cota et al., 2019]
[Baumann et al., 2020]
[Gillani et al., 2018]
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melhantes sobre um determinado assunto [de Oliveira et al., 2021a]. De forma diferente,
plataformas como Reddit e Gab sdo organizadas como féruns virtuais que restringem o
debate por temas de interesse, tirando o foco das hashtags. No Reddit tais comunidades
de interesse sdo chamadas subreddits. Para coletar os dados oriundos dessas redes de
forma automatica, algumas plataformas disponibilizam APIs, como o TwitterS. Além de
utilizar a API prépria da plataforma, € possivel utilizar cédigos terceirizados desenvol-
vidos no formato de APIs, como no caso do Reddit e do Gab®. A Tabela 1.3 traz uma
compilacdo de bases de dados presentes na literatura sobre camaras de eco ou qualquer
tépico relacionado, como polarizacao politica e bolhas de filtro.

1.6. Estruturacio e Modelagem de Camaras de Eco

A Andlise de Redes Sociais (Social Network Analysis - SNA) compreende a inves-
tigacdo de relagdes ou fendmenos sociais por meio do uso de grafos, que sdo estruturas
matemdticas compostas por vértices e arestas. Um grafo &4 = (¥, &) possui |¥| vérti-
ces (ou nés) interligados por |&| arestas. Os grafos séo orientados quando a rela¢do entre
dois nds € unidirecional e, portanto, para que V; € ¥ esteja conectado a V; € ¥ e v; esteja
conectado a v; devem existir duas arestas {&; j,€j;} € &. Se o grafo é ndo orientado, a
relagdo entre nds € bidirecional, e apenas uma aresta €; ; € & precisa existir entre v; € V;
para que estejam conectados entre si. As arestas, sejam bidirecionais ou unidirecionais,
podem possuir pesos ndo unitdrios w; ; € #/, transformando os grafos em grafos ponde-
rados 4 = (¥, &, ). Os pesos representam a intensidade da ligagdo entre os pares de
nés adjacentes.

8Disponivel em https://developer.twitter.com/en/docs/twitter-api.
Disponivel em https://github.com/pushshift/api.
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Tabela 1.3. Base de dados

Plataforma Tépico #P #U Periodo
[Bessi, 2016] | Facebook | Concia e Teomas |y} 5o | 50102014
Conspiratdrias
[Del Vicario Ciéncia e Teorias
et al., 2016] Facebook Conspiratérias 271k | ND 2010-2014
[Garimella e . Orientago | Ny | 140M | 2009-2016
Twitter Politica
Weber, 2017] Orientaca
0S99 2bi | 679k | 2007-2016
Politica
. Controle de g |7 5k 2016
[Garimella Twitter Armas
et al., 2018a] Politica de Satide 30M | 8.7k 2015
(obamacare)
Legalizaggodo | 50\ p | 5 gy 2016
Aborto
[Cossard 1 1iver Vacinagio | 818k | 102k | 2018-2019
et al., 2020] §
[Cota et al., . Orientagdo
2019] Twitter Politica 12M | 285k 2016
[Gillani . Orientacdo
et al., 2018] Twitter Politica ND | 1.IM 2016
[Barbera ) Politica, Esporte
et al., 2015] Twitter e Entretenimento 150M| 3.8k 2012-2014
[Morini Olglce)lri’:?cg; ° 431 72k
t al., 2021] Reddit Controle de 2017-2019
o at, 180k | 65k
Armas
Dlscrlmlnqgao de 273k | 59K
Minorias
Reddit Orientagao | 355 | 540
[Cinelli Politica
. Personalidade 2017
et al., 2021] Reddit (the donald) 1.2M | 138k
Reddit Noticias 723k | 179k
Gab ND 13M | 165k
[Zannettou
et al., 2018] Gab ND 22M | 336k | 2016-2018

ND representa informacdes ndo disponibilizadas pelos autores.

As redes sociais online sdo representadas e modeladas matematicamente como
redes complexas, i.e., grafos detentores de um grande nimero de nés e interligados por
meio de uma topologia complexa, podendo esses grafos serem orientados ou ndo, depen-
dendo do tipo de relagdo entre nés. Por exemplo, em uma rede social como Twitter ou
Instagram os grafos que representam a conexdo entre pessoas € orientado. A pessoa v;
pode seguir a pessoa V; sem que a pessoa V; siga a pessoa ;, existindo, assim, apenas a

#P representa o nimero de postagens.
#U representa o niimero total de nds.
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(i) I
| T r——, . Ty |

Figura 1.3. Principais eventos na evolucao de comunidades ao longo do tempo:
(i) crescimento, (ii) contracao, (iii) mesclagem, (iv) divisdo, (v) nascimento e (vi)
morte. Adaptado de [Barabasi, 2016].

aresta &; ;. Isso implica que v; recebe o conteudo de v}, mas o inverso nio € verdade. Em
uma rede social como Facebook, para que duas pessoas estejam conectadas, elas precisam
ser amigas uma da outra, de forma que ha uma relacao bidirecional entre todos os nds que
fazem parte dessa rede. Assim, o grafo da rede para essa representacao de conexao entre
pessoas € nao orientado e todas as arestas representam uma relacdo bidirecional em que
v; recebe conteudo de v; e vice-versa.

O problema abstrato de identificar camaras de eco em redes sociais € tratado
na abordagem topoldgica como um problema de identificar comunidades em um grafo.
Na teoria de redes complexas, define-se uma comunidade como um subconjunto de nds
densamente conectados entre si e esparsamente conectado aos demais nos [Yang et al.,
2016, Terren e Borge-Bravo, 2021]. Em uma rede estatica, a topologia ndo se altera ao
longo do tempo, facilitando a aplicacio direta de algoritmos classicos de deteccao de co-
munidades. Porém, essa estruturacdo estdtica ndo € suficientemente capaz de retratar a
natureza evolutiva de sistemas reais, como a criacdo de novos vinculos com outras pes-
soas € a extingdo de antigos vinculos, o que representaria, por exemplo, novas amizades e
o término de antigas amizades. Assim, devido a dinamicidade das redes sociais, a topolo-
gia da rede varia ao longo do tempo e a rede estédtica ndo € a melhor representacdo. Nesse
sentido, € valido utilizar representacdo de redes temporais para modelar a rede social em
observacdo. As redes temporais tém uma topologia varidvel no tempo, em que nds e ares-
tas podem estar ativos ou ndo, dependendo do instante de observacao. Ao lidar com redes
temporais, seis principais eventos podem ocorrer com as comunidades entre os tempos de
observacdo ¢ e t + 1, conforme retratado na Figura 1.6. O (i) Crescimento ocorre quando
ha um aumento do tamanho de uma comunidade entre os tempos de observacdo. A (ii)
Contragdo ocorre se houver diminuicao do tamanho da comunidade. Duas ou mais comu-
nidades podem ser unidas, incorrendo o evento de (iii)) Mesclagem. De forma contréria,
uma comunidade pode ser separada em duas ou mais comunidades pelo evento da (iv) Di-
visdo. Por fim, podem ocorrer o (v) Nascimento, quando uma comunidade aparece pela
primeira vez, e a (vi) Morte quando uma comunidade desaparece.

Existem trés modelos principais para representacdo de redes temporais:
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* Sequéncia de Contato, redes cujas arestas existem por um tempo desprezivel e sao
representadas como um conjunto de sequéncia de contato (i, j,7) em que i e j s30
nos, t € o carimbo de tempo do contato;

* Grafo de Intervalo, redes que registram a duracio dos periodos de atividade da
uma aresta e através um conjunto de intervalos T, = (¢1,#})...(t,,1,);

* Séries de Instantaneos, rede segmentada em um conjunto de janelas de tempo
sequenciais (e.g. snapshot) em que contatos em uma janela de tempo sdo agre-
gados em arestas. A evolugdo da rede temporal pode ser estudada através desses
snapshots.

Embora as redes temporais de sequéncia de contato ¢ grafo de intervalo preservem as
informagdes temporais, esses modelos t€ém uma andlise mais complexa e dependem da
aplicacdo de novas metodologias e algoritmos. A rede temporal representada por uma
série de instantaneos reduz a complexidade da andlise, permitindo o uso de métodos de
pesquisa de redes estaticas de forma independente em cada snapshot. Contudo, a prin-
cipal limitacdo do modelo instantaneo é a indeterminag¢do quanto ao tamanho 6timo do
grafo para quaisquer andlises. Na prética, a escolha do tamanho adequado depende de
uma profunda compreensdo da rede em questdo, sendo vital para evitar a particulariza¢ao
da andlise e a obten¢do de resultados dissonantes. Snapshots muito curtos podem nao
conter arestas suficientes agregadas em cada instantaneo, resultando em informagdes in-
completas. Por outro lado, o uso de snapshots muito longos pode mascarar detalhes da
evolugdo do grafo [Rossetti e Cazabet, 2018].

Mediante a coleta de dados, muitos autores costumam estruturar as camaras de
eco aproveitando-se dos dados nativos extraidos das plataformas de redes sociais. Com
o Twitter, por exemplo, pode-se empregar metadados descorrelacionados como retweets,
mengdes e seguidores para construir grafos relacionais. Esses grafos representam redes
semanticas em que os nds descrevem um determinado padrdo e as arestas descrevem a
relac@o entre os nos, ou seja, a relagdo entre os padroes [Meyer-Baese e Schmid, 2014].
Assim, as interagdes usudrio-usudrio, como seguir, repostar, bater papo e comentar entre
si, podem ser utilizadas para desvendar a difusdo de informacdes e a relagdo entre os
usudrios das redes sociais online. Uma rede de retweets pode ser reproduzida através
de um grafo relacional direcionado ponderado em que os nds representam o conjunto de
usudrios distintos € 0 peso de uma aresta do né v; ao n6 v; representa o nimero de vezes
que o usudrio v; reposta um tweet do usudrio v;. Essa mesma logica pode ser adotada
com plataformas que também disponibilizam o nimero de curtidas (/ikes) nas postagens,
como o Facebook. Similarmente, uma rede de menc¢do pode ser retratada por um grafo
relacional direcionado ponderado na qual os nds representam os usudrios € as arestas
representam as mengoes, ou seja, a acdo de incluir um nome de usudrio em um tweet.
O peso de uma aresta do nd v; a0 nd v; representa o nimero de vezes que 0 usudrio V;
menciona o usudrio v;. Finalmente, a rede de seguidores pode ser construida por meio de
um grafo relacional direcional na qual os nos representam usudrios € uma aresta do né v;
ao nd V; representa o usudrio v; seguindo o usudrio V.
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1.6.1. Métricas de Redes Complexas em Comunidades

O mapeamento das redes sociais em grafos permite interpretar cada cAmara de eco
como uma comunidade, podendo assim revelar caracteristicas estruturais latentes dessas
camaras a partir de métricas de redes complexas. Para o cdlculo da maioria das métri-
cas de redes complexas é necessario conhecer os conceitos de caminho, passeio, passeio
aleatorio e clique. Um caminho € definido como uma sequéncia ordenada de arestas que
unem nds adjacentes, sem repeticao dos nds. O tamanho desse caminho € definido pelo
ndmero de arestas atravessadas. O caminho mais curto, 5{f i entre um par de nds € aquele
que atravessa o menor numero de arestas possivel. De forma semelhante, um passeio
também € uma sequéncia ordenada de arestas que unem nés adjacentes. Contudo, em um
passeio, ndo h4 restricdo quanto a repeticdo de nds e de arestas na sequéncia ordenada.
J4 um passeio aleatorio € definido como um processo aleatdrio que parte de um no inicial
com destino a um né final. Em cada n6 a partir do no inicial, hd uma determinada proba-
bilidade de seguir para um dos nds adjacentes ao n6 atual. Ao alcangar o né final, existe
uma sequéncia ordenada de arestas que atravessa o grafo partindo do né inicial até o n6
final. A essa sequéncia gerada pelo processo aleatdrio dd-se o nome de passeio aleatdrio.
Assim como no passeio tradicional, pode haver repeticdo de vértices e arestas. Por fim,
um clique é um subconjunto de nés de um grafo nao direcionado em que quaisquer dois
noés distintos desse subconjunto sao sempre adjacentes, isto €, o subconjunto de nds é
totalmente conectado, formando uma malha completa.

Meétricas comumente utilizadas na analise de comunidades sdo a densidade, o
diametro, a assortatividade, e as diversas variacdes de centralidades [de Oliveira et al.,
2021a]. A densidade de um grafo, D(¥), indica quio denso um grafo é em termos de
conectividade de arestas e é medida em fun¢do do nimero total de arestas |&| e nds |7/
pertencentes ao grafo, conforme Equacdo 2. O didmetro é expresso pela méxima excen-
tricidade do grafo, ou seja, o maior dentre todos os caminhos mais curtos existentes entre
todos os pares de nds v; e v}, cujo comprimento é dado por 6*(v;, v;), em niimero de sal-
tos. Matematicamente, a excentricidade (%) é dada pela Equagdo 3. Assim, o didmetro,
d(¥), de um grafo, dado pela Equagdo 2, pode assumir valores inteiros no intervalo de
[1,00].

2|6 (1) d(¥) = maxe(v;) 2)

PO = =1 wes

e('l),') = 11);123;8*(1),-,1)]-) 3)

Quando transportado para o ambito de redes complexas, o conceito de homofi-
lia é representado pela métrica de assortatividade. Essa métrica, definida entre [—1, 1],
expressa a tendéncia de nds se conectarem a outros nds com valores semelhantes de
uma determinada caracteristica. Ao considerar o grau como caracteristica a ser avali-
ada, por exemplo, valores positivos de assortatividade indicam uma correlacao entre nds
de grau semelhante, enquanto valores negativos indicam relagdes entre nds de grau di-
ferente. Valores nulos traduzem a completa conexao entre todos os nés em um grafo.
Casos extremos, positivos ou negativos, mostram que o grafo exibe padroes de mistura
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entre ordenamentos perfeitos ou padrdes ndo ordenados, respectivamente [de Oliveira
et al.,, 2021a, Wandelt et al., 2020]. Adicionalmente, as diversas variacdes de centrali-
dade visam quantificar a importancia de cada n6 em um grafo. Essa importancia assume
diferentes sentidos dependendo do tipo de centralidade. Alguns dos principais tipos de
métricas cldssicas para calcular a centralidade sdo a proximidade, o grau, a intermediac¢ao
€ 0 autovetor.

* Centralidade de Grau (Degree) calcula a importancia de um né a partir do nimero
de arestas conectadas a ele. Assim, a centralidade de grau de um né € igual a
quantidade de arestas que ele possui. Em grafos orientados, o grau do né € medido
em termos de grau de entrada, que considera apenas o nimero de arestas incidentes
no nd, ou grau de saida, que considera apenas o nimero de arestas partindo do nd.
O grau relaciona-se com a popularidade do nd, ou quao bem conectado o n6 é.
Representa-se a centralidade de grau de um né v; por

Cdeg(vi) = deg(l),‘). )

* Centralidade de Proximidade (Closeness) relaciona-se a rapidez com que um né
alcanca todos os outros nés da rede. O calculo da centralidade de proximidade
(Cc(v;)) de cada n6 v; leva em consideragdo os caminhos mais curtos entre o U; e
todos os outros nds da rede. Matematicamente, a proximidade € dada por

-1

Ce(v) = —Z#,ﬁ*(vh o)’

&)

em que | 7| é o nimero total de nés e 6*(v;, v;) € a distdncia mais curta, em niimero
de saltos, entre o par de nés v; e v;. Naturalmente, a inexisténcia de uma conexado
entre V; e ; implica uma distancia 6" (v;, v;) = co. A utilizacdo de caminhos mais
curtos permite que a complexidade de tempo para computar a proximidade seja
O(|7||€]). Na pratica, quando usada em um grafo de usudrios, a centralidade
de proximidade mede efetivamente o quao proximo, em média, cada usudrio esta
de todos os outros usudrios em uma comunidade, ou seja, dentro de um grupo de
usudrios semelhantes que estdo densamente conectados.

* Centralidade de Intermediacao (Betweenness) reflete a fracao total de caminhos
mais curtos que passam por um nd, usando-o como ponte. Dado um grafo ¢,
conexo ou ndo, a centralidade de intermediacao (Cg) do n6 v; € definida como

Goy= Y 2 ©)

VAV AV, EY Ost

em que Oy (V;) representa o nimero de caminhos mais curtos do né vy para o né vy
que passam pelo né v; e oy € total de caminhos mais curtos do n6 vg para o né v;.
Dessa forma, a relagdo representa a propor¢cao de caminhos mais curtos entre Vg €
V; que passam por ;. Implicitamente a centralidade de intermediacdo relaciona-se
com o controle de fluxos ou de informag¢do que sao propagados pela rede. Quanto
mais central é o nd, maior a propor¢ao de caminhos mais curtos que passam por ele
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e, consequentemente, maior € o controle exercido sobre os fluxos que trafegam na
rede pelos caminhos mais curtos. Realizando buscas em largura, algoritmos podem

computar a centralidade de intermediagdo com uma complexidade de tempo igual
a o(|7]+1€)).

Centralidade de Autovetor (Eigenvector) mede a popularidade de um n6 ao con-
siderar a popularidade dos vizinhos desse né. Dessa maneira, o né mais central
segundo essa centralidade é aquele conectado a mais vizinhos populares. Consi-
derando um grafo ¢ com um matriz de adjacéncias A, a centralidade de autovetor
para o n6 v; é expressa pelo v;-€simo elemento do vetor x definido por Ax = Aaxx,

em que A,y € 0 escalar que representa o maior autovalor associado ao autovetor de
A.

Centralidade de Informacao (/Information) é uma variante da centralidade de pro-
ximidade. A centralidade de informacdo também é chamada de centralidade de
proximidade do fluxo de corrente. O valor da centralidade de informagdo de um
n6 € determinado com base no fluxo de informagdo presente em todos os possiveis
caminhos entre pares de nds. Essa métrica considera todos os caminhos existentes
entre os pares de nos no grafo. Computacionalmente, o célculo da centralidade de
informacao € custoso para grandes redes, visto que sua complexidade de tempo pos-
sui uma relagio ctibica com o numero de nés O(|#|). Matematicamente é definida

por
V4
cifoy = — )

ZUJE'V I(v;,v)

em que |#'| é o nimero de nés no grafo, 6*(v;, V) é o custo do caminho mais curto
entre v; e Vj, e I(v;,v;) = ¥, 1,(v;,v;) é o somatdrio da informagido medida em
todos os caminhos entre v; € V;. A informag¢do em um tnico caminho n € dada por
L,(v;,v;) = 1/68,(v;, ), em que 8,(v;, vj) € o tamanho do caminho n.

Centralidade de Katz indica a influéncia relativa de um n6 dentro de uma rede
medindo o nimero de vizinhos imediatos e de todos os outros nos da rede que se
conectam ao né em questao por meio desses vizinhos imediatos. Sendo uma gene-
ralizacao da centralidade de autovalor, a centralidade de Katz penaliza as conexdes
com vizinhos distantes através de um fator de atenuacdo ¢, tal que o < 1/Au4y.
Matematicamente, a centralidade de Katz de um né v; € denotada por

Ckaz(0) =& Y ajiCkarz(V)) + B, ®)

DjG“//

em que a;; € um elemento da matriz de adjacéncias A de um grafo cujos autovalores
sdo A, e o parAmetro 3 representa um peso relacionado aos vizinhos imediatos. O
célculo dessa centralidade tem a mesma complexidade computacional da centrali-
dade de informacao.

PageRank ¢ uma variante da centralidade de autovetor e foi originalmente criada
para ranquear a importancia de uma péagina web. PageRank contabiliza a quanti-
dade e a qualidade de links referindo-se a pagina [Page et al., 1999] para definir a
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importancia de uma pagina. A principal medida para estimar a importancia do n6 é
o grau de entrada. Essa métrica é frequentemente incorporada na andlise de grafos,
uma vez que pode ser utilizada para medir a popularidade de um né na rede. Dife-
rentemente da centralidade de Katz, nds com elevado PageRank nao t€m influéncia
tao significativa na importancia dos seus vizinhos. De maneira simplificada, pode-
se calcular o valor de PageRank de um né v; como

Z L)CPageRank(vﬁ + ,B, (9)

CPageRank(vi ) =«
VeV Cdeg ( Vj

em que a;; € um elemento da matriz de adjacéncias A, o € um fator de amorteci-
mento constante,  é um fator de personalizagdo constante e Cye(V;) € 0 grau de
safda do n6 v; se esse grau for positivo, ou Cgee (V) = 1 se o grau de saida for nulo.
A Equacdo 9 € definida de forma recursiva, visto que a andlise do PageRank de
determinado n6 depende do PageRank de todos os nds vizinhos. Destaca-se que a
vizinhanca entre dois nés exerce maior relevancia no calculo do PageRank se o n6
de origem possuir maior PageRank. Contudo, o PageRank de um né € impactado
negativamente proporcionalmente ao nimero de arestas partindo de si. O PageRank
mais alto pode ser interpretado como proporcional a probabilidade de o n6 espalhar
uma informacdo em sua comunidade.

Visando capturar a qualidade de uma comunidade localmente, a métrica de condu-
tancia remete a porcentagem de arestas que atravessam os limites de uma comunidade.
Comunidades bem definidas tendem a terem uma pequena condutancia, significando a
densa presenca de arestas internas a comunidade, enquanto que arestas externas sio es-
parsas. Assim, dado um grafo ¢ ndo direcionado e sua matriz de adjacéncias A, a condu-
tancia ¢ de uma comunidade % C ¥ pode ser calculada pela razdo expressa por

CK _ ZUiGCg,UjéCé)aiv_j
min{a(¢),a(€¢)}’

(10)

em que o numerador representa o nimero de arestas intercomunitarias € o denominador
representa o nimero total de arestas da comunidade. Os valores a(%) sdo dados por

Yoer Zuje"// a; j e a(€) por Zv,»gé% Zvje“// a; j. A condutincia do grafo é dada pela con-
dutancia minima de todas as possiveis comunidades ¢, dada por

¢(¥) = min ¢(%). (11)

c<Y

A pureza € uma métrica definida pelo produto das frequéncias dos rétulos mais
frequentes associados aos nés de uma comunidade. Cada né possui um ou mais rétu-
los que indicam a quais comunidades ele pertence. A pureza de uma comunidade € €
formalizada por

) = T " e (%) )

re# |Cg| ,
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em que Z é o conjunto de rétulos, r € # é um rétulo e r(v;) é uma funcdo indicadora que
assume valor 1 se r € Z(v;).

A partir dos valores de condutancia e pureza, Morini ef al. defendem que o risco
de uma comunidade ser efetivamente uma camara de eco pode ser medido através de
uma comparagdo com dois limiares, pg e @, arbitrativamente escolhidos de acordo com
o rigor da definicdo de camara de eco. Supondo uma escolha adequada dos limiares
e o cumprimento das condi¢des P(%) > po e ¢(%) < ¢p, pode-se que garantir que: i) a
maioria dos usudrios da comunidade compartilhe 0 mesmo rétulo ideoldgico; ii) a maioria
das arestas estd dentro dos limites da comunidade. Tais caracteristicas sdo frequentemente
associadas as ciAmaras de eco [Morini et al., 2021].

1.6.2. Métricas de Controvérsia em Comunidades

A interpretacdo de comunidades como camaras de eco tem como vantagem permi-
tir a aplicagao das métricas usadas para andlise e deteccdo de comunidades ja existentes.
Além disso, essa interpretacdo possibilita obter indicios da presenca das camaras de eco
por meio de duas propriedades: a controvérsia e a homogeneidade. Ambas as proprieda-
des quantificam, de forma complementar, a polarizacdo de um topico debatido entre usué-
rios de uma rede social. Na prética, a propriedade de controvérsia pode ser computada
utilizando diversas métricas, tais como Random Walk Controversy (RWC), Authoritative
Random Walk Controversy (ARWC), Displacement Random Walk Controversy (DRWC)
e Boundary Connectivity (BC).

A métrica Random Walk Controversy (RWC), originalmente proposta por Gari-
mella et al., considera duas comunidades 2" e % do grafo ¢4, tal que Z U¥ =7, ¢
Z N% =0. Além disso, sdo considerados dois passeios aleatérios, um terminando na co-
munidade 2" e o outro terminando na comunidade % [Garimella et al., 2018b]. Definida
no intervalo [0, 1], a RWC expressa a diferenca das probabilidades de dois eventos, um
considerando que ambos os passeios aleatérios comegam e terminam na mesma comuni-
dade, e outro assumindo que ambos os passeios aleatérios comecam de uma comunidade
e terminam na outra. Matematicamente, essa diferenca € computada por

RWC =Py 9Pyoy —PyoPy g, (13)

em que P, 4 representa a probabilidade condicional de um passeio aleatério comecar na
comunidade <7 e terminar na %, tal que <7, # € {Z,% }. Diante disso, espera-se que
quanto mais préximo do valor minimo, maior a probabilidade de migracdo para a outra
comunidade e menor a controvérsia do grafo. Por outro lado, quanto mais préximo do
valor mdximo, maior a probabilidade de permanéncia na comunidade original e conse-
quentemente € indicativo da presenca de controvérsia.

A métrica ARWC [Villa et al., 2021], proposta por Villa et al., é derivada da RWC,
mas distingue-se dela pelo fato de ndo adotar uma selecio completamente aleatéria dos
nds iniciais utilizados no passeio aleatério. A ARWC parte apenas dos intitulados nos
autoritativos. Tal classificacdo € atribuida a um conjunto de nés especificos do grafo, com
base na centralidade de grau dos mesmos. Essa alteracdao do ponto de partida permite cap-
turar a probabilidade de um usudrio casual, pertencente a uma determinada comunidade,
ser exposto ao conteudo disseminado por um né autoritativo da comunidade oposta. No
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calculo da ARWC, o passeio aleatério termina quando um né pertencente ao conjunto de
nods autoritativos de uma ou outra parti¢ao € alcancado.

Igualmente proposta por Villa et al., a métrica DRWC reflete a razdo entre o nui-
mero de passos, durante um passeio aleatério de comprimento fixo, que resulta em uma
mudanca de comunidade e o comprimento total do passeio [Villa et al., 2021]. Sendo
definida entre [0, 1], a métrica é formalmente expressa por

Euner [1- (2]

Lrw

A ’

DRWC = (14)

em que ./ representa o conjunto de vértices aleatoriamente selecionados; /,,,'° é o com-
primento do passeio aleatdrio contabilizado em nimero de arestas; e n(vi)cc11 consiste
no nimero de passos no passeio aleatério do n6 v;, onde o né migrou de comunidade.
Vale ressaltar que, caso nenhuma mudanca de comunidade seja identificada durante todo
o passeio aleatdrio de um nd, pode-se inferir que hd controvérsia entre as duas comunida-

des. Nao obstante, caso a alternancia de comunidade seja frequente, ha evidéncias de que
as comunidades apresentam um baixo grau de controvérsia entre si.

Por fim, a métrica BC [Guerra et al., 2013] baseia-se nos conceitos de nds internos
e nds limitrofes para mensurar a controvérsia entre duas comunidades. Para pertencer ao
conjunto de nods limitrofes % - de uma comunidade 2", um né6 do grafo precisa satisfazer
duas condi¢Oes simultaneamente: 1) possuir pelo menos uma aresta conectada a um n6 da
comunidade oposta #/; ii) possuir pelo menos uma aresta conectada a um membro de 2~
que ndo estd conectado a %. Paralelamente, o conjunto de nés da comunidade 2~ que
ndo pertencem a % 4, sdo denominados nds internos .#4-. Vale ressaltar que, se as duas
comunidades constituem camaras de eco, os nos limitrofes de cada comunidade seriam
mais fortemente conectados com os nds internos da mesma comunidade do que com o0s
nés limitrofes da comunidade oposta. A formalizacdo matematica da métrica BC € dada
por

BC

1 t1eg (Vs)
=— : —0,5(, (15)
‘%‘ U;ﬂ Cseg(vs) +Céeg(vs)

em que C}; eg(vs) representa o nimero de arestas entre o né U, e os elementos do conjunto

Se Cg . g(vs) ¢ o nimero de arestas entre o né Vs € 0s elementos do conjunto #. Diferen-
temente das métricas de controvérsia acima descritas, BC é definida entre [—0.5,0.5], em
que valores maiores que zero expressam uma provavel presenca de controvérsia, enquanto
que valores menores que zero indicam falta de polarizacdo. Nesse contexto, quanto mai-
ores os niveis de controvérsia entre nos de diferentes comunidades e de homogeneidade
entre n6s de uma mesma comunidade, maior a probabilidade da existéncia de camaras de
eco no grafo analisado [Villa et al., 2021].

1.6.3. Modelagem de Camaras de Eco e Bolhas de Filtro

Devido a dificuldade de obtengdo de bases de dados reais sobre cidmaras de eco,
alguns trabalhos empregam modelos estatisticos para investigar as cdmaras de eco e a

10
11

rw: random walk.
cc: change community.
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propagacdo de informagdes e opinides dentro delas. Embora detenham critérios de pro-
pagacdo particulares, os modelos abaixo podem ser agrupados segundo a forma de repre-
sentacdo [Alatawi et al., 2021].

A Dinamica Friedkin-Johnson (FJ) é um modelo de propagacdo de opinido se-
gundo uma perspectiva de tempo discreto 7 € [0,1,...,T]. O modelo trata a opinido atual
de um usudrio como uma composi¢ao entre uma parcela estdtica, inerente a propria opi-
nido inata e outra parcela varidvel no tempo, que € atualizada mediante a influéncia social.
Independentemente do grau de generalizagdo do assunto, especifico ou genérico, a dina-
mica FJ assume que as opinides varidveis no tempo podem ser codificadas por um valor
real continuo dentro do espectro polar de [—1, 1]. Assim, a completa discordancia ou con-
cordancia a respeito de um determinado assunto é representada pelos valores extremos
do intervalo, respectivamente, enquanto que um valor nulo representa uma opiniao nula.
Sendo o diferencial do modelo, a intitulada opinido inata € a parcela blindada da influéncia
externa de outros usudrios e imutdvel temporalmente. A construgdo dessa opinido interna
¢ um resultado histdrico, localizagdo geografica, religido, raca ou outras circunstancias
intrinsecas ao individuo. Essa estratégia de modelagem € particularmente util no estudo
de camaras de eco e bolhas de filtro, quando deseja-se simular a inclinacao de diferentes
usuarios em uma rede social [Chitra e Musco, 2020].

O Modelo de Bloco Estocastico (SBM) cria um modelo de grafo de uma comuni-
dade em que os parametros do modelo definem o quanto os membros de uma comunidade
se misturam dentro e fora de sua comunidade. Assim, o SBM cria um grafo aleatério com
base em vérios pardmetros. A suposi¢cdo basica € que existem duas ou mais comunidades
criadas a partir de n nés. O SBM ¢€ especialmente ttil quando combinado com a suposi¢ao
de homofilia, ou seja, pessoas com inclinacdes semelhantes tendem a estar conectadas.
Deve-se notar, no entanto, que esse modelo nao simula homofilia por padrao. O grafo ale-
atorio parametrizado € criado de forma que para cada par de nés, hd uma probabilidade p
de estarem conectados, dado que estdo na mesma comunidade, e hd uma probabilidade ¢
de estarem conectados se estiverem em comunidades diferentes. O resultado € um grafo
sobre ambas as comunidades. Para simular a homofilia, define-se p maior que g, resul-
tando em nds com as mesmas inclinacgdes, isto €, pertencentes as mesmas comunidades,
sendo mais conectados dentro dessas comunidades. O SBM pode ser ttil quando combi-
nado com o modelo FJ para estudar os efeitos de bolhas de filtro [Chitra e Musco, 2020].
O modelo FJ € util para determinar as tendéncias de equilibrio dos individuos, enquanto
o SBM pode fornecer uma maneira de modelar o estado inicial da rede social. Pode-se
simular bolhas de filtro adicionando ou removendo arestas [Gausen et al., 2022].

Considerando a hipétese de que no interior das camaras de eco hd prevaléncia
pela divulgacdo de contetdos de cardcter duvidoso ou falso, pode-se utilizar o modelo
de propagacdo baseado em Cascata [Minici et al., 2022]. Nesse modelo, uma estrutura
em arvore representa todo o processo de dissemina¢do do contetido, podendo ser pautada
tanto em uma perspectiva por saltos quanto por tempo. Nessa estrutura, o nd-raiz retrata
o primeiro usudrio a publicar ou criar um conteido e os demais nés representam usudrios
atuantes no encaminhamento ou compartilhamento do conteudo falso. A semelhanga em
cascata entre varios discursos desconexos pode ajudar na deteccdo da camara de eco [To-
kita et al., 2021].
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O modelo de Confianca Limitada proposto por Deffuant ef al. € empregado na
predicdo das opinides dos usudrios com base em suas interagdes [Deffuant et al., 2000].
Ao representar a opinido de um usudrio por um valor dentro do intervalo assimétrico
[0, 1], 0 modelo assume que qualquer mudanga de opinido esté relacionada ao pardmetro
de confianga limitado y. Interpretado como um grau de abertura a novas opinides, 0O
parametro Y define o limite na distancia entre a opinido dos dois usudrios além do qual a
comunicacao entre eles nao é possivel devido a visdes conflitantes. Limiares altos geram
convergéncia de opinides para uma opinido média, ao passo que limiares baixos resultam
em varios agrupamentos de opinido, formando, por exemplo, as camaras de eco. Dessa
forma, membros de uma mesma comunidade compartilham a mesma opinido, mas nio se
ajustam mais com membros de outras comunidades [Sirbu et al., 2019].

1.7. Representacao Vetorial de Textos

Ao optar pela deteccdo de camaras de eco segundo a abordagem ideoldgica, os
textos tornam-se a principal matéria-prima de andlise. Contudo, para facilitar qualquer
andlise semantica sobre os conjuntos de dados textuais coletados € essencial que estes se-
jam primeiramente transformados em estruturas matematicamente operaveis, como ma-
trizes ou vetores numéricos. Essa transformacgao pode ser desempenhada pelo Modelo de
Espaco Vetorial, o qual define que textos podem ser interpretados como um espago ve-
torial de palavras, em que cada palavra pode ser representada em diferentes padrdes. Tais
padrdes de representacdo podem embasar-se na: i) contagem bindria, em que para cada
palavra € atribuido 1 ou 0 de acordo com presenca ou auséncia da palavra na sentenga; ii)
contagem cumulativa, usando o Saco-de-Palavras (Bag-of-Words), um modelo que com-
puta o nimero de citacdes de determinada palavra na sentenga; e iii) frequéncia, usando
tf-idf (Frequéncia do Termo-Inverso da Frequéncia), uma medida estatistica que indica
a importancia de uma palavra de uma sentenca em relacdo a uma colecdo de sentencas,
ou seja, a base de dados [de Oliveira et al., 2020b]. Apesar da simplicidade e robustez,
os modelos cldssicos de vetorizagdo tratam as palavras como unidades atdomicas, isto é,
sem uma conexao semantica entre si. Embora este fator seja menos danoso em uma ava-
liacdo da similaridade entre frases ou documentos, esses modelos sio incapazes de lidar
com a avaliacdo semantica das palavras. Esse empobrecimento semantico torna palavras
com sentidos préximos ou sindnimos totalmente invisiveis a modelagem vetorial. Outra
desvantagem consiste na alta dimensionalidade, um reflexo do cardter esparso dos vetores
gerados [de Oliveira et al., 2020b, Mikolov et al., 2013].

As dificuldades encontradas em relacdo as técnicas cldssicas de vetorizagdo mo-
tivaram o desenvolvimento de técnicas de incorporacoes de palavras (words embed-
dings), uma forma de representacio distribuida de palavras. Intimamente ligada a essa
forma de representagdo, a hipdtese distribucional manifesta que cada palavra € caracte-
rizada pela sua vizinhanga, expressando portanto, uma tendéncia de palavras com signi-
ficados semelhantes ocorrerem em contextos similares. Tais representacdes de palavras
podem ser obtidas aplicando modelos preditivos baseados em redes neurais que, quando
treinados com grandes volumes de dados textuais, incorporam a semantica das palavras
em vetores de baixa dimensdo, densos e de tamanho fixo. O principal beneficio dessa
representacdo vetorial individualizada para cada palavra encontra-se na preservagdo das
relacOes semanticas e sintdticas entre palavras. Essa habilidade garante que sinbnimos ou
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palavras minimamente relacionadas sejam mapeados em vetores similares.A ferramenta
Word2Vec auxiliou na popularizacido das técnicas de incorporagdes de palavras [Miko-
lov et al., 2013]. Essa ferramenta calcula a representacdo vetorial de palavras por meio
de dois modelos possiveis, o Saco de Palavras Continuo (Continuous Bag-of-Words -
CBOW) e o Skip-gram, que operam dividindo os textos em dois grupos, palavra-alvo e
contexto. O contexto € interpretado como um conjunto limitado das palavras localizado
ao redor da palavra-alvo. O tamanho dessa limita¢do é determinado por uma janela que
define o nimero de palavras a serem consideradas imediatamente a esquerda e a direita
da palavra-alvo. O modelo CBOW converge de maneira mais rdpida em relacao ao Skip-
gram. Contudo, em relacdo ao CBOW, o Skip-gram apresenta melhores resultados para
palavras pouco frequentes. A particularidade do modelo Skip-gram estd na sua capaci-
dade de usar uma palavra-alvo w; na predi¢do do contexto de palavras [w;_j,...,w, ;| em
um conjunto de palavras que circunda a palavra-alvo. J4 o modelo CBOW inverte a atu-
acdo da palavra-alvo e das palavras de contexto, de forma que possibilita a predicdao de
uma palavra-alvo a partir do contexto de palavras proximas.

A Figura 1.4 mostra a arquitetura do modelo Skip-gram. A arquitetura é composta
pelas camadas de entrada e de saida, intercaladas por uma camada oculta. O nimero de
palavras V existentes no vocabuldrio usado no treinamento determina o tamanho das ca-
madas de entrada e de saida. J4 o tamanho da camada oculta é determinado com base em
um parametro N arbitrdrio, que expressa a dimensao do futuro vetor de palavras gerado
H (word embeddings). Essa dimensao indica a quantidade de caracteristicas usadas na
representacdo numérica de cada palavra, sendo, portanto, inferior a dimensao do vetor
original de cada palavra inserido na camada de entrada. A conexdo da camada de en-
trada para a camada oculta € feita através de uma matriz de pesos Wy de tamanho V x N.
Analogamente, a conexao da camada oculta para a camada de saida é desempenhada pela
matriz Wy de tamanho N x V. Ambas as matrizes de peso W; e Wy sdo inicializadas com
valores aleatdrios pequenos. A inser¢do de uma palavra-alvo na camada de entrada da
rede neural inicia com a codificacio dessa palavra em seu vetor one-hot, uma matriz co-
luna V x 1 usada para distinguir cada palavra em um vocabulério. Esse vetor consiste em
Os em todas as posi¢cdes, com excecdao de um unico 1 na posi¢do x; usada exclusivamente
para identificar a palavra [de Oliveira et al., 2021b].

No processo de treinamento, a cada iteragdo sao empregados dois algoritmos de
aprendizado: de propagacdo direta (forward propagation) e de retropropagacdo (back-
propagation). Aplicando primeiramente o algoritmo de propagacao direta, o vetor one-
hot da palavra-alvo de entrada é multiplicado pela matriz de pesos Wy para formar o vetor
H da camada oculta. Em seguida, o vetor H € entdo multiplicado por Wy gerando assim C
vetores intermedidrios idénticos, cada um representando uma palavra de contexto. As sai-
das do modelo sao adquiridas aplicando a cada vetor intermediario a fungdo softmax. Esta
fun¢do tem o objetivo de normalizar o vetor intermedidrio U composto por V nimeros
flutuantes, transformando-o no vetor de distribuicao de probabilidade Y. Uma vez desco-
berto o vetor normalizado de probabilidades de cada palavra de contexto, o algoritmo de
retropropagacao os compara com o vetor one-hot da palavra correspondente para assim
atualizar as matrizes de peso W; e Wy. Essa atualizagc@o ocorre especificamente nos valo-
res da coluna correspondente de Wy e da linha correspondente de W;. No modelo CBOW,
devido a inversdo da atuacdo da palavra-alvo e das palavras de contexto, admitem-se mul-
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Figura 1.4. Arquitetura do modelo Skip-gram considerando como entrada a
palavra-alvo w, codificada no seu vetor one-hot X. Na saida do modelo séo ob-
tidos C vetores de distribuicdo de probabilidade, um para cada palavra do con-
texto. Com o modelo devidamente treinado, espera-se que as maiores probabili-
dades de cada vetor Y, encontradas nas posicoes y; e y;, expressem as palavras
de contexto w,_; e w,,| relacionadas a palavra alvo. Adaptado de [de Oliveira
et al., 2021b].

tiplas entradas, uma para cada palavra de contexto. Devido a multiplicidade de vetores de
entrada € necessdrio calcular a média dos vetores de palavras correspondentes, construi-
dos pela multiplicacdo dos muiltiplos vetores one-hot de entrada e pela matriz W. Uma
segunda consequéncia da inversao € a presen¢a de uma tnica fun¢do softmax, ao contrario
das C existentes na arquitetura do modelo Skip-gram [de Oliveira et al., 2021b].

1.8. Representacio Vetorial de Grafos

A adocdo da abordagem topoldgica para a identificacao de camaras de eco implica
a necessidade de modelar a rede como um grafo. A transformacgdo de um grafo em uma
representacdo vetorial auxilia na avaliagdo quantitativa da qualidade da estrutura da co-
munidade gerada. Na representacdo vetorial de grafos, os nés do grafo sdo mapeados em
um espaco vetorial derivado. Goyal e Ferrara argumentam que a obten¢do de representa-
cdo vetorial de grafos é uma tarefa inerentemente desafiadora e precisa atentar-se a trés
aspectos [Goyal e Ferrara, 2018]:

* Preservacao de Propriedades. A qualidade de uma representagdo vetorial de gra-
fos esté atrelada a sua capacidade de preservar as propriedades estruturais da co-
nexao entre os nés individuais. Esse grau de preservacao pode ser delimitado se-
gundo trés tipos de medidas de proximidade. A proximidade de primeira ordem
visa quantificar a similaridade local entre os nds a partir do peso da aresta que os
interliga. A proximidade de segunda ordem captura a proximidade entre as estrutu-
ras de vizinhanca dos n6s. Tal proximidade pode ser facilmente estimada usando a
métrica de probabilidade de transi¢do entre dois nés. Embora exista a proximidade
de alta ordem, essa tem pouca ocorréncia na literatura uma vez que a proximidade
de segunda ordem supre satisfatoriamente a necessidade da maioria dos métodos de
incorporagdo de grafos.

* Escalabilidade. Caracterizadas pela grande quantidade de nds e arestas, as redes
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sociais tém seu processamento e andlise diretamente impactados pelo modelo de
representacdo vetorial adotado. A aplicagdo de métodos tradicionais nessas redes
gera representacdes vetoriais demasiadamente extensas, com dimensao proporcio-
nal ao nimero de nés. Esse aspecto compromete a aplicabilidade de métodos de
representacdes vetoriais as redes reais de grande escala. Na prética, a defini¢dao de
métodos de vetorizagdo escaldveis € especialmente dificil quando se deseja preser-
var as propriedades globais da rede.

* Dimensionalidade. O dimensionamento 6timo de representacdes vetoriais de gra-
fos é uma tarefa subjetiva. Embora a escolha de um nimero maior de dimensoes
possa favorecer precisao em tarefas de reconstrugao do grafos, isso também pode
aumentar a complexidade computacional de procedimentos ou algoritmos subse-
quentes.

1.8.1. Matriz de Adjacéncias

A matriz de adjacéncias apresenta-se como uma das estratégias mais simples e tra-
dicionais de vetorizacdo de grafos. A matriz de adjacéncia permite representar um grafo
¢ composto por |¥| vértices por meio de uma matrizA (%) = [a;;] de dimensdo n x n, em
que os elementos a;; da matriz dependem das propriedades intrinsecas ao grafo. Supondo
um grafo ndo ponderado, seja direcionado ou nio direcionado, cada elemento a;; da ma-
triz A contém 1, caso v; e ; sejam adjacentes e 0 caso contrario. Em grafos ponderados,
os elementos q;; retratam o peso da aresta entre V; € V;. Essa 16gica de preenchimento ga-
rante que grafos nao direcionados sejam mapeados em matrizes de adjacéncia simétricas
ao longo da diagonal principal. Todavia, tal simetria ndo é garantida em grafos direcio-
nados. Embora o vetor de adjacéncias de um n6 codifique a estrutura de vizinhanga de
primeira ordem de um nd, o vetor resultante € esparso, discreto e de alta dimensionalidade
devido a natureza esparsa de redes de grande escala [Cui et al., 2019, Xu, 2021].

1.8.2. Incorporacao de Grafos

Na literatura, o termo incorporacdo de grafos é descrito como uma forma de re-
presentar um grafo inteiro, ou cada n6 individualmente, em um espaco vetorial de menor
dimensdo que o original. Assim, o principal objetivo da incorporagdo de grafos baseados
em pontos vetoriais consiste em projetar nds de grafos de alta dimensdo em vetores de
baixa dimensao em um espaco latente. Nessa transformacao deve-se garantir a preserva-
cdo das propriedades originais da estrutura do grafo, de forma que nds préximos entre si
no grafo original sejam posteriormente incorporados a um espaco latente com representa-
coes vetoriais semelhantes [Xu, 2021]. Os métodos de incorporagdo de grafos podem ser
categorizados em trés tipos principais baseados em 1) fatoracdo de matrizes; ii) passeio
aleatodrio; e iii) aprendizado profundo. A Tabela 1.4 sumariza as caracteristicas de alguns
métodos pertencentes a cada tipo. A complexidade de diversos algoritmos mostrados na
tabela é dependente da dimensao d escolhida para a incorporagdo. Esta secdo discute os
métodos e algoritmos enumerados na tabela.
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Figura 1.5. Diferentes tipos de grafos e suas respectivas representacées matri-
ciais de adjacéncia. A primeira linha de (A) a (C) sao, respectivamente, exemplos
de grafos direcionados, ndo direcionados e ponderados. A principal diferenca
entre (A) e (B) é que as arestas sao direcionadas em (4), mas nao direcionadas
em (B). (C) mostra um grafo ponderado onde cada aresta é ponderada com um
valor especifico. As matrizes de adjacéncia 4 x 4 correspondentes a cada grafo
encontram-se imediatamente abaixo dos mesmos. Convém ressaltar que como
nenhum grafo possui auto-lacos (self-loops), i.e., arestas que se originam e ter-
minam no mesmo ngd, as matrizes de adjacéncia de cada grafo tém todos os
elementos da diagonal principal nulos.

Incorporacao Baseada na Fatoracao de Matrizes

Os métodos de incorporagdo de grafos baseados em fatoracdo representam as co-
nexodes entre nds na forma de uma matriz e fatorizam essa matriz para obter a incorpora-
cdo. Dentre os tipos de matrizes utilizdveis para representar as conexoes estdo a matriz de
adjacéncias de nés, matriz Laplaciana, matriz de probabilidade de transicdo de nés e ma-
triz de similaridade de Katz. Dependendo das propriedades originais da matriz, adota-se
uma abordagem de fatoragcdo especifica. Nesse contexto, matrizes positivas semidefini-
das, e.g., a matriz Laplaciana, podem ser submetidas a decomposi¢do de autovalores, ao
passo que matrizes nao estruturadas podem ser incorporadas segundo métodos de gradi-
ente descendente [Goyal e Ferrara, 2018]. Outra técnica comumente utilizada na fatoragao
de matrizes é a Decomposi¢@o de Valor Singular (SVD). A partir da selecdo de um nivel
de aproximacdo k, a SVD encontra uma versao aproximada da estrutura matricial do grafo
original, omitindo todos, exceto os k maiores valores singulares na decomposicao.

O algoritmo Automapas Laplacianos [Belkin e Niyogi, 2001] parte da premissa
que nés interligados por arestas fortemente ponderadas devem possuir incorporacoes se-
melhantes. Para atingir esse objetivo, o algoritmo inicia construindo um grafo seguindo
uma abordagem baseada na €-vizinhan¢a ou uma abordagem baseada em K-vizinhos mais
proximos. Embora seja geometricamente motivada, a primeira abordagem pode frequen-
temente gerar muitas componentes conectadas dependendo do valor do pardmetro €. Tal
parametro reflete o limiar méximo da distincia entre dois nés para ambos que sejam
interligados por uma aresta. Independentemente da escolha da abordagem de constru-
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Figura 1.6. Visao genérica do processo de incorporacao de grafos. Partindo
de um grafo previamente estruturado, este pode ser submetido a trés tipos de
métodos de incorporacdo, sendo eles: (A) baseados em fatoracdao de matrizes,
que aplicam técnicas de reducao dimensional em representacoes matriciais do
grafo original; (B) baseados em passeio aleatdrio, que geram sequéncias aleato-
rias de nos para nutrir modelos de incorporacao e.g., Word2vec; e (C) baseados
em aprendizado profundo, que utilizam rede neurais com arquiteturas e entradas
especificas. Apos obter uma representacao vetorial densa e de baixa dimensao
sobre né do grafo, pode-se construir classificadores especificos para diferentes
aplicacoes. Adaptado de [Yue et al., 2020].

cdo, o algoritmo posteriormente atribui pesos as arestas utilizando ponderacdo unitdria ou
calculando-os através da funcio heat kernel'?. Por fim, o algoritmo computa os automa-
pas gerando as representagdes em baixa dimensao de cada né. O carater de preservacao de
localidade do algoritmo, torna-o relativamente insensivel a pontos discrepantes (outliers)
e ruidos. Um subproduto dessa preservagdo € que o algoritmo enfatiza implicitamente as
comunidades naturais nos dados.

A Fatoracao de Grafos (GF) [Ahmed et al., 2013] € um método que propde uma
incorporagdo de grafos por meio da fatoracdo da matriz de adjacéncias do grafo de en-
trada. Esse método aplica uma técnica de fatoracao baseada em particionamento do grafo,
visando minimizar o nimero de nds vizinhos em vez de arestas entre as parti¢des. Inter-
namente, a fungao objetivo do método contém um coeficiente de regulacio intuitivamente
ajustdvel e capaz de controlar a generalizacdo da incorporacdo gerada. Um coeficiente de
regularizac@o baixo propicia uma melhor reconstrucio, porém pode eventualmente parti-
cularizar, levando a um desempenho de previsdo ruim. Por outro lado, a escolha de um
coeficiente demasiadamente alto pde em uma vez que resulta numa sub-representacdo os
dados [Goyal e Ferrara, 2018].

Proposto por Ou et al., o método HOPE (High-Order Proximity preserved Embed-
ding) visa preservar a propriedade de transitividade assimétrica, uma propriedade critica
em redes direcionadas [Ou et al., 2016]. A transitividade assimétrica retrata a correla-
¢do entre arestas, indicando que se houver um caminho direcionado de v; para v;, entdo
provavelmente hd uma aresta direcionada de v; para v;. Para preservar esta propriedade,
o HOPE constréi uma formulacio geral de quatro medidas de proximidade de alta or-

— llvi—vl?

2Fungdo dada por i, = e ,em que 7 € 0 tempo € V; € V; s30 0s nds conectados por uma aresta.
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Tabela 1.4. Principais Métodos e Algoritmos de Incorporacao de Grafos.

Categoria Referéncia Método ou | Complexidade Propriedades
Algoritmo de Tempo Preservadas
[Roweis e 2
Saul, 2000] LLE o(1#1a%) Proximidade de 1°
~ [Belkin e Automapas 5 ordem
Fatoragao Niyogi, 2001] | Laplacianos o(j#1d%)
[Ahmed et al., Fatoracdo
2013] de Grafo 0(|&1d)
[Cao et al., 3
2015] GraRep o) Proximidades de 1-k*
[Ouetal., 2 ordem
2016] HOPE o(|&|d#)
Passeio [Perozzi et al., DeepWalk o(|7|d)
. 2014]
Aleatério
[Grover e o .
Leskovec, Node2vec o(|7|d) Proximidade de 1-k*
2016] equivaléncia estrutural
[Caoetal, 2 - a
Aprendizado 2016] DNGR o(|7?) Proximidades de 1-k
Profundo [Welling e 2 ordem
Kipf, 2016] GCN o(|1d%)
[Wang et al., . a
SDNE o(|7||€)) Proximidades de 1% e
2016] a
R [Tang et al. 2" ordem
Miscelanea 2015] LINE O(|&d)

dem. Posteriormente, aplica-se o0 SVD generalizado a formulagdo a fim de encontrar uma
versao aproximada e compacta. Esse processo de reducdo dimensional diminui significa-
tivamente a complexidade de tempo do método [Cui et al., 2019]. O HOPE fornece um
limite superior tedrico para o erro de aproximacao e, assim, consegue estimar a qualidade
da incorporacdo e determinar as dimensdes de incorporacdo automaticamente.

Incorporac¢ao Baseada em Passeio Aleatdrio

A tentativa de transpor a tarefa de incorpora¢do de um cendrio linguistico para um
cendrio em grafos, depara-se com a indeterminacdo de como delimitar adequadamente a
vizinhanca em grafos. Para contornar essa indeterminagdo, alguns métodos de incorpora-
cdo de grafos baseiam-se no conceito de passeio aleatdrio para amostrar aleatoriamente os
vizinhos do né e assim extrair o contexto estrutural do né. A aplicabilidade do passeio ale-
atério na incorporagdo de grafos torna-se mais evidente quando o grafo estd parcialmente
disponivel ou é demasiadamente grande para ser analisado em sua totalidade [Goyal e
Ferrara, 2018]. Estabelecendo um paralelo com o cendrio textual, cada n6 integrante de
um grafo € tratado como uma palavra individual, enquanto que um passeio aleatério €
interpretado como uma sentenca [Cui et al., 2019]. Além do processo de amostragem
com passeio aleatério, os métodos de incorporagcdo baseados em passeio aleatdrio cos-
tumam incluir um modelo de incorporagdo tipicamente usados para linguagem, como o
SkipGram. Tais modelos atuam como codificadores eficazes para problemas prevalentes
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Grafo Original Passeio Aleatorio Codificador Espaco Vetorial
g Amostrado (Modelo Skipgram) Latente
G(VE) vz comprimento do passeio (t) Camada Caqua
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Figura 1.7. Processo de incorporacao de grafos implementado por métodos ba-
seados em passeio aleatério. Em posse do grafo de entrada, os métodos inici-
almente aplicam um procedimento de amostragem de nos baseada no passeio
aleatorio. Cada passeio aleatorio parte de um n6 do grafo e tem um comprimento
em saltos fixo igual a . Assim, cada passeio aleatorio pode ser representado
pelo contexto do né correspondente. Em seguida , um modelo de incorporacao
de linguagem desempenha o papel de um codificador de modo que cada né seja
representado como um vetor continuo de baixa dimensao no espaco latente.
Nesses vetores estao preservadas as propriedades estruturais do grafo original.
Adaptado de [Xu, 2021].

de incorporacdo de n6s de grafos. Dessa forma, os métodos baseados em passeio aleatd-
rio conseguem codificar efetivamente a estrutura e as informagdes topoldgicas do grafo
original no espaco latente.

O algoritmo Node2Vec!? integra o modelo Skip-gram em seu funcionamento.
O Node2Vec permite mapear nds em representagdes vetoriais densas e de baixa dimen-
sdo [Grover e Leskovec, 2016]. Nesse espaco de incorporacao, garante-se a preservacao
da estrutura de comunidade, bem como a equivaléncia estrutural entre nés do grafo origi-
nal. Para preservar a proximidade de ordem superior entre nés, o Node2vec maximiza a
probabilidade de ocorréncia de nds subsequentes em passeios aleatérios de comprimento
fixo [Cui et al., 2019, Goyal e Ferrara, 2018]. Diferentemente do DeepWalk, o Node2vec
emprega passeios aleatérios tendenciosos que fornecem uma troca entre buscas em lar-
gura (Breadth-First Search - BES) e em profundidade (Depth-First Search - DES). A con-
sequéncia disso € a produgdo de incorporagdes de maior qualidade e mais informativas
comparadas as do DeepWalk.

Incorporaciao Baseada em Aprendizado Profundo

A incorporacdo de grafos € inerentemente uma tarefa que transforma o espaco ori-
ginal em um espaco vetorial de baixa dimensdo. O desafio intrinseco a essa tarefa estd
justamente no aprendizado de uma funcdo de mapeamento entre esses dois espagcos. Na
tentativa de resolver esse desafio, os métodos de incorporagdo baseados em fatoracdo de
matrizes assumem que a funcdo de mapeamento € linear. No entanto, diante da comple-
xidade do processo de formagao de um grafo, ndo ha garantias que esse processo seja
linearmente modeldvel. Sendo assim, uma funcdo linear pode ndo ser suficientemente

B3Disponivel em https://github.com/aditya-grover/node2vec.
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capaz de mapear o grafo original para um espago de incorporagdo. Nesse contexto, as
redes neurais profundas apresentam-se como uma solucdo eficaz para aprender fungdes
ndo lineares de incorporacdo de grafos. Os principais desafios sdo o ajuste de modelos
profundos aos dados da rede e a imposic@o da estrutura da rede e as restri¢des de nivel de
propriedade aos modelos profundos [Cui et al., 2019].

Idealizado por Wang et al., o SDNE (Structural Deep Network Embedding) em-
prega um modelo profundo semi-supervisionado para preservar as proximidades de pri-
meira e segunda ordem de um grafo [Wang et al., 2016]. O modelo é composto por varias
camadas de fun¢des ndo lineares e pode ser dividido em uma componente ndo super-
visionada e outra supervisionada. Internamente, a componente supervisionada explora a
proximidade de segunda ordem para preservar a estrutura global do grafo, reconstruindo a
estrutura de vizinhanga de cada n6. Enquanto isso, a componente supervisionada explora
a proximidade de primeira ordem para preservar a estrutura local do grafo. Essa compo-
nente supervisionada é baseada no algoritmo de automapas laplacianos que aplica uma
penalidade quando vértices semelhantes sdao mapeados longes um do outro no espaco de
incorporagdo. Tais caracteristicas garantem a robustez necesséria para que o SNDE lide
com redes esparsas.

Indicado para incorporagdo em redes de larga escala, o LINE define explicita-
mente duas fungdes [Tang et al., 2015]. A primeira funcdo, destinada a preservacdo da
proximidade de primeira ordem, mede a similaridade entre pares de nds através da dis-
tribuicdo de probabilidade conjunta entre eles. Essa primeira fun¢do assemelha-se com
aquela adotada no método de Fatoracdo de Grafos, uma vez que ambas visam manter
proximos a matriz de adjacéncias e o produto escalar das incorporagdes. Paralelamente,
a segunda funcdo visa preservar a proximidade de primeira ordem medindo a semelhanca
dos vizinhos, i.e., o contexto de dois nds. A distribuicdo condicional implica que nos
com distribui¢des semelhantes nos contextos sejam semelhantes entre si. Ao minimizar
a divergéncia de Kullback-Leibler das duas distribui¢des e das distribui¢cdes empiricas,
pode-se obter as representacdes de nds que sdo capazes de preservar as proximidades de
primeira e segunda ordem [Cui et al., 2019, Goyal e Ferrara, 2018].

1.9. Delimitacio e Analise de Camaras de Eco em Redes Sociais

As camaras de eco sdo estruturas que t€m o potencial de ampliar as ideias dissemi-
nadas dentro da prépria estrutura a0 mesmo tempo em que isola essas ideias de refutacao.
Essas estruturas sdo formadas por usudrios altamente conectados. A comunidade em uma
rede social também é uma estrutura altamente conectada, formada por um subconjunto
de nés da rede que possuem maior densidade de conexdes entre eles do que com o res-
tante dos n6s da rede. Assim, estruturalmente, as camaras de eco podem ser interpretadas
como comunidades em um grafo, de forma que algoritmos de detec¢do de comunidade
amplamente difundidos na literatura podem ser empregados para identificar e delimitar
as camaras de eco. A qualidade das comunidades encontradas € avaliada por meio de
métricas de avaliacdo extrinsecas e intrinsecas. Esta se¢do apresenta diversos algoritmos
utilizados para deteccao de comunidade e métricas de avaliacdo que podem ser aplicados
para delimitagdo e andlise de cAmaras de eco em redes sociais.
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1.9.1. Algoritmos de Deteccao de Comunidade

Os algoritmos de detec¢do de comunidade sdo capazes de desvendar a existéncia
de uma organizac¢do de rede interna nao trivial de modo geral. Isso permite inferir relacdes
especiais entre os nds que podem nao ser facilmente acessiveis a partir de testes empiricos
diretos e ajuda a entender melhor as propriedades dos processos dindmicos que ocorrem
em uma rede [Yang et al., 2016]. Embora cada algoritmo detenha uma légica proépria,
todos convergem para um objetivo comum de encontrar subgrafos com caracteristicas
estruturais homogéneas. Sendo a métrica base de diversos algoritmos, a modularidade
reflete a tendéncia de formar agrupamentos que podem ser interpretados como comuni-
dades, chamados de médulos da rede. Pode-se definir a modularidade (Q) de um grafo
conexo por

Q

1 Z Cdeg<vi>cdeg(vj) Y(Chcj) (16)

- ai i —
21814 2|&)|
em que |&| é niimero total de arestas do grafo, Cgee(Vx) € 0 grau do né v, que em um
grafo ponderado € o peso total das arestas conectadas ao né v, a; ; € o peso da aresta
entre V; € V;. O n6 v, faz parte da comunidade ¢, e ha uma fung¢ao indicadora Y(ciyc j)
que assume valor unitdrio, se ¢; = ¢, e € nula, se ¢; # c¢;, ou seja, a fun¢do indicadora é
igual a 1 se 0s nés v; € V; estdo na mesma comunidade. A Figura 1.8 mostra a variagdo
da modularidade de um grafo conexo, considerando diferentes cendrios de segregacdao em
comunidades. Em (A), o surgimento de duas comunidades bem definidas e fracamente
conectadas entre si, resulta em um valor 6timo de modularidade. Em compensagao, em
(B) observa-se um cendario subétimo de divisdao em comunidades. Em (C), constata-se a
existéncia de uma tnica comunidade contendo todos os nds do grafo, implicando uma
modularidade nula. Por fim, a modularidade negativa vista em (D) indica que cada n6 do
grafo € uma comunidade em si. Observa-se que quanto maior a modularidade da rede,
maior a tendéncia de formar comunidades com forte conectividade entre os membros. A
modularidade € capaz de medir o quao forte € a conexdo de um né adicionado a uma
comunidade em contraste a sua adi¢do a uma comunidade aleatéria. Outros algoritmos
empregam o passeio aleatorio (random walk). No passeio aleatdrio, a sequéncia de transi-
coes entre nds de um grafo € modelada por uma Cadeia de Markov finita e temporalmente
reversivel.

Algoritmo Louvain

O algoritmo de Louvain é uma abordagem heuristica ndo supervisionada que visa
maximizar a modularidade a partir de sucessivas redistribuicdes de nds entre as varias
comunidades de um grafo. Assim, o algoritmo Louvain divide-se em 2 fases, otimiza-
cdo da modularidade e agregacdo de comunidade. Apds a otimiza¢do da modularidade
executa-se a agregacdo de modularidade. Na fase de otimiza¢do da modularidade, o al-
goritmo ordena os nds aleatoriamente e verifica a modularidade ao remover cada n6 de
uma comunidade e adiciond-lo em outra comunidade, até que ndo haja mais um aumento
significativo na modularidade. Na fase da agregacdo de comunidade, todos os nés que
pertencem a uma mesma comunidade sdo fundidos em um unico né representativo dessa
comunidade, o nd gigante. Os enlaces que conectam nds gigantes sdo o conjunto dos
enlaces que conectavam os nds que fazem parte do n6 gigante. Isso pode gerar auto-lacos
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M =0.22 M=0

Figura 1.8. Variacdo da modularidade de um grafo conexo, considerando diferen-
tes cenarios de segregacao em comunidades. As cores dos nés representam a
comunidade a qual estao associados. A modularidade diminui do cenario (4) em
direcao ao cenario (D). Quanto maior a modularidade da rede, maior a tendéncia
de formar comunidades com forte conectividade entre os membros.

(self-loops) conectando o né gigante a ele mesmo. Essas duas fases sdo repetidas até
alcancar a convergéncia, quando nenhum outro remanejamento de nds proporciona um
aumento na modularidade total do grafo. A popularidade do algoritmo € reflexo da sua
eficiéncia, sendo capaz de garantir a rapida constru¢do de comunidades mesmo em redes
extremamente populosas [Alatawi et al., 2021].

Fast Greedy

Implementando uma l6gica baseada no agrupamento hierdrquico aglomerativo,
o Fast Greedy [Clauset et al., 2004] busca segregar o grafo original em comunidades a
partir da otimizacdo da métrica de modularidade. Ao optar pelo método aglomerativo,
i.e. bottom-up, o algoritmo inicia atribuindo uma comunidade tnica a cada n6 do grafo.
Guiando-se pelas potenciais alteragdes na modularidade do grafo, o Fast Greedy elege as
duas comunidades a serem mescladas de cada iteracdo. Na pratica, o par que fornece o
maximo de melhoria de modularidade € selecionado para compor uma nova comunidade.
Tal procedimento € repetido até que nenhuma fusdo de pares de comunidade culmine
em um aumento na modularidade. A eficiéncia do algoritmo reflete em um tempo de
execucao linear mesmo em redes extremamente grandes. Caso a rede analisada apresente
uma estrutura esparsa e hierarquica, o algoritmo pode atingir uma complexidade de tempo
de O(|7|log?|7|), em que ¥ é o niimero de nés.

Algoritmo de Propagacao de Rétulos

Igualmente rapido na gera¢do de comunidades, o Algoritmo de Propagacdo de
Rotulos (Label Propagation Algorithm - LPA) prevé que cada né deve ser atribuido a
mesma comunidade que a maioria de seus vizinhos diretos. Para implementar tal estraté-
gia, o algoritmo normalmente inicializa alocando um rétulo distinto a cada n6 do grafo.
Em seguida, segundo uma ordem aleatoriamente gerada de nds, o algoritmo executa um
processo iterativo em que cada n6 recebe o rétulo predominante na sua vizinhanga. Essa
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Figura 1.9. Principio de funcionamento do LPA sobre um grafo ponderado. No
cenario (A), o algoritmo inicia distribuindo rétulos Uinicos a cada no pertencente
ao grafo. A cada iteracao, o LPA escolhe e processa de forma aleatéria cada n6
do grafo, atribuindo a nés o rétulo de seu vizinho com o peso maximo. Esse
processo de atualizagdo dos rétulos ocorre entre as varias iteragdes entre os
cenarios (B) e (C). A convergéncia observada no cenario (D) ocorre quando todos
0s naés obtém o rotulo majoritario de seus vizinhos ou quando alcanca-se o limite
maximo de iteracoes pré-estabelecido.

atualizacdo do rétulo do n6 depende do peso médximo, calculado com base nos pesos dos
nés vizinhos e seus relacionamentos. Apds a convergéncia do processo, grupos de nds
com o mesmo rétulo sdo interpretados como comunidades [Yang et al., 2016]. Dessa
forma, dependendo da ponderacdo das arestas e do grau de conex@o de um nd, seu rétulo
pode rapidamente tornar-se dominante em um grupo de nds densamente conectado. Do
mesmo modo, este rétulo terd dificuldades para cruzar uma regido escassamente conec-
tada.

E possivel haver iteracdes durante a execugdo do algoritmo em que nés selecio-
nados ndo tenham seus rétulos atualizados. Isso ocorre devido aos vizinhos com o peso
maximo ja possuirem o mesmo rétulo que o ndé em questao. Além disso, ocorrem empa-
tes, ou seja, vizinhos com peso maximo iguais e rétulos diferentes. O empate € resolvido
de maneira uniforme e aleatdria. Devido a eventuais problemas de convergéncia, € acon-
selhavel que o LPA seja implementado especificando um limite mdximo de iteragdes. A
configuracdo deste paradmetro evita a ocorréncia de ciclos infinitos de trocas de rétulos
que impactariam na eficiéncia do algoritmo. Diferentemente de outros algoritmos, o LPA
pode retornar diferentes estruturas de comunidade quando executado vdrias vezes sob o
mesmo grafo. Essa variabilidade de resultados possiveis € influenciada pela ordem com
que o LPA avalia os nés, bem como pelo processo de desempate aleatorio.

Método de Percolacao de Cliques

O Meétodo de Percolacdo de Cliques (Clique Percolation Method - CPM)
concentra-se na deteccdo de comunidades interpretando-as como subgrafos totalmente
conectados, os k-cliques. A partir de um valor inteiro pré-estabelecido (k), o método
identifica cliques de k n6s e os aglutina caso dois cliques compartilhem k£ — 1 nés. Esse
processo de identificacdo e aglutinacdo de cliques é repetido até que ndo haja mais jun-
¢Oes possiveis [Alsini et al., 2020]. A Figura 1.9.1 mostra exemplos de k-cliques. E
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Figura 1.10. Em (A) ilustra-se varios tipos de k-clique. Em (B) mostra-se as di-
ferencas entre clique maximo e maximal em um mesmo grafo. Na pratica, um
clique maximo é o clique que inclui o maior nUmero possivel de nés do grafo. Ja
um clique maximal é clique que nao pode ser aumentado pela inclusao de mais
um no, alcancando assim apice do seu tamanho. Assim todo clique maximo é
maximal, mas o contrario ndao. Em (C) exemplifica-se as comunidades geradas
pelo CPM utilizando k¥ = 3. Neste exemplo, o CPM agrupa triangulos (3-clique)
mesma comunidade quando estes tém £ — 1 nés em comum.

importante destacar e diferenciar os conceitos de clique maximal e clique maximo. No
processo de aglutinagdo de cliques, eventualmente ndo € mais possivel aumentar o tama-
nho de um determinado clique porque ele ndao é um subconjunto de um clique maior. Um
clique méximo € o maior clique da rede, isto €, aquele que possui a maior quantidade de
nds. Em decorréncia da capacidade de gerar comunidades sobrepostas, o CPM € util na
representacdo realista de redes sociais, visto que usudrios reais podem pertencer a varias
comunidades simultaneamente. Em redes sociais reais, a ndo exclusividade de perten-
cimento vale tanto para nidcleos familiares ou de amizade, quanto para cAmaras de eco
relacionadas a temas distintos [Alduaiji et al., 2018]. A 16gica simples do CPM garante
também uma rapidez no funcionamento. O CPM pode ser aplicado a grafos ponderados
ou ndo ponderados.

WalkTrap

O algoritmo WalkTrap [Pons e Latapy, 2005] fundamenta-se na premissa de que
passeios aleatérios de curtas distdncias tendem a permanecer na mesma comunidade.
Como o Fast Greedy, o algoritmo Walktrap aplica uma légica baseada no agrupamento
hierarquico aglomerativo, em que nds, ou agrupamentos de nds, sao recursivamente mes-
clados segundo um critério de unido. Para lidar com a alta complexidade computacional
de encontrar as comunidades 6timas, é possivel empregar uma abordagem de Monte Carlo
na estimagdo das probabilidades para os passeios aleatérios. Destaca-se que o algoritmo
Walktrap atribui apenas uma comunidade a cada n6 e, dessa forma, ndo ha sobreposi¢cdo
entre as comunidades.

O algoritmo WalkTrap computa uma matriz de probabilidades de transi¢c@o a partir
de uma matriz de adjacéncias. Cada elemento da matriz de transi¢do representa a proba-
bilidade do passeio continuar para o né adjacente com base na intensidade da relacio
entre os nds. Utiliza-se um processo de passeio aleatorio com uma quantidade pequena
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de passos para definir a probabilidade de transi¢do entre um né v; € um né v;. Essa
probabilidade € influenciada pelo grau do n6 v; de forma que existe uma maior probabili-
dade de transicionar para um né com maior grau. A probabilidade de transicao também é
maior quando os nds V; € V; estdo na mesma comunidade. Os passeios aleatérios definem
uma distancia entre os nds que é, entdo, generalizada para distancia entre comunidades.
Considera-se um passeio aleatorio que se inicia em uma comunidade a partir de um né
inicial escolhido aleatoriamente e uniformemente dentre os ndés da comunidade. Define-se
a probabilidade de transi¢do de partir de uma comunidade ¢ para um nd v; em ¢ passos, a
fim de encontrar a distancia entre comunidades. Inicialmente, existem |#'| comunidades,
uma para cada n6. Computa-se todas as distancias entre os nds adjacentes. Dados k pas-
sos, duas comunidades sao escolhidas de acordo com um critério, essas duas comunidades
sao fundidas e as distancias entre as comunidades atualmente existentes sdo computadas.
Ap6s | 7| — 1 passos, o algoritmo termina. O objetivo é minimizar a média das distancias
quadradas entre cada n6 e a comunidade a qual pertence. A modularidade € normalmente
usada para determinar a divisdo 6tima entre as comunidades.

InfoMap

O algoritmo InfoMap foca na otimizacdo da equacdo de mapa (map equa-
tion) [Rosvall et al., 2009], uma equacdo que busca minimizar o comprimento da sequén-
cia usada para representar um passeio no grafo. Essa minimizacdo € alcancada empre-
gando a codificacdo de Huffman, um tipo de codificacdo sem perdas que garante que os
nés mais visitados sejam representados por um nimero menor de bits. Para minimizar
o comprimento da caminhada, o grafo pode ser dividido em diferentes médulos, onde
cada moédulo possui seu proprio livro de codigos (codebook). Ha também um livro de
codigos que representa o movimento entre os mddulos (livro de cédigos de indice). O
comprimento da descri¢cdo de um mdédulo pode ser representado pela equacao do mapa:

M
L(M)=q~H(Q)+ Y p'H(P"), (17)
=1

em que a primeira parte € a entropia do movimento entre as comunidades e a segunda parte
¢ a entropia dos movimentos dentro das comunidades. As comunidades detectadas pela
equacdo de mapa podem eventualmente divergir daquelas identificadas por algoritmos
baseados na maximizac¢do da modularidade. Isso ocorre porque o cerne da equagdo de
mapa estd em otimizar o fluxo de informagdes, enquanto a modularidade baseia-se na
conexao entre nos.

1.9.2. Métricas de Avaliacio Extrinsecas e Intrinsecas

O processo de avaliacdo dos algoritmos de detec¢do de comunidade pode ser con-
duzido por meio de duas classes de métricas, as intrinsecas e as extrinsecas. Embora se-
jam igualmente uteis, a diferenca entre ambas estd na exigéncia, ou ndo, de uma verdade
fundamental (ground truth), isto €, um rétulo de verdade fundamental atribuido a cada
amostra. Tal rétulo funciona como base de comparagdo entre os resultados esperados e
os obtidos. Em um cendrio de detec¢do de camaras de eco, esses rotulos podem expres-
sar qual comunidade, i.e. cAmara de eco, um usudrio participa. As métricas extrinsecas
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requerem obrigatoriamente a presenca de amostras rotuladas, sendo portanto capazes de
comparar o desempenho entre métodos. Na auséncia de ground truth, muitos autores in-
ferem o pertencimento, ou ndo, de um usudrio a uma camara de eco por meio da andlise
das hashtags compartilhadas. Apesar de subjetiva, essa inferéncia evita que a descoberta
do rétulo de cada usudrio seja dependente da andlise textual com técnicas possivelmente
mais demoradas e complexas de processamento de linguagem natural e aprendizado de
maquina. Logo, pode-se inferir a qual comunidade um determinado usudrio pertence,
avaliando a ocorréncia de hashtags em suas postagens. Além das medidas de recuperagao
da informacdo, e.g. acurdcia, precisdo, revocacao, entre outras, as métricas extrinsecas
também incluem:

* Rand Index (R/) que é um indice que expressa a similaridade entre os resultados
previstos e os reais a partir da contabilizagdo dos pares de amostras atribuidos na
mesma ou em comunidades diferentes. Assumindo que € = {cy,...,¢;} é o conjunto
das i comunidades retornadas pelo algoritmo de detec¢do de comunidade e % =
{ki,...,k;j} é o conjunto das i comunidades de ground truth, o indice é dado por

2(a+D)

Rl(%,@):m,

(18)
em que n € o numero de amostras, a expressa 0 numero de pares de amostras que
mantiveram-se na mesma comunidade em 2 e %, e b é o nimero de pares de
amostras que foram alocadas em comunidades diferentes em 2" e %. A métrica
¢ definida entre [0, 1], em que O indica que os dois resultados previstos e reais néo
concordam em nenhum par de amostras e 1 reflete a completa concordancia entre os
dois resultados. O Adjusted Rand Index, uma versdo corrigida e simétrica da mé-
trica original, introduz uma normalizacdo estatisticamente induzida para produzir
valores préximos de zero para particdes aleatdrias.

* Informacao Miutua Normalizada (NMI) que € a métrica derivada da informagao
mutua que € calculada entre os rétulos de ground truth e os rétulos previstos. Para
tal, considera-se que 2~ = {X|,...,X,} é o conjunto de rétulos das comunidades
originalmente atribuidas as n amostras, enquanto ¢ = {¥1,...,Y, } é o conjunto de
rétulos das comunidades atribuidas as n amostras apds a aplicacdo de um algo-
ritmo. Ao tratar 2" e ¢ como varidveis aleatorias discretas, a informagao mutua
normalizada entre ambas € expressa por

20029
HZ)+H(Y)’

NMI(Z , %) = (19)
em que (2 : %) é a informacdo mutua entre 2 e % e as entropias de 2" ¢ ¥
sao denotadas por H(Z") e H(?/), respectivamente.

A escassez de conjuntos de dados previamente rotulados e a dificuldade de rotulagem fre-
quentemente inviabilizam a utilizacdo de métricas de avaliacdo extrinsecas. Dessa forma,
cabe uma avaliacdo baseada em medidas intrinsecas, também chamadas de indices de
valida¢cdo de agrupamento, para quantificar a coesdo e separacdo das comunidades gera-
das [Curiskis et al., 2020]. Dentre essas métricas, ha:
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* Calinski-Harabasz Index (CH) que é uma razdo entre a dispersdo dentro da comu-
nidade e a dispersdo entre as comunidades. Na prética, tais dispersdes sdo obtidas
através da soma de quadrados entre comunidades (SSB.) e da soma de quadrados
dentro de comunidades (SSW,) expressos respectivamente pelas equacoes:

] ) id _
SSBe =Y |lxj—bel|” 0) SSB.=Y |b;i—X|", (1)
j=1 i=1

em que |-4'| é o tamanho do conjunto das amostras x;, com i = 1,...,|. 4| e |¥|
denota o numero de comunidades. Os centrdides das comunidades sdo denotados
como b;, em que i = 1,...,|%¢|. Adicionalmente, cada amostra x; pertence a uma
comunidade ¢; cujo centroide ¢ denotado por b.; . Diante disso, a métrica pode ser
computada através da equacao

_ SSB. |/| =¥

CH =
SSW. | -1

(22)

Ao contrario do indice anterior, quanto maior o valor obtido, melhor a qualidade
das comunidades geradas.

* Densidade de Particio (D)) que € uma particularizagdo da métrica da densidade
tradicional, que considera a compacidade das parti¢des geradas, ou seja, das comu-
nidades. Essa métrica é expressa por

i mg — (ng — 1)
Dp:%;l (”a_2)7(”a_1), 2

em que mg € ng sao o nimero de arestas e vértices na comunidade ¢y, € €, respec-
tivamente.

* Davies-Bouldin Index (DB) que ¢ um indice que fornece uma estimativa do grau
de sobreposi¢do do agrupamento. E definido como a medida de similaridade média
de cada comunidade com seu par mais semelhante, em que a similaridade € a razdo
entre as distancias dentro da comunidade e as distincias entre as comunidades.
Considerando |%’| o nimero de comunidades, o indice é dado por

1 2] Si+S;
DB = —- max—], (24)
|| ; ijAi dij

emque S; = ﬁ ij@,» Xj— 1),-|| ¢ a medida de espalhamento dentro da comunidade
l

¢i, x; € um vetor de dimensao n atribuido a comunidade ¢;, e d; ; = Hvi - j‘ éa

distancia euclidiana entre os centroides das comunidades c¢; € ¢;. Ao considerar o

pior cendrio de similaridade para cada comunidade, espera-se que quanto mais pro-

ximo de zero, o valor minimo, melhor serd o indice e, consequentemente, melhores

serdo os resultados do processo de agrupamento;

37



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

* Coeficiente da Silhueta (SC) que € um coeficiente que quantifica a qualidade do
agrupamento de dados com base na proximidade e na separacdo entre as comuni-
dades geradas. Conforme evidenciado na Equacdo 25, o coeficiente da silhueta é
medido em fun¢@o da média dos valores da silhueta de cada amostra do conjunto
de dados. Definida entre [—1,+1], a silhueta s(i) para cada amostra i pode ser
computada através da Equagao 26.

n 7/ — /.
sc=1Y s() (25) s(i) = 2 —al) (26)
n'= max (a(i),b(i))

Na Equagdo 26, a(i) representa a distincia média entre a amostra i em relacdo a
todas as amostras pertencentes 2 mesma comunidade e b(i) reflete a distAncia mé-
dia entre a amostra i em relacdo a todas as amostras. Em uma perspectiva local, o
s(i) avalia a adequagdo de cada amostra individualmente. Nesse contexto, valores
proximos a 1 expressam que a amostra observada encontra-se distante das comuni-
dades vizinhas, indicando que essa amostra foi adequadamente alocada na comu-
nidade a qual pertence. Valores nulos indicam que a amostra localiza-se no limite
ou muito proximo do limite de decisdo entre duas comunidades adjacentes. Em
compensacgdo, valores negativos indicam que a amostra foi possivelmente atribuida
a uma comunidade errada. Em uma perspectiva global, o SC traduz a qualidade do
agrupamento em comunidades considerando todas o conjunto de amostras. Assim,
quanto mais préximo a 1, melhor a adequacgao de todas as amostras as comunidades
a que pertencem. De maneira oposta, valores negativos informam que o processo
de agrupamento ndo foi adequado. A Figura 1.11 mostra graficamente os reflexos
no valor da silhueta quando adotando uma divisdo em comunidades ndo 6tima.

1.10. Ferramentas de Caracterizacao de Camaras de Eco

Embora seja desafiadora, a andlise de camaras de eco suscita diversas oportu-
nidades de pesquisa devido a prevaléncia dessas estruturas nas redes sociais em vdrias
plataformas. Estimativas apontam que a fonte dos desafios decorrentes das camaras de
eco € o fato de que as cAmaras de eco t€m muitos participantes distintos: 1) os membros
da camara de eco, ii) as plataformas de midia social e iii) o mundo “offline”. Cada um
desses participantes apresenta desafios e problemas em aberto para serem resolvidos. A
existéncia do elemento humano nas camaras de eco tornam o estudo dessas estruturas de-
safiador. Trabalhos relacionados a camaras de eco e polarizagdo devem considerar como
as pessoas dentro da camara de eco consomem contetido, percebem o mundo e veem pes-
soas externas a camara de eco. Os membros da camara de eco tém quatro caracteristicas
criticas que contribuem para dificultar a anélise dessas estruturas: 1) eles ndo estdo cientes
de que fazem parte da camara de eco; ii) eles selecionam apenas contetidos que aderem as
suas crengas; iii) resistem a qualquer informacao que refute suas crencas; iv) desconfiam
de qualquer ajuda que venha de fora da sua cdmara de eco. O aumento da conscientizacao
sobre as camaras de eco e seus efeitos no individuo e na sociedade € um passo essencial
em direcdo a dissolu¢do de camaras de eco nocivas. Uma vez liberto de suas camaras
de eco, o individuo pode tornar mais civilizada e diversa sua participa¢do no ambiente
online [Alatawi et al., 2021].
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(a) Visualizacao Espacial das Amostras. (b) Silhueta das Comunidades.

Figura 1.11. Valores da silhueta para um conjunto de dados dividido em cinco
comunidades. Em 1.11(a) percebe-se que as comunidades 2 e 4 estdao muito
proximas entre si, fato que contribui para o baixo valor da métrica nessas co-
munidades. Em 1.11(b) mostra-se que cada silhueta, i.e., manchas coloridas,
tem comprimento horizontal e espessura diretamente proporcionais ao valor da
silhueta das amostras associadas e a quantidade de amostras na comunidade,
respectivamente. Em um cenario ideal de agrupamento em comunidades, o valor
da silhueta correspondente a cada comunidade deve ser maior que o valor mé-
dio dos coeficientes de silhueta (linha pontilhada preta). Além disso, espera-se
que nesse cenario as espessuras de cada silhueta sejam semelhantes entre si.

Desenvolvida por Gillani ef al., a Social Mirror!# é um aplicagio web que per-

mite aos usudrios explorarem, de forma interativa, suas conexdes politicamente ativas
no Twitter [Gillani et al., 2018]. Tais conexdes sdo visualmente modeladas na forma de
um grafo, em que os nds representam um conjunto de contas participantes de um debate
especifico e as arestas representam uma relacao de amizade mutua entre as contas. Inter-
namente, a Social Mirror emprega o PageRank e um classificador de ideologia politica
para embasar o dimensionamento dos nds e atribuir uma tonalidade a eles. Ao apresentar
uma visdo panoramica da fracao mais ideologicamente fragmentada da rede do usuério, a
ferramenta visa inspirar a autorreflexdo e motivar o compartilhamento de contetido mais
diversificado entre usudrios.

O ChamberBreaker [Jeon et al., 2021] é um sistema baseado em jogos, proje-
tado para aumentar as capacidades cognitivas dos jogadores a fim de torna-los mais aptos
a responderem preventivamente ao surgimento de cdmaras de eco. Dentro do Chamber-
Breaker, cada jogador torna-se um usudrio anéonimo da rede social e € induzido a compar-
tilhar continuamente tweets tendenciosos que fomentam a criacdo de uma camara de eco.
O sistema integra conceitos psicoldgicos e disponibiliza diferentes temas, cada um abor-
dando uma caracteristica especifica das camaras de eco. Dentre os beneficios do sistema
aos seus usudrios pode-se citar o aumento das inten¢des pelo consumo de informagdes
com perspectivas mais diversas, bem como a elevacio da conscientizagdo sobre os efeitos
negativos do fendmeno da camara de eco.

Focando na reducdo do consumo de midia partidaria, Balancer [Munson et al.,

4Disponivel em https://socialmirror.media.mit.edu.
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2013] € uma aplicacao curta para navegador (widget) que exibe aos usudrios se seu his-
térico de leitura € consistente com um padrdao de leitura ideologicamente balanceado.
Ao medir continuamente essa inclinacdo, prova-se que a ferramenta promove melhorias,
mesmo que pequenas, nos habitos de leitura enviesados politicamente. Em um estudo de
campo, usudrios relatam mais visitas a paginas web ideologicamente opostos e centristas.

Para quantificar a forca da cdmara de eco a qual o usudrio pertence, o Check-
my-echo [Bail et al., 2018] analisa previamente a orientagdo politica proeminente das
contas que o usudrio segue, sejam elas de politicos eleitos, jornalistas ou grupos de defesa
de temas especificos. Tal andlise aplica um algoritmo de particionamento recursivo para
encontrar padroes de conexdo entre lideres de opinido e autoridades eleitas de diferen-
tes inclinagdes politicas. Assim, ao efetuar o login no Twitter através da ferramenta, o
usudrio consegue descobrir sua pontuacdo média na escala de 0 a 10 de inclinagdo poli-
tica. Valores proximos ao limite inferior indicam um caréter mais liberal, enquanto que
valores proximo ao limite superior refletem um cunho mais conservador. A assertividade
da ferramenta € maior para usudrios dos Estados Unidos, visto que os lideres de opinido
usados como base de comparagdo sdo do cendrio politico estadunidense.

Ao investigar o surgimento das camaras de eco, Sasahara ef al. desenvolvem um
modelo simples de compartilhamento de informacdes em redes sociais online [Sasahara
et al., 2021]. Na pratica, o modelo retrata o comportamento do usuério quando conti-
nuamente exposto a mensagens semelhantes endossadas por amigos. Para facilitar a ex-
ploragio do modelo, os autores desenvolvem uma demonstracio interatival> que permite
executar simulacdes ajustando trés parametros-chave: i) a tolerancia, relacionada a como
o usudrio lida com diferentes opinides; ii) a influéncia social, que controla o quao rapido
a opinido do usudrio pode ser atualizada; e iii) o unfriending, que regula a frequéncia
do ato de desfazer amizades. A demonstracdo evidencia que o processo de evolugdo das
camaras de eco atinge um estado estaciondrio, caracterizado por dois aspectos distintos, a
polarizacdo de opinido e a segregacao da rede.

1.11. Atividade Pratica

Esta secdo consolida a pluralidade de conceitos tedricos abordados no capitulo
através de uma atividade prética do processo de estruturacio, caracterizacido e detec¢ao
de camaras de eco em redes sociais. O processo ocorre na rede social Twitter e € repre-
sentado na Figura 1.11. O processo € totalmente desenvolvido na linguagem Python e
inclui quatro etapas contendo seis tarefas: 1) coleta de informacdes textuais relacionadas
a usudrios potencialmente integrantes de camaras de eco, empregando a interface de pro-
gramacao de aplicacao (Application Programming Interface - API) do Twitter para efetuar
0 web scraping; ii) estruturacao de grafos relacionais com base nos dados coletados dos
usudrios; 1ii) caracteriza¢do do grafo gerado segundo métricas de redes complexas; iv)
aplicacdo eficiente de algoritmos de deteccdo de comunidade; v) execu¢do de um mé-
todo de incorporacgdo de grafos a fim de gerar uma representacdo vetorial densa do grafo
criado; e vi) avaliacdo da eficiéncia e qualidade da deteccdo, tendo como parametros os
indices de validacdo de agrupamento.

A primeira etapa da atividade préatica consiste em exemplificar a tarefa de cons-

SDisponivel em https://osome.iu.edu/demos/echo/.
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Figura 1.12. Fluxograma do processo de deteccdao de camaras de eco desen-
volvido na atividade pratica. A primeira etapa compreende a coleta de dados no
Twitter para construir uma base de dados. A segunda etapa prevé a estruturacao
dos dados em um grafo relacional para ser caracterizado por métricas de redes
complexas. Na terceira etapa, o grafo é submetido a uma técnica de incorpora-
cao e a diferentes algoritmos de detec¢dao de comunidade. A quarta etapa avalia
a qualidade da deteccao através de métricas intrinsecas e extrinsecas.

trucdo de uma base de dados relacionada a camaras de eco, a partir do web scraping do
Twitter. Contudo, como descrito na Secdo 1.5, a estratégia de constru¢dao mais difun-
dida na literatura € através da captura de postagens sobre topicos controversos. Além
de favorecer a polarizagdo de opinides, um tdpico controverso costuma ser intensamente
debatido nas redes sociais, gerando um alto engajamento e consequentemente dados para
coleta. Perante essas observagdes, a atividade pratica opta pelo uso de uma palavra-chave
para nortear o processo de aquisicdo de dados. Para automatizar o processo de obtencao
dos tweets relacionados a palavra-chave selecionada, adota-se um script'® em Python que
acessa a API do Twitter usando credenciais de desenvolvedor. Em posse dessas credenci-
ais, a biblioteca Tweepy!’ permite a extracio de contetido textual dos rweets de qualquer
perfil aberto na rede social segundo duas abordagens. A primeira abordagem destina-se a
captura de metadados historicos, postados até o momento de execucao do script. Apesar
da simplicidade e do imediatismo da coleta, a abordagem enfrenta duas limita¢des im-
postas pelo Twitter, uma temporal e outra quantitativa. A limita¢do temporal remete a um
nimero maximo de requisi¢des passiveis de serem direcionadas a plataforma a cada janela
de tempo de 15 minutos. Paralelamente, hd uma limita¢do na quantidade de tweets histo-
ricos passiveis de serem coletados. Dependendo da permissdo vinculada as credenciais, a
obten¢do de rweets € restringida a um periodo de até, no maximo, alguns meses passados
a contar pela data de execugdo do script. Ciente dessas limitagcdes e visando a dinami-
cidade e contemporaneidade da captura, a atividade prética foca na segunda abordagem
de coleta. Diferentemente da anterior, essa abordagem prevé a captura ininterrupta do
fluxo de tweets relacionado a palavra-chave, publicados a partir do momento de execugdo

18Disponivel em https://github.com/nicollasro/Echochamber.
"Disponivel em https://www.tweepy.org/.
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do script. Logo, quaisquer tweets futuros publicados contendo a palavra-chave adotada,
serdo coletados.

Diante da ampla variedade de campos retornaveis pela coleta em fluxo continuo de
tweets, € recomendado que estes dados sejam adequadamente organizados para andlises
subsequentes. Para esse propésito, utiliza-se o Pandas'®, uma biblioteca capaz de pro-
ver a manipulacio e alocacdo em memoria de dados a partir de duas estruturas de dados
primdrias: Series, indicada para conjuntos de dados unidirecionais; e Dataframes,
destinada a conjuntos de dados bidimensionais. Embora a atividade pratica exemplifi-
que a tarefa de coleta de dados utilizando o web scraping, a formacdo de uma base de
dados contundente pode demorar algumas horas dependendo do tdpico e da estabilidade
da conexdo. Por esta razdo, opta-se pela utilizagdo de uma base de dados previamente
processada e correlacionada. Essa base de dados'® foi originalmente consolidada por
Morini et al. e contém trés conjuntos de dados relacionados a camaras de eco [Morini
et al., 2021]. Cada conjunto foi construido monitorando uma questdo sociopolitica du-
rante cinco semestres consecutivos?’, resultando assim em cinco snapshots semestrais do
periodo total.

A segunda etapa da atividade pratica compreende a estruturacdo dos dados em
grafos relacionais seguida da caracterizacdo dos mesmos. Utiliza-se um segundo script
em Python para realizar as tarefas necessarias. Em Python, a criacdo de estruturas em
grafo é facilmente implementavel por funcdes da bibliotecas igraph?! ou NetworkX??.
Por ser implementado na linguagem C, o igraph detém um desempenho consideravel-
mente superior ao de bibliotecas puramente desenvolvidas em Python, como € o caso da
NetworkX. Além disso, o igraph dispde de uma gama maior de algoritmos de deteccao de
comunidade nativamente implementados. Em compensacdo, a NetworkX possui uma do-
cumenta¢ao mais detalhada e uma comunidade online mais ativa. Devido a esses fatores,
a atividade pratica emprega ambas as bibliotecas de forma complementar, destinando a
NetworkX as tarefas de estruturagdo e caracterizacdo, enquanto a igraph € usada na tarefa
de detec¢dao de comunidades.

Dentre as formas de construir um grafo na NetworkX, a mais comum inicia com a
criacdo do objeto referente ao grafo a partir de uma classe. A fim de reproduzir uma rede
que expresse as relacdes de amizade entre usudrios, por exemplo, pode-se utilizar a classe
MultiDiGraph. Essa classe permite instanciar um grafo direcionado que represente
as relacoes de seguidor (follower) e seguindo (following) entre usudrios. Na pratica, a
inclus@o de nés e suas respectivas arestas ponderadas pode ser alcancada através das fun-
coes add_nodes e add_weighted_edges_from. Embora utilizem classes distin-
tas (Graph, DiGraph ouMultiGraph), a mesma ldgica aplica-se na criacdo de grafos
de retweets e nos grafos de mencdes entre usuarios. Uma vez estruturado, o grafo gerado
pode ser submetido a uma caracterizagado estrutural segundo vérias métricas de redes com-
plexas. Através de fun¢des como diameter e density, pode-se mensurar o didmetro
e adensidade. Adicionalmente, a fun¢do degree_assortativity_coefficient

8Disponivel em https://pandas.pydata.org/.

9Disponivel em https://github.com/virgiiim/EC_Reddit_CaseStudy.
20Detalhes estruturais sobre o conjunto de dados estio expressos na Tabela 1.3.
2IDisponivel em https://igraph.org/python/.

22Disponivel em http://networkx.lanl.gov/.
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permite medir a assortatividade do grafo considerando o grau dos nés como caracteristica.

Um dos objetivos da terceira etapa € demonstrar a tarefa de vetorizacao utilizando
incorporacio de grafos. Essa tarefa é executado pelo PecanPy??, uma implementacdo
do Node2vec répida, paralelizada, eficiente em memoria e otimizada para usar memoria
cache [Liu e Krishnan, 2021]. O PecanPy opera principalmente em trés modos distintos,
cada um otimizado para redes com caracteristicas de tamanho e densidade especificas.
Em especial, o modo PreComp destina-se a redes pequenas, ou seja, aquelas contendo
menos que 10k n6s, independente da densidade. Essa limitagcdo estrutural é derivada da
computacio e armazenamento antecipados de todas as probabilidades de transicao de se-
gunda ordem do grafo original. O modo SparseOTF € indicado para redes grandes e
esparsas, compostas preferencialmente por um nimero de nds inferior a 10k e possuindo
até 10% de arestas possiveis. Em contrapartida, o modo DenseOTF foca no processa-
mento de redes grandes e densas, aquelas contendo mais de 10k nés e mais que 10% das
arestas possiveis. Para lidar com redes de grandes proporc¢des, ambos os modos calculam
as probabilidades de transi¢cdo de segunda ordem On-The-Fly (OTF) durante a geragdo de
passeios aleatdrios, sem salva-las. Além da reducio do custo de memdria, essa otimiza-
cdo evita o desperdicio computacional atrelado ao cdlculo de probabilidades de transi¢ao
de segunda ordem que eventualmente nunca seriam utilizadas na geracdo de passeios.
Além da selecao do modo de operacdo, o Pecanpy permite configurar o tamanho do vetor
incorporado de saida.

A terceira etapa também demonstra a tarefa de execucdo de alguns algoritmos
de deteccdao de comunidade, sendo eles Infomap, Louvain, Fast Greedy e Walktrap. A
escolha dos algoritmos tem a finalidade de diversificar os resultados gerados, uma vez que
cada algoritmo utiliza uma métrica base ou logica especifica de funcionamento. Embora
admitam a configuracdo de outros parametros opcionais, todos esses algoritmos requerem
obrigatoriamente um grafo previamente estruturado como parametro de entrada. Como
saida, cada algoritmo retorna o rétulo da comunidade atribuido a cada n6. Apds obter
as saidas de ambas as tarefas de vetorizacao e detec¢do de comunidades, segue-se para a
etapa de avaliacdo.

Na quarta e dltima etapa da atividade pratica, diversas fungdes e classes de
médulos especificos da biblioteca Scikit-learn>* sio empregadas na avaliacdo das co-
munidades, i.e. camaras de eco, detectadas. Ao incluir algumas funcdes do mo-
dulo Metrics ao script desenvolvido, pode-se implementar métricas intrinsecas e ex-
trinsecas de avaliacdo. Em especial, fun¢des como calinski_harabasz_score,
davies_bouldin_score e silhouette_score permitem avaliar o qudo com-
pactas e sobrepostas sdo as comunidades geradas, retornando os valores dos in-
dices Calinski-Harabasz e Davies-Bouldin e do Coeficiente da Silhueta. Aprovei-
tando a existéncia de um conjunto de dados pré-rotulado, pode-se também avaliar
extrinsecamente os resultados através de funcdes como adjusted_rand_score e
normalized_mutual_info_score. Tais fun¢des retornam respectivamente os va-
lores do indice Rand Ajustado e da Informagdo Mutua Normalizada entre os rétulos ob-
tidos e os de referéncia. Ao final da atividade, evidenciam-se os diferentes resultados
obtidos pelos algoritmos de deteccdo de comunidade adotados, tanto numa perspectiva

ZDisponivel em https://github.com/krishnanlab/PecanPy.
Z4Disponivel em https://scikit-learn.org/stable/.
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quantitativa quanto visual. A visualizacdo dos resultados € realizada por meio de fungdes
da biblioteca Matplotlib®> capaz de exibir grificos em muiltiplos formatos.

1.12. Consideracoes Finais

Este minicurso investiga as camaras de eco (echo chamber), um fendmeno re-
lacionado as estruturas sociais homogéneas cujos membros excluem sistematicamente
opinides, crencas e fontes de informacao que divirjam daquelas disseminadas entre eles.
Para mitigar equivocos semanticos a respeito do tema, busca-se inicialmente descrever
as defini¢des e caracteristicas das camaras de eco e dos principais termos correlatos. O
minicurso pauta-se na metodologia PRISMA para reunir 30 publica¢cdes relacionadas a
detec¢do e caracterizagdo de camaras de eco. Tais trabalhos compdem a base do con-
teudo técnico detalhado ao longo do minicurso. Dentre as duas principais abordagens de
identificacdo de camaras de eco em redes sociais, 0 minicurso adentra nos procedimentos
e técnicas empregadas na abordagem topoldgica. A abordagem topoldgica visa detectar
camaras de eco segundo um viés estrutural, o qual busca padrdes de conexdo caracteris-
ticos de usudrios pertencentes a essas estruturas ressonantes de informacdo. Durante a
descricao das principais etapas no processo de deteccdo, o minicurso inicialmente relata
a constru¢ao de uma base de dados relacionada a camaras de eco a partir da coleta auto-
madtica de postagens sobre um tépico controverso. Apds a coleta, informacdes especificas
podem ser extraidas e correlacionadas em uma estrutura em grafo. Essa estruturagdo per-
mite que a tarefa de identificacdo de camaras de eco seja interpretada como um problema
de descoberta de comunidades em grafos. Como consequéncia direta dessa associagao,
pode-se caracterizar estruturalmente as cAmaras de eco empregando tanto métricas gené-
ricas de redes complexas, quanto métricas especificas como a controvérsia. Sendo o cerne
do processo de identificacdo de camaras de eco, os algoritmos de deteccao de comunidade
sdo vastamente explorados no minicurso, em que suas logicas de funcionamento, aplica-
bilidade e complexidade sdao descritas. Paralelamente, o minicurso debate os principais
modelos de vetorizacdo com €nfase nas técnicas de incorporacdo de grafos. Ao abordar
diferentes cendrios de avaliacdo, o minicurso inclui métricas extrinsecas que sao depen-
dentes de uma verdade fundamental (ground truth), assim como métricas intrinsecas que
sao independentes desse rotulo de referéncia. Ambientada no Twitter, a atividade pratica
desenvolvida mostra em detalhes a viabilidade da deteccao de camaras de eco utilizando
técnicas computacionais. Diante disso, 0 minicurso apresenta diversos conceitos sociais
e técnicos que permeiam as cAdmaras de eco no ambito de redes sociais online. Assim,
este minicurso fomenta a andlise critica e motiva pesquisadores a desenvolver solucdes
que auxiliem na identificacio e prevencao de camaras de eco em redes sociais, mitigando
assim os seus efeitos danosos. Vale ressaltar que promover a interacdo saudavel entre
usudrios de redes sociais online € uma responsabilidade conjunta da comunidade cienti-
fica, formuladores de politicas digitais, administracao e da sociedade em geral.
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Abstract

Social media have proved to be an essential data source for analyzing social phenomena
and their impacts in the real world due to the engagement and plurality of its users and
the content shared by them. As the majority of content shared is textual, and we can find
massive volumes of data, natural language processing techniques, jointly with machine
learning models, are crucial to monitor the manifestation and evolution of these pheno-
mena over time. This chapter presents an overview of the entire process of analyzing
social media texts by computational means, from social media data extraction and main
textual analysis techniques to examples of applications. Although this chapter focuses on
social media texts and their particularities, most of the techniques presented can also be
applied to other textual sources.

Resumo

As midias sociais tém se mostrado uma importante fonte de dados para andlise de feno-
menos sociais e seus impactos no mundo real, devido ao engajamento e pluralidade de
seus usudrios e dos conteiidos compartilhados por eles. Como boa parte do contetido
dessas fontes é textual e se tratando de um volume massivo de dados, torna-se fundamen-
tal o emprego de técnicas de processamento de linguagem natural e sua combinagcdo com
modelos de aprendizado de mdquina para andlises que permitam acompanhar a mani-
festagcdo e mudanca desses fenomenos ao longo do tempo. Este capitulo apresenta uma
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visdo geral de todo o processo de andlise de textos de midias sociais por meios computa-
cionais, desde a extracdo de dados das midias sociais e as principais técnicas de andlise
textual até exemplos de aplicacoes. Apesar deste capitulo ter foco em textos de midias
sociais e suas particularidades, boa parte das técnicas apresentadas podem ser também
aplicadas em outras fontes textuais.

2.1. Introducao

Midias sociais, tais como o Twitter, Reddit e Facebook sdo acessadas por aproximada-
mente 4,7 bilhdes de pessoas em todo o planeta (i.e., 59% da populagdo) [Kemp 2022].
Esses usudrios, normalmente, engajam nas plataformas por muitas horas mensais e pro-
duzem e compartilham quantidades massivas de dados [Kemp 2022]. Por exemplo, anu-
almente os usudrios do Twitter fazem cerca de 200 bilhdes de postagens, o equivalente
a 6 mil rweets por segundo [Stats 2022]. Aliado a isso, a maioria dessas midias soci-
ais disponibilizam meios para permitir o acesso programatico a dados publicos em larga
escala, seja por meio de APIs (Application Program Interfaces), aplicacdes de terceiros
ou iniciativas de dados abertos (como descrito na Secdo 2.2). Desta maneira, dados de
midias sociais t€ém sido amplamente utilizados por diversos estudos de fendmenos soci-
ais, nao somente no ambiente virtual onde sdao produzidos, mas também sendo traduzidos
para o mundo real, uma vez que as midias sociais implementam mecanismos que simulam
interacdes sociais que acontecem offline [Silva et al. 2019]. Com isso, é possivel inferir
comportamentos offline a partir de “rastros” deixados de forma orgénica pelos usudrios.

Nesse sentido, muito mais do que uma extensao do mundo real, tais midias soci-
ais podem ser consideradas como valiosas fontes de dados, sendo possivel inferir com-
portamentos sobre sociedade urbanas em larga escala [Rogers 2009, Silva et al. 2019],
contribuindo para diversas dreas de estudo, tais como a sociologia, psicologia, politica,
jornalismo, linguistica, urbanismo, entre outros [Barbier and Liu 2011, Silva et al. 2019].
A industria também tem tirado proveito de dados de midias sociais para diversos propdsi-
tos, por exemplo, para conhecer melhor o perfil de clientes com maior potencial de com-
pra, fazer comparacdo de desempenho com marcas concorrentes (benchmarking), inferir
tendéncias de consumo (forecasting), personalizar recomendacdes de produtos e servi-
cos, customizar e direcionar suas campanhas de comunicac¢io de acordo com o perfil do
cliente, entre vdrias outras possibilidades.

Dentre os possiveis tipos de midia (texto, dudio, imagem, etc.) presentes em da-
dos de midias sociais, destaca-se a utilizacdo de textos escritos em linguagem natural, por
serem amplamente disponiveis na maioria delas. Por essa razao, neste capitulo apresenta-
mos fundamentos tedricos de Processamento de Linguagem Natural (NLP, do acrénimo
em Inglés de Natural Language Processing), aplicados aos desafios cientificos e tecno-
l6gicos de lidar com textos gerados por usudrios de midias sociais, que podem ser ex-
plorados para desenvolver aplicacdes que se beneficiam do conhecimento extraido de tais
textos. Como muitas técnicas, métodos e modelos de NLP sdo restritos de acordo com o
idioma do texto, temos como foco neste capitulo textos de midias sociais escritos em lin-
gua inglesa, por ser o idioma predominante na drea de NLP e possuir o maior conjunto de
recursos disponiveis. No entanto, sempre que possivel, também sdo destacados recursos
que sao multilingues, ou independentes de idioma, os quais podem ser explorados tam-
bém em textos escritos em outros idiomas. Vale ressaltar também que, apesar do foco ser
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em texto de midias sociais, este material ndo € limitado somente a este tipo de contetdo.

Com isso, este capitulo visa preparar o(a) leitor(a) para conhecer:

* As principais caracteristicas de textos compartilhados por usudrios em famosas mi-
dias sociais, como coleta-los, assim como metainformacdes e respectivos desafios
e limitagdes que cada uma dessas fontes de dados apresenta (Secao 2.2).

* Diversas técnicas para preparar os dados textuais, antes deles serem efetivamente
utilizados por algum modelo de linguagem (Sec¢ao 2.3).

* Representagdes de textos utilizando vetores numéricos, chamados embeddings, ca-
pazes de capturar regularidades sintaticas e semanticas presentes nos textos (Se-
¢do 2.4).

* Diferentes métodos de modelagem e extracdo de conhecimento, incluindo técnicas
de agrupamento de textos (clusterizacdo), bem como a modelagem de estruturas
semanticas latentes no texto, conhecida como extragdo de tépicos (Secao 2.5).

* Os conceitos de compreensao semantica e emocional, que abragem as tarefas de
deteccao de intencdes, reconhecimento de entidades nomeadas, andlises de senti-
mentos e emocgoes, ressaltando os desafios inerentes a elas (Sec¢do 2.6).

* Aplicagdes reais, tais como a recomendacdo de rotas personalizadas para cidades
inteligentes e o caso de uso na andlise de situagdes politicamente polarizadas, que
podem ser desenvolvidas com base no conhecimento semantico extraido a partir de
dados de midias sociais, considerando a utiliza¢do de diferentes técnicas apresenta-
das no minicurso (Secao 2.7).

Por fim, a Secdo 2.8 traz as conclusdes a respeito do tema.

2.2. Textos de midias sociais: suas principais caracteristicas e como coleta-los

Dados textuais em midias sociais sdo conteidos geralmente presentes em postagens e co-
mentérios, que podem tomar diferentes formas dependendo de como se dao as interagdes
na respectiva plataforma em que foram produzidos, suas limitacdes e convencdes. No
Twitter!, por exemplo, a plataforma permite um certo grau de anonimidade e as posta-
gens sdo limitadas a 280 caracteres, por isso € comum que os usudrios usem abreviacoes
e adotem um tom informal, usando jargdes e girias comuns na Internet, incluindo muitas
vezes construcdes ambiguas marcadas pelo sarcasmo [Tufekci 2014]. O Facebook?, por
sua vez, € uma midia focada em interagOes entre pessoas reais, portanto, 0 ndo anoni-
mato é uma caracteristica marcante, ainda que haja incidéncia de contas falsas, muitas
vezes focadas na manipulacdo da opinidio piblica [Weedon et al. 2017]. J4 o Reddit’,
¢ uma midia construida em torno de comunidades auto-organizdveis, onde os proprios
membros ou moderadores sdo responsdveis por criar e executar as regras de modera-
cdo, portanto, a forma de interacdo depende diretamente da cultura de seus membros

"https://twitter.com. Ultimo acesso em 05 de Agosto de 2022.
Zhttps://facebook.com. Ultimo acesso em 05 de Agosto de 2022.
3https://reddit.com. Ultimo acesso em 05 de Agosto de 2022.
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[Proferes et al. 2021]. Além de dados textuais, também € possivel obter seus respectivos
metadados, como informagdes pessoais do usudrio, localizacdo geoespacial de onde foi
realizada a postagem, sinais sociais (como curtidas, votos ou reagdes), entre outros, que
podem ser tteis em diferentes tipos de aplicacdes.

Nesta secdo, sdo apresentadas as principais caracteristicas de dados textuais dispo-
niveis publicamente nas midias sociais Twitter, Reddit e Facebook. Também sdo descritos
os mecanismos de interacao presentes em cada uma delas, os métodos para coletar dados
em larga escala, o diciondrio de dados e metadados disponiveis e, por fim, as limitacdes
existentes.

2.2.1. Twitter

O Twitter € uma rede social online de microblogging, na qual os usudrios podem postar
mensagens com limite maximo de 280 caracteres, chamadas tweets. A plataforma do
Twitter foi uma das primeiras a permitir acesso programético a dados publicos em larga
escala por meio de API (acrénimo de Application Program Interface). Esse fato, tornou a
utilizacdo do Twitter bastante atrativo no meio académico e na industria [Tufekci 2014],
dada a facilidade em se obter dados sobre eventos em tempo real ou, inclusive, dados
histéricos. Diferente de outras plataformas, como o Facebook, a maior parte dos dados
do Twitter estdo disponiveis abertamente na web, exceto informacdes de perfis privados
(menos de 10% do total) ou mensagens privadas [Tufekci 2014].

Uma caracteristica proeminente desta rede social € sua simplicidade, contando
com algumas poucas funcionalidades, como (a) hashtags, palavras precedidas do simbolo
#, usadas para demarcar um tépico de discussio, (b) retweets, acao de compartilhamento
de mensagens, (c) meng¢des, nome de usudrios precedidos do simbolo @, quando um usué-
rio marca outro em suas mensagens [Tufekci 2014], e (d) respostas, quando um usudrio
responde um tweet. Essas funcionalidades formam a base de como se dé a interacdo en-
tre usudrios dentro do Twitter e que possibilitam uma série de aplicacdes. Por exemplo,
hashtags podem ser usadas para mapear assuntos importantes em um determinado local
ou contexto, podendo representar a opinido de parte da populagdo e, assim, sendo util
para planejamento de politicas publicas [Cody et al. 2015]. Outro exemplo, € a andlise da
rede de retweets, onde pode ser compreendido o comportamento de individuos em gru-
pos homofilos e em uma situacdo politicamente polarizada, quando estes sdo expostos a
contetidos contrérios ao seu viés politico [Kobellarz et al. 2022]. A rede de meng¢des, por
sua vez, também pode ser uma importante fonte de informacdo em contextos politicos.
Por exemplo, em [Conover et al. 2011], os autores identificaram que a rede de retweets
em uma situacao polarizada pode apresentar um alto grau de segregacao entre grupos po-
liticos opostos, enquanto a rede de men¢des ndo apresenta um padrao claro que possa ser
ligado ao viés politico.

Além dos dados textuais contidos nos tweets, também é possivel obter seus me-
tadados?, tais como: o timestamp da postagem; os dados do perfil do usudrio que fez a
postagem, incluindo seu nome, localizacdo, se € uma conta verificada pelo Twitter, quan-
tidade de seguidores, amigos e postagens, lingua do perfil, entre outros; as coordenadas

“https://developer.twitter.com/en/docs/twitter-api/data-dictionary/object-model/tweet. ~ Ultimo acesso
em 05 de Agosto de 2022.
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geogréficas do tweet no formato GeoJson’, que sio reportadas pelo préprio usudrio ou
obtidas automaticamente pelo dispositivo que gerou o tweet; a associagao do fweet a um
determinado local (cidade, estado ou pais); a quantidade de vezes que o tweet foi citado,
respondido, compartilhado (retweet) ou curtido; e, as entidades presentes no tweet, como
hashtags, links, usudrios mencionados, endereco para midia anexada na postagem, en-
tre outros. Caso 0 fweet seja uma resposta a outro tweet ou um retweet, o identificador
unico da mensagem original e do seu respectivo autor sio incluidos entre os metadados,
permitindo obter facilmente os dados do tweet original programaticamente.

Data a vasta quantidade de pesquisas envolvendo dados do Twitter, suas limitagdes
sdo bem conhecidas na literatura [Tufekci 2014]. A primeira € sobre o limite maximo de
280 caracteres por tweet, que pode restringir a capacidade argumentativa dos usuarios em
discussdes. Essa limitagdo muitas vezes é contornada com a utilizagao de contragdes de
palavras, girias da Internet e emojis, tornando complexa a tarefa de andlise desses textos
[Tufekci 2014]. Outra limitacdo € a representatividade dos dados, uma vez que a API do
Twitter retorna dados parciais considerando sua relevincia para uma dada consulta (como
descrito na documentacio®). Por isso, ndo é possivel obter todos os fweets para uma
consulta especifica, comprometendo a replicabilidade do processo de obtencao de dados.
Nesse sentido, a escolha do critério de filtragem deve considerar que a amostra nio seja
resultado da auto-selecdo, ou seja, os critérios de filtragem ndo devem ser escolhidos
com a inten¢do de for¢ar um resultado esperado por quem fez a selecao [Tufekci 2014].
Isto € uma implicac@o ética importante em estudos que usam dados do Twitter. Outra
caracteristica notdvel dessa fonte de dados € a incidéncia de contas robo, que em alguns
casos podem comprometer a conclusdo de resultados. Por exemplo, é reconhecido que a
simulacao de comportamentos simples no Twitter, como seguir contas e retuitar contetdos
de outros usudrios, com o intuito de ser seguido de volta ou ser retuitado, sdo moedas
sociais que podem tornar um robo tao influente quanto contas reais [Messias et al. 2013].

2.2.2. Reddit

O Reddit é uma midia social composta por comunidades de discussdo sobre temas espe-
cificos no formato de féruns, chamados “subreddits”. Em 2020, a plataforma tinha mais
de 100 mil comunidades com 50 milhdes de usudrios ativos diariamente’. O uso de da-
dos dessa plataforma se tornou bastante atrativo no meio académico, uma vez que adotou
um modelo similar ao do Twitter, disponibilizando dados abertamente por meio de uma
API. Uma das caracteristicas proeminentes sao os mecanismos de moderacao dos subred-
dits, que geralmente possuem regras claras que devem ser seguidas pelos seus membros,
sob risco de serem penalizados pelos responsdveis pela comunidade, assim como por
outros membros que podem votar nos comentdrios mais relevantes. Além da modera-
cdo, mecanismos de recompensa possibilitam a bonificacio de membros que respeitam
as regras e contribuem ativamente nas comunidades. Essas caracteristicas, em conjunto,
permitem uma maior riqueza nos dados tanto quantitativamente quanto qualitativamente
[Proferes et al. 2021].

Shttps://geojson.org. Ultimo acesso em 05 de Agosto de 2022.

Shttps://developer.twitter.com/en/docs/twitter-api/v1/tweets/search/overview. Ultimo acesso em 05 de
Agosto de 2022.

https://www.redditinc.com/advertising/audience. Ultimo acesso em 05 de Agosto de 2022.
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A API do Reddit permite acesso a qualquer informacao disponivel publicamente
na plataforma, incluindo postagens, comentarios, perfis, comunidades e suas respectivas
metainformacdes. E possivel capturar dados histéricos e em tempo real, similar a API
do Twitter, mas com a vantagem de permitir a recuperagdao do histérico completo, dife-
rentemente do Twitter que foca na relevancia - essa caracteristica torna o procedimento
de coleta de dados no Reddit replicéavel, algo desejavel em pesquisas académicas. O di-
ciondrio de dados do Reddit também € bastante rico, por exemplo, além do conteudo da
postagem, é possivel recuperar todos os comentarios incluindo seu conteido completo e
respectivos metadados, com informacdes do autor (nome, pontuacdo na plataforma, se
possui e-mail verificado, entre outros®), informagdes sobre a pontuagio do comentirio,
assim como a quantidade de votos positivos e negativos; flag apontando se o comentdrio
foi editado pelo usudrio ou destacado pelos moderadores; a drvore de respostas em cascata
gerada por um comentério; entre outros dados.

Dentre os desafios ao trabalhar com dados do Reddit, estd o fato da plataforma
permitir um alto grau de anonimidade, possibilitando que usudrios mal-intencionados
se comportem de forma antiética em comunidades que tenham regras menos restritivas
[Proferes et al. 2021]. Por exemplo, para fazer parte da plataforma, basta cadastrar um
nome de usudrio e e-mail, sem a necessidade de verificacdo, inclusive, é encorajado o
uso de pseuddnimo para manter a privacidade do perfil [Proferes et al. 2021]. Outro de-
safio estd relacionado as comunidades serem regidas pelos seus proprios membros, con-
sequentemente, culminando em praticas de moderagao distintas. Isso torna complexa a
comparacdo entre comunidades, mesmo utilizando os mesmos critérios para estudar um
fendmeno em comum [Proferes et al. 2021]. Quanto aos contetdos em texto, a liberdade
dada no formato, que pode inclusive ter tags Markdown ou html, a0 mesmo tempo que
trazem riqueza de detalhes, também tornam a limpeza dos dados mais complexa. Outra
caracteristica limitante € o fato de bots terem uma grande representatividade em algumas
comunidades, podendo atuar como criadores e curadores de contetdos e, inclusive, como
moderadores para automatizar a aprovagdo de postagens em subbreddits.

2.2.3. Facebook (Meta)

O Facebook, um dos produtos da Meta, é uma rede social pautada em interacdes entre
pessoas reais. Diferentemente do Reddit e Twitter, o alto grau de controle de privacidade
das contas nessa rede é uma caracteristica marcante e o anonimato é desencorajado. Me-
didas restritivas sdo aplicadas para coibir comportamentos nocivos na plataforma, como
os ligados a manipulacio da opinido publica por meio do compartilhamento de informa-
coes falsas ou desinformagdo [Weedon et al. 2017]. Apesar da plataforma do Facebook
disponibilizar APIs publicas para a criacdo de aplicag¢des, o acesso aos dados € limitado
aqueles sobre os quais o usudrio autenticado tem permissdes para gerenciar, ndo sendo
possivel a extracdo de dados publicos em larga escala.

Alternativamente, € possivel coletar dados sem usar uma das APIs oficiais do Fa-
cebook, por exemplo, por meio do programa Social Science One®, que permite estabelecer
uma parceria entre instituicdes de ensino e o Facebook, para ter acesso direto a sua base

8https://praw.readthedocs.io/en/stable/code_overview/models/comment.html. Ultimo acesso em 05 de
Agosto de 2022.
“https://socialscience.one/grant-process. Ultimo acesso em 05 de Agosto de 2022.
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de dados. Apesar disso, a aplicagdo no programa demanda uma série de etapas legais,
além de impor limitacdes significativas no nivel de dados que podem ser acessados. Ou-
tra possibilidade, € realizar o recrutamento de voluntérios para preencherem pesquisas ou
cederem seus dados, utilizando aplicacdes de terceiros que se conectam as APIs oficiais.
Esse método apresenta uma restri¢cdo considerdvel na abrangéncia do perfil e quantidade
de usudrios, limitando os dados aos usudrios que foram recrutados e cederam seus dados
para pesquisa. A raspagem de dados (ou, scraping em Inglé€s) também € uma das alter-
nativas para coleta de dados, contudo esse procedimento é explicitamente proibido pelas
politicas da plataforma, assim como € desencorajado por meio de sistemas anti-bot que
limitam esse método.

Recentemente, uma iniciativa da Meta chamada CrowdTangle'?, permitiu a pes-
quisadores e empresas terem acesso a grande parte dos dados abertos do Facebook de
forma gratuita, incluindo postagens de todas as paginas publicas com pelo menos 50 mil
curtidas, grupos com pelo menos 95 mil membros, grupos dos Estados Unidos com pelo
menos 2 mil membros e de todos os perfis verificados na plataforma. Por meio do Crowd-
Tangle, também € possivel coletar dados do Instagram, outra rede social da Meta, focada
em postagens no formato de imagem e video. Por brevidade, focaremos a seguir somente
na rede social do Facebook. Dentre os dados que podem ser coletados do Facebook por
meio do CrowdTangle estdo: a postagem em texto, imagem ou video, timestamp da pos-
tagem, tipo da postagem (video, imagem ou texto), a pagina, perfil ou grupo em que foi
feita a postagem, contagem de interagdes sociais (i.e., a quantidade de curtidas, reagdes
segmentadas por tipo, comentarios, compartilhamentos e visualizac¢des), e quais paginas
publicas ou perfis compartilharam a postagem. Mais informag¢des podem ser encontradas
na documentagio da ferramenta'!.

Os dados do CrowdTangle podem ser obtidos programaticamente via API ou por
meio da interface grafica da prépria ferramenta, que também permite a criagdo de dash-
boards personalizados para andlise de postagens em tempo real. Seu sistema de busca
¢ bastante robusto, permitindo desde uma busca bdsica por hashtags ou ocorréncia de
palavras-chave em textos de postagens, até busca textual em imagens. Apesar disso,
o nivel de informagdo retornado € limitado: diferentemente do Twitter e Reddit, ndo é
possivel obter informacdes sobre quem reagiu ou visualizou uma postagem, assim como
nenhuma informac¢do demografica sobre usudrios, como idade ou localizacdo. Comen-
tarios em postagens também ndo estdo disponiveis. Outra limitagdo, € o fato dos dados
que podem ser obtidos serem produzidos apenas por contas famosas ou verificadas, o que
inviabiliza o estudo do comportamento de postagem de publicos menos representativos
no Facebook. Todas essas limitacdes sdo esfor¢os focados na prote¢do da identidade dos
usuarios, caracteristica fundamental dessa fonte de dados, alias, casos emblematicos de
violacdo da privacidade de usudrios do Facebook ficaram bastante conhecidos, como o
do "Tastes, ties, and time" ou 3T e o da Cambridge Analytica, duas situacdes nas quais,
mesmo anonimizando a identidade dos usudrios, foi possivel reconstituir as informagdes
e expor seus perfis [Zimmer 2020].

Ohttps://crowdtangle.com. Ultimo acesso em 05 de Agosto de 2022.
https://help.crowdtangle.com/en/articles/4201940-about-us. Ultimo acesso em 05 de Agosto de 2022.
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2.3. Pré-processamento Textual

Modelos computacionais voltados a compreensao de linguagem natural ndo sdo capazes
de reconhecer o significado abstrato que atribuimos as palavras que conhecemos, tam-
pouco seus atributos semanticos, culturais ou histdricos. Normalmente, tais modelos sao
projetados para inferir o significado das palavras e expressdes por meio da distribuicdo
estatistica em que ocorrem em um texto, ou seja, as janelas contextuais e a frequéncia em
que ocorrem.

Para que isso ocorra, cada item 1éxico € tratado como um indice contendo um
valor, dentro de um vetor numérico. Este vetor, por sua vez, representa o contexto em que
tal palavra estd inserida (uma sentenga ou documento, por exemplo), e o valor numérico
atribuido a cada palavra pode indicar, dentre outros: a ocorréncia ou ndo de determinadas
palavras de interesse em um documento, a sua distribuicao relativa em um conjunto de
varios documentos ou, até mesmo, a relagdo Iéxica entre palavras e sentencgas.

A etapa de pré-processamento € necessdria para garantir que, ao ser atribuida uma
representacdo numérica para cada palavra de uma sentenga, mantenhamos apenas 0s con-
teudos e caracteristicas desejaveis para a andlise computacional do corpus com o qual
se trabalhara. Desta forma, a complexidade do dominio do problema € reduzida, even-
tuais ruidos podem ser removidos, aumentando as chances de sucesso do projeto como
um todo. Ndo existe, no entanto, uma férmula Unica e precisa que funcione em qual-
quer projeto ou contexto: as se¢Oes a seguir apresentam, como referéncia, as técnicas
mais comuns e amplamente utilizadas pela academia e industria para preparacdo dos da-
dos textuais, antes de serem efetivamente analisados por algum modelo computacional.
Deve-se considerar que o emprego ou ndo de cada técnica deve levar em conta uma andlise
profunda do conteudo textual a ser investigado.

O pré-processamento, normalmente, € a segunda etapa em um projeto de NLP,
vindo logo apds a obtencdo dos dados. Nessa etapa os dados textuais sdo estruturados
considerando o dominio e método que sera aplicado.

2.3.1. Compreensao do dominio

Antes de qualquer tarefa de manipulagcdo de dados textuais, € importante que o dominio
de origem do texto seja bem compreendido, e que se tenha clareza dos objetivos preten-
didos com a sua andlise através de um modelo computacional. Em relagdo ao dominio
de origem: textos de noticias, por exemplo, tendem a adotar uma linguagem formal, com
poucos marcadores de expressdo (i.e., exclamacgdes, interrogacdes, repeticoes, etc.), en-
quanto textos de redes sociais podem conter girias particulares, emojis e hashtags que
podem ser relevantes para o objetivo do projeto. Caso um modelo computacional seja
aplicado sobre textos do primeiro caso, caracteres especiais poderiam ser removidos sem
impacto na compreensdo de seu conteddo. No segundo caso, no entanto, a simples re-
mocao de caracteres especiais poderia ser bastante prejudicial, pois acabaria removendo
outros elementos que contribuem na compreensao desse tipo de texto.

Além da compreensao do dominio, o entendimento do método que serd aplicado
¢ de vital importancia na escolha das técnicas de pré-processamento. Por exemplo, em
um projeto no qual o objetivo € identificar postagens similares ou topicos latentes em um
conjunto de postagens, é importante que a etapa de pré-processamento preserve palavras
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representativas para a identificacdo de topicos e elimine aquelas que possam trazer ruido.
Nesse caso, é importante destacar palavras que ajudem a inferir regularidades entre as
postagens, e remover ou penalizar outras que ocorram com alta frequéncia no conjunto de
dados, mas que ndo colaboram na tarefa.

Outro exemplo seria a andlise de sentimentos ou identificacdo de toxicidade em
postagens. Em casos mais simples, o sentimento ou a toxicidade pode ser inferida por
meio do uso de diciondrios que mapeiam palavras as suas respectivas valéncias (i.e., po-
laridade negativa ou positiva). Nesse tipo de aplicacdo, pontuagdes, palavras comuns na
gramética da lingua do texto e qualquer outra palavra que ndo possua ocorréncia no di-
ciondrio, poderiam ser removidas sem impactar no resultado. Contudo, esse método nao
captura sutilezas que podem ser importantes em determinados tipos de aplica¢des, como,
por exemplo, quando € necessario que o modelo contemple a relagdo entre palavras ou
frases para identificar sentimentos ou caracteristicas toxicas em conteidos compostos por
sarcasmo ou figuras de linguagem. Nesse caso, boa parte das caracteristicas textuais pre-
cisam ser preservadas para a aplicagdo de modelos de aprendizado de mdquina modernos,
que consigam capturar essas relacdes no texto (alguns modelos serdo apresentados no
decorrer das secoes 2.4 e 2.5).

2.3.2. Tokenizacdo

Até essa secdo, nos referimos as unidades béasicas presentes em textos usando o termo
99 ¢

“palavras”, “simbolos”, entre outros. Apesar disso, existe uma designacdo apropriada no
contexto de NLP para se referir de forma genérica a essas unidades: tokens.

O termo token, derivado das linguagens formais de programacdo, consiste em
uma sequéncia de caracteres dentro de um documento textual que apresente algum tipo
de unidade semantica [Schiitze et al. 2008]. No contexto da NLP, um token pode ser re-
presentado por um caractere ou uma sequéncia de caracteres, ou mesmo um simbolo,
pontuagdo, nimero, emoji, hashtag, mengao, entre outros. O processo usado para trans-
formar um documento textual em uma lista composta por esses elementos € chamado de
tokenizagdo.

Considere um corpus formado pelas tltimas palavras de Sdcrates, segundo relato
de Platdo no didlogo Fédon (retirado de [Pombo 2022]):

“Criton, somos devedores de um galo a Asclépio; pois bem pagai a
minha divida, pensai nisso”

ApO6s o processo de tokenizacdo da sentenga original obteriamos a seguinte lista
de tokens:

“« > «

[“Criton”, “,”, “somos”, “devedores”, “de”, “um”, “galo”, “a”,
‘(Asclépio”’ ((’.,), “pois”, ‘(bem’)’ “pagal.”’ ((a’)’ “minha”, “dl’vida”’
& » (13

0, “pensai”, “nisso”

2.3.3. Normalizacao de texto

Ap6s a transformacio do corpus em uma lista de fokens, passamos por uma série de
tarefas cujo objetivo € reduzir ao minimo possivel a complexidade do vocabuldrio com
o qual trabalharemos. Isto € importante para aumentar a probabilidade de que o método
aplicado nas etapas posteriores tenha maior chance de €xito na tarefa proposta.
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Reduzir a variabilidade do corpus envolve, por um lado, remover termos que nao
possuem nenhum tipo de relevancia para o dominio analisado (o que discutiremos nas
etapas a seguir), € por outro, agrupar elementos idénticos ou similares, que estejam apre-
sentados de forma distinta. Uma das formas mais simples e efetivas de fazé-lo € através da
normalizacdo da caixa das palavras presentes no vocabuldrio. Este processo consiste em
transformar todas as palavras em mindsculas ou maitsculas. Trata-se de uma funciona-
lidade computacionalmente muito simples, normalmente incorporada como uma funcao
nativa das principais linguagens de programacao (como o .lower() e .upper(), do Python, e
o .toLowerCase() e .toUpperCase(), do Javascript, que uniformizam os fokens do corpus
em palavras mindsculas ou maidsculas, respectivamente).

Suponha que, analisando textos de redes sociais num domingo a tarde, nos depa-
remos com comentdrios a respeito de resultados de uma partida de futebol: um torcedor
mais empolgado pode comemorar a pontuacdo de seu time escrevendo “GOL !!”, en-
quanto outro, desapontado ao final da partida, escreve apenas “Perdemos por causa de
um gol”. Ou que ainda um outro, atendo-se apenas aos fatos, escreva “Gol aos 45 do
segundo tempo”. A mesma palavra, entdo, assume trés grafias distintas (“GOL”, “Gol”,
“gol”). Caso estes exemplos sejam submetidos a um algoritmo computacional da ma-
neira como originalmente se apresentam, serdo consideradas por este algoritmo como trés
tokens distintos. O processo de normalizacdo fard com que este sistema computacional
possa reconhecer, devidamente, as trés como ocorréncias de um unico token, o que lhe
permitird atribuir a relevancia devida deste token na compreensdao do contetido textual
analisado.

Ha de se considerar, no entanto, que dada a natureza expressiva dos discursos pre-
sentes nas redes sociais, € possivel que, além das exemplificadas, outras grafias possam
ser adotadas (“GOOOOQOL!”, por exemplo). Estas, no caso, ndo sdo resolvidas simples-
mente pelo processo de normalizagdo. Trata-se de outro desvio que pode ser contornado
em outros niveis de andlise. Uma destas formas, discutida a seguir, seria através da apli-
cacdo de expressoes regulares.

Retornando ao nosso exemplo, apds o processo de normalizagdo para letras mi-
nusculas, obteriamos o seguinte resultado:

€« “« » o«

[“criton”, ", “somos”, “devedores”, “de”, “um”, “galo”, “a”, “as-
“K L, €« » &« »

clépio”, “;”, “pois”, “bem”, “pagai”, “a”, “minha”, “divida”, “,”,
“pensai”, “nisso”
b

2.3.4. Expressoes Regulares (Regex)

Para prosseguir na limpeza e pré-processamento de texto, garantindo que nenhuma infor-
macao relevante seja perdida, cabe agora uma anélise do dominio semantico coberto pelo
corpus utilizado. Algumas perguntas que podem ajudar nesta andlise: Qual a natureza do
corpus a ser investigado? E composto por textos formais (e.g., documentos, artigos, etc.),
ou informais (e.g., textos de redes sociais, féruns, chats)?

Caso sejam textos em linguagem formal, de noticias por exemplo, ndo € comum
que se encontre emojis ou erros de digitacdo, e toda pontuacdo € utilizada de maneira
ponderada. Uma ferramenta que permita remover todos os caracteres especiais € mante-
nha apenas o texto pode ser muito ttil. Caso sejam textos de postagens de midias sociais,
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pode ser necessdrio manter alguns padrdes de caracteres que correspondam aos emojis,
removendo apenas os links por exemplo. Toda manipulacio (e.g., contagem, substitui¢cao
ou remocao de padrdes) de texto apenas se faz possivel a partir de uma funcionalidade
que permita, de maneira preliminar, encontrar tais padrdes no texto: ao conjunto de co-
mandos que permitem este nivel de manipulacdo de texto se dd o nome de Expressdes
Regulares.

As Expressoes Regulares (do inglés, Regular Expressions, cujos acronimos
sd0 RE ou RegEx), sdo comandos que especificam padrdes de busca em texto
[Jurafsky and Martin 2021]. As expressoes regulares foram propostas inicialmente na dé-
cada de 1950 por [Kleene et al. 1956] como uma notacdo algébrica para a representagao
de eventos nos primeiros modelos de redes neurais computacionais de McCulloch-Pitts,
tendo sido adaptadas para uma ferramenta de busca de texto em linguagem natural por
[Thompson 1968]. E ainda hoje incorporado aos editores de texto dos principais sistemas
operacionais. A maior parte das linguagens de programacgdo, do C++ ao Python, possuem
suporte para manipulacao de texto a partir de expressdes regulares.

Voltando ao exemplo relacionado a palavra gol: suponha que queiramos encontrar
todas as ocorréncias desta palavra dentro de um corpus de textos de redes sociais (ja
normalizado). Para isso, basta indicar este padrao dentro de duas barras invertidas: /gol/.
Para encontrarmos todas as variagdes em que a letra o dentro da palavra venha ser repetida
(como no exemplo “goool !”), acrescentamos ao nosso padrao um quantificador * a letra
o: /glo]x1/. Agora, suponha que estejamos lidando com um corpus de textos do Twitter, e
queiramos encontrar todas as referéncias a usernames (iniciados por @), podemos utilizar
o comando /@ (\w{1,15})/, que traduzindo, significaria: buscar elementos iniciados por
@, seguidos por qualquer sequéncia entre 1 a 15 caracteres alfanuméricos. Uma vez que
identificados, os usernames particulares podem ser substituidos por um token tnico.

As bibliotecas de manipulacdo de Expressdes Regulares, como a RE do Python,
permitem facilmente a manipulacio de texto. No caso do Twitter, sabemos que as men-
coes a usudrios sao sempre precedidas de “@”, e que as hashtags sdo iniciadas por “#”.
Neste caso, a substituicdo dos tokens correspondentes a nomes de usudrios por um fo-
ken Unico (como, por exemplo, @ USUARIO), permite melhorar a qualidade da andlise
computacional de texto, por permitir contar a quantidade de referéncias a usudrios, in-
dependentemente de quem seja, analisar os contextos de sentencas em que referéncias
a usudrios aparecem e, a0 mesmo tempo, anonimizando a identidade real destes, o que
garante a privacidade dos dados analisados.

Existem algumas classes de comandos de Expressdes Regulares, como os mar-
cadores, os quantificadores e as ancoras. Os marcadores sdo aqueles responsaveis por
encontrar determinados padroes num documento textual; os quantificadores, por sua vez,
permitem que se especifique a quantidade de vezes que tais padrdes devem ser busca-
dos. J4 as ancoras, s@o os delimitadores de inicio e fim de onde tais padrdoes devem ser
encontrados.

Abaixo, alguns exemplos de comandos marcadores (adaptado de
[Jurafsky and Martin 2021]). Em sequéncia, alguns exemplos de quantificadores e
ancoras, que combinados aos marcadores, permitem que se especifique a quantidade e as
condicdes em que os padrdes devem ser encontrados:
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Padrao Descricao

\w Qualquer simbolo alfanumérico

\W Qualquer elemento ndo-alfanumérico
\s Espacamento (Espago em branco)

\S Espaco que ndo esteja em branco

\d Qualquer digito

\D Qualquer simbolo diferente de digito

Padrao Descriciao

0 Parénteses delimitando uma sub-expressdo que deve ser encontrada
*+ 72 {} Contadores (nimero de vezes em que a expressao anterior deve se repetir)
r$ Indicacdo de inicio e fim de sentenca

| Disjunc¢do ("Ou"), indicando que um dos conjuntos deve ser encontrado

Expressoes regulares, no entanto, podem se tornar muito complexas pelo mesmo
motivo que sdo versateis: o fato de poderem ser combinadas de maneira irrestrita e ilimi-
tada. Nao € necessdrio, contudo, decorar padrdes de expressoes regulares: diversas pagi-
nas, como o Regex101 [Dib 2022] possuem guias de referéncia e ambiente para montar e
testar os padrdes que possam ser lUteis em cada caso

Retornando ao nosso exemplo da cldssica enuncia¢do em Fédon, suponhamos que
queiramos manter apenas as palavras, removendo toda a pontuacio e caracteres especiais.
Utilizando o comando [\w+-], obterfamos o seguinte conjunto de fokens como resultado:

[“criton”, “somos”, “devedores”, “de”, “um”, “galo”, “a”, “asclé-
g »

pio”, “pois”, “bem”, “pagai”, “a”, “minha”, “divida”, “pensai”,
“nisso”

2.3.5. Remocao de stop-words

Por causa da natureza da sintaxe da lingua natural humana, quando nos comunicamos, fa-
zemos uso de dois tipos de palavras: as palavras que carregam o contetido de determinada
mensagem que queremos transmitir (os verbos, substantivos, adjetivos e advérbios); e as
palavras de funcdo, que ndo carregam por si significado relevante, mas sdo necessarias
para a manutengao da gramaticalidade daquilo que se enuncia. Nesta segunda categoria,
se encontram, por exemplo, 0s artigos, as conjungdes e as preposi¢coes.

Uma anélise da frequéncia (o nimero de ocorréncia de palavras individuais em um
dado texto), normalmente, aponta para o fato de que as palavras de fun¢do ocorrem com
muita frequéncia, pelo fato de estarem presentes em quase todos os enunciados, indepen-
dente de seu conteddo. Trata-se de um padrdo que pode ser observado em praticamente
todos os idiomas da lingua humana (inclusive, trata-se de um dado provado empirica-
mente, por aquela que ficou conhecida como Lei de Zipf - ler mais em [Zipf 2016]).

As palavras de contetudo, por sua vez, sao mais raras, € muito associadas a mensa-
gem que se deseja transmitir. Num algoritmo para andlise de sentimentos, por exemplo,
pode ser interessante encontrar palavras que carreguem uma conotagdo positiva, que em-
bora raras, podem estar associadas a elogios - enquanto palavras de conotacao negativa
podem estar associadas a criticas.
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Remover ou ndo stop-words é uma decisdo que deve levar em conta ndo mais
0 corpus, mas principalmente o algoritmo a ser utilizado para classificagdo ou andlise.
A remocgdo de stop-words € muito associada a algoritmos de aprendizado de mdquina
supervisionados mais tradicionais, como Naive Bayes e Regressdao Logistica, que podem
levar em conta a frequéncia dos termos presentes no corpus para determinar a classe a
qual cada texto pertence, ou métodos de representacao baseados em Bag Of Words (sobre
os quais falaremos na préxima Secao).

Um exemplo de caso em que a remogao de stop-words ndo se faz necessdria: para
algoritmos baseados em redes neurais recorrentes, como as do tipo LSTM (Long-Short
Term Memory), por exemplo, a remogao de stop-words pode ndo vir a se fazer necesséria,
pois o aprendizado € baseado na andlise da sequéncia de palavras - e a termos muito fre-
quentes sdo automaticamente atribuidos pesos baixos para a computacao de significado.

Caso se decida pela remocao de stop-words, é necessdrio um cuidado em especial:
a palavra “ndo” estd geralmente contida em listas de stop-words a serem removidas (es-
tando, por exemplo, nas stop-words nativas do portugués na biblioteca NLTK, do Python
[Bird 2006]). No entanto, a remog¢ao de um “ndo” em uma sentenca pode, literalmente,
inverter o seu significado. Portanto, uma boa prética € manter as negacdes ainda que se
removam as outras stop-words.

Retornando ao nosso exemplo, caso queiramos remover as stop-words da sen-
tenga, manteriamos a seguinte lista de tokens:
[“criton”, “devedores”, “galo”, “asclépio”, “pois”, “bem”, “pagai”,
“divida”, “pensai”, “nisso”
Nesse caso, os tokens removidos foram:

“« L2 YIS L T S 3]

“somos”, “de”, “um”, “a”, “a”, “minha”]

2.3.6. Lematizacao e Stemizacao

A lematizagdo e a stemizacdo (adaptados dos termos em inglés, lemmatization e stem-
ming) sdo outros dois processos para diminuicdo da complexidade e variabilidade de um
corpus. Ambos consistem em andlises léxicas feitas com o auxilio de diciondrios especi-
ficos da lingua no corpus ao qual serdo aplicadas.

A lematizacdo consiste num processo para encontrar o lema de cada palavra
de um corpus, ou seja, sua forma morfoldgica semantica e sintaticamente candnica
[Indurkhya and Damerau 2010]. A lematiza¢do segue a premissa de que, ao se reduzir
todas as inflexdes possiveis que as palavras podem assumir (como, por exemplo, em rela-
cdo a tempos verbais, género, nimero ou grau), o vocabulario do corpus é simplificado,
facilitando a capacidade preditiva dos modelos de aprendizado de maquina a serem apli-
cados. Através da lematizacdo, todas as ocorréncias de variacdes do verbo estar (como,
por exemplo, “estou”, “estaremos”, “estard”), seriam substituidas pela forma candnica do

verbo.

Ja o processo de stemizacdo, trata-se de um algoritmo que reduz as palavras ao
seu radical (ou tema). Em relacdo ao nome do processo, opta-se por manter a deno-
minacao derivada do inglés apenas para facilitar a referéncia a literatura relacionada em
dominio computacional. No processo de stemizagdo, sdo eliminados quaisquer afixos
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agregados ao radical de uma palavra dentro de uma sentenca (prefixos ou sufixos). A
stemizacdo € feita a partir de algoritmos de busca, que procuram pela ocorréncia de de-
terminados radicais que podem ocorrer em cada palavra. Trata-se, portanto, de um al-
goritmo mais simples, que apresenta algumas desvantagens em relacdo a lematizacao
[Indurkhya and Damerau 2010], por reduzir a legibilidade, e, a0 mesmo tempo, ser mais
“agressivo” e, por vezes, excessivamente generalizador. Por exemplo, o Porter Stemmer
[Porter 1980] reduz organization para organ) [Jurafsky and Martin 2021]. Esta impreci-
sdo se deve, em parte, por desconsiderar que, devido ao carédter dinamico e evolutivo das
linguas, existam palavras que compartilhem um radical, mas ao longo do tempo ganhem
significados proprios incompativeis entre si.

Algoritmos de lematizagdo e stemizagdo partem de um processo heuristico, espe-
cifico a cada linguagem. Ambas as tarefas possuem implementagdes no portugués bra-
sileiro (como o lematizador LemPORT [Rodrigues 1997] e o RSLP Stemmer do NLTK
[Bird 2006]), mas pode ser uma limitacdo quando aplicado a idiomas que possuam poucos
recursos computacionais disponiveis.

Retornando ao exemplo, ao aplicarmos um lematizador, obteriamos o seguinte
resultado sobre os tokens em questao:

[(“criton”, “criton”), (“devedores”, “devedor”), (“galo”, “galo”),
(“asclépio”, “asclépio”), (“pois”, “pois”), (“bem”, “bem”), (“pa-
gai”, “pagar”), (“divida”, “divida’), (“pensai”, “pensar”), (“nisso”,
“nisso”)]

2.3.7. N-gramas

Os n-gramas sdo, basicamente, sequéncias de n palavras. Por exemplo, caso queiramos
capturar todas as sequéncias de duas palavras (2-gramas, ou “bigramas”) em um enunci-
ado como “eu quero dgua gelada”, obteriamos as expressoes:

<“eu, quero”>, < *“quero, dgua”>, < ‘“dgua, gelada”>

A andlise de n-gramas pode ser bastante util para entender as formas de expressao
mais frequentes dentro de um corpus. Ferramentas de n-gramas, estido por trds das téc-
nicas mais tradicionais para producdo de modelos de linguagem, que permitem estimar a
probabilidade de ocorréncia de uma palavra em uma sequéncia, que é muito difundida em
sistemas de reconhecimento de fala e para sugestdo de digitagao nos teclados de celulares.

Trata-se, portanto, de uma técnica bastante simples, que, a0 mesmo tempo, facilita
uma andlise do comportamento agregado do contetido de um volume grande de texto. Em
alguns casos, pode ser utilizado como uma tarefa adicional de limpeza de dados, onde
a andlise da frequéncia dos n-gramas de um determinado texto, pode ser utilizado como
mais uma ferramenta de limpeza possivel e, assim, sequéncias muito frequentes podem
ser tratadas como stop-words, e sequéncias muito raras podem ser tratadas como ruido. O
uso, mais uma vez, deve partir de uma andlise do contexto do corpus no qual empregado.

2.3.8. POS-Tagging

As POS-Tags (do inglés Part-of-Speech, ou Partes da Fala em tradugdo livre), realizam
a categorizacdo da funcdo gramatical de cada palavra na sintaxe de uma sentenca. Em
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outras palavras, qual o “papel” de cada palavra na constru¢do de uma sentenca. Sao as
categorias como adjetivos, verbos e substantivos.

A lista de POS-Tags mais comuns sdo (Adaptado de [Jurafsky and Martin 2021]):
(i) ADJ: Adjetivo; (i) ADP: Preposicao (do inglés Adposition); (iii) ADV: Advérbio; (iv)
NOUN: Substantivo; (v) VERB: Verbo; e, (vi) PROPN: Nomes proprios.

Existem duas classes principais de POS-Tags: as classes fechadas, que contém um
nimero fixo e geralmente fechado dentro de uma lingua, como as preposicdes e artigos;
e as classes abertas, como os nomes e verbos, os quais sdo geralmente os mais afetados
pela criatividade da lingua humana, sendo impossivel mapear todas as possibilidades de
ocorréncias de termos que podem caber nestas classes.

A obtengdo das POS-Tags pode ser um indicador util dependendo do contexto
onde aplicado. Ainda que sejam atributos puramente gramaticais, as POS-Tags estao
geralmente relacionadas a funcdo semantica dos termos em uma frase. Por exemplo,
em um contexto em que se deseje conhecer a impressdo dos usudrios em relacdo a um
determinado produto ou servigo, pode ser util manter aquelas palavras cujas POS-Tags
indiquem serem adjetivos (rotulados como ADIJ), ao passo que os substantivos (indicados
como NOUN) podem ser tteis para uma etapa posterior de compreensdo e limpeza do
texto (através do reconhecimento de entidades nomeadas, assunto que serd apresentado
na Se¢do 2.6) [Jurafsky and Martin 2021, Indurkhya and Damerau 2010].

Existem diversos algoritmos para geragao de POS-Tags, como Hidden Mar-
kov Models e Conditional Random Fields, sobre os quais se pode ler mais em
[Lafferty et al. 2001]. Assim como em relacdo aos lematizadores, citados anteriormente,
ja existem implementagdes de algoritmos para detecgdo de POS-Taggings no portugués
brasileiro [Honnibal et al. 2020, Bird 2006].

Essas seriam as classes gramaticais retornadas para cada foken em nosso exemplo
ao ser aplicado um algoritmo de POS-Tagging:

[(“criton”, “PROPN”), (“,”, “PUNCT”), (“somos”, “AUX”), (“de-
vedores”, “ADJ”), (“de”, “ADP”), (“um”, “DET”), (“galo”,
“NOUN”), (“a”, “ADP”), (“asclépio”, “PROPN”), (“;”, “PUNCT”),
(“pois”, “ADV”), (“bem”, “ADV”), (“pagai”, “ADJ”), (“a”,
“DET”), (“minha”, “DET”), (“divida”, “NOUN”), (“,”, “PUNCT”),
(“pensai”, “VERB”), (“nisso”, “PRON”)]

2.3.9. Codificacao de Caracteres

A forma escrita das linguas de origem latina (como o portugués e o espanhol) e anglo-
saxOnica (como o inglés), € baseada no alfabeto de 26 letras, tal qual utilizado neste texto.
Ainda assim, existem variagdes da escrita do portugués e espanhol que ndo estio presentes

no inglés, como a acentuagao e a cedilha. Uma vogal acentuada, como “a”, € por sua vez,
e 9

reconhecida por um sistema computacional como um caractere diferente de “a”, e assim
ocorrendo para qualquer outro acento ou variagdo que sofra.

Indo um pouco além, como se sabe, existem inimeras outras alternativas de escrita
além do alfabeto tal qual nos acostumamos. Podemos citar o alfabeto cirilico, o grego, as
vogais vazias do noruegués, e ainda as formas de escrita do drabe e hebraico. Indo além,
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o mandarim e o japonés, algumas das linguas mais faladas do planeta, ndo sdo baseadas
em um alfabeto, mas em ideogramas, cuja variabilidade e significacao é muito ampla do
que as letras do alfabeto quando analisadas por si s0.

Computacionalmente, cada um dos caracteres que pode compor uma lingua deve
ser representado em uma codificagdo dnica, compativel com a tipografia adotada. Con-
siderando que a grande parte das ferramentas de processamento de linguagem natural é
ainda na atualidade baseada no ingl€s, € muito comum que, ao inserirmos caracteres co-
muns ao portugués brasileiro, ocorra um erro de processamento ou perda do caractere,
caso a codificagdo adotada seja incompativel com a apari¢cdo de caracteres acentuados.

Existe uma série de codificagdes possiveis, como Unicode, ASCII e UTF-8, que
garantem a conversao correta entre o termo utilizado e um endereco de memoria no sis-
tema computacional. Portanto, é necessdrio utilizar uma codificacdo compativel com a
lingua sendo processada, para garantir o processamento correto pelos algoritmos que se-
rdo utilizados em seguida e evitar a perda de informacdo. Para conhecer mais a respeito
de codificagdo, recomendamos a leitura de [Indurkhya and Damerau 2010].

Os métodos e técnicas descritos acima sdo, em geral, os mais utilizados e
difundidos para o pré-processamento de texto. No entanto, diversos outros, mais
especificos, podem ser aplicados a depender do contexto. Por exemplo, métri-
cas de distancia de edicdo, como o algoritmo de Levenshtein, para encontrar pala-
vras parecidas e, através disso, detectar possiveis erros de digitacdo - ler mais em
[Gonzélez-Bail6n and De Domenico 2021]; alguma versao do Flesch Reading Score do
inglés, para remog¢do de eventuais palavras sem sentido, comuns em redes sociais
[Fleiss et al. 1981]; bem como corretores textuais, como os disponibilizados pela bibli-
oteca Spacy [Honnibal et al. 2020]. O julgamento da necessidade do uso de técnicas adi-
cionais para o pré-processamento, assim como para qualquer outra técnica apresentada,
depende da avaliagcdo de sua necessidade dentro do contexto empregado.

2.4. Representaciao de Textos Utilizando Vetores Numéricos

Como mencionado na se¢do anterior, os dados textuais devem ser previamente pré-
processados antes de poderem ser utilizados por algum modelo de linguagem. Esse pro-
cedimento, no entanto, ndo gera representagdes que podem ser compreendidas por um
modelo computacional. Tais modelos conseguem lidar apenas com dados numéricos e
ndo com textos em seu formato original. Nesse sentido, uma das formas mais simples
de criar uma representacao numérica € por meio do chamado one-hot encoding, que nada
mais € do que representar um texto por meio de uma matriz de valores bindrios, em que
cada linha representa a ocorréncia de um foken no texto.

O método consiste em usar uma representacao bindria unica de tamanho N para
cada token no vocabulario, sendo N o tamanho do vocabulario. Dessa forma, os docu-
mentos sdo representados por uma matriz de N colunas por M linhas, representando a
ocorréncia de cada token no texto. Por exemplo, um vocabuldrio com trés palavras “estd”,
“tudo” e “bem”, poderia ser representado pelos vetores [1,0,0], [0,1,0] e [0,0, 1], res-
pectivamente. Dessa forma, a frase “estd bem” seria representada pela matriz [[1,0,0],
[0,0, 1]], enquanto a frase “tudo bem” seria representada pela matriz [[0, 1,0], [0,0, 1]].

Apesar da simplicidade, existem duas grandes desvantagens em se utilizar tal re-
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presentacao: (i) os vetores formados sdo esparsos, sendo que se o vocabulério contiver N
tokens, cada vetor terd N dimensdes com apenas uma posi¢do com valor 1, demandando
uso intensivo de memoria; (ii) os vetores numéricos resultantes nao consideram caracte-
risticas das palavras que podem ser importantes para o dominio, por exemplo, a relevancia
da palavra em relag@o as outras de acordo com sua incidéncia no corpus, a similaridade
de uma palavra com outras no corpus, ou a relacdo de uma palavra com seu contexto, o
que pode impactar negativamente na capacidade do modelo de linguagem em identificar
regularidades 1éxicas e/ou semanticas presentes nos textos.

Por isso, nesta secdo € introduzido o conceito de Embeddings, um tipo de funcao
parametrizada usada para mapear textos em vetores de ponto flutuante de baixa dimensi-
onalidade (ou, do termo em inglés, low-dimensional floating-point vectors), que resulta
em representagdes mais poderosas, por serem significativamente mais compactas e pre-
servarem o relacionamento 1éxico (também chamado de relacionamento geométrico) e/ou
relacionamento semantico entre os vetores das palavras. Desta maneira, textos seme-
lhantes também possuem representacdes semelhantes no espago vetorial de embeddings,
sendo possivel, por exemplo, mensurar a similaridade entre textos distintos através da
similaridade entre seus vetores.

2.4.1. Bag of Words (BoW)

A nocdo de Bag-of-Words (BoW) (em traducdo livre, “saco de palavras™) foi introdu-
zida por Zellig Harris [Harris 1954], e trata-se da forma mais simples de representagdo
de palavras para um algoritmo de aprendizado de maquina. No BoW, cada documento é
representado por um vetor de tamanho N, onde N é a quantidade de tokens distintos no
vocabuldrio. Para manter a consisténcia entre diversos documentos, € necessario obter o
vocabulério completo, ocorrido em todos eles. Desta forma, cada token tnico é represen-
tado por uma posi¢ao no vetor, a ser preenchida com a quantidade de vezes que o token
ocorre no documento. Caso ndo haja nenhuma ocorréncia de um foken no documento, sua
respectiva posicao recebe o valor 0.

A vantagem do BoW ¢ a sua facilidade de implementacdo, porém, ha uma sé-
rie de desvantagens: trata-se de um modelo que pode apresentar um grande consumo
de memoria para vocabuldrios muito extensos, gerando representacdes esparsas € apre-
sentando enviesamento em relacdo a termos muito frequentes. Como alternativas para
solu¢do do primeiro problema, podem ser aplicados algoritmos de reducdo de dimensi-
onalidade como o PCA (acroénimo de Principal Component Analysis) [Tan et al. 2018]
e, para o problema de desbalanceamento de algumas palavras no vocabulério, temos o
TF-IDF, que seré apresentado a seguir.

2.4.2. TF-IDF: Term Frequency-Inverse Document Frequency

A intuicdo por trds do modelo conhecido como TF-IDF, proposto em
[Sparck Jones 1972], estd em considerar que, para um conjunto de documentos
textuais sendo analisados por um método computacional, palavras que ocorrem em
muitos destes documentos provavelmente ndo serdo relevantes para distinguir o conteido
de cada um deles [Robertson 2004]. O TF-IDF, portanto, ¢ um modelo que tem como
principal caracteristica ponderar a frequéncia com que um determinado termo ocorra

N

em um conjunto de documentos, em relacdo a quantidade de vezes em que ocorre
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em um documento em especifico. Desta maneira, espera-se obter uma representacao
balanceada e a0 mesmo tempo mais precisa em relacdo a relevancia dos termos para cada
documento, atribuindo um maior peso a termos que ocorram em poucos documentos
[Jurafsky and Martin 2021].

O indice IDF é computado pela Equagdo 1, onde N corresponde ao nimero de
documentos analisados e d f; corresponde ao nimero de documentos em que ocorre o
termo em questao:

N
idf =log(— (D
(5 7 )
Multiplicando a frequéncia absoluta de cada termo (7°F) por esta ponderacao, po-
demos representar cada elemento de uma matriz termo X documento pela Equacéio 2:

Wi j= tf,'Jidf,' 2)

O TF-IDF representou um passo importante para o desenvolvimento de técnicas
relacionadas a extragcdo de informacdo, tendo depois se expandido para outras técnicas da
area de processamento de linguagem natural, como extracio de topicos e classificacdo de
texto. No entanto, conforme citado anteriormente, o TF-IDF tem como principal desvan-
tagem o fato da representacao vetorial resultante possuir o mesmo tamanho do vocabulé-
rio do texto, acarretando no mesmo problema de esparsidade encontrada nas codificagcdes
do tipo one-hot encoding e BoW. Tal problema pode ser minimizado com a aplicacao de
métodos de reducdo dimensional como o PCA. Outra limitag@o para aplica-lo em tarefas
mais complexas de NLP estd no fato de que se trata de uma medida puramente estatistica,
baseada na frequéncia dos termos, que nao considera as proximidades semanticas em que
0s termos ocorrem, ou seja, ndo verifica as palavras que ocorrem mais proximas ou mais
distantes entre si. Métodos mais recentes de word embeddings, comentados nas proximas
subsecdes, buscam resolver essa segunda limitagao.

2.4.3. Word Embeddings

A seguir, sdo descritos os principais métodos utilizados para geracao de vetores densos
(Embeddings), gerados a partir de modelos baseados em redes neurais. Sdo discutidos
tanto os métodos de Word Embeddings, que geram uma representacao vetorial para cada
palavra, quanto os métodos de Sentence Embeddings (Secao 2.4.4), que, por sua vez,
consideram por¢des mais longas de textos, como as frases, sentencgas e pardgrafos.

2.4.3.1. Word2Vec

Com o Word2Vec, proposto por [Mikolov et al. 2013] inaugurou-se um novo paradigma
de representacdo semantica vetorial. Este tipo de representacdo tem como principal ca-
racteristica a atribui¢do de um vetor denso, de tamanho arbitrdrio, a cada palavra de um
corpus, gerado a partir do treinamento de redes neurais. Esses vetores sdo gerados a par-
tir da andlise das janelas semdnticas em que tais palavras venham a ocorrer. Este tipo
de representacdo trouxe uma série de inovacdes e vantagens: 0s vetores nao precisam
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ser treinados apenas no corpus em que serd feita a andlise (€ uma pritica comum que se
tomem vetores pré-treinados sobre um corpus com vocabuldrio mais extenso, como a Wi-
kipedia, e apenas sejam otimizados sobre o corpus avaliado); além disso, € eliminado o
problema da esparsidade de dados, obtendo uma representagao vetorial mais rica. Resul-
tados experimentais indicam que relacdes semanticas complexas podem ser capturadas,
como a relag@o entre os nomes de paises e suas respectivas capitais. Além disso, sind-
nimos obtém representacdes mais proximas, enquanto antdnimos se distanciam de forma
equivalente no espago vetorial [Mikolov et al. 2013, Jurafsky and Martin 2021].

O Word2Vec, em si, € o nome dado a dois modelos conhecidos como Skip-Gram
e Continuous Bag of Words (CBOW). No modelo Word2Vec Skip-gram, toma-se como
entrada uma palavra, e a partir dela, tenta-se prever as palavras que venham a ocorrer
em sua vizinhanca. No modelo Word2Vec CBOW, toma-se como entrada uma janela de
palavras, e tenta-se prever qual palavra ocorreria naquele contexto. A Figura 2.1 ilustra a
arquitetura de ambos. Como podemos ver, além das camadas de entrada e saida, hd apenas
uma Unica camada de projecdo, a qual chamamos de camada oculta (hidden layer).

Entrada Projecdo  Saida Entrada Projecdo  Saida

w(t-2) wi(t-2)

w(t-1) wit-1)

SUM

w(t+1) wit+1)

N
7 N

wit+2) w(t+2)

cBOW Skip-gram

Figura 2.1. Esquema de representacao dos métodos que compdéem o Word2Vec,
CBOW e Skip-Gram. Nela, o t indica a posicdo de uma palavra dentro de uma
sentenca. Adaptado de [Mikolov et al. 2013].

O algoritmo de aprendizado dos embeddings do Word2Vec Skip-Gram toma como
entrada um corpus de texto, com um tamanho N de vocabuldrio. Inicialmente, sdo atribui-
dos valores aleatdrios para cada um dos vetores das palavras do vocabulério: tais pesos sao
ajustados ao longo do treinamento para que palavras ocorrendo em contextos semelhan-
tes obtenham representacdes vetoriais (embeddings) préximos, e palavras de significado
distante, que ndo costumam ocorrer nos mesmos contextos, obtenham representacdes o
mais distante possiveis entre si.

Este treinamento € andlogo a tarefa de um classificador binario que vai recebendo
instancias positivas e negativas de treinamento: em cada palavra analisada por iteracdo, as
instancias positivas sdo palavras que realmente ocorrem em sua proximidade, e as negati-
vas, uma sele¢do, de tamanho proporcional, de palavras que ndo ocorrem. O treinamento
do algoritmo ird, entdo, minimizar a funcdo de perda (Loss Function) representada pela
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Equacdo 3, cujo objetivo € maximizar o produto escalar entre uma palavra e um exemplo
positivo de contexto, € minimizar em relagdo aos exemplos negativos (as fungdes o cor-
respondem a distribui¢do sigmdide de probabilidade de cada um dos casos). O tamanho
do contexto observado € arbitrario, sendo definido como um pardmetro de treinamento.
Essa minimizacdo € feita através de uma funcdo de Gradiente Descendente Estocéstico.
Ao final, duas representagdes sdo aprendidas: uma matriz W contendo em cada vetor w;
um word-embedding para cada palavra do vocabuldrio, e uma matriz C em que cada vetor
c¢; € um embedding relativo ao contexto. [Jurafsky and Martin 2021].

k

Lsg = —[logo (cpos - W) + Z l0gG (—Cneg - )] 3)
i=1

Para uma descri¢do detalhada do treinamento do modelo da arquitetura CBOW,
consultar [Wen et al. 2016] e [Sivakumar et al. 2020].

2.4.3.2. Global Vectors (GloVe)

O modelo conhecido como GloVe (do inglés Global Vectors) [Pennington et al. 2014] é
uma varia¢do de matriz de co-ocorréncia, cujo objetivo € produzir vetores continuos para
representacdo de palavras, de maneira a minimizar o erro quadrético entre o produto veto-
rial entre uma palavra w e uma palavra de contexto w’. Os vetores sdo obtidos pela mini-
mizacdo da Equagdo 4. Nela, X; ; corresponde ao nimero de vezes em que uma palavra j
aparece no contexto de uma palavra i (sendo w} e w; suas representacoes vetoriais). X,y
corresponde a um hiperparametro de valor arbitrdrio pré-definido (sugerido experimen-
talmente pelos autores do modelo como X, = 100), e os vetores b; e b’j correspondem
aos seus respectivos vieses:

Vv
J = .Zlf(Xi,j)(WiTW}—f—bi—f—b}—lOg(X,'J))Z 4)
L]=

O peso de cada vetor € dado por:

X/ Xma)® se Xij < Xax
fXig) = { 1 caso contrdrio.

O tamanho total dos vetores de representacdo de palavras, o fator escalar @ (com

valor experimentalmente sugerido pelos autores de o = %) e janela de contexto, por sua
vez, sdo arbitrarios [Rendel et al. 2016].

2.4.3.3. FastText

Buscando solucionar uma limitagdo do Word2Vec - o fato de que este ignora a estrutura
sintdtica das palavras, considerando cada uma delas como um foken unitério - o modelo
FastText propde uma flexibilizacdo desta representacdo, que permite mensurar, além da
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proximidade semantica das palavras, sua proximidade 1éxica. Por esta razdo, o FastText
mostra-se robusto em reconhecer palavras que apresentem algum desvio em relagcdo a
grafia original (devido a erros de digitagcdo, por exemplo), por permitir a representacdo de
palavras fora do vocabuldrio original de treinamento.

No FastText, cada palavra € representada por uma sequéncia de N-gramas de ca-
racteres. Por exemplo, dada uma palavra como “<farol>", onde os caracteres especiais
“<” e “>” indicam o inicio e o final da palavra, respectivamente, € uma janela (de tama-
nho arbitrario, escolhido pelo usudrio) n = 3, o FastText toma como entrada os 3-gramas:
“<fa”, “far”, “aro”, “rol”, “ol>"; além da palavra completa “<farol>". A cada um
destes N-gramas, € associada uma representagdo vetorial unica. Entdo, a representagdo
vetorial final da palavra, consistird na soma dos vetores de representacdo de todos os seus
N-gramas [Joulin et al. 2016, Bojanowski et al. 2017].

2.4.4. Sentence Embeddings

Similar a Word Embeddings, mas considerando por¢cdes mais longas de textos, i.e., sen-
tencas, frases ou pardgrafos, ao invés de apenas uma palavra, os métodos de Sentence Em-
beddings se destacam em relacdo a Word Embeddings por resultarem em modelos mais
eficientes, ao transferir o aprendizado para outras tarefas de NLP, requerendo conjuntos
de dados de treinamento menores, e obtendo desempenho superior em diversas tarefas
de NLP [Cer et al. 2018]. A seguir, sdo descritos os principais métodos de sentence em-
beddings, desde os primeiros propostos, tais como SkipThought, InferSent e USE, até os
modelos estado-da-arte SBERT, e modelos multilingues (cross-lingual) como o LASER, o
mUSE e o LaBSE.

2.4.4.1. SkipThought

O modelo SkipThought [Kiros et al. 2015], possui uma arquitetura composta por trés re-
des neurais treinadas por meio de aprendizado nio supervisionado, que geram represen-
tacdes vetoriais de tamanho fixo para as sentencas, sendo uma delas para codificar uma
sentenca de entrada e as outras duas para decodificar a sentenga anterior e posterior a
entrada. A premissa do modelo € de que, dada uma sentencga de entrada, ele consiga iden-
tificar regularidades na sentenca que permitam inferir as sentencas que vém antes e depois
dela [Kiros et al. 2015]. Por isso, durante o treinamento, cada ponto de dado é composto
por trés sentengas contiguas, representadas pela tripla (S;_1,S;,Si+1). A camada de codi-
ficagcdo recebe a sentenga §;, enquanto as outras duas camadas de decodificacdo recebem a
sentenca anterior (S;_1) e posterior (S;41). Durante o treinamento, o erro propagado pelas
camadas de decodificacdo € utilizado para refinar o treinamento da camada de codifica-
cdo. Assim que o modelo converge, somente a camada de codificacdo é mantida, a qual é
usada para gerar os embeddings de tamanho fixo, que podem ser aplicados em diferentes
tarefas de NLP.

Uma das vantagens do SkipThought € o fato de ser um modelo ndo supervisio-
nado, necessitando apenas do corpus de treinamento para criar o modelo de embeddings.
Como o proprio artigo base do SkipThought apresenta na se¢do de conclusdo, essa arqui-
tetura abriu varias possibilidades para novos modelos, por exemplo, baseados em redes
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convolucionais e até a expansao para trabalhar com pardgrafos inteiros em vez de senten-
cas [Kiros et al. 2015]. Uma das limitacdes do SkipThought é a necessidade de contexto,
uma vez que cada sentenca depende da sentenca anterior e posterior a ela em uma ordem
coerente para treinar o modelo. Nesse sentido, mensagens no Twitter, por exemplo, nao
seriam adequadas para o treinamento desse modelo.

2.4.4.2. InferSent

O InferSent [Conneau et al. 2017], diferentemente do SkipThought, ¢ um modelo baseado
em aprendizado de mdquina supervisionado, capaz de gerar representacoes semanticas
de sentencas escritas em lingua inglesa. O InferSent é treinado com o corpus Stanford
Natural Language Inference (SNLI) [Bowman et al. 2015], que € composto por triplas
contendo: (i) uma premissa (uma sentencga qualquer); (ii) uma hip6tese inferida a partir
da premissa; e (ii1) o julgamento de voluntdrios sobre a relagdo entre a premissa e a
hipétese. O julgamento atribuido pelos voluntdrios pode assumir uma de trés possiveis
classes, sendo “vinculo”, se a premissa possui relacdo com a hipétese, “contradicao”, se
a hipdtese contradiz a premissa, ou “neutro”, se ndo € possivel estabelecer uma relagao
entre a premissa e a hipotese.

Esse corpus faz parte de um campo dentro da grande area de NLP chamado Na-
tural Language Inference (NLI), ou inferéncia de linguagem natural. A NLI compreende
a tarefa de determinar se uma hipétese e respectiva premissa possuem vinculagdo logica,
sdo contraditdrias, ou neutras (indeterminadas) entre si. Por exemplo, considerando a pre-
missa “todos os dias nessa localidade sdo ensolarados” e a hip6tese “essa localidade esté
nublada”, a tarefa de NLI € identificar se a hipdtese possui vinculo, contradicao ou € neu-
tra em relacdo a premissa. Conjuntos de dados usados para treinar modelos de NLI sdo
comumente usados para treinar modelos de embeddings, dada a sua capacidade de gene-
ralizacdo, como € o caso do proprio InferSent e do SentenceBERT, que sera apresentado
em um dos tépicos desta secao.

A arquitetura do InferSent possui dois codificadores idénticos para as sentencas de
entrada, um para a premissa € outro para a hipdtese, que geram os vetores u € v, respecti-
vamente [Conneau et al. 2017]. Em seguida, esses vetores sdo concatenados para extrair
arelacdo entre si de trés formas distintas: (i) concatenando as duas representagdes ((«,v));
(i1) multiplicando os vetores (u *v); e (iii) calculando o valor absoluto da diferenca en-
tre os vetores (Ju — v|) [Conneau et al. 2017]. A representacdo resultante, que captura a
relacdo entre a premissa e a hipdtese, alimenta um classificador com multiplas camadas
totalmente conectadas, além de uma camada de saida com funcdo de ativagdo Softmax
[Conneau et al. 2017]. O InferSent possui 3 saidas para representar cada uma das clas-
ses: “vinculo”, “contradi¢do” e “neutro” [Conneau et al. 2017]. Diferentes arquiteturas
de redes neurais, incluindo células do tipo Long Short-Term Memory (LSTM) ou Ga-
ted Recurrent Units (GRU), e suas variacdes, foram testadas para os codificadores nessa
arquitetura [Conneau et al. 2017]. O modelo com maior acuricia nos testes foi o que uti-
lizou redes neurais com células LSTM bidirecionais e camada de max pooling (referida
no artigo como BiLSTM-max) [Conneau et al. 2017]. Em testes realizados pelos autores,
o modelo BiLSTM-max obteve desempenho ligeiramente superior em varias tarefas de
NLP, em comparacdo ao SkipThought original, sendo um modelo capaz de generalizar
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melhor em vdrias tarefas de Semantic Textual Similarity (STS), que € um campo dentro
de NLP relacionado a tarefas como traducao, sumarizacdo e geracao de textos, perguntas
e respostas (QA), busca semantica e sistemas conversacionais [Cer et al. 2017].

Uma vantagem da arquitetura InferSent, é o fato dela conseguir trabalhar com
sentengas e textos com maior dimensao, além de ndo necessitar que o corpus utilizado no
treinamento esteja em uma sequéncia logica, como € o caso do SkipThought. Apesar de
a arquitetura poder ser adaptada para treinamento com diferentes conjuntos de dados, a
versao original treinada com os dados do SNLI estd disponivel apenas para lingua inglesa,
limitando sua aplicacdo a esse idioma.

2.4.4.3. Universal Sentence Encoder (USE)

O Universal Sentence Encoder (USE) [Cer et al. 2018] oferece duas maneiras para gerar
sentence embeddings de textos escritos em inglés: (i) utilizando o subgrafo de codificacao
(encoding) da arquitetura Transformers [Vaswani et al. 2017]; e (ii) utilizando uma Deep
Averaging Network (DAN) [Iyyer et al. 2015]. Em comum, ambos os métodos recebem
como entrada um a sequéncia de palavras, em mintusculo e tokenizada com Penn Treebank
(PTB) tokenizer, e produzem um sentence embedding com 512 dimensdes. Apesar dessa
semelhanga, a forma como cada método constrdi os embeddings das sentencas é muito
distinta, como veremos a seguir.

No primeiro caso, € utilizado o mecanismo de autoatencdo (self-attention), intro-
duzido pela arquitetura Transformers [Vaswani et al. 2017]. Na arquitetura Transformers,
o mecanismo de self-attention € o responsavel por calcular o relacionamento entre as pa-
lavras da sentenca de entrada e, enquanto ele faz isso para uma determinada palavra, ele
permite que o modelo tenha foco nas outras palavras da senteca que sdo mais similares a
esta, por isso 0 nome do mecanismo € atencio, por permitir que o modelo concentre-se
mais no que realmente importa [Vaswani et al. 2017]. Desta forma, ao utilizar o meca-
nismo de self-attention, o modelo USE consegue computar as representacdes das palavras
com contexto de uma dada sentenca de entrada, considerando tanto a ordem como a iden-
tidade das palavras. Tais representagdes sdo convertidas em um tnico vetor numérico
de tamanho fixo, obtido através da soma dos elementos de mesmas posi¢des dos veto-
res. A principal vantagem em se utilizar esse método € o alto desempenho em diferentes
tarefas de NLP, mesmo quando os conjuntos de dados possuem poucas amostras para
treinamento.

Por exemplo, em [Cer et al. 2018], os autores conduziram diversos experimentos
para avaliar o desempenho dos modelos em diferentes tarefas de NLP, tais como a SST
(classificacao bindria de sentimento em nivel de frase [Socher et al. 2013]) e STS Bench-
mark (similaridade textual semantica entre pares de frases [Cer et al. 2017]). Para isso,
foi utilizado apenas word embeddings (sendo utilizado o Word2Vec), ou apenas sentence
embeddings, ou a combinacao de word e sentence embeddings, em relacdo ao baseline,
que inicializa os pesos da rede de maneira aleatéria e os word embeddings sdo aprendidos
ao longo do treinamento com base nos dados da tarefa avaliada. Dentre os resultados
apresentados, chama a aten¢do o desempenho do USE com o mecanismo de self-attention
(chamado de USE_T) para a tarefa SST, onde foram avaliados o desempenho dos mode-
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Figura 2.2. llustracao da arquitetura do modelo DAN. Imagem de [lyyer et al. 2015].

los considerando diferentes tamanhos do conjunto de treinamento (1.000, 2.000, 4.000,
8.000, 16.000, 32.000 e 67.300). Como mostrado, com apenas 1.000 amostras de trei-
namento, o modelo USE_T obteve um resultado superior em comparagao com Varios ou-
tros modelos, mesmo eles tendo sido treinados com o conjunto de dados de treinamento
completo (i.e., 67.300 amostras). Para as demais tarefas de NLP avaliadas, os melhores
resultados também foram obtidos com o USE_T, seja ele sozinho ou em conjunto com
algum modelo de word embeddings.

Diante desses resultados, fica claro o grande potencial do USE_T para transfe-
rir seu aprendizado para muitas tarefas de NLP. No entanto, como o USE_T utiliza o
transform encoding model, sua complexidade de tempo é O(n?), sendo N o tamanho da
sentenca de entrada, bem como sua complexidade de espago também é quadratica, ou
seja, O(nz). Desta forma, caso seja necessario ter uma melhor eficiéncia em termos de
tempo, memoria, ou ambos, sem degradar significativamente o desempenho, vocé pode
optar pelo modelo USE com o encoding gerado com a DAN, chamado USE_D, ja que ele
tem complexidade de tempo linear, O(n), e sua complexidade de espago é constante no
tamanho da entrada, O(1).

Para combinar os multiplos word embeddings das palavras de uma dada sentenca
de entrada em um tnico vetor (i.e., 0 sentence embedding), a DAN primeiro computa
a média dos word embeddings e, entdo, utiliza o vetor resultante para alimentar uma
ou mais camadas de uma rede neural profunda (DNN, do Inglés Deep Neural Network)
[Iyyer et al. 2015]. A Figura 2.2, apresenta um exemplo do processo da DAN para uma
frase contendo 4 palavras, utilizando duas camadas ocultas (i.e., hidden layers) e a classi-
ficacdo (linear) na udltima camada (i.e., softmax). Note que ao calcular a média dos word
embeddings para utilizar como entrada da DNN, a informacdo sintatica, i.e., a posi¢do em
que as palavras aparecem na frase, se perde e, por isso, a DAN € considerada uma fun-
cdo de composi¢ao ndo ordenada. Apesar disso, como € possivel observar nos resultados
apresentados em [Cer et al. 2017], o USE_D apresenta bom desempenho em tarefas de
classificagdo de texto.
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2.4.4.4. SentenceBERT (SBERT)

O SentenceBERT (SBERT) [Reimers and Gurevych 2019], é um modelo estado-da-
arte baseado no Bidirectional Encoder Representations from Transformers (BERT)
[Devlin et al. 2018] — um modelo considerado “divisor de 4dguas” na drea de NLP.
O SBERT permite a geracdo de embeddings com mesma capacidade de generaliza-
cdo, mas com complexidade computacional ordens de magnitude menor em compa-
racdo com seu predecessor e outros modelos até entdo estado-da-arte, como o In-
ferSent e USE [Reimers and Gurevych 2019]. Por isso, para entender essas vanta-
gens, primeiramente € necessario compreender a arquitetura de seu modelo predecessor
[Reimers and Gurevych 2019].

O BERT ¢ um modelo de aprendizado profundo criado para ser facilmente adap-
tado a diferentes tarefas de similaridade seméantica sem necessitar grandes alteragdes em
sua estrutura (agnostico de tarefa) [Devlin et al. 2018]. Esse modelo gera representacdes
usando uma ldégica similar a aplicada pelo SkipThought, onde o contexto anterior € pos-
terior de uma palavra ou sentencga € usado para identificar as caracteristicas que melhor
representam sua relacdo com seu entorno. Para isso, o BERT usa o mecanismo de aten-
cao introduzido pela arquitetura Transformers [Vaswani et al. 2017]. Sua arquitetura é
composta por codificadores com redes neurais de aprendizado profundo, treinados per-
correndo o corpus tanto na ordem natural em que as sentengas ocorrem, quanto na ordem
inversa, por isso o uso do termo ‘“bidirecional” [Zhang et al. 2021]. O fato do aprendi-
zado ocorrer em ambas as dire¢des, permite que esse modelo possa ser pré-treinado mais
rapidamente e com uma quantidade menor de dados em comparacdo com modelos estado-
da-arte que usam aprendizado unidirecional, como o Generative Pre-trained Transformer
(GPT) [Radford et al. 2018, Zhang et al. 2021].

A arquitetura do SBERT, por sua vez, se assemelha a do InferSent, contendo dois
codificadores BERT com uma estrutura de redes siamesas - compartilhando os pesos en-
tre si e necessitando apenas uma entrada - esse é o diferencial que torna esse modelo
muito mais rdpido em comparagdo ao BERT [Reimers and Gurevych 2019]. Na saida
de cada um dos codificadores BERT, uma camada de pooling é responsdvel por gerar
duas representacOes vetoriais, u € v, de tamanhos fixos [Reimers and Gurevych 2019].
Para tarefas de classificacdo, os vetores u e v, entdo, sdo transformados em uma tripla
contendo (i) u; (ii) v; e (iii) o valor absoluto da subtra¢do entre o vetor u e v (Jju — v|)
[Reimers and Gurevych 2019]. Essa tripla é passada para um modelo de classificacio
usando a fun¢do de ativacdo Softmax [Reimers and Gurevych 2019]. Ja para tarefas de
regressao, a similaridade do cosseno entre os vetores u e v € computada apds a camada de
pooling e enviada para a saida do modelo [Reimers and Gurevych 2019].

Com essa arquitetura, o SBERT, além de ter apresentado melhor desempenho em
relacdo ao InferSent e USE, também resolve os problemas de complexidade computacio-
nal apresentados pelo BERT [Reimers and Gurevych 2019]. Além disso, o SBERT pos-
sui outras caracteristicas que o tornam bastante atrativo, ndo apenas na drea académica,
mas em aplicagdes na industria. Por exemplo, modelos SBERT monolingues podem ser
aumentados para tarefas de NLP multilingues com boa capacidade de generaliza¢do, par-
tindo da premissa de que uma sentenga traduzida deve ser mapeada para a mesma posi¢ao
no espaco vetorial que a sentenca original [Reimers and Gurevych 2020]. Esse € o pro-
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cesso usado por um famoso modelo de andlise de toxicidade em comentdrios na web
chamado Perspective API [Jigsaw 2022], que serd apresentado em uma das se¢des desse
capitulo.

Outra vantagem do SBERT ¢ o fato deste modelo estar disponivel por meio de uma
biblioteca de cédigo aberto feita em Python, chamada Sentence-Transformes'?, que dis-
ponibiliza varios modelos pré-treinados para diferentes tarefas, incluindo modelos mul-
tilingues. O projeto tem uma documentacdo bem estruturada e expde alguns métodos
faceis de usar para a geracdo de embeddings, bastando apenas indicar o0 nome do mo-
delo pré-treinado que serd usado e aplicd-lo para gerar os embeddings. A transferéncia
de aprendizado também pode ser facilmente feita com essa biblioteca, permitindo adaptar
qualquer modelo disponibilizado a diferentes tarefas de NLP.

2.4.4.5. Modelos Multilingues

Modelos multilingues, também conhecidos como independente de idioma (do termo em
Inglés language-agnostic), t€m a capacidade de gerar embeddings similares para palavras
com o mesmo significado mas escritas em idiomas diferentes. Ou seja, no espago vetorial
de embeddings, as palavras bom, good, bueno, bien, gut e bene, terdo representacoes
vetoriais muito semelhates, caso o modelo multilingue suporte seus respectivos idiomas,
Portugués, Inglés, Espanhol, Francés, Alemao e Italiano.

Note que essa carateristica € muito interessante, uma vez que pode ser muito dificil
ter corpus disponiveis em diferentes idiomas para treinar os modelos de linguagem, sendo
a maioria deles escritos em lingua Inglesa. Além disso, ao lidar com textos de midias
sociais, € muito comum se deparar com textos escritos em outros idiomas. Por exemplo,
ao coletar tweets compartilhados por pessoas que estdo em uma cidade cosmopolita como
Nova lorque, EUA, além de textos escritos em Inglés, como € esperado, também € comum
obter tweets escritos em Portugués, Espanhol, Mandarim, entre outros idiomas. Desta
forma, utilizar modelos multilingues para geracdo dos embeddings podem ser uma boa
opc¢ao.

Como vimos na secdo anterior, o SBERT pode ser treinado para tarefas de NLP
multilingues. Além dele, sdo apresentados a seguir outros trés modelos multilingues am-
plamente utilizados pela academia e industria.

* Language-Agnostic SEntence Representations (LASER)
[Artetxe and Schwenk 2019], foi o primeiro modelo a explorar a representa-
¢do de sentencas multilingues para propdsito geral, ou seja, sem ter uma tarefa de
NLP especifica. Para isso, o LASER utiliza uma arquitetura sequence-to-sequence
encoder-decoder, como mostra a Figura 2.3. Como podemos ver, o encoder é
composto por uma rede LSTM bidirecional (ou simplesmente, BiLSTM), que
recebe como entrada uma sequéncia de palavras (representadas pelas varidveis
X1,X2,...), seguida do simbolo que indica o final da sentenca (i.e., </s>). Cada
palavra é primeiro codificada por um vocabulédrio de Byte-Pair encoding (BPE),
que foi construido considerando a concatenagao de todos os corpora de treinamento

2https://www.sbert.net. Ultimo acesso em 11 de Setembro de 2022.
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Figura 2.3. llustracao da arquitetura do modelo LASER. Imagem de [lyyer et al. 2015].

dos 93 idiomas suportados pelo modelo, antes de alimentar a rede BILSTM. Com
isso, ndo é necessdrio informar explicitamente o idioma de entrada para o encoder,
o que auxilia o modelo a aprender as representacdes independente do idioma.
Por fim, o sentence embedding é obtido no encoder ao aplicar a operacdo max
pooling sobre a BILSTM. O decoder por sua vez, que é composto por apenas uma
rede LSTM, recebe como entrada o sentence embedding gerado pelo encoder,
concatenado em cada etapa do tempo com a codificacio BPE da sentenca alvo
(i.e., as palavras <s>,y1,...,y,) € a codificacdo que especifica qual idioma deve ser
gerado (representado pela variavel L;y).

Assim, considerando dados anotados em apenas dois idiomas alvos, onde foram uti-
lizados Inglés e Espanhol, o LASER foi treinado de maneira end-to-end para tarefa
de traduc@o. Apds o treinamento, o encoder torna-se capaz de gerar sentence em-
beddings em qualquer um dos 93 idiomas do conjunto de treinamento, de modo que
sentengas semelhantes em diferentes idiomas também estejam préximas no espago
de embeddings.

* Multilingual Universal Sentence Encoder (mUSE) [Yang et al. 2019] € uma exten-
sao do modelo USE [Cer et al. 2018] (descrito na Secao 2.4.4.3), onde sdo adicio-
nados dois modelos multilingues multitarefas, sendo um baseado em Rede Neural
Convolucional (Convolutional Neural Network, CNN) e outro na arquitetura Trans-
formers, além de um modelo Transformers multilingue para uso em recuperacao
de perguntas e respostas (Retrieval Question Answering, ReQA). Em comum, os
trés novos modelos sdo treinados utilizando a abordagem multi-task dual-encoder
[Chidambaram et al. 2018], que é capaz de aprender representagdes semelhantes
para frases com significados idénticos, porem, escritas em idiomas distintos, por
meio de bridging translation task [Chidambaram et al. 2018]. Ao todo, 16 idiomas
distintos sdo suportados pelo mUSE.

* Language-agnostic BERT Sentence Embedding (LaBSE) [Feng et al. 2020], tam-
bém utiliza a abordagem dual-encoders, semelhante ao mUSE, para aprender re-
presentacdes multilingues. Nesta abordagem, pares de sentencas de origem e alvo
sdo codificadas separadamente, onde os embeddings de cada uma sdao obtidos por
encoders distintos, mas que compartilham seus parametros. Os embeddings sdo en-
tao treinados considerando a tarefa de tradu¢cdo. Como podemos ver na Figura 2.4,
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Figura 2.4. llustracdo da arquitetura do modelo LaBSE. Imagem de [Feng et al. 2020].

o principal diferencial do LaBSE, em relacdo aos demais modelos multilingues que
utilizam essa abordagem, € a combinagao de um encoder pré-treinado baseado no
modelo de linguagem BERT com os dual-encoders, evitando assim a necessidade
de treind-los do zero. Com isso, o LaBSE consegue reduzir drasticamente a quanti-
dade de treinamento necessario e, ainda assim, alcangcar um desempenho superior.
Ao todo, 109 idiomas distintos sdo suportados pelo LaBSE. Além disso, o LaBSE
também foi capaz de produzir bons resultados para mais de 30 idiomas além dos
que j4 sao suportados, mesmo ndo havendo quaisquer dados de treinamento de tais
idiomas.

2.5. Modelagem e Extracao de Conhecimento

Nesta secdo, serdo apresentadas técnicas de modelagem que podem ser aplicadas para
extrair conhecimento a partir de representacdes vetoriais de textos. Dentre os topicos que
serdo apresentados, estdo as técnicas para agrupamento de textos similares, incluindo o
agrupamento com k-means, agrupamento hierdrquico e agrupamento usando algoritmos
de detec¢do de comunidades em grafos. Por ultimo, serdo apresentadas técnicas para
modelagem de tépicos e seus respectivos desafios.

2.5.1. Agrupamento de Textos

O problema da clusterizagdo ou agrupamento, pode ser definido como o de identificar gru-
pos de objetos similares em um conjunto de dados [Aggarwal and Zhai 2012]. Em NLP,
o agrupamento de textos pode ser aplicado em diferentes granularidades, por exemplo, a
nivel de documento, pardgrafos, sentengas ou termos [Aggarwal and Zhai 2012]. Além
do simples agrupamento de textos, também é possivel realizar a organiza¢ado hierdrquica,
sumarizacgdo e classificacdo de documentos — no ultimo caso, transformando a tarefa de
clusterizacdo em uma tarefa de aprendizado supervisionado [Aggarwal and Zhai 2012].
Virias técnicas podem ser utilizadas para realizar clusterizacdo, incluindo abordagens
cldssicas, como o k-means e o agrupamento hierdrquico, assim como a transformacao de
textos em grafos para aplicacdo de algoritmos de deteccao de comunidades.
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2.5.1.1. k-means

Um dos mais famosos métodos de agrupamento € o k-means, dado seu funcionamento
simples e intuitivo. Inicialmente, deve-se escolher o nimero de agrupamentos (ou, clus-
ters), em que o conjunto de documentos deve ser particionado, dado pelo parametro k, que
pode ser definido com o auxilio de heuristicas [Tan et al. 2018]. Entdo, sao definidos os
centrdides iniciais para cada um dos k clusters em um espaco multidimensional, podendo
inicialmente serem aleatorios ou definidos por alguma heuristica [MacQueen 1967]. De-
pois, é calculada a similaridade da representacdo vetorial de cada documento com todos
os centroides dos clusters usando, geralmente, a distancia Euclidiana ou alguma outra
métrica de similaridade [MacQueen 1967]. Em seguida, cada documento € alocado ao
cluster com maior similaridade com seu centréide [MacQueen 1967]. Feito isso, o cen-
troide de cada cluster é atualizado pela média da representacio vetorial dos documentos
no cluster (por isso o0 nome k-means) e repetido o processo de célculo de similidade até
que o algoritmo atinja um critério de parada (i.e., um nimero maximo pré-definido de ite-
racdes ou quando ndo houver alteracdes significativas nos centroides) [MacQueen 1967].

Esse método pode ser aplicado sobre representacdes vetoriais ingénuas de docu-
mentos, como o one-hot-encoding, apresentando resultados satisfatorios para algumas
aplicagdes. Contudo, representagdes simples como essa, em geral, resultam em vetores
esparsos que dificultam o célculo da similaridade entre documentos. Esse € o caso, por
exemplo, de textos curtos em um corpus com vocabuldrio extenso, como no caso de men-
sagens do Twitter, ou comentdrios em postagens de midias sociais em geral, onde a com-
plexidade no vocabulério é maior devido a presenca de girias, erros gramaticais e lingua-
gem da Internet. Por isso, representacdes vetoriais mais sofisticadas, como word/sentence
embeddings, que sdo capazes de capturar melhor as regularidades 1éxicas e/ou semanticas
presentes nos textos, sao preferiveis nesse tipo de aplicacdo [Aggarwal and Zhai 2012].

Em analise de textos de midias sociais, a velocidade com que um algoritmo con-
segue produzir um resultado pode ser determinante para sua escolha, uma vez que nesses
ambientes digitais sdo produzidos grandes volumes de dados para serem processados,
sendo comum algumas aplica¢cdes demandarem que isso seja feito, inclusive, em tempo
real. Nesse sentido, o algoritmo k-means original tem um custo computacional alto de
O(kns), onde n é o nimero de documentos e s é o tamanho da representagdo vetorial
de cada documento [Sculley 2010]. Uma forma de reduzir o custo computacional € re-
movendo termos pouco representativos no corpus, consequentemente reduzindo o valor s,
por exemplo, usando o préprio valor de TF-IDF para filtrar termos muito comuns ou muito
raros no vocabuldrio. Apesar disso, ainda assim, essa reducio pode nao ser suficiente para
grandes conjuntos de dados. Por isso, foram propostas diversas variacdes do algoritmo k-
means, uma delas, dentre as mais famosas, chamada mini-batch k-means [Sculley 2010].
Essa abordagem trabalha com amostragens aleatérias de documentos para serem com-
parados com os centrdides, dado por um parametro, que torna o algoritmo ordens de
magnitude mais rdpido que a versdo original, possibilitando clusterizacdo de documentos
praticamente em tempo real em diversas aplicag¢des [Sculley 2010].
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2.5.1.2. Agrupamento Hierarquico

Um dos desafios em grandes corpus de dominios do mundo real, como no caso de textos
de midias sociais, € ndo saber de antemao informacdes quantitativas sobre como docu-
mentos estdo organizados [Ushioda 1996]. O agrupamento com k-means, como apresen-
tado na secao anterior, colabora nessa tarefa. Contudo, em algumas aplicac¢des, pode ser
dificil escolher o valor de k e compreender o motivo de um determinado agrupamento
ter sido identificado, principalmente em grandes corpus. Para minimizar esse problema,
existe uma classe especial de métodos de agrupamento, chamada agrupamento hierar-
quico. O agrupamento hierdrquico permite agrupar as representacdes dos textos em dife-
rentes niveis de granularidade, criando organizacdes dos clusters e subclusters na forma
de dendrogramas. Essa é uma representacdo conveniente, que ajuda a responder pergun-
tas como “Quantos grupos uteis existem nestes dados?” e “Quais sdo as inter-relagdes
mais importantes?” [Murtagh and Contreras 2012].

Existem dois métodos para realizar o agrupamento hierdrquico: (i) por meio de
algoritmos divisivos, e (ii) por meio de algoritmos aglomerativos. Algoritmos hierdrqui-
cos divisivos [Zhao and Karypis 2002], iniciam o processo de particionamento dividindo
o conjunto de documentos inicial em dois clusters. Em seguida, os clusters formados
(contendo mais de um documento), sdo divididos ao meio, baseando-se em uma heu-
ristica dada por uma funcdo de critério de clusterizacdo. Esse processo continua n — 1
vezes, sendo n o nimero de documentos. Ao final, cada cluster ird conter apenas um
documento, chamado de nds folhas. Nessa abordagem, o dendrograma € construido de
cima para baixo, partindo de um unico cluster com todos os documentos e terminando
com cada documento em seu proprio cluster [Zhao and Karypis 2002]. De maneira in-
versa, os algoritmos hierdrquicos aglomerativos [Zhao and Karypis 2002], come¢cam com
um documento em cada cluster e, progressivamente, une os pares de clusters entre si, até
resultar em um unico cluster com todos os documentos inclusos.

Os algoritmos de agrupamento divisivo, em geral, definem o problema de agrupa-
mento como o cdlculo de uma solugdo de agrupamento tal que o valor de uma funcao de
critério de clusterizacdo seja otimizado [Zhao and Karypis 2002]. As fun¢des de critério
de clusterizagdo podem ser dividas em 4 grupos: (a) internas, (b) externas, (c) hibridas
e (d) baseadas em grafos. As funcdes internas (a), consideram na similaridade entre os
documentos do cluster a ser particionado, desconsiderando documentos fora dele; as fun-
coes externas (b), se baseiam em quanto o cluster que serd particionado se difere de outros
clusters; as fungdes baseadas em grafos (c), modelam os documentos como grafos e usam
métricas de clusterizacdo; e as fungdes hibridas (d) otimizam multiplas fungdes de critério
de clusterizacao [Zhao and Karypis 2002].

Os algoritmos de agrupamento aglomerativo, por sua vez, podem aplicar diferen-
tes métodos para identificacdo dos pares de clusters, a serem agrupados em cada passo
[Tan et al. 2018]. Existem varios métodos feitos para aplicacdes especificas, dentre eles,
o de linkagem tinica e o de linkagem completa. O esquema de linkagem tinica, agrupa dois
clusters que contém o par de documentos com a menor distancia entre si, dentre todos os
pares de documentos no corpus [Omran et al. 2007]. J4 o esquema de linkagem completa,
agrupa dois clusters quando a distancia entre o par de documentos mais distantes entre
si for a menor dentre todos os pares de documentos no corpus [Omran et al. 2007]. Ha

80



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

também um método muito similar ao aplicado pelo k-means, chamado método centréide,
onde o agrupamento é feito entre dois clusters que tenham a menor distincia entre seus
pontos médios (centréides) [Tan et al. 2018].

Em relacdo a complexidade computacional, os algoritmos de agrupamento hi-
erdrquico aglomerativo possuem dois passos que aumentam seu custo computacional,
sendo o primeiro deles a comparacdo da similaridade entre os pares de todos os do-
cumentos, repetindo esse procedimento em cada passo ao subir na arvore de resulta-
dos. Por isso, esses algoritmos possuem complexidade polinomial, geralmente de O(n?)
[Zhao and Karypis 2002]. J4 os algoritmos de agrupamento divisivos, dada a natureza
de “dividir para conquistar”, ttm complexidade de O(nlog(n)) ou, em muitos casos, li-
near — quantos mais balanceados os clusters, mais rapidamente o algoritmo converge
[Zhao and Karypis 2002].

2.5.1.3. Deteccao de Comunidades em Grafos

Grafos no contexto de NLP podem ser interessantes pelo poder de expressarem relacoes
complexas entre as entidades. Comunidades, também chamadas clusters ou agrupamen-
tos em grafos, sdo estruturas formadas por vértices que apresentam caracteristicas em
comum. No contexto de NLP, a detec¢do de comunidades pode ser utilizada para iden-
tificar grupos de textos similares. Para isso, o primeiro passo consiste em modelar um
grafo que representa um dado corpus. Isso pode ser feito de diferentes formas, por exem-
plo, construir um grafo ponderado e ndo direcionado, onde os vértices representam 0s
tokens presentes no corpus (i.e., o vocabuldrio), as arestas indicam alguma relacao entre
os tokens e, o peso das arestas, reflentem a intensidade dessa relacdo.

Para fins ilustrativos dessas ideias, considere o grafo construido em
[Santos et al. 2020a]. Nesse trabalho, os autores primeiro realizaram Part-Of-Speech
(POS) ragging em todas as sentengas de um corpus, o qual € composto por aproxima-
damente 40 mil comentdrios de usudrios das midias sociais Google Places e Foursquare
(Tips). Com isso, foi possivel identificar quais fokens eram um adjetivo, por ser a classe de
palavras que designa qualidade e, por isso, foi a escolhida pelos autores. Ao todo, foram
identicados 271 tokens como sendo adjetivos. O proximo passo, foi identificar a similari-
dade sintdtica e semantica entre esses fokens, para ponderar as arestas de um grafo. Para
i$s0, 0 mesmo corpus foi utilizado para treinar o modelo Word2Vec [Mikolov et al. 2013]
e, assim, ser possivel computar a similaridade entre os 271 tokens. Adicionalmente, tam-
bém foi considerado a polaridade do sentimento (podendo ser positiva, negativa ou neu-
tra, como € discutido em mais detalhes na Sec¢do 2.6.3), para compor a pontuagdo final
de similaridade entre os fokens. A utilizacdo da polaridade do sentimento nesse caso €
bastante relevante, para aumentar a pontuagdo entre fokens de mesma polaridade e, por
outro lado, penalizar quando os fokens t€m polaridades opostas. Isto € devido a palavras
como “Otimo” e “péssimo”, ou “alegre” e “triste”, que podem ter contextos muito pare-
cidos, mas sentidos opostos. Por exemplo, “meu dia estd sendo 6timo” e “meu dia estd
sendo péssimo”, ou, “recebi uma noticia que alegrou o meu dia” e “recebi uma noticia que
entristeceu o meu dia”. Em ambos os exemplos, as expressdes sdo quase iguais, exceto
pelos adjetivos.
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De posse dos tokens e das pontuagdes de similaridade, os autores construiram um
grafo ndo-direcionado, completo e ponderado, denotado por K, = (V,E,®), onde V é o
conjunto de vértices que representa os 271 tokens (i.e., |V| =n=271), E é o conjunto de
arestas entre todos os vértices, onde cada aresta e € E tem o peso @, € @, definido pela
pontuacdo de similaridade. Antes de realizar a deteccdo de comunidades no grafo Kj,,
os autores removeram as arestas consideradas “leves”, aquelas cuja a pontuacao é menor
que um certo threshold, afim de remover conexdes entre vértices pouco similares. Entao,
apods a remogao de tais arestas, os vértices que ficaram isolados também foram removidos,
resultando em um grafo com 261 vértices e 3485 arestas, que foi utilizado para detecc¢ao
de comunidades.

O método escolhido pelos autores para deteccao de comunidades foi o clique per-
colation [Palla et al. 2005], que identifica k-clique comunidades como sendo a unido de
todas as cliques de tamanho k que podem ser alcangadas através de cliques adjacentes
(i.e., que compartilham k — 1 vértices). Como resultado, em [Santos et al. 2020a], foram
identificadas 8 comunidades, considerando k = 6.

O método clique percolation € particularmente interessante, porque possibilita a
remocgao de possiveis ruidos, uma vez que vértices fracamente conectados nao s@o coloca-
dos em nenhuma comunidade. Além disso, também permite a existéncia de comunidades
sobrepostas, ou seja, um mesmo vértice pode pertencer a vdrias comunidades e, assim,
evita a divisdo de grandes comunidades em pequenas, mantendo comunidades com con-
textos semelhantes unidas. No entando, este método possui duas principais desvantagens:
definir o valor adequado de k; e, como o problema k-clique é .4/ &-dificil, no pior caso,
sua complexidade € exponencial no niimero de vértices.

Alternativamente, outro método bastante conhecido para deteccao de comunida-
des em grafos € o Label Propagation Algorithm (LPA) [Zhu and Ghahramani 2002] que,
diferente do método clique percolation, € rapido (complexidade de tempo quase linear
no tamanho da entrada — o grafo) e considera apenas a estrutura do grafo para identificar
as comuninades, sem necessitar definir a priori nenhuma fungéo objetivo ou parametro.
Para isso, o LPA considera inicialmente que cada objeto é uma comunidade (ou cluster).
Entdo, de maneira interativa, o LPA atualiza a label de cada vértice do grafo, de acordo
com a label majoritdria entre os seus vizinhos e, em caso de empate entre duas ou mais
labels, uma € escolhida de maneira aleatéria. Quando o algoritmo converge, i.e., cada
no ja possui a label majoritaria de seus vizinhos, entdo ele se encerra e os vértices que
terminarem esse processo com a mesma label sao considerados como sendo da mesma
comunidade. Também é possivel definir um nimero méaximo de iteracdes, para encer-
rar o processo antes da convergéncia. Além disso, € possivel utilizar o LPA de maneira
semi-supervisionada, onde se atribui algumas labels preliminarmente, i.e., algumas co-
munidades sdo definidas no inicio, restringindo assim as possiveis solu¢des resultantes.

2.5.2. Modelagem de Topicos

Um objetivo comum em NLP € identificar estruturas semanticas compartilhadas entre tex-
tos para determinar quais eventos, conceitos ou assuntos estdo sendo discutidos em um
conjunto de documentos [Vayansky and Kumar 2020]. Esse € o papel da modelagem de
tépicos, um processo que envolve a aplicacdo de métodos estatisticos para descoberta de
estruturas semanticas latentes, também chamadas de topicos, em um conjunto de textos
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[Huh and Fienberg 2012]. Para isso, parte-se da premissa de que cada documento pode
ser representado por uma mistura de topicos, sendo cada tépico composto por palavras
que melhor o define no corpus analisado [Huh and Fienberg 2012]. Por exemplo, em um
corpus de noticias de varias fontes, os topicos poderiam representar eventos que ocorre-
ram (e.g., confronto entre Russia e Ucrdnia, Copa do Mundo, etc.) ou delinear grandes
temas (e.g., economia, politica, educacdo, etc.). A principal tarefa na modelagem de
tépicos, portanto, é descobrir padroes de uso de palavras e relacionar documentos que
compartilham padrdes semelhantes [Alghamdi and Alfalqi 2015].

Quando aplicada a modelagem de tépicos, para a maioria dos casos, ndo € ne-
cessario considerar a ordem em que as palavras ocorrem nos documentos, sendo ge-
ralmente usada uma representacdo vetorial de Bag of Words (BoW) para os textos
[Huh and Fienberg 2012]. De uma forma simplificada, em um modelo de tépicos cada
documento pode ser representado por um histograma com a contagem de cada termo
contido nele [Huh and Fienberg 2012]. A forma desse histograma é proveniente de uma
distribui¢do entre k topicos pré-definidos, os quais sdo distribuidos entre os termos no
vocabulério do corpus [Huh and Fienberg 2012]. O objetivo da modelagem de topicos,
entdo, é aprender essas distribui¢cdes para conseguir inferir estruturas semanticas laten-
tes no corpus [Huh and Fienberg 2012]. Para isso, as técnicas de modelagem de topicos
geralmente incluem dois componentes principais: uma matriz que relaciona os termos
do vocabulério aos k topicos e outra matriz que relaciona os k topicos aos documentos
[Huh and Fienberg 2012].

Existem vdrias técnicas conhecidas para modelagem de tépicos, tais como o La-
tent Semantic Analysis (LSA) [Landauer et al. 1998] — ndo probabilistico —, e sua res-
pectiva versdo probabilistica (pLSA) [Hofmann 2001], e o Latent Dirichlet Allocation
(LDA) [Blei et al. 2003]. Elas podem ser facilmente aplicadas por meio das implemen-
tagdes disponiveis na biblioteca GenSim [Rehtifek and Sojka 2010], que além da imple-
mentacio de todas essas técnicas, também possui uma versdo otimizada do LDA com
processamento paralelizado e métricas para avaliacdo de desempenho. Outra biblioteca
mais recente, chamada OCTIS [Terragni et al. 2021], permite a criacdo de modelos de
tépicos sem a necessidade de otimizar os hiperparametros manualmente, os quais sio es-
timados de forma automética por meio de uma abordagem Bayesiana. Essa biblioteca usa
a mesma implementacio do GenSim [Rehtifek and Sojka 2010], portanto, para efeitos de
comparacao, sdo exatamente as mesmas implementagdes. Outra vantagem da biblioteca
OCTIS, é o fato dela possuir uma interface grafica, que permite a prototipagao rapida de
modelos, sem a necessidade de criar codigo, facilitando com que pesquisadores de dife-
rentes dominios possam criar modelos de topicos para desafios especificos em suas dreas
[Terragni et al. 2021].

Uma caracteristica que deve ser considerada ao modelar tépicos em grandes cor-
pus € sua evolugao ao longo do tempo. Essa caracteristica, em alguns casos, pode compro-
meter o processo de descoberta de topicos, uma vez que os métodos tradicionais, como o
LSA, pLSA e LDA, ndo capturam a relacdo entre os topicos mais novos com seus prede-
cessores [Alghamdi and Alfalgi 2015]. Um exemplo pratico deste caso, seria o de um pes-
quisador cujo objetivo € identificar temas dentro de um determinado campo de pesquisa
ao longo de décadas, de forma que seja possivel obter conjuntos de artigos que tratam
do mesmo tema, mesmo que algumas palavras-chave tenham sido alteradas ao longo do

83



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

tempo [Alghamdi and Alfalqi 2015]. Algumas técnicas conhecidas para modelagem de
tépicos no decorrer do tempo sdo o Topic Over Time (TOT) [Wang and McCallum 2006]
e Dynamic Topic Models (DTM) [Huh and Fienberg 2012]. Essas técnicas adicionam um
novo componente no modelo de tépicos, que € a relac@o entre a metainformacao de times-
tamp dos documentos com os tépicos. Dessa forma, os modelos temporais t€m o objetivo
adicional de aprender a distribui¢cdo dos topicos ao longo do tempo em comparagcdo com
os modelos atemporais [Wang and McCallum 2006, Huh and Fienberg 2012].

Alguns desafios em modelagem de tépicos devem ser destacados. A caracteriza-
cdo de topicos € uma tarefa complexa, uma vez que é necessario um avaliador humano
para identificar qual € o assunto a partir das top N palavras mais representativas de um
topico [Ramage et al. 2009]. Nesse sentido, dar um nome significativo para um topico
¢ dificil, e depende de um profundo entendimento do dominio e vocabuldrio, além das
nuances representadas pelas fop N palavras mais representativas do topico, que nem sem-
pre delimitam de forma clara um tema especifico [Ramage et al. 2009]. Em diferentes
contextos, topicos t€m significados diferentes, por exemplo, em um corpus que evoluiu
ao longo do tempo, pode acontecer de alguns topicos inicialmente ligados entre si se-
rem separados em algum momento, e essa dindmica pode ndo ser capturada pelo modelo
[Ramage et al. 2009]. Por fim, a modelagem de t6picos depende do componente humano,
devendo este, preferencialmente, ser um especialista no dominio, para ser possivel iden-
tificar um numero razodvel k de topicos, além de ser capaz de avaliar se eles possuem re-
lacdo com o que se pretende estudar [Ramage et al. 2009]. Considerando que ndo existe
forma estritamente objetiva para escolher os k tépicos, sendo a qualidade desta tarefa
diretamente relacionada a habilidade do avaliador, que deve saber de antemao quais t6-
picos podem existir no corpus e suas respectivas interpretacdes, aumenta a probabilidade
de enviesar as andlises posteriores [Ramage et al. 2009]. No entanto, existe heuristicas,
como por exemplo, a medida de coeréncia proposta em [Roder et al. 2015], que permite
avaliar a qualidade dos tépicos identificados por modelos de tépicos e, assim, auxiliar na
descoberta do nimero de topicos em um corpus.

2.6. Compreensao Semantica e Emocional

A Compreensdo de Linguagem Natural, ou Natural Language Understanding (NLU),
como o proprio nome indica, auxilia na compreensao semantica de textos em linguagem
natural. Para isso, a NLU, comumente, realiza duas tarefas: detec¢do (ou reconheci-
mento) de intencao e reconhecimento de entidades nomeadas. Assim, para cada texto em
linguagem natural (também chamado de expressao ou, ainda, utterance), a NLU retorna
como resultado de seu processamento a inten¢do do texto, isto €, o objetivo que a pessoa
tinha em mente ao enviar a expressao, e as entidades nomeadas que foram reconhecidas.
Além disso, também pode-se incluir a deteccdo de sentimentos € emocao a esse processo
para ser possivel obter também a compreensao emocional. Nesta se¢do sdo apresentados
mais detalhes sobre as técnicas que compdem a NLU.

2.6.1. Deteccao de intencao

A deteccdo de intengdes € a parte responsavel por fornecer uma interpretacao geral do
significado de uma expressdao. Em outras palavras, a inten¢do nos informa o que uma
expressao quer dizer. Normalmente, ¢ uma tarefa abstraida em um processo de classifi-
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cacdo, na qual se treina um modelo de classificacdo supervisionado com um conjunto de
expressoes rotuladas, onde para cada expressdo € atribuida uma intencdo correspondente.

Para dados de midias sociais, normalmente, ndo temos a disposi¢do a intencao
(podendo ser uma categoria, ou assunto, ou tema, etc) dos textos compartilhados, que
poderia nos auxiliar no processo de construciao do conjunto de dados para treinamento do
modelo de classificacdo. Além disso, os usudrios podem compartilhar contetdos diversos,
desde de politica, esporte, cultura, religido, até situacdes pessoais cotidianas, como suas
lembrancas (conhecido como tbt, do termo “Throwback Thursday’), declaragdes amoro-
sas e momentos especiais. Entdo, uma possivel pergunta seria: quais sdo as possiveis
intengdes em corpus de textos de midias sociais?

Para responder a essa questdo, podemos utilizar a modelagem de topicos (como
descrito na Secdo 2.5), para determinar quais assuntos estao presentes no corpus, Como
mostra [Churchill and Singh 2021, Aiello et al. 2013], onde sdo analisados varias abor-
dagens para mineiragdo de textos de midias sociais e identificacdo de topicos. Desta
maneira, apds identificar os tOpicos presentes no corpus € atribuir um assunto para cada
um deles, de acordo com as palavras que o melhor representam, torna-se mais simples a
criacdo do conjunto expressdes rotuladas.

De posse do conjunto de expressdes rotuladas, o proximo passo € treinar algum
modelo de classificagdo, para que ele seja capaz de inferir a intencdo mais provavel
de uma expressao inédita (i.e., uma expressdo diferente das expressdes utilizadas du-
rante o treinamento do modelo). Para isso, existe vérias possibilidades, como utilizar
uma arquitetura similar ao modelo LASER [Artetxe and Schwenk 2019], sendo uma rede
BiLSTM, seguida de uma rede LSTM e uma camada totalmente conectada (fungdo ativa-
cdo) para realizar a classificacdo, que € similar ao modelo utilizado em [Yang et al. 2017].
Ou, ainda, utilizar algum modelo de sentence embeddings baseado na arquitetura Trans-
formers (como descrito na Secdo 2.4.4), que é o estado-da-arte para vdrias tarefas de
NLP, entre elas, a classificacdo de textos. Assim, pode-se utilizar o modelo LaBSE
[Feng et al. 2020] para obtencdo dos embeddings, seguido de algum algoritmo de clas-
sificacdo (Random Forest, Logistic Regression CV, etc). Em [Ladeira et al. 2022], sao
avaliadas diferentes combinacdes de modelos de sentence embeddings e algoritmos de
classificacdo para deteccdo de intencdes, considerando 5 conjuntos distintos de expres-
soes rotuladas.

2.6.2. Reconhecimento de entidades nomeadas

O reconhecimento de entidades nomeadas (do inglés Named Entity Recognition, ou NER),
corresponde a tarefa de reconhecimento e categorizacdo de termos relevantes em um texto,
para enriquecimento da interpretacdo das informagdes contidas neste texto. Esses termos
relevantes s@o os substantivos correspondentes a nomes proprios, por exemplo, pessoas,
empresas, lugares, produtos, organizagdes, cores, valores monetarios, idioma, GPE (pai-
ses, estados, cidades), dentre outros.

Desta forma, a tarefa do NER € reconhecer dentre os termos de um texto escrito
em linguagem natural, quais podem ser caracterizados como nomes proprios € quais ca-
tegorias de nome provavelmente se referem, o que é chamado de entidades nomeadas. Ha
portanto, diferentes técnicas para identificar as entidades nomeadas, por exemplo, o slot
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filling.

No slot filling, cada palavra (ou termo) de um texto é marcada com um slot. Para
isso, € utilizado algum tipo de notagdo, por exemplo, a popular notacdo in/out/begin
(IOB), onde “B” denota o inicio de uma entidade, “I”” significa “dentro” e € usado para
todas as palavras que compdem a entidade, exceto a primeira, e “O” significa auséncia de
entidade.

A Tabela 2.1 mostra um exemplo de slot filling inspirado em [Mesnil et al. 2014],
que utiliza o bem conhecido benchmark chamado Airline Travel Information System
(ATIS). Como podemos ver, as palavras “Boston” e “New York” foram identificadas como
sendo os locais de partida e chegada, respectivamente. Além disso, a palavra “today” foi
identificada como uma data. A partir deste resultado, € possivel compreender com base
nos slots identificados, quais sao as cidades de origem e destino e, também, a data da
viagem.

Frase | show | flights | from | Boston | to | New | York | today
Slots 0O O O | B-dept | O | B-arr | [-arr | B-date

Tabela 2.1. Exemplo de slot filling inspirado em [Mesnil et al. 2014].

Para realizar esta tarefa, a abordagem mais popular é o Conditional Random Field
(CRF) [Lafferty et al. 2001] e suas variantes. O modelo CRF de cadeia linear, ¢ um mé-
todo de classificacio discriminativa capaz de prever a sequéncia mais provavel de rétulos
(ou slots) para uma sequéncia de palavras. Recentemente, as abordagens de aprendizado
profundo se tornaram mais populares para preenchimento de slots devido a seu desempe-
nho superior ao modelo CRF, por exemplo, utilizando RNNs (Recurrent Neural Networks)
[Mesnil et al. 2014] ou modelos Seq2Seq (sequence-to-sequence) com o mecanismo de
self-attention [Zhao and Feng 2018].

Caso vocé ndo deseje implementar seu modelo de slot filling do principio, vocé
pode se aproveitar de bibliotecas publicas, como o spaCy'? e o Duckling!4, que j4 ofere-
cem algoritmos robustos para reconhecimento de entidades em diversos idiomas.

2.6.3. Analise de sentimentos

A Andlise de Sentimentos (AS), ou Minera¢gdo de Opinides, € o estudo computacional
das opinides, atitudes e emocdes de pessoas em relacdo a uma entidade, por exemplo,
um individuo, evento ou tépico [Medhat et al. 2014]. Esse é um campo em NLP, que
visa identificar a polaridade do sentimento (negativo, positivo ou neutro) ou emogao (e.g.,
raiva, antecipacdo, nojo, medo, alegria, tristeza, surpresa, confianca, etc.) presente em
um texto [Mohammad and Turney 2013]. Além dessas tarefas principais, a AS também
¢ usada para deteccao de toxicidade, sarcasmo, andlise multilingue de sentimentos, entre
outras aplicacdes complexas [Zhang et al. 2018]. Vale ressaltar que neste capitulo nosso
foco é em contetudo texual, mas essa tarefa vem sendo desenvolvida para outros tipos de
contetido, como o0s visuais, por exemplo, na andlise de sentimentos em fotos de midias
sociais [Oliveira et al. 2020].

Bhttps://spacy.io/api/entityrecognizer. Ultimo acesso em 11 de Setembro de 2022.
https://github.com/facebook/duckling. Ultimo acesso em 11 de Setembro de 2022.
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Com a crescente quantidade de dados produzidos na web e o aumento do poder
computacional, a AS tornou-se uma das dreas de pesquisa mais ativas em NLP, perme-
ando outras dreas além da ciéncia da computacao, como administragdo e ciéncias sociais,
uma vez que opinides sao centrais para quase todas as atividades humanas e sao as princi-
pais influenciadoras do comportamento [Zhang et al. 2018]. Nesse sentido, identificar o
sentimento (ou opinido) em textos € muito util para diversas aplicagdes, principalmente,
para aplicagdes com tomada de decisdo em larga escala. Por exemplo, selecdo de comen-
tarios agressivos em artigos de noticias para serem moderados [Jigsaw 2022], extragao da
opinido publica sobre um candidato ou partido politico [Pang et al. 2008], priorizacdo de
respostas a avaliacdes negativas de produtos, para diminuir possiveis impactos negativos
no comportamento de consumo do produto ou marca [Bougie et al. 2003] ou estudar o
impacto do sentimento em revisoes (reviews) de hotéis visando guiar usudrios nas suas
decisdes [Santos et al. 2020b]. Em tarefas como essas, a AS tem duas vantagens em des-
taque: permite andlises em larga escala e reduz a subjetividade provocada por avaliadores
humanos.

A AS pode ser realizada em trés niveis diferentes: (i) nivel de documento; (ii)
nivel de frase; ou (iii) nivel de aspecto [Medhat et al. 2014]. No primeiro caso, a uni-
dade bdsica de onde a emocdo é extraida é o documento, partindo da premissa de que
todo o documento expressa a opinido sobre uma tnica entidade [Zhang et al. 2018].
No segundo caso, a extragdo € feita a nivel de sentenca dentro de um documento
[Medhat et al. 2014], partindo da premissa de que a sentenga possui uma opiniao so-
bre uma entidade [Zhang et al. 2018]. Nos dois primeiros niveis, ndo € possivel obter
detalhes importantes para alguns tipos de aplicagdes em que opinides sobre diferentes
entidades coexistem em um mesmo documento ou sentenca. Nesse caso, entra a AS a
nivel de aspectos, que visa compreender nio apenas a opinido sobre a entidade como um
todo, mas também sobre partes especificas da entidade, chamados de aspectos ou de al-
vos [Zhang et al. 2018]. Esse tipo de andlise mais refinada pode ser utilizada em casos
em que uma entidade pode ter opinides diferentes para aspectos distintos. Por exemplo,
considere essa avaliacdo de produto: “A qualidade de voz deste telefone ndo € boa, mas a
vida util da bateria € longa”, note que ela combina um sentimento positivo sobre o aspecto
“vida 1til da bateria”, com um sentimento negativo sobre o aspecto “qualidade de voz”
[Feldman 2013, Medhat et al. 2014].

As abordagens para AS podem ser divididas em trés categorias, podendo ser ba-
seadas em (1) Iéxicos, (i1) aprendizado de maquina, ou (iii) hibridas [Medhat et al. 2014,
Zhang et al. 2018]. Na abordagem baseada em léxicos, sdo construidos diciondrios com
termos conhecidos e relacionados a sentimentos, obtidos por meio de processos esta-
tisticos em grandes corpus, possibilitando a identificagdo de emogdes em entidades por
meio da ocorréncia de palavras do 1éxico no texto a ser analisado [Medhat et al. 2014].
Ja na abordagem baseada em aprendizado de mdaquina, sdo aplicados diferentes al-
goritmos de aprendizado supervisionado ou ndo supervisionado [Medhat et al. 2014,
Zhang et al. 2018]. Por dltimo, a abordagem hibrida, que € uma combinac¢do das duas
primeiras, por exemplo, em modelos que usam aprendizado de méquina para classifi-
cacdo de termos em larga escala, usando como base de treinamento 1éxicos anotados
manualmente, eliminando parte do esfor¢co manual envolvido na criacdo de l1éxicos de
grande escala [Medhat et al. 2014]. A vantagem da abordagem (i), est4 relacionada a in-
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dependéncia de dominio, mas com a desvantagem de ser menos precisa e demandar maior
investimento de tempo na cria¢do do léxico [Gamon and Aue 2005]. J4 a abordagem (ii),
possui a vantagem de geralmente ser mais precisa, uma vez que modelos de aprendi-
zado de maquina podem identificar regularidades no corpus, que a simples contagem de
ocorréncias de categorias emocionais no texto em um léxico ndo conseguiria identificar
[Zhang et al. 2018].

Dentre as tarefas de AS, duas sdo mais comuns: a detec¢io de polaridade do sen-
timento e a detec¢dao de emocdes. No primeiro caso, sdo identificadas as palavras em um
dado texto que refletem sentimentos positivos, negativos ou neutros. Assim, € atribuido a
cada palavra “relevante”, uma pontuacdo flutuante dentro do intervalo [—1.0;1.0], sendo
—1 para negativo, 0 para neutro e 1 para positivo. J4 a deteccdo de emogdo, consiste
em identificar a ocorréncia ou intensidade de determinadas classes de emocao em um
dado texto [Medhat et al. 2014]. Para ambos os casos, dois Iéxicos sd0 comumente uti-
lizados: (i) EmoLex (the NRC Emotion Lexicon) [Mohammad and Turney 2013]; e (ii)
LIWC (Linguistic Inquiry Word Count) [Pennebaker et al. 2001], que sdo descritos a se-
guir.

2.6.3.1. EmoLex

O EmoLex € um Iéxico em inglés que possui associacdes de palavras com os sen-
timentos € com as oito emocdes primdrias da teoria de Plutchik [Plutchik 1980],
sendo elas: raiva, medo, antecipacdo, confianca, surpresa, tristeza, alegria e desgosto
[Mohammad and Turney 2013]. O EmoLex foi criado em 2013 para suprir uma lacuna
da época, ainda ndo haviam léxicos que conseguissem mapear uma grande quantidade
de termos em Inglés [Mohammad and Turney 2013]. Por isso, os autores compilaram
unigramas e bigramas comuns na lingua Inglesa, incluindo termos do General Inquire
[Stone et al. 1966] e do WordNet Affect Lexicon, em um tnico 1éxico. Entdo, usaram uma
plataforma crowdsourcing para classificacdo manual dos termos em larga escala, cons-
truindo um dos maiores 1éxicos disponiveis em lingua Inglesa, feito especificamente para
andlise de sentimentos e emog¢des [Mohammad and Turney 2013].

Muito mais que o Iéxico, esse trabalho apresentou um arcabougo usando boas
praticas para a classificacdo de termos em larga escala, além de considerar aspectos éticos
e respectivas implicagdes em novos trabalhos [Hipson and Mohammad 2021], servindo
como base para a criacdo de outros léxicos derivados, que podem ser encontrados no site

de um dos autores!’.

2.6.3.2. LIWC

O LIWC € uma ferramenta amplamente aplicada para identificar caracteristicas linguis-
ticas, psicoldgicas e sociais em textos [Pennebaker et al. 2001]. A operagao basica do
LIWC se resume em percorrer cada uma das palavras em um texto, procurando sua
ocorréncia em um diciondrio (1éxico) interno, para identificar a qual categoria ela per-
tence e, por ultimo, calculando o percentual de ocorréncias de cada categoria no texto

IShttp://saifmohammad.com/WebPages/lexicons.html. Ultimo acesso em 29 de Agosto de 2022.
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[Pennebaker et al. 2001]. Inicialmente, o diciondrio do LIWC era composto apenas pe-
las categorias de emog¢des negativas e positivas em Inglés, mas com sua evolucio, foram
incluidas classes gramaticais e processos psicoldgicos, como auto-reflexdo, pensamento
causal, entre outras [Tausczik and Pennebaker 2010]. Também foram criados dicionarios
para outras linguas, incluindo portugués do Brasil [Balage Filho et al. 2013]'%. Quando
o LIWC foi desenvolvido, o objetivo era criar um sistema eficiente que pudesse explo-
rar tanto os processos psicolégicos quanto o contetdo [Tausczik and Pennebaker 2010].
Com isso, duas categorias amplas de palavras foram incluidas, sendo elas as de contetido,
que exploram caracteristicas psicométricas, como emogdes positivas e negativas, afeto,
cognicdo, entre outras, e as de estilo ou funcdo, que exploram as caracteristicas grama-
ticais, como pronomes, preposi¢des, artigos, conjungdes, verbos auxiliares, entre outras
[Tausczik and Pennebaker 2010]. Por exemplo, na frase “Foi uma noite escura e tempes-

29 ¢

tuosa”, as palavras “noite”, “escuro” e “tempestade”, sdo palavras de contetido, enquanto

99 G¢ bE T3 (1P 4)

“iss0”, “era”, “um” e “‘e” sdo palavras de funcdo [Tausczik and Pennebaker 2010].

Dentre as categorias de conteudo disponiveis no LIWC, estdo as emogdes posi-
tivas (e.g. amor, legal, doce, etc.) e negativas (e.g. ferido, feio, desagraddvel, etc.),
processos sociais (filha, marido, vizinho, adulto, bebé, etc.), processos cognitivos (e.g.
pensar, conhecer, causa, etc.), processos perceptivos (e.g. observar, escutar, sentir, etc.),
processos bioldgicos (e.g. comer, sangue, dor, etc.), relatividade (e.g. chega, vai, em-
baixo, ontem, até, fim, etc.), preocupagdes sociais (e.g. auditar, igreja, cozinhar, trabalhar,
mestrado, etc.), consentimento (e.g. concordar, ok, etc.), ndo-fluéncias e palavras de pre-
enchimento (e.g. hm, er, umm, certo, etc.), entre outras [Tausczik and Pennebaker 2010].
Além dessas categorias, algumas contagens estdo disponiveis, como quantidade de pala-
vras, quantidade de palavras por sentenca, percentual de palavras que foram identifica-
das no diciondrio interno, entre outras contagens bastante uteis em diferentes aplicacdes
[Tausczik and Pennebaker 2010].

Com esse repertorio, o LIWC consegue trazer um alto detalhamento sobre o texto
analisado, por isso, é um léxico amplamente usado em estudos na drea da psicologia e
sociologia. Inclusive, a versdo em inglés do diciondrio oficial do LIWC foi utilizada
em projetos derivados em AS, como o SentiStrength [Thelwall et al. 2010], para constru-
cdo de sua lista interna de palavras [Balage Filho et al. 2013]. Em relac@o aos dicioné-
rios em portugués brasileiro, existem duas versdes, uma criada em 2007 (LIWC_2007pt)
e outra, baseada na primeira, criada em 2015 (LIWC_2015pt), ambas avaliadas com-
parando com outros l1éxicos e entre versoes, respectivamente [Balage Filho et al. 2013,
Carvalho et al. 2019]. Atualmente a dltima versao LIWC_2015pt é a recomendada para
trabalhos em produc¢do [Carvalho et al. 2019].

2.6.3.3. Perspective AP1

Além de 1éxicos, que se baseiam na contagem de palavras em categorias especificas,
métodos baseados em aprendizagem de maquina podem ser aplicados para indicar o
grau em que diferentes categorias de emocdes incidem em textos [Zhang et al. 2018].

1%http://143.107.183.175:21380/portlex/index.php/pt/projetos/liwe. Ultimo acesso em 24 de Agosto de
2022.
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Uma aplicagdo bastante util € a identificacdo de toxicidade em textos de midias soci-
ais, focando na incidéncia de categorias negativas como insulto, profanidade, ameaga,
racismo, etc. [Jigsaw 2022]. Comportamentos online nao civilizados, como assédio e
abuso, desencorajam interacdes saudaveis, levando a conflitos e experiéncias desagrada-
veis [Kumar et al. 2018]. Um caso especial € representado por comentarios grosseiros,
desrespeitosos ou irracionais que podem levar os usudrios a ndo se engajarem em dis-
cussoes benéficas para o entendimento mutuo sobre um determinado assunto, esse é o
conceito que define o termo “toxicidade” [Jigsaw 2022].

Dada a velocidade com que as discussdes por meios de comentdrios cres-
cem na web [Kumar et al. 2018], diferentes modelos de identificacdo de toxicidade
em larga escala foram criados para resolver desafios especificos [Srivastava et al. 2018,
Almerekhi et al. 2020]. Dentre eles, estd o fato desse tipo de texto conter variados graus
de sutileza inerentes a linguagem, aspectos culturais, especificidades de contexto, pre-
senca de sarcasmo e uso de figuras de linguagem, que podem mascarar a real toxicidade
de um comentario. Outros desafios incluem o fato de os comentédrios em midias sociais
serem geralmente textos curtos, contendo erros de ortografia que ocorrem de forma es-
parsa no conjunto de dados [Srivastava et al. 2018]. Além disso, modelos baseados em
aprendizado de mdquina, tais como os usados para andlise de toxicidade, tendem a ser
suscetiveis a ataques adversdrios, nos quais um usudrio mal-intencionado pode ajustar
seu comentdrio, trocando palavras toxicas por uma variante facilmente reconhecida por
um humano, mas indetectavel pelo modelo, por exemplo, substituindo a palavra “estd-
pido” por “st.Up1d0” [Hosseini et al. 2017]. Tal mudanga na entrada pode causar um
disturbio na saida do modelo, fazendo com que um comentério téxico seja reconhecido
como nao téxico [Hosseini et al. 2017]. Um ultimo desafio esta relacionado a toxicidade
ter variacdes considerdveis entre linguas distintas, considerando aspectos culturais e da
propria forma de uso da lingua [Srivastava et al. 2018].

Nesse sentido, um modelo multilingue foi disponibilizado gratuitamente por meio
de uma iniciativa da empresa Google, chamada Perspective API [Jigsaw 2022]. Esse mo-
delo pode ser acessado por meio de uma API publica, que permite identificar diferentes
categorias de toxicidade em comentdrios online. Por ser uma ferramenta amplamente
adotada por alguns dos principais veiculos jornalisticos internacionais para moderar co-
mentérios em seus portais, além de estar disponivel de forma aberta, o Perspective API é
um potencial candidato para aplicacdes envolvendo o estudo do comportamento abusivo
em midias sociais.

O Perspective API atribui uma pontuacdo continua entre 0 e 1 para diferentes ca-
tegorias de toxicidade em um comentario [Jigsaw 2022]. Uma pontuacdo mais alta para
uma determinada categoria (ou atributo), indica uma maior probabilidade de um leitor
perceber que o comentdrio possui este atributo [Jigsaw 2022]. Por exemplo, conforme
apresentado na documentagdo da API, um comentdrio como “Vocé é um idiota” pode
receber uma pontuagdo de 0,8 para o atributo TOXICIDADE, indicando que 8 entre 10
pessoas perceberiam esse comentario como toxico [Jigsaw 2022]. Com isso, € possivel
usar essa pontuacdo, por exemplo, para priorizar a andlise manual de comentarios ou até
remover automaticamente comentarios com pontuacao acima de um determinado limite
[Jigsaw 2022]. A arquitetura do Perspective API é composta por modelos multilingues
baseados em sentence embeddings BERT treinados em dados de féruns online, que sio
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separados em redes neurais convolucionais (CNNs) para cada um dos idiomas suportados
pelo modelo - essa separacdo garante que os modelos para diferentes linguas possam ser
treinados separadamente de forma rapida, além de permitir maior velocidade no processa-
mento da entrada [Jigsaw 2022]. Um dos idiomas suportados € o portugués, inclusive, um
estudo recente mostra que utilizar textos de comentdrios em portugués do Brasil atinge
melhores resultados que a sua tradugdo para inglés nessa API [Kobellarz and Silva 2022].

O Perspective API tem os chamados atributos de producgdo, testados em varios
dominios e treinados em quantidades significativas de comentarios anotados por humanos
— esses atributos estdo disponiveis para Inglés, Portugués e dezenas de outros idiomas
[Jigsaw 2022], inclusive idiomas expressivamente mais complexos para essa tarefa, como
o Mandarim, Sueco e Coreano. Dentre os atributos de produgdo estdo [Jigsaw 2022]:
TOXICITY - “Um comentdrio rude, desrespeitoso ou irracional que provavelmente fara
com que as pessoas deixem uma discussdo”; SEVERE_TOXICITY - “Um comentdrio que
¢ muito odioso, agressivo, desrespeitoso, ou muito provavel de fazer um usudrio sair de
uma discussdo, ou desistir de compartilhar sua perspectiva. Este atributo € muito menos
sensivel a formas mais leves de toxicidade, como comentarios que incluem usos positivos
de palavroes”; IDENTITY_ATTACK - “Comentdrios negativos ou de 6dio direcionados
a alguém por causa de sua identidade”; INSULT - “Comentério ofensivo, inflamatério ou
negativo para uma pessoa ou grupo de pessoas”’; PROFANITY - “Xingamentos, palavroes
ou outras linguagens obscenas, ou profanas”; THREAT - “Descreve a inten¢do de infligir
dor, lesdao ou violéncia contra um individuo, ou grupo”. Além desses atributos, ha outros
ainda experimentais, somente em ingl€s, que nao sao recomendados para uso em produgao
[Jigsaw 2022].

2.7. Possiveis Aplicacoes

Nesta secdo, sdo apresentadas possiveis aplicacoes que podem ser desenvolvidas com
base no conhecimento semantico extraido a partir de dados de midias sociais.

2.7.1. Recomendacio de rotas personalizadas para Cidades Inteligentes

Muitos motoristas vém adotando sistemas de recomendacao de rotas durante seus deslo-
camentos didrios, principalmente em grandes centros urbanos, onde a mobilidade tende
a ser um desafio devido a constantes congestionamentos, interdi¢des para obras, baixa
qualidade no transporte publico, entre outros problemas. Ao utilizar tais sistemas, o0 mo-
torista é capaz de verificar possiveis rotas com tempos de viagem mais rapidos, levando
em consideracdo principalmente a fluidez do transito nas vias que compdem as rotas su-
geridas. Dois sistemas muito conhecidos sdo o Waze e o Google Maps, que consideram as
condicdes de trafego histdricas e atuais, a distancia a ser percorrida e, até mesmo, eventos
ocasionais (como acidentes e bloqueios) reportados por seus usudrios para recomendar
rotas mais rapidas. No entanto, pessoas diferentes t€ém preferéncias diferentes para plane-
jar suas rotas com base em vérios aspectos, como distancia percorrida, tempo de viagem,
consumo de combustivel, qualidade do asfalto, seguranca e beleza das vias e seu entorno.
Aspectos relacionados a mobilidade sdo normalmente estimados e apresentados aos mo-
toristas, para que eles possam escolher a rota desejada. Enquanto outros aspectos das
cidades geralmente sdo mais dificeis de coletar e interpretar, como o nivel de seguranca
dos locais ou a beleza das vias, e, por isso, normalmente nao sdo levados em consideragcao
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para a recomendacio.

Considerando o aspecto de seguranga, ¢ comum vermos noticias de motoristas
que ao seguir orientacdes do sistema de recomendagdo acabaram transitando por regides
consideradas perigosas e sofreram algum tipo de incidente. Por exemplo, um casal que
seguia uma rota recomendada pelo Waze foi baleado ao entrar em uma area perigosa no
Rio de Janeiro, Brasil [Phillips 2017]. Episédios como esse mostram a importancia de
considerar o nivel de segurancga associado as rotas além da mobilidade.

Normalmente, o nivel de seguranca de uma determinada drea da cidade, como
um bairro ou distrito, é estimada com base nas ocorréncias de crime registradas pelos
orgaos oficiais, como as forcas policias e secretarias de seguranca publica. Para muitos
municipos, € possivel obter acesso a tais dados via portais da iniciativa de dados abertos.
Apesar desses dados oficiais representarem uma “impressao digital” da inseguranca das
areas urbanas e, por isso, serem imprescindiveis para elaboracdo e execugao de politicas
publicas, eles podem ndo agregar muito valor aos sistemas de recomendagdo de rotas por
uma série de motivos, tais como:

* Periodicidade: a periodicidade em que os dados sdo disponibilizados pode nao
atender a necessidade do sistema de recomendacdo. Por exemplo, alguns munici-
pios atualizam mensalmente os dados com novos registros de ocorréncia, mas um
crime que aconteceu um més atras pode ndo ter impacto em uma rota a ser sugerida
no momento atual. Para o sistema de recomendacdo, quanto menor for o intervalo
de tempo (minutos ou horas) entre a ocorréncia de um crime e a obtencdo dessa
informacao, melhor serd o servigo prestado por ele, uma vez que ele pode evitar su-
gerir rotas no entorno da drea onde o crime esteja ocorrendo, trazendo assim mais
seguranga aos seus usudrios.

* Isolamento de areas: regides onde historicamente hd mais inseguranca podem ser
completamente evitadas pelos sistemas de recomendagdo, o que potencialmente
impactard tanto os motoristas, por terem que percorrer distancias maiores para con-
tornar tais dreas, mas também a comunidade local, que deixard de ter acesso a um
fluxo maior de pessoas transitando pelo seu bairro e, assim, reduzindo sua capaci-
dade de gerar mais renda por meio de seus servicos e produtos, € consequentemente,
podendo agravar problemas econdmicos e sociais dessas regioes.

Nesse sentido, melhor do que ter o conhecimento histérico sobre ocorréncias de
crime, para os sistemas de recomendac¢do € mais importante detectar eventos de insegu-
ranca enquanto eles acontecem ou, pelo menos, pouco tempo depois deles terem acon-
tecido. Desta maneira, € possivel ajudar seus usudrios a evitarem tais dreas enquanto
elas estdo inseguras. Para isso, algumas midias sociais, como o Twitter e Facebook, po-
dem ser uma rica fonte de dados, uma vez que seus usudrios costumam postar relatos
de crimes e incidentes sofridos e/ou testemunhados por eles para alertar seus contatos
[Lal et al. 2020, von Nordheim et al. 2018].

Diferente dos dados oficiais, que sdo estruturados, manualmente gerados por espe-
cialistas e referente apenas a ocorréncias de crime, o contetido proveniente de midias so-
ciais € diversificado, abrangendo diversos temas, como politica, esportes, cultura, religido

92



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

e etc, tornando a tarefa de extracio de conteddo sobre um determinado tema muito desafi-
adora. Para enderecar esse desafio, em [Santos et al. 2020a] € apresentado um framework
que combina diversas técnicas de NLP descritas aqui, indo desde o pré-processamento
textual e geracdo de word embeddings, até deteccao de comunidades em grafos, agrupa-
mento de textos e andlise de sentimentos.

Por meio do framework, os autores conseguiram mapear ¢ extrair de dados de
Location-Based Social Networks (LBSNs) algumas percepgOes coletivas de areas urba-
nas, por exemplo, quais bairros eram considerados mais agressivos e violentos, em con-
traste com outros que eram considerados mais alegres, respeitosos e espetaculares. Para
analisar a establidade da percepcao ao longo do tempo, os autores conduziram uma ané-
lise temporal, onde foi possivel identificar que a maioria das perce¢des se mantém com
poucas alteragdes independentemente do periodo avaliado. Também foi realizada uma
andlise comparativa com base em um conjunto de dados publico, que contém as percep-
coes dos voluntdrios sobre dreas urbanas expressas em um experimento controlado. Foi
possivel observar que ambos os resultados apresentam um nivel de concordancia muito
semelhante.

Desta maneira, [Santos et al. 2020a] mostram que € possivel utilizar o conheci-
mento extraido por esse framework, para realizar recomendagdes personalizadas conside-
rando as preferéncias e necessidades dos usudrios. Ou, ainda, pode-se considerar outras
técnicas descritas neste trabalho além das utilizadas em [Santos et al. 2020a], para obter
resultados mais relevantes para os sistemas de recomendacao, uma vez que os autores nao
consideraram a utiliza¢do para uma aplicagdo em especifico.

2.7.2. Polarizacao Politica

Em situacdes politicamente polarizadas, a compreensdo do papel dos principais atores,
seu grau de influéncia e o tipo de conteido que espalham em midias sociais € fundamen-
tal para o estudo da dinamica deste fendbmeno no ambiente online [Kobellarz et al. 2022].
Nesse sentido, a andlise de tdpicos e inten¢do de contetidos disseminados por atores in-
fluentes e a respectiva reacdo de quem consome tais contetdos, seja por meio de compar-
tilhamentos ou comentérios, sdo alguns exemplos de casos em que a andlise textual pode
trazer contribui¢des importantes para a compreensao de comportamentos polarizantes em
midias sociais.

Nesse ambito, a hipdtese dos “filtros-bolha” sugere uma intensificagdo da polari-
zacdo gerada por mecanismos que levam individuos a serem expostos de forma seletiva
a informacdes de seu interesse, com objetivo de otimizar o engajamento, em detrimento
daquelas que expde individuos a diversidade de opinides [Pariser 2011]. Uma possivel
forma de mitigar seus efeitos, seria por meio da criacdo de conexdes cruzadas entre gru-
pos politicamente opostos, criando oportunidades de contato intergrupal e troca de in-
formacdes [Burt 2003]. Esse € o papel dos “intermediadores”, usudrios capazes de criar
pontes entre bolhas em uma rede social [Burt 2003, Yan 2019].

Dada a importancia dos intermediadores, a pesquisa de Kobellarz et al. (2022)
[Kobellarz et al. 2022] teve como objetivo compreender como usudrios de sites de redes
sociais se engajam com conteudos compartilhados por intermediadores, sua fonte (domi-
nio) e respectivos topicos. Essa pesquisa teve como objetos de estudo a eleicao presiden-
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cial brasileira de 2018 e a elei¢do federal canadense de 2019, duas situagcdes politicas com
diferentes niveis de polarizacido. Os dados usados nas anélises foram obtidos por meio da
API de streaming do Twitter usando como critério de filtragem hashtags que contemplas-
sem de forma equilibrada os diferentes candidatos e visdes politicas. Foram coletados
dados durante 6 semanas, incluindo o periodo antes e depois do dia de votacdo em cada
situacdo eleitoral.

A polaridade de cada usudrio foi inferida de acordo com a orientagdo politica
das hashtags aplicadas em seus tweets usando uma métrica chamada P(H ), cujo resul-
tado € um valor no intervalo continuo [—1,0;41,0], em que valores préximos de —1,0
ou 41,0 representam uma inclinacdo maior para a esquerda ou direita, respectivamente.
Em seguida, foram construidas redes de retuites para cada uma das semanas, sobre as
quais foram identificados os intermediadores mais representativos por meio de uma mé-
trica de centralidade criada pelos autores chamada ““intergroup bridging centrality” ou,
em portugués, “centralidade de ponte intergrupo”. Essa métrica permitiu selecionar em
cada semana os 100 usuarios com contas verificadas que tiveram maior efetividade em
distribuir conteudos até grupos com posicionamentos politicos diferentes. Para efeitos de
convencao, estes usudrios foram denominados bubble reachers.

Em seguida, foram mantidos apenas os retweets feitos de conteddos compartilha-
dos por bubble reachers que contivessem links para sites de noticias, cujo conteudo foi ex-
traido por meio do uso de uma biblioteca de raspagem de dados chamada news-please'”.
O conteudo textual das noticias foi pré-processado na seguinte ordem: (1) remocdo de
stop-words de listas especificas para os idiomas de cada conjunto de dados, sendo portu-
gués para o caso brasileiro e inglés para o caso canadense, usando a biblioteca NLTK'3;
(2) remocdo de tokens que ndo fossem substantivos, nomes préprios, adjetivos ou verbos
usando modelos de POS-tagging pré-treinados especificos para os idiomas de cada con-
junto de dados usando a biblioteca Spacy!'®; (3) stemming de tokens utilizando modelos
pré-treinados para os idiomas de cada pais através da biblioteca Spacy; (4) transformacao
de tokens em minusculas e remocao de caracteres especiais e acentos; (5) extragdo de bi

e trigramas usando a biblioteca Gensim?°.

Ap6s a limpeza dos dados, os topicos foram extraidos por meio da aplicacao do al-
goritmo Latent Dirichlet Allocation (LDA) [Blei et al. 2003] usando a implementacdo da
biblioteca Gensim. Este algoritmo permite identificar topicos em um conjunto de textos,
considerando que cada texto é composto por uma mistura de topicos [Blei et al. 2003].
Como a escolha de tépicos € feita manualmente para o LDA, foram criados multiplos
modelos para cada conjunto de dados com o ndmero de tépicos indo de 1 até 50. Dentro
desse intervalo, foi escolhido o modelo cuja quantidade de tépicos teve o maior grau de
similaridade seméantica entre os textos por meio da métrica de coeréncia gerada com o
modelo sz, que € baseado na similaridade indireta do cosseno das palavras mais repre-
sentativas de cada tépico em todos os documentos do conjunto de dados. Para todos os
casos, foi utilizada a mesma semente para que os resultados da identificacao dos tépicos
pudessem ser replicados. Com esse método, foram identificados 48 tdpicos no Brasil e 26

https://pypi.org/project/news-please. Ultimo acesso em 11 de Setembro de 2022.
18https://www.nltk.org. Ultimo acesso em 11 de Setembro de 2022.
https://spacy.io. Ultimo acesso em 11 de Setembro de 2022.
2Onttps://radimrehurek.com/gensim. Ultimo acesso em 11 de Setembro de 2022.
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no Canada dentre as 338 e 484 noticias obtidas em cada uma desses paises. Apds a extra-
cao de topicos com este método, foi analisada a dominancia de tépicos de cada conteido,
a partir do qual foi verificado que 87% e 68% dos contetidos nos conjuntos de dados
brasileiro e canadense, respectivamente, eram dominados por apenas um topico, com um
dominio de pelo menos 80% sobre outros topicos. Considerando esse resultado, foi ex-
traido apenas o tema dominante de cada contetudo, verificando-se a quantidade média de
conteudos ligados a cada tema dominante. No caso brasileiro, encontrou-se uma quanti-
dade média de 6,5 (o = 2,5) contetidos por tema dominante e, no caso canadense, uma
média de 15,0 (o = 4,1) conteidos por tema dominante. Esses resultados indicam que
a maioria dos topicos estava bem definida (menos nebulosa) e distribuida uniformemente
entre os conteidos. Por fim, os autores avaliaram manualmente todos os topicos identifi-
cados e chegaram a um consenso sobre se 0s topicos estavam diretamente relacionados as
respectivas situacoes politicas.

Para seguir com as andlises, foram definidas trés entidades de interesse: (i) o
conteudo, representado pelo /ink da noticia, (ii) o dominio, representando a fonte que
publicou o conteudo e (iii) o topico, representado pelo topico latente dominante ligado
ao conteddo. Assim como os usudrios, as entidades também tiveram sua polaridade es-
timada. Para isso foi calculada a polaridade (P(H)) média ponderada dos usudrios que
compartilharam a respectiva entidade, gerando uma métrica chamada RP(H) (polaridade
relativa), cuja interpretacdo é a mesma da métrica P(H). Dentre os resultados foi iden-
tificado que dentre os bubble reachers mais representativos, estavam contas de veiculos
jornalisticos, jornalistas, personalidades politicas e ativistas politicos, mas somente 0s
veiculos jornalisticos neutros conseguiram sustentar essa posi¢do durante mais de uma
semana. Isso indica que esses usudrios conseguiram alcancar grupos homofilos distintos
com maior eficiéncia na rede, ao passo que sustentaram essa posi¢cdo ao longo das sema-
nas no periodo eleitoral. Quanto ao comportamento de usudrios no compartilhamento de
noticias apontadas por links em tweets criados por bubble reachers, usando testes de cor-
relacdo, foi identificado que dominios com RP(H) neutro representando veiculos jornalis-
ticos conseguiram distribuir seus contetdos de forma balanceada para usudrios em grupos
politicamente opostos. Apesar disso, mesmo expostos a contetdos politicamente diver-
sificados, usudrios polarizados preferem se engajar mais frequentemente com contetidos
que favorecem seu posicionamento politico. Em relacio aos tépicos, ndo foi identificada
correlagdo entre a polaridade de tépicos e o posicionamento politico dos usudrios, sendo
importante apenas a polaridade do conteudo nesse sentido.

Os resultados indicaram que, mesmo contornando os mecanismos de filtro-bolha,
a criacdo de conexdes cruzadas entre grupos distintos pode nao ser suficiente para reduzir
a polarizacdo de uma rede. A evidéncia de que veiculos de noticias tendem a distribuir
com mais efici€éncia conteudos a grupos polarizados pode ser interpretada no sentido de
que a midia jornalistica tenta manter seu proposito de imparcialidade, pelo menos quando
considerado o “viés de selecdo” (gatekeeping bias) [D’ Alessio and Allen 2000]. Esse é
um ponto importante no momento atual, em que a midia jornalistica sofre constantes
ataques por lideres politicos e seus seguidores, sob a alegacdo de que produz noticias
falsas ou tendenciosas para enfraquecer seu poder 2!

21 https://fenaj.org.br/violencia-contra-jornalistas-cresce-10577-em-2020-com-jair-bolsonaro-liderando-
ataques e https://cpj.org/wp-content/uploads/2020/04/cpj. Ultimo acesso em 11 de Setembro de 2022.
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2.8. Conclusao

As midias sociais sdo valiosas fontes de informacgdo, devido ao expressivo volume de
dados gerados por seus usudrios e a facilidade em acessa-los de maneira programatica
em larga escala. E, como boa parte do conteido dessas fontes sdo textos escritos em
linguagem natural, torna-se fundamental a utilizacdo de técnicas de processamento de
linguagem natural em conjunto com modelos de aprendizado de maquina para processar,
analisar e extrair insights relevantes a partir de tais textos, que podem auxiliar no desen-
volvimento de novas aplicacdes e servicos. Diante disso, este capitulo além de apresentar
as caracteristicas de famosas midias sociais € como coletar seus dados, também introdu-
ziu os fundamentos e ferramentas das principais etapas do processo de andlise de textos,
fornecendo, assim, os meios necessarios para desenvolver aplicacdes que possam tirar
proveito do conhecimento semantico e emocional extraidos a partir de dados de midias
sociais. Apesar do foco em textos de midias sociais e suas particularidades, boa parte das
técnicas apresentadas também podem ser aplicadas em outras fontes textuais.
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Abstract

The polarization assessed in social networks has reflected the predisposition of so-
ciety to the clash of ideas and the recent encouragement of political rivalry in the world.
From this context, several questions are raised, such as: Are people becoming more po-
larized? If so, what are the positive and negative impacts of social media on this process?
Is it possible to measure polarization in social networks? The goal of this tutorial is to
discuss the current scenario of research in polarization, through a critical overview of
the area, its challenges and opportunities. For such, the main concepts and definitions of
polarization will be presented. The flow of data collection on polarization, its process-
ing, analysis and knowledge extraction will also be presented. For the latter, a special
focus will be given to a taxonomy proposal for polarization metrics in social networks. At
end, we will exercise our knowledge in a practical analysis of polarization applied to the
Covid-19 topic.

Resumo

A polarizacdo aferida em redes sociais tem refletido a predisposicdo da sociedade
para o embate de ideias e o recente incentivo a rivalidade politica no mundo. Deste
contexto, diversas questoes sdo levantadas, tais como: As pessoas estdo se tornando mais
polarizadas? Em caso afirmativo, quais sdo os impactos positivos e negativos das redes
sociais neste processo? E possivel medir polarizagdo nas redes sociais? Neste minicurso,
o objetivo é discutir o atual cendrio de pesquisa em polarizacdo, através de uma visdo
critica geral da drea, seus desafios e oportunidades. Para tal, os principais conceitos e
definicoes sobre polarizacdo serdo apresentados. Assim como o fluxo de coleta dados
sobre polarizacdo, seu processamento, andlises e extracdo de conhecimento. Para este
ultimo, serd dado enfoque especial em uma proposta de taxonomia para métricas de
polarizacdo em redes sociais. Ao final, exercitaremos nossos conhecimentos em uma
andlise prdtica de polarizagdo aplicada ao tépico Covid-19.
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3.1. Introducao

Incipit Vita Nova (uma vida nova comeca) para estudos de polarizagdo com o advento
da Internet. Essa ferramenta transformou o modo como interagimos € nos comunicamos
e, especialmente, potencializou a disseminacdo de opinides individuais e coletivas. A
polarizacdo tem ganhado enfoque especial da academia ao longo do tempo e, mais recen-
temente [Moreira et al., 2020; Valensise et al., 2022], também da industria [Kubin and von
Sikorski, 2021], devido ao seu impacto (positivo e negativo) potencial na sociedade (por
exemplo, através da economia e politica). Este capitulo aborda a Polariza¢do por meio
de uma perspectiva tedrica e pritica. O conteido aqui apresentado explora a estrutura,
organizacgdo, desafios e aplicagcdes dos estudos de polarizacdo com enfoque na Internet,
especialmente nas midias sociais. Nesta secdo, iniciamos discussdes conceituais sobre
polariza¢do, motivamos o leitor com casos recentes e histéricos, bem como apresentamos
uma proposta de metodologia que guia o capitulo. Para iniciar a discussio, sera levantada
a seguinte questao: o que ¢ Polarizacdo?

A géneses da polarizagdo moderna aparece ao expressarmos opinides, desejos ou
intengdes em veiculos propagadores que variam desde a TV até web blogs pessoais. No
Brasil, por exemplo, os candidatos(as) a presidéncia do pais afirmam e levantam evidén-
cias, em debate na TV'!, que as eleicdes presidenciais de 2022 estio polarizadas. Na
Internet, o Facebook tem sido acusado de promover contetidos que dividem a populagio,
podendo criar ou acelerar polarizacdes politicas?. No caso das midias sociais, uma moti-
vacdo da promocao destes conteidos seria explorar a pré-disposi¢ao do cérebro humano
em consumir contetidos que reforcam sua visao de mundo [Klayman, 1995]. Desta forma,
a hipétese é que as plataformas estdo entregando cada vez mais contetidos extremos com
o objetivo de que os usudrios fiquem por mais tempo na plataforma.

Alguns topicos sdo naturalmente alvos de debate, como esportes, politica, con-
sumo de drogas, entre outros. Empiricamente, essas discussdes tendem a fazer com que
as pessoas movam suas opinides para versdes mais extremas delas mesmas [Sunstein,
1999]. Por exemplo, aqueles com opinides contrdrias a regulamentacio das drogas se tor-
nardo extremamente contrdrias depois de interagir com quem compartilha sua visdo. As
pessoas cada vez mais estdo ouvindo suas proprias vozes sendo ecoadas por seus seme-
lhantes. Como consequéncia, se torna mais dificil para que a populacdo possa resolver
os problemas que a sociedade enfrenta conjuntamente, como o aquecimento global, por
exemplo [Sunstein, 2018].

Por um lado, a Internet e, em especial, as midias sociais vem sendo apontadas
como estimuladoras da polarizacao entre os americanos nas ultimas décadas ao criarem
as chamadas “camaras de eco” [Iyengar et al., 2012; Lelkes, 2016]. Nessas camaras,
as pessoas sdo estimuladas por pensamentos andlogos, o que as isolam de divergé€ncias
de opinides e pensamentos [Bright, 2017; Lima et al., 2018]. Mas € preciso cautela,
pois outros autores afirmam que o aumento da polarizacdo pode ndo estar diretamente
ligada ao uso das midias sociais. Por exemplo, segundo [Boxell et al., 2017], os niveis de

!Primeiro debate presidencial 2022 organizado por um pool de emissoras formado entre o Grupo Ban-
deirantes de Comunicagdo, a TV Cultura, o jornal Folha de S. Paulo e o portal Uol.

’https://www.washingtonpost.com/opinions/2020/10/26/facebook-algorith
m-conservative-liberal-extremes/
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polarizacdo crescem mais em populacdes que tipicamente ndo usam medias sociais como,
por exemplo, a populacdo idosa.

Segundo o diciondrio Priberam?, polarizacdo é a concentracio de ideias em um
polo que se opde a outro. Também existe uma vertente nas ciéncias sociais que indica que
a polarizacdo se d4 quando membros de grupos da sociedade se movem na direcdo dos
extremos [Fiorina et al., 2008]. Ha quem defina polarizacdo como um processo social,
onde grupos se dividem em dois sub-grupos opostos cada qual com posi¢des conflitantes
uma as outras, com alguns poucos individuos neutros [Sunstein, 1999].

As defini¢des possuem em comum a ideia de que a polarizacdo divide um grupo
social por meio da divergéncia de ideias. E é com esse conceito em mente que traba-
lharemos ao longo do capitulo. Vale notar que o enfoque deste trabalho se d4 no recorte
técnico de sua identificacdo. A andlise completa dos impactos sociais e desdobramentos
advindos da polariza¢do vao muito além do escopo deste trabalho.

3.1.1. Perspectiva Historica

Polarizagdo ndo € um tépico de pesquisa novo, embora tenha recebido grande atencao
académica e industrial nos ultimos anos. A Figura 3.1 exibe uma linha do tempo de ar-
tigos publicados na base de dados Web of Science contendo a conjuncdo das seguintes
palavras-chave: ‘Political’, ‘Polarization’ e ‘Media’. Estas chaves estio diretamente rela-
cionadas ao conteido aqui abordado, apesar de filtrarem somente um recorte dos trabalhos
referentes ao topico polarizagdo.

Il Artigos com as palavras-chave: Political & Polarization & Media O artigo mais antigo presente em

nossa busca a influéncia de varidveis re-
200 ligiosas em questdes associadas ao aborto
aborto [Woodrum and Davison, 1992], um
tema ainda controverso em 2022 [Roy and

250

150

100 Goldwasser, 2020]. Em contrapartida, o
artigo mais recente ¢ de julho de 2022,
50 em que Borah and Singh [2022] reali-

. zam investigacdes sobre como a rede so-
G @ g e g0 g clal Twitter tem s1d(~) u.sada para formar. en-
_ . ) A laces de comunicacdo inter e extra partidos
Figura 3.1: Artigos no Web of Science e seus desdobramentos na divergéncia de
opinides no discuso politico.

O estudo da polarizagdo atrai pesquisadores por diversos motivos. Primeiro pelo
valor agregado como, por exemplo, o impacto social na identificacdo de polarizagcdo, no
combate a desinformacdo e informacao falsa, na proposta de técnicas para reducdo da
polarizacdo, entre outros. Segundo, por qué a temdtica € inerentemente multidisciplinar,
0 que cabe percepg¢oes e abordagens diferentes sobre a problematica. Terceiro, por qué ha
um intersecdo importante entre a academia e a industria sobre a temadtica que busca por
solugdes cientes da polarizagdo — vide o recente caso da recomendacao de contetidos do

3https://dicionario.priberam.org
“4Dados coletados até Agosto de 2022.

103



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

Facebook?.

Do ponto de vista da computacdo, ha diversas frentes de estudo que residem na
intersecao entre disciplinas distintas. Por exemplo, a aplicacdo de técnicas de inteligéncia
computacional na identificacdo, previsao e controle da polarizacio [Belcastro et al., 2020;
Garimella et al., 2021; Ribeiro et al., 2019; Tokita et al., 2021]. Uma lista ndo exaustiva de
areas de pesquisa que trabalham com a caracterizacio da polariza¢do dentro do contexto
da computacao sdo: 1) coleta e processamento de bases de dados [Garimella et al., 2018b];
ii) mineragdo de opinides e andlise de sentimentos [Rathje et al., 2021], entre outros, com
o objetivo de classificar o viés dos usudrios ou conteddo [Bakshy et al., 2015; Garimella
et al., 2021; Weld et al., 2021]; iii) desenvolvimento de modelos estatisticos, da teoria dos
grafos, da inteligéncia artificial, entre outros, com o objetivo de classificar e quantificar
a polarizacdo [Garimella et al., 2018b; Pergola et al., 2020; Vicario et al., 2019]; iv)
visualizagdo e andlise de resultados [Jang and Allan, 2018; Roy and Goldwasser, 2020].

3.1.2. Uma taxonomia para o estudo da polarizacao

Indicamos que a polarizacdo pode ser caracterizada pela divisdo das entidades de um
grupo em duas parti¢cdes com posi¢oes conflitantes. Logo, antes de analisarmos a polari-
zacao de uma populacao, precisamos definir a posi¢ao ou o viés de cada uma das entidades
que a compoe.

Viés é definido como posicionamento, ou apoio, de um usudrio ou declaragcdo com
relacdo a um tépico especifico. Por exemplo, ao escolhermos o topico “legalizacdo das
drogas”, teremos um conjunto de individuos com viés pro-legalizacdo e outro com viés
contrdrio a legalizacdo. Formalizamos o cédlculo do viés como mostrado na Equagao 1,
onde X representa a declaracdo ou individuo a ser analisado com relacdo a um tépico
especifico (T). Como saida temos um dos trés rétulos: {negativo, positivo,neutro}.

V(X | T) = {Negativo, Positivo, Neutro } (1)

E importante ressaltar que a representacdo do viés pode ser feita de diferentes formas,
como posicionamento bindrio, discreto de multiplos niveis (como na Equagdo 1), ou nu-
mérico continuo, por exemplo, um nimero real no intervalo entre [—1;1].

O viés pode ser calculado para um individuo (ex.: usudrio de uma rede social) ou
ainda para um conteido. Por exemplo, poderemos encontrar um texto em uma pagina de
noticias com viés claramente favoravel ao tema de liberagao de drogas, em contraponto a
uma noticia de outro jornal que aborda o tema com viés negativo. Neste capitulo aborda-
remos somente viés baseado em contetidos textuais, porém o mesmo se aplica para outros
tipos de midia, como imagens ou videos, por exemplo.

A Figura 3.2 apresenta uma proposta de taxonomia para o estudo sobre polariza-
cdo e viés. O viés € calculado individualmente para cada usudrio ou conteido da rede
social. Por sua vez a polarizacdo é uma métrica de grupos, que pode ser um grupo de
usudrios ou um grupo de conteidos em torno de um tema. Dessa forma fica claro que
as métricas ou ferramentas utilizadas para cédlculo do viés serdo diferentes daquelas para
cdlculo da polarizacdo. A Figura 3.2 ainda mostra, como exemplo, que o viés pode ser
extraido por meio de questiondrios (surveys) passados para cada usudrio ou por métodos

>Observar nota de rodapé 2
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computacionais, como por meio da extracdo de hashtags com vieses conhecidos con-
tidos emtweets. As métricas de polarizagdo podem ser calculadas utilizando métricas
estatisticas [Akhtar et al., 2019; Morales et al., 2015], de teoria dos grafos [Garimella
et al., 2018b] ou ainda por meio de técnicas de inteigéncia computacional [Al Amin et al.,
2017; Roy and Goldwasser, 2020], tais como aprendizado de maquina, ciéncia dos dados,
mineracdo de informacdo, entre outras.

]
Unico Grupo de
Individuo | individuos

/

Polarizagao

»

Métricas: Métricas:
e Surveys Contetido | Grupo de o Teoria dos grafos
e Hashtags (#) Unico Contetidos e Estatistica

e Inteligéncia computacional

Figura 3.2: Taxonomia proposta de viés e polarizacao

3.1.3. Metodologia: um mapa do Capitulo

Apresentamos uma metodologia de quatro estdgios, como mostrado na Figura 3.3, para
realizar andlises de polarizacdo em midias sociais, a saber: 1) Dados sobre Polariza¢do;
ii) Viés de entidades dos dados; iii) Polarizacdo de grupo e; iv) Andlise de polarizagdo.
A seguir, apresentaremos uma breve descricao de cada estdgio e, nas seguintes secdes do
capitulo aprofundamos discussdes sobre cada etapa.

Dados sobre Viés de um unico N Analise de
polarizagédo ‘ ))) ‘ usuario/conteudo ‘ ))) ‘ SRR el grupo} ))) ‘ polarizacdo }

Figura 3.3: Visao geral do Capitulo

Dados sobre Polarizacao. O propdsito deste estdgio é capturar e pré-processar os da-
dos referentes a polarizacdo. Dados sobre polarizacdo tipicamente sdo valores discretos,
os quais sdo derivados de pessoas que expressam seus pensamentos, desejos ou opinides
através de meios de comunica¢do e interagdes. No contexto de polarizacio em midias
sociais, por exemplo, pode-se capturar € modelar dados correspondentes a um topico de
conversacdo juntamente com um conjunto de entidades relacionadas a ele. Um tépico
pode representar um tema ou um assunto de discussdo e pode ser operacionalizado (isto
€, capturar dados brutos) através de um conjunto de palavras-chave ou hashtags, uma co-
munidade, ou um conteudo, entre outros. As entidades relacionadas a um tépico consiste
nos atores e na interagdo com aquele tema, discussao ou contetido, e pode ser operaciona-
lizado como o conjunto de usudrios, postagens, comentdrios, avaliagdes ou likes/dislikes
relacionados ao tépico em questdo. Por exemplo, um tépico pode ser representado por
uma palavra-chave, como “#ukraine”, o que, neste caso, as entidades relacionadas podem
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consistir nos tweets que contém aquela hashtag ou palavras relacionadas, como “#kyiv”
e “#stoprussianaggression”. Embora vamos discutir neste trabalho topicos polarizadores
de maneira textual, em principio, os tépicos podem possuir diversas formas, uma vez
que eles representem interacdes antagdnicas entre usudrios em torno de um tépico e isso
pode surgir através de, por exemplo, midias em videos ou fotos. A Secdo 3.2 detalha as
diferentes maneiras de realizar a extracdo e processamento destes dados.

Viés de entidades dos dados. Em uma segunda etapa do processo metodoldgico, unida-
des de informacao referentes a um topico de discussao sao processadas a fim de se definir
um posicionamento (referente aos polos). O objetivo aqui € particionar o conjunto de
entidades em trés conjuntos disjuntos: 1) O conjunto de entidades que suportam o tépico
em questdo; ii) aqueles que sdo contrarios ao topico em questio e iii) aqueles que sdo
neutros ao tépico em questdo. Lembre que isso pode ser feito tanto de maneira discreta
quanto em uma escala continua. Em termos didaticos, o resultado desta etapa responde a
seguinte questdo: “assumindo que as entidades se dividem em dois conjuntos opostos de
acordo com seu posicionamento com relagdo ao topico, quais sdo esses conjuntos?”’. A
Secdo 3.3 detalha as diferentes técnicas para realizar o particionamento das atividades de
um tépico.

Polarizacao de grupo. O terceiro estigio trabalha com os dados pré-processados ja con-
tendo a informacao do viés de suas unidades. Intuitivamente, a polarizacdo de um tépico
que, a depender da técnica empregada, pode ser quantificada, expressa o quao bem se-
paradas as duas parti¢des estdo, isto €, o quanto aqueles dois grupos divergem entre si.
Apresentaremos diversas métricas para capturar a polarizacdo, incluindo algumas base-
adas em representagdes em baixa dimensdo, estatistica e teoria dos grafos. A Sec¢do 3.4
apresenta maiores detalhes sobre essas técnicas.

Analise de polarizacio. A ultima etapa da metodologia adotada tem por objetivo realizar
a andlise dos dados e extracdo de conhecimentos a partir das etapas anteriores. Os tipos
de anélises e conclusdes podem variar bastante a depender do tépico a ser analisado e
do objetivo almejado. Alguns temas que podem ser explorados sdo o impacto das redes
sociais na polarizacdo encontrada na sociedade, andlises do movimento da polarizacao
ao longo do tempo, dentre outros tantos encontrados na literatura. A Secdo 3.5 apresenta
uma lista ndo exaustiva dos topicos encontrados na literatura para que o leitor utilize como
inspiracao para seus trabalhos na 4rea.

3.2. Dados no contexto de Polarizacao

Para derivar informacgdes de polarizacdo a partir de dados dados, é necessario que, pri-
meiro, algumas medidas sejam tomadas. Nesta secdo, serdo destacadas as principais ca-
racteristicas e desafios encontrados ao lidar com dados relativos a polarizacdo. Para tanto,
serdo apresentadas técnicas ou abordagens utilizadas para modelar e pré-processar esses
dados. Ademais, serd feito uma ligacao entre o uso e a extragdo de informacdes sobre
polarizagdo, as quais sdo objeto de discussao do restante do capitulo.

3.2.1. A génesis dos dados sobre polarizacio

A génese dos dados, no contexto do estudo de polarizagdo, € de pessoas que expressam
seus pensamentos, desejos e/ou opinides em diversos veiculos propagadores de informa-
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Figura 3.4: Etapas para extra¢do da Polarizacdo a partir de dados brutos

cdo, tais como rodas de conversas, veiculos de comunicacdo (TV, Radio, blogs, jornais) e
midias social. Atualmente, essas ultimas estdo entre os principais veiculos onde pessoas
se expressam e propagam informacdes, normalmente na forma de postagens, comenté-
rios, indicacdo de aproximacido através de likes, afastamento com dislikes, entre outras
possibilidades.

Embora as midias sociais ndo sejam os Unicos veiculos onde expressamos nos-
sas opinides, elas estdo sendo massivamente usadas por pessoas como local de expres-
sdo [Gokcekus et al., 2021; Milroy and Llamas, 2013; Mitchell, 1974]. Pode-se ainda
considerar, sem perda de generalidade, que as midias sociais tém tido uma capacidade
significativa de propiciar conhecimentos sobre posicionamentos de seus inscritos®, bem
como de grupos [Barros et al., 2021; Ferreira et al., 2021; Kiiciik and Can, 2020].

No contexto de coleta de dados em polarizagdo, serd considerado, neste trabalho,
midias sociais como “agregadores de dados de polarizacdo”, muito embora essa ndo seja
sua finalidade. Ademais, destacamos que o contetido aqui apresentado pode ser extrapo-
lado para outros dominios além das midias sociais.

®Aqui estamos nos referindo a pessoas comuns, mas pode-se extrapolar para entidades genéricas, por
exemplo, um contetiido em video/imagem ou outras quaisquer.
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Figura 3.5: Hierarquia dos niveis de conhecimento sobre polarizacio a partir dos dados
brutos

3.2.2. Desafios a partir dos dados

O principal problema aqui abordado é o de extracdo de conhecimento sobre polariza¢ao
a partir de dados. Essa extracdo refere-se ao processo de modelar e analisar dados a fim
de operacionalizar a inferéncia sobre posicionamentos de entidades individualmente ou
em grupo. Por exemplo, em Kii¢iik and Can [2020], os autores apresentam diferentes
abordagens computacionais para indicar posicionamentos de postagens individuais em
redes sociais ou textos comuns (ex.: blogs). Ja em Ferreira et al. [2021], os autores
estdo preocupados com o posicionamento de grupos de individuos que interagem com
um tépico de conversagdo em redes sociais.

Na Figura 3.4 sdo sumarizadas as etapas ideais e praticas para melhor entender
o processo de extracdo de conhecimento. Iniciemos pelas etapas ideais (ou tedricas), as
quais partem da aquisicdo/coleta de dados brutos sobre polarizacdo (Etapa 1 em verde),
passam pelo pré-processamento e armazenagem (Etapas 2 e 3 em verde), até a extracao de
conhecimentos a partir dos dados brutos (Etapa 4 em verde). As etapas intermedidrias de
pré-processamento e armazenamento sao fundamentais para que os dados estejam aptos a
serem utilizados por técnicas de inferéncia utilizadas na extracdo de conhecimentos sobre
polarizacgdo.

Uma outra forma complementar de visualizar o processo € a abordagem hierar-
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quica centrada em niveis de conhecimento conforme ilustrada na Figura 3.5, inspirada no
trabalho de Santos et al. [2016]. Nessa abordagem, a transformacdo dos dados brutos é
vista como uma hierarquia em que seus niveis sao divididos em dois momentos: 1) mode-
lagem; e ii) andlise e inferéncia sobre polarizacdo. Na modelagem dos dados, o objetivo é
adicionar algum nivel de semantica e padroniza¢do aos dados brutos, os quais tipicamente
sdo ndo estruturados, de fontes geradoras diferentes, e ainda podem possuir formatos he-
terogéneos. Nesta direcdo, técnicas de pré-processamento como representaciao de dados,
filtragem ou fusao de dados podem ser aplicadas [Ayed et al., 2015; Khaleghi et al., 2013;
Santos et al., 2016]. J4 a andlise e inferéncia tem por meta aplicar interpretacdes visando
delinear o contexto a partir das informagdes € bem como extrair conhecimento acerca da
situacdo daquele dado que, neste trabalho, € o posicionamento perante os grupos que se
deseja estudar.

Embora as etapas intermedidrias, entre os dados brutos e a extragdo de conheci-
mento sobre polarizacdo, sejam essenciais, elas ndo sdo realizadas seguindo a sequéncia
ideal. O que acontece na pratica € a sequéncia destacada em amarelo na Figura 3.4, espe-
cialmente do ponto de vista de desenvolvimento. Tipicamente obtém-se os dados brutos e
ciclos de pré-processamento e armazenamentos sdo realizados (em uma espécie de tenta-
tivas e erros/acertos) para que entdo os dados sejam encaminhados a algoritmos e técnicas
de extragdo de conhecimento. O restante da secdo tece consideragdes acerca do fluxo de
dados na pratica e suas particularidades do ponto de vista introdutdrio.

3.2.3. Aquisicao dos dados

A primeira etapa do processo aqui abordado é o de aquisi¢cao de dados. Como os dados
sobre polarizacdo surgem de formas distintas, naturalmente as formas de aquisi¢do tam-
bém serdo. Por exemplo, dados como texto opinativos de blogs ou pdginas web pessoais
podem ser coletados através de Web Scraping, enquanto posts em redes sociais podem
ser adquiridos através de Application Programming Interfaces (APIs) publicas disponibi-
lizadas pelos proprietérios da rede social. Além disso, ha diferentes formas de aquisi¢ao
de dados sobre polarizagdo, como por exemplo, questiondrios/formuldrios, observagao,
entrevistas, historias orais, dentre outras. Aqui, serdo comentadas as abordagens automé-
ticas Web Scrapping e via APIs, tipicamente utilizadas para coletar dados da Internet.

O processo de Web Scrapping, em portugués “raspagem da web”, é uma téc-
nica utilizada para extrair contetidos ou conjuntos de dados diretamente de paginas da
web [Khder, 2021]. Esse processo de extragdo de dados pode ser feito de modo manual
ou automdtico, o qual popularmente se chama de bot ou scraper. E possivel realizar Web
Scrapping de diversas formas, e dentre elas, trés ferramentas gratuitas se destacam: i) O
FrameWork Scrapy’ e ii) Beautiful Soup?®; iii) Selenium®. O primeiro foi originalmente
projetado para Web Scrapping, embora possa ser utilizado para outras finalidades como,
por exemplo, coletar dados de APIs. O segundo, Beautiful Soup, € uma biblioteca para
Python que visa fornecer meios para analisar e “caminhar” (tree travessal) em paginas
web, permitindo recuperar informagdes especificas contidas na pagina. J4 o terceiro, Se-
lenium, foi primariamente projetado para testar navegadores.

https://scrapy.org/
8https://www.crummy.com/software/BeautifulSoup/
“https://www.selenium.dev/
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No caso de APIs, é comum que grandes portais web e, especialmente, as grandes
redes sociais exponham APIs que permitam a integracao e expansao dos seus contetidos e
servicos. Essas APIs geralmente seguem a arquitetura e orientagdes do padrao Web RE-
presentational State Transfere (REST)!'?, que define uma interface comum (tipicamente
humano-legivel) para integrac@o e acesso a recursos. Esse acesso € realizado através de
Uniform Resource Identifiers (URIs)!! (endpoints fornecidos pelo provedor de servigos).
REST Web APIs sdo baseadas no protocolo HTTP e, portanto, se apoia em seus métodos
como GET, POST, PUT, DELETE e OPTIONS. Uma questdo associada ao uso das APIs
REST ¢ a limitagdao na quantidade de requisicdes possiveis. Essa limita¢do varia de pro-
vedor para provedor e de recurso para recurso. Ao utilizar essas ferramentas, dados brutos
podem ser coletados, tais como reportagens, colunas, manchetes, opinides, comentdrios,
etc.

Redes sociais como Twitter, Facebook, Instagram, entre outras, expdem APIs para
acesso a seus recursos [Batrinca and Treleaven, 2015]. Por isso, dados dessas redes sociais
tém sido tao utilizados para o estudo sobre polarizacao [Arora et al., 2022; Tucker et al.,
2018]. Através das APIs dessas redes sociais € possivel coletar dados brutos sobre posts,
likes/dislikes, a rede de amizade, topicos/assuntos em alta, hashtags, etc.

3.2.4. Pré-processamento

As tarefas de modelagem e filtragem dos dados sdo essenciais para transformar dados
brutos em informagdes uteis. Dados sobre polarizagdo podem ndo possuir uma organi-
zacdo logica e hierdrquica, relacionamentos ou serem completamente desestruturados, o
que dificulta sua manipulacdo. Neste sentido, o desafio da modelagem dos dados brutos
¢ uma representacdo uniforme para manipular esses dados e garantir que estdo seguindo
formatos padrdes interpretaveis. Ja a tarefa de filtragem lida com a eliminacdo de dados
indesejéaveis visto que é comum que dados adquiridos possuam imperfeicdes, erros de
insercoes, informagdes irrelevantes, dentre outras, os quais podem eventualmente adicio-
nar vieses prejudiciais as andlises ou inferéncias [Garimella et al., 2018a; Lu et al., 2015;
Pannucci and Wilkins, 2010]. A seguir, apresentamos algumas técnicas de representacao
dos dados e questdes de filtragem tteis para a etapa de pré-processamento dos dados.

3.2.4.1. Modelagem dos dados

A seguir listamos, de modo ndo exaustivo, técnicas para representacdes conceituais de
dados. Salientamos que a aplicabilidade de cada representacdo pode variar a depender das
finalidades da aplicacdo. Por esse motivo, destacamos os prés e contras de cada técnica.
Estudos mais aprofundados podem ser encontrados em Bettini et al. [2010]; Garimella
et al. [2018b]; Santos et al. [2016].

Modelagem dos dados: a modelagem dos dados lida com o problema de representar
informacao (organizada) a partir de dados brutos. Apresentamos, a seguir, uma lista nao
exaustiva de técnicas frequentemente utilizadas para modelar dados no contexto de pola-
rizacgao.

1Ohttps://restfulapi.net/
I'RFC 3986: Uniform Resource Identifier (URI)
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* Chave-valor (key-value) é uma estratégia para armazenar e recuperar arranjos asso-
ciativos de informacdo (ex., diciondrios). Nesta abordagem, pares de informacdo
relacionadas (chave e valor) sdo os elementos bésicos. Por exemplo, a chave pode
ser o codigo do usudrio em uma rede social e o valor uma lista de mensagens pos-
tadas por esse usudrio.

» O Markup Schema'? é outra estratégia que visa propor e manter esquemas para
dados estruturados na Internet. Esses esquemas sdo um conjunto de ‘tipos’ (ex.:
CreativeWork, Book, Movie, Organization, Person, etc) e cada tipo tem um conjunto
de propriedades definidas (ex.: tipo Book: bookEdition, bookFormat, illustrator, et
). O interessante é que esses esquemas podem ser utilizados em combinacdo com
diferentes formatos de codificacdo como, por exemplo, RDF, Microdata, JSON-LD.

* A modelagem por grafos é bastante comum nos estudos sobre polarizacio [Belcas-
tro et al., 2020; Coletto et al., 2017; Conover et al., 2011; Garimella et al., 2018a].
Tipicamente redes podem ser construidas a partir de relagdes entre pessoas (ex.:
amizades em redes sociais), interacdes com postagens, comentarios, likes, dentre
outras. E comum que dados sejam modelados em grafos usando as seguintes abor-
dagens cléssicas: lista de arestas, lista de adjacéncia e matriz de adjacéncia. No
contexto de polarizacio, cada né do grafo é normalmente associado com um atri-
buto que denota o posicionamento (ex: a favor) daquele né em relagdo ao objeto de
estudo (ex: legalizac@o das drogas).

Além dessas trés abordagens, outras também sio possiveis, como representacao
usando ontologias, baseadas em objetos, baseadas em ldgicas, entre outras [Bettini et al.,
2010; Santos et al., 2016].

3.2.4.2. Filtragem dos dados:

O foco principal da filtragem de dados € a eliminacdo de dados nao relevantes visando
melhorar a qualidade da informacdo e, consequentemente, a qualidade das andlises e in-
feréncias. Muitas questdes relacionadas a filtragem dos dados podem acontecer [Rettore
et al., 2016]. A seguir apresentamos uma lista ndo exaustiva de problemas recorrentes em
dados sobre polarizacdo que podem requer alguma técnica de filtragem.

* Granularidade dos dados: € a medida no nivel de detalhes do dados coletados. Por
exemplo, em uma série temporal referente a polarizacio, a medida de granularidade
pode ser baseada na frequéncia em que os dados sao capturados. Se em alta frequén-
cia, entdo tem-se mais detalhes sobre o comportamento das entidades perante aos
polos, se menos frequente, tem-se menos riqueza sobre os o comportamento das
entidades em torno dos pontos de estudo. Esse aspecto dos dados é importante
no contexto de polarizagcdo, pois a partir dele, pode-se realizar inferéncias sobre
entidades individuais (ex.: polarizacdo de um tinico usudrio, uma postagem ou co-
mentdrio, etc.) ou grupos de entidades (ex.: polarizagdo dos usudrios de uma rede

Zhttps://schema.org/
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social). Em [Barros et al., 2021; Ferreira et al., 2021], os autores apresentam series
temporais de dados que mostram o movimento dos individuos ao longo do tempo
em torno dos polos contrastantes.

Dados vagos: ocorre em conjunto de dados brutos onde seus atributos ndo estdo
bem definidos. Atributos com defini¢do aberta/livre, permitem que dados sejam
associados de modos subjetivos como, por exemplo, textos de mensagens na rede
social Twitter (tweets) podem ser usados como dados brutos sobre a opinido de um
usudrio da plataforma. O conteudo textual desse tweet pode ser vago e nao prover
informacdes suficientes para que seja possivel detectar o posicionamento polariza-
dor. Por exemplo, no contexto de do tema polarizador legalizacdo de drogas, ao
coletarmos tweets de um usudrio que sé faz comentérios sobre outros temas (ex.:
comida), ndo serd possivel identificar o posicionamento deste usudrio sobre o tema
legalizagdo das drogas, tornando o fweet vago, ou em outras palavras, com baixa
precisdo, para este tema polarizador. Essa caracteristica de baixa precisdo tam-
bém aparece ao utilizarmos expressdes vagas, por exemplo, no texto hipotético “A
populacdo teve um aumento “expressivo/considerdvel/em torno” em no ‘tema po-
larizador’. Embora possamos extrair a informacdo de aumento, expressdes como
expressivo, considerdvel ndo significam nada, o que torna conclusdes sobre essa
informacao vagas, isto é, com baixa precisao.

Outliers (anomalias): outro aspecto que pode implicar na necessidade de filtragem
dos dados € a presenga de outliers, os quais sao pontos de dados que tipicamente
diferem significativamente de outras observagdes [Grubbs, 1969]. No contexto de
dados sobre polarizacdo, anomalias podem aparecer de diferentes formas, desde sua
insercdo génesis até na sua coleta ou processamento. Um exemplo de anomalias no
contexto de polarizacdo sdo bots que produzem spam ao divulgar opinides extremas
sobre um tema polarizador com o intuito de divulgar um posicionamento.

Esses dados podem, eventualmente, distorcer as andlises ao adicionar viés indese-
javel.

Dados incompletos: sdo observagdes que possuem um ou mais atributos sem valor.
Intuitivamente, essas partes ausentes podem gerar inferéncias e analises incorretas
e, portanto, esses dados com partes faltantes podem ser filtrados. Suponha por
exemplo que em um estudo sobre polarizacdo, deseja-se estratificar a polarizacdo
por faixas etdrias, porém, o atributo idade pode ndo estar presente para todos os
individuos. Desta forma, teremos uma andlise com dados incompletos.

3.2.5. Armazenamento

Para que a grande quantidade de dados gerados sobre polarizacdo possam ser posterior-
mente analisada e processada, a etapa de armazenamento faz-se essencial. Esse arma-
zenamento aparece na literatura de duas formas principais: armazenamento local ou em
plataformas na nuvem voltadas ao armazenamento e, em alguns casos, processamento
dessa massa de dados.

Em ambas as abordagens de armazenamento (local ou nuvem) seria desejavel que

os dados, logo apds coletados, fossem adequados a um modelo facilitando a consulta sub-
sequente. Entretanto, o que acontece com frequéncia, € um salto da aquisicdo dos dados
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brutos para armazenamento utilizando um modelo mais simples e genérico possivel e,
eventualmente, esses dados passam por ciclos de pré-processamento (adequagcdo a mo-
delo(s) e filtragem) e armazenagem conforme ilustrado na Figura 3.4. E importante notar
que a escolha de um Sistema de Gerenciamento de Banco de Dados (SGBD) e esquemas
de para armazenagem de dados sdo etapas importantes no processo, porém estao fora do
escopo deste trabalho.

3.2.6. Extracao de conhecimento sobre Polarizacao

Como pode ser observado na Figura 3.5, os pré-processamentos permitem que os dados
brutos sejam transformados em informacao relevante sobre polarizacdo a partir de uma
estruturacdo em um modelo de representacdo comum e operacdes de filtragem. No nivel
subsequente da hierarquia, o viés refere-se a extracdo de qualquer informacdo que pode
ser utilizada para caracterizar um eventual posicionamento (viés) perante aos possiveis
polos/grupos que uma unica entidade (postagem, pessoa, comentdrio, noticia) pode ter.
Ja o ultimo nivel da hierarquia representa a polarizacdo em si, que geralmente € derivada
a partir de diversas informacdes sobre vieses, proporcionando conhecimento global sobre
a temadtica que apresenta contrastes ou agrupamento de opinides. A etapa de andlise e
inferéncia busca definir a polarizacao e os vieses a partir dos dados coletados.

No restante deste capitulo serdo discutidas técnicas para caracterizar viés e po-
larizagdo. Para tanto, técnicas de inteligéncia computacional, estatisticas ou modelos
matematicos serdo utilizados.

3.3. Viés de entidades dos dados

Quando olhamos para intera¢des em redes sociais, podemos realizar diferentes tipos de
andlises com relac@o ao teor do conteido submetido e dos agentes participantes. Esses
estudos variam tanto com respeito ao tipo de informag¢do que se deseja estudar quanto ao
elemento que se pretende observar. Identificar se uma determinada noticia ou postagem
contém contetdo falso, por exemplo, é uma tarefa de extrema relevancia nos tempos
atuais. Também podemos verificar se um comentério especifico é ofensivo, ou identificar
se um determinado usudrio € um robd (bot) ou uma pessoa real. De forma geral, nos
referimos a essas caracteristicas como o viés dos dados.

A principio, o estudo do viés de dados envolve um vasto conjunto de problemas
relacionados. Andlise de sentimentos, extragdo de opinides, detec¢io de ironia, classifi-
cacdo de noticias falsas, mineracdo de argumentos, dentre outros. Cada um desses pro-
blemas representa uma drea de estudo com amplas possibilidades, e envolve seus proprios
métodos, métricas € modelos. Para este mini-curso, nosso maior interesse esta no viés re-
presentado pelo posicionamento ou estancia de um comentdrio ou usudrio em especifico
(vide Figura 3.2). A partir dessa informacao, poderemos realizar andlises mais complexas
a respeito de como os conteddos de uma rede social se relacionam e conflitam entre si,
nos levando ao conceito de polaridade.

Esta secdo ird explorar o conceito de posicionamento, definindo o problema de
deteccao de posicionamento, comparando com outros problemas relacionados, e citando
como ele € abordado em diferentes trabalhos. Desta forma, a secdo se encarrega de apre-
sentar solucOes e ferramentas que sdo capazes de classificar um fweet ou comentario, ou
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um usudrio como um todo, com relag@o ao seu viés (muitas vezes, viés politico).

3.3.1. O problema de deteccao de posicionamento

A detecgdo de posicionamento [ALDayel and Magdy, 2021; Kiiciik and Can, 2020] é uma
tarefa que trata de identificar o posicionamento (estancia, orienta¢do, apoio) que uma en-
tidade presente nos dados representa com relacdo a um ou mais alvos (proposicoes, temas,
tépicos). De forma geral, um alvo pode ser qualquer tipo de tema ou assunto a respeito do
qual um usudrio pode se posicionar. Comumente, esses temas podem representar aspectos
1deoldgicos, decisdes politicas, organizagdes, ou até mesmo a individuos especificos.

Um posicionamento, para o tipo de problema tratado neste mini-curso, identifica
principalmente se o interlocutor estd “A Favor” ou “Contra” aquela determinada propo-
sicdo. Muitas vezes também sdo consideradas opcdes adicionais, como “Nenhum’ e/ou
“Neutro” para representar conteudos que nao se posicionam claramente a favor ou contra o
alvo em questdo. Nesses casos, uma estancia “Neutra” representa um conteido que espe-
cificamente ndo € unicamente a favor nem contra aquele tema, enquanto “Nenhum” pode
indicar comentarios ou usudrios que ndo se posicionam de forma clara naquele assunto ou
simplesmente tratam de assuntos ndo-relacionados. Assim, formalmente, podemos definir
o posicionamento de uma determinada entidade com relacdo a um tdpico pela Equagao 1,
apresentada anteriormente.

3.3.1.1. Tipo de entidade

Podemos tratar o problema de detec¢ao de posicionamento com relag@o a diferentes tipos
de entidades dos dados nos quais avaliamos as estancias. H4 dois principais niveis de
entidades que podemos encontrar sendo utilizados na literatura: declaracio e usudrio.

Quando aplicamos a detec¢do de posicionamento sobre uma declaragdo, nosso
objetivo € identificar a orientacdo descrita em um determinado texto individualmente.
Essa é uma tarefa de processamento de linguagem natural, e pode envolver textos mais
curtos (sentencgas), de tamanho médio (pardgrafos, comentdrios, tweets), até textos de
tamanhos mais longos (artigos jornalisticos, relatos).

Alternativamente, podemos detectar posicionamento ao nivel de usudrio. Nesse
tipo de tarefa, deseja-se descobrir se cada usudrio €, considerando-se todo o seu compor-
tamento na plataforma digital, a favor ou contra o tema alvo. Isso pode incluir ndo s6
os textos de comentérios e postagens produzidas por aquele usudrio, como também ou-
tras informacdes de seu perfil (idade, género, etc.), comunidades e contetidos com o qual
interage, e relacdes com outros usudrios em sua rede social.

3.3.1.2. Tipo de alvo

Também podemos diferenciar os trabalhos de detecc@o de posicionamento de acordo com
o tipo de topico ao qual os dados se referem. Na definicdo mais bdsica, uma entidade
expressa posicionamento com relacdo a um tema. Dessa forma, deve-se construir um
classificador separado para cada tema que se deseja identificar no conjunto de dados. Mas
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também pode ser analisado como uma entidade se posiciona com relacdo a diversos temas
relacionados simultaneamente. Por exemplo, para um estudo sobre elei¢des presidenciais,
podemos analisar tweets e tentar detectar os posicionamentos de cada um com relacdo a
todos os candidatos possiveis simultaneamente. Isso se torna vantajoso em casos onde 0s
conteddos dos dados costumam colocar os alvos posicionados relativamente um ao outro.

Existe ainda um terceiro tipo de alvo para o problema, no qual, ao invés de um
ou mais temas explicitos, busca-se verificar como comentdrios em noticias se posicionam
com relacdo a alegacdes feitas nas noticias em si. Normalmente, nesse tipo de problema, o
objetivo € detectar se comentdrios confirmam ou negam determinadas informagdes dadas
nas noticias, e pode ser usado como base para prever sua veracidade e identificar rumores
e noticias falsas.

3.3.1.3. Outros problemas relacionados

Em estudos relacionados a conteidos de midias sociais, hd diversos aspectos a serem
abordados. Dentre esses, alguns se destacam por serem relacionados, e muitas vezes
confundidos com a detec¢do de posicionamento. Para clarificar as diferencas entre esses
aspectos e andlises, e evitar erros conceituais, vamos agora comparar alguns dos principais
problemas relacionados

Um dos principais problemas que sdo comumente utilizados de forma similar a
deteccao de posicionamento € a andlise de sentimento [Liu, 2010, 2012; Ravi and Ravi,
2015]. Ha estudos que utilizam o sentimento expresso em conteidos como forma de
determinar o posicionamento [Li and Caragea, 2019], seja diretamente ou como repre-
sentacdo secunddria. No entanto hé diferencas conceituais fundamentais entre posiciona-
mento e sentimento. Andlise de sentimento tem como objetivo determinar a polaridade
das emocgdes expressas em um determinado contetido, enquanto a deteccdo de posiciona-
mento pretende identificar se um contetido expressa um ponto de vista a favor ou contra
determinados tépicos.

De forma geral, podemos dizer que o sentimento é uma informacdo extraida do
conteido em sua forma pura, enquanto um posicionamento € colocado como uma relagdo
entre o contetido e o tema alvo. Uma simples frase como “estou nervoso!”, por exemplo,
indica uma polaridade de sentimento clara, enquanto niao necessariamente indica um po-
sicionamento explicito com relacdo a qualquer tema por si s6. Ja uma declaracio como
“estou feliz que esse filme nao fez sucesso” indicaria um sentimento positivo a0 mesmo
tempo que representa um posicionamento negativo com relacdo ao filme em questao.

Considerando essas diferengas entre as defini¢des dos dois conceitos, € importante
destacar que o uso de métricas de sentimento como um unico fator determinante para a
consideragdo de posicionamento ndo € adequado [Aldayel and Magdy, 2019; Mohammad
et al., 2017; Sen et al., 2020]. No entanto, isso ndo quer dizer que ndo haja relagdo e
interacdo entre sentimento e posicionamento, ou que ndo seja possivel utilizar os dois
conceitos em conjunto para compor uma andlise [Tachaiya et al., 2021].

Outros problemas relacionados a detec¢do de posicionamento, porém distintos,
incluem: reconhecimento de emogdes [Canales and Martinez-Barco, 2014; Sailunaz et al.,
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2018], no qual sao identificadas emog¢des presentes em um conteido dentre um conjunto
de classes de emocdes; deteccdo de controvérsia [Coletto et al., 2017], que busca medir e
identificar topicos controversos em um conteido; previsao de posicionamento [Darwish
et al., 2018; Dong et al., 2017], que se preocupa em estimar como usudrios (ou grupos
de usudrios) se posicionariam com relacio a temas dos quais esse posicionamento ndo foi
observado, ao invés de detectar um posicionamento ja explicito no conteddo.

3.3.2. Abordagens de deteccao de posicionamento

Tendo em vista o contexto mais especifico de deteccao de posicionamento, conforme de-
finido anteriormente, podemos explorar os diferentes métodos utilizados para essa tarefa.
A seguir, apresentamos uma visdo geral dos atributos comumente usados nos modelos,
assim como os algoritmos aplicados.

3.3.2.1. Atributos

Para abordar a detec¢do de posicionamento, hd uma multitude de sinais que podem ser
utilizados, dependendo do tipo de dado estudado. Isso pode incluir desde atributos ex-
traidos diretamente do contetido até caracteristicas da rede social em si, passando por
representacdes geradas por modelos e andlises de escolha de vocabuldrios.

Considerando o conteddo textual de uma declaragdo diretamente, ha trabalhos que
utilizam modelagens dos termos em bag-of-words ou n-gramas como um conjunto prima-
rio de atributos [Mohammad et al., 2017], assim como outros indicadores como pontuagao
e tamanho do texto [Kochkina et al., 2017; Lai et al., 2017]. Além de caracteristicas ex-
traidas diretamente do texto, também € possivel considerar métricas como a polaridade de
sentimento do conteddo [Ebrahimi et al., 2016], ou representacdes do contetido em forma
de topicos latentes [Elfardy and Diab, 2016].

Também ha trabalhos que se voltam para como o vocabuldrio difere entre grupos
com posicionamentos opostos [Darwish et al., 2020]. Com esse tipo de anélise, pode-se
por exemplo detectar a perspectiva de certos usudrios com relagdo a determinados temas
ao se observar como se comunicam no geral [Beigman Klebanov et al., 2010].

Além disso, o uso de caracteristicas e atributos retirados a partir da rede tam-
bém pode ser efetivo. Alguns trabalhos, por exemplo, modelam representacdes com base
no texto do conteddo em conjunto com caracteristicas das interacdes do usudrio na rede
[Li et al., 2018], assim como atributos indicando as conexdes e interacdes entre usuarios
na rede [ALDayel and Magdy, 2021], ou outras caracteristicas retiradas das plataformas
como hashtags, re-tweets, URLs, e mencdes a outros usudrios [Darwish et al., 2017; Ha-
midian and Diab, 2019].

3.3.2.2. Algoritmos

A partir dos atributos extraidos dos contetidos ou usudrios, os estudos de detec¢do de po-
sicionamento empregam diferentes métodos de aprendizado de maquina para identificar
as estancias daqueles elementos com relacio aos temas em questao.
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Meétodos supervisionados sdo frequentemente utilizados para esse problema. Por
essa abordagem, os dados relativos aos conteddos ou usudrios sao anotados de acordo com
seus posicionamentos. Normalmente, essas bases de dados sdo anotadas por especialistas
de acordo com rétulos como "A Favor", "Contra"e "Nenhum", como aquela apresentada
na tarefa de deteccdo de posicionamento em SemEval-2016 [Mohammad et al., 2016]. A
partir desses dados rotulados, algoritmos sdo treinados para aprender os padrdes que in-
dicam cada posicionamento. Trabalhos como Elfardy and Diab [2016] e Li and Caragea
[2019] exemplificam esse tipo de abordagem, o primeiro com uso de atributos 1éxicos e
semanticos em uma SVM (Support-Vector Machine) e o segundo com métodos de apren-
dizado profundo com uma arquitetura GRU (Gated Recurrent Unit).

No entanto, como esses dados rotulados sdo custosos para se produzir e de dificil
obtencdo, abordagens semi-supervisionadas e nao-supervisionadas também sao propos-
tas. O trabalho de Ferreira and Vlachos [2019], por exemplo, usa técnicas de transfe-
réncia de aprendizado para reutilizar o conhecimento que o algoritmo aprendeu em uma
base de dado como ponto de partida para a deteccao de posicionamento em dados de
outras fontes. Ja Zhang et al. [2020] tomaram diversas bases de dado em conjunto para
detectar posicionamentos de forma cruzada em tarefas voltadas para temas de sub-grupos
diferentes.

Meétodos totalmente ndo-supervisionado também vem sido propostos, primaria-
mente gerando representacdes dos usudrios e conteudos e aplicando métodos de agrupa-
mento sobre elas. Darwish et al. [2020], por exemplo, aplicaram uma técnica de agrupa-
mento sobre tweets ndo-rotulados de diferentes topicos como ponto inicial para anota¢ao
dos dados. Outros como Rashed et al. [2020] usaram representacdes distribuidas de twe-
ets com agrupamento hierdrquico para andlise de polarizacdo politica.

De forma geral, as possibilidades de algoritmos e técnicas para tarefa de deteccao
de posicionamentos € bastante ampla. Trabalhos como o de Swami et al. [2018] e Tsakali-
dis et al. [2018] utilizam SVMSs. Outros como Kucher et al. [2018] e Ferreira and Vlachos
[2016] aplicam regressdo logistica. Abordando técnicas de aprendizado profundo, sdo
encontradas também diversas possibilidades, incluindo redes LSTMs (Long Short-Term
Memory) [Rajendran et al., 2018], CNNs (Convolutional Neural Network) [Hercig et al.,
2017], além de trabalhos utilizando mecanismos de aten¢do, como aqueles aplicando mo-
delos baseados BERT [Ghosh et al., 2019; Kawintiranon and Singh, 2021]. E de forma
geral, o uso de técnicas de agrupamento de modelos também sao efetivas [Liu et al., 2016;
Siddiqua et al., 2019].

3.4. Métricas de polarizacao

Como vimos na secdo anterior, calcular o viés de um usudrio ou contetdo estd ligado a
verificar o posicionamento daquela entidade. Por exemplo, um comentario a favor de um
tépico ou um usudrio que declarou sua posi¢ao politica. Ja a polarizacao € uma medida
de um grupo de usudrios (ou um conjunto de conteidos). Aqui estamos interessados em
verificar como uma populacdo estd distribuida em torno de um tdpico especifico. Por
exemplo: Em uma universidade a reitora A estd passando por uma crise de popularidade.
Foi entdo realizada uma pesquisa que revelou o viés de cada aluno. Destes, 40% dos
alunos acreditam que a reitora tem feito um bom mandato, 45% que ela faz um mandato
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Figura 3.6: Exemplos de redes polarizadas (esquerda) e ndo polarizadas (direita). Os
grafos superiores representam retweets, ja os grafos inferiores representam follow. Mais
informacodes sobre os dados coletados podem ser encontradas em Garimella et al. [2018b].

ruim e 15% ficaram neutros. Neste exemplo observamos que os alunos estao divididos em
dois grandes grupos que discordam entre si (e um grupo menor que ndo tem uma opiniao
bem formada). Podemos entio dizer que a universidade em questdo esta polarizada com
relacdo ao mandato da reitora?

Outra forma de visualizar (e medir) a polariza¢do € por meio do grafo da rede
formado em torno de um tépico. Essa técnica é bastante utilizada no contexto das redes
sociais, onde os usudrios mantém ligacdes de amizade entre si, compartilhando e reagindo
a postagens de outros usudrios. Neste caso, cada usudrio € um vértice do grafo e as arestas
sdo formadas por meio das conexdes da rede, como amizade e compartilhamento.

Na Figura 3.6 visualizamos alguns exemplos de redes (grafos) polarizadas e nao
polarizadas. As redes representadas em (a), (b), (e) e (f) sdo exemplos de redes pola-
rizadas. Note que, em todas elas, temos dois grupos muito bem definidos e com poucas
ligacdes (arestas) ligando seus vértices. Ainda na Figura 3.6, podemos observar exemplos
de redes nao polarizadas em (c), (d), (g) e (h). Observe que nos exemplos de redes nao
polarizadas temos os membros dos diferentes grupos com um nimero maior de ligagcdes
entre si, logo, menos isolados e com maior probabilidade de ter acesso a informagdes “do
outro lado da rede”.

Na literatura, ndo existe um consenso de como operacionalizar a quantificacao
da polarizagdao de uma populagdo. A maioria dos trabalhos podem ser caracterizados
como estudos de caso, onde a polarizagdo € identificada em bases de dados especificas
e analisadas utilizando conhecimento do dominio (ex: lista de hashtags relacionadas a
um evento politico especifico) [Garimella et al., 2018b]. Boa parte destas métricas foram
desenvolvidas no contexto de redes sociais e sdo calculadas por meio de sua rede de
comunicacdo [Conover et al., 2011; Garimella et al., 2018b; Guerra et al., 2013; Coletto
et al., 2017; Matakos et al., 2017], outras sdo independentes da rede [Bakshy et al., 2015;
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Figura 3.7: Taxonomia das métricas de polarizagao.

IU

‘o

Belcastro et al., 2020; Roy and Goldwasser, 2020; Babaei et al., 2018; Morales et al.,
2015; Vicario et al., 2019].

Uma métrica de polarizagdo que ndo depende da estrutura da rede possui a vanta-
gem de poder ser aplicada em cendrios onde a estrutura da rede € desconhecida [Morales
et al., 2015; Al-Ayyoub et al., 2018]. Tomemos como exemplo a caixa de comentarios
de uma famosa pagina de noticias. Neste caso, as opinides ali deixadas tem como Unico
ponto em comum a noticia em questdo. Nao temos informagdes sobre quais usudrios pos-
suem relacdes de amizade entre si ou ainda a qual viés politico ele se alinha. No caso deste
exemplo, precisamos de uma métrica de polarizacdo que seja independente da estrutura
da rede.

Em outros casos podemos usufruir de informagdes presentes na rede, como cone-
x0es de amizade ou de endosso (retweet, por exemplo). Os primeiros trabalhos analisaram
a polariza¢do em redes sociais utilizando a modularidade do grafo [Conover et al., 2011].
A modularidade de uma rede quantifica o quanto vértices conectam entre si formando
comunidades densas, quando comparado a uma rede aleatéria [Newman, 2006]. Outras
andlises procuram por padrdes na rede, como os clusters de usudrios [Garimella et al.,
2018b], a fronteira entre os grupos [Guerra et al., 2013], entre outras estruturas [Coletto
et al., 2017; Garimella et al., 2021]. Nestes casos estamos preocupados com as estruturas
geradas na comunidade e como a comunidade esta configurada.

Visando organizar as diferentes ferramentas utilizadas na literatura para identifi-
car/quantificar tépicos polarizados, a Figura 3.7 apresenta uma proposta de taxonomia
para as métricas de polarizacdo. Dividimos as solucdes em trés tipos: (1) trabalhos que
analisaram a polarizacdo pela visdo de um especialista, ao anotar os topicos manual-
mente [Dori-Hacohen and Allan, 2015; Jang et al., 2016] ou por meio de questiondrios
(surveys) [Ribeiro et al., 2019]. (2) Trabalhos que utilizaram métricas fixas, como f6r-
mulas matemadticas [Al-Ayyoub et al., 2018; Belcastro et al., 2020], estatisticas [Jang and
Allan, 2018; Morales et al., 2015] ou de teoria dos grafos [Garimella et al., 2018b; Guerra
et al., 2013], para cdlculo da polarizacdo. E (3) trabalhos que utilizaram representa¢oes
em baixa dimensionalidade [Waller and Anderson, 2021] e/ou algoritmos de aprendizado
supervisionado [Roy and Goldwasser, 2020; Vicario et al., 2019] para identificagdo dos
tépicos polarizados.
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Tabela 3.1: Compilado de trabalhos relacionados em identificagc@o de tépicos polarizados.

Trabalho Conteido Rede Ident. Quant. Ferramenta
Al-Ayyoub et al. [2018] v Matematica
Akhtar et al. [2019] v Estatistica
Babaei et al. [2018] v Matematica
Belcastro et al. [2020] Matematica
Choi et al. [2010] Estatistica
Dori-Hacohen and Allan [2015] Anotado
Jang et al. [2016] Anotado
Jang and Allan [2018] Estatistica

Klenner et al. [2014]
Mejova et al. [2014]
Morales et al. [2015]
Popescu and Pennacchiotti [2010]

Aprend. superv.

Aprend. superv.
v Estatistica

Aprend. superv.

Ribeiro et al. [2019] Survey
Roy and Goldwasser [2020] Aprend. superv.
Tsytsarau et al. [2011] Estatistica

NN N N N N N N N N N N N NENEN

N N N N N N N N N N N N N N N N N N N N N NENEN

Vicario et al. [2019] v Aprend. superv.
Waller and Anderson [2021] v Baixa dimenséo
Yang et al. [2017] v Baixa dimenséo
Akoglu [2014] v Estatistica

Al Amin et al. [2017] v Aprend. superv.
Coletto et al. [2017] v Teoria dos grafos
Garimella et al. [2018b] (RWC) v v Teoria dos grafos
Garimella et al. [2018b] (BCC) v v Teoria dos grafos
Garimella et al. [2018b] (EC) v v Baixa dimensao
Garimella et al. [2021] v Teoria dos grafo
Gillani et al. [2018] v Estatistica
Guerra et al. [2013] v v Teoria dos grafos
Shahrezaye et al. [2019] v v Teoria dos grafos
Tokita et al. [2021] v v Teoria dos grafos

Um compilado dos trabalhos relacionados pode ser visto na Tabela 3.1. Como
vimos, os trabalhos sdo classificados entre aqueles que utilizam informacdo de conteido
ou rede. Ainda, somente uma parcela dos trabalhos é capaz de quantificar o nivel de
polarizacdo presente em um topico.

Nas proximas se¢des iremos apresentar em detalhes algumas das principais mé-
tricas de polarizacdo utilizadas na literatura. As se¢des 3.4.1 e 3.4.2 apresentam métricas
de quantificacdo de polarizacdo baseadas em contetido, isto €, ndo levam o grafo da rede
em consideracdo. Ja as métricas de polarizac@o apresentadas nas se¢des 3.4.3,3.4.4,3.4.5
utilizam informagdes da rede para seu calculo.

3.4.1. Utilizando analise de sentimentos para medir polarizacio

A primeira métrica de polarizagdo que vamos abordar foi originalmente concebida para
trabalhar com andlise de sentimentos de tweets. Abordaremos aqui o trabalho de Al-
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Ayyoub et al. [2018] que apresenta um conjunto de métricas matemdticas simples. Estas
métricas podem ser utilizadas individualmente ou coletivamente na tarefa de andlise de
polariza¢do, como mostraremos no decorrer da se¢ao.

Raziao da quantidade de tweets positivos e negativos (PN). Esta métrica se baseia na
premissa de que, em um tépico polarizado, um dos grupos provavelmente utilizaria men-
sagens que demonstram sentimentos de aprovacdo ao topico, €, o outro, mensagens de
reprovacgdo. Por consequéncia, esperamos observar um nimero de mensagens com senti-
mentos positivos no mesmo nivel de mensagens negativas. Um maior valor para a razao
PN representa uma maior grau de polarizacdo. Também podemos utilizar a razdo de twe-
ets negativos e tweets positivos como uma métrica oposta a esta.

_ |tweets positivos|
~ |tweets negativos|

PN ()

Razio entre a quantidade de tweets positivos e negativos (RPN). A RPN € uma me-
lhoria da PN vista anteriormente. Realizando sempre a razao entre o menor valor (tweets
positivos ou negativos) € o maior valor, teremos como resultado um valor entre 0 e 1.
Sendo que valores maiores representam uma maior polarizagao.

min{|tweets positivos|, [tweets negativos|}

RPN = — -
max{ |tweets positivos|, [tweets negativos|}

3)
Razao entre a quantidade de tweets neutros e a quantidade de tweets positivos e ne-
gativos (NPN). Esta métrica se baseia na premissa de que, em um tdpico polarizado, te-
mos um pequeno niimero de mensagens neutras em comparac¢ao ao nimero de mensagens
com Viés claro. Isso aconteceria pois um nimero maior de usudrios tenderia a demonstrar
claramente sua aprovacdo ou desaprovagio do tépico em questdo. Nesta métrica, valores
menores correspondem a uma maior polarizacdo.

|tweets neutros|

NPN “4)

- [tweets positivos| + |tweets negativos|

Razio entre a soma dos tweets positivos e negativos com a quantidade total de tweets
(PNT). Ainda com a premissa de que topicos polarizantes obtém um maior nimero de
comentérios com viés claro (positivo ou negativo), a métrica PNT calcula a razdo entre a
soma dos tweets positivos € negativos sobre o nimero total de tweets naquele topico. Seu
resultado varia entre 0 e 1, sendo que valores maiores representam uma maior polarizagao.

[tweets positivos| + |tweets negativos|

PNT = :
|tweets totais|

(&)

Métrica PN ponderada pela métrica PNT (PNPNT). Esta métrica é uma combinagdo
entre a métrica PN e a métrica PNT. Ela calcula a razdo entre os tweets positivos e ne-
gativos levando em consideracao a razao entre os tweets com viés claro e o nimero total
de tweets naquele topico. Como a métrica PNT varia entre 0 e 1, o resultado da mé-
trica PNPNT também varia entre O e 1, com valores maiores representando uma maior
polarizagdo.

PNPNT = PN x PNT (6)
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Razao entre os valores de sentimentos positivos e negativos (RPNV). A RPNV ¢ uma
modificacdo da RPN vista anteriormente e leva em considerac@o os valores de viés cal-
culados para cada tweet. Na RPNV calculamos a razdo entre os valores de viés positivos
e negativos e ndo o numero de tweets. Valores proximos a 1 implicam que as opinides
contrérias possuem valores proximos, ou seja, que o valor total absoluto dos comentarios
positivos e negativos estdo proximos. Os resultados da métrica RPNV variam entre O e 1,
sendo que valores maiores representam uma maior polarizagao.

RPNV — min{} valores positivos, Y valores negativos }

(7

max{} valores positivos, ) valores negativos}

Como podemos observar, as diversas métricas mostradas nesta se¢do capturam in-
formacdes diferentes entre si. Cabendo ao leitor escolher a melhor para o seu trabalho ou
ainda utilizar vérias delas em conjunto. Como as métricas sdo faceis de serem calcula-
das, elas sao uma 6tima opcao para serem utilizadas como features para um algoritmo de
aprendizado supervisionado. Podemos, por exemplo, elaborar um classificador automéa-
tico de polarizacdo em grupos de WhatsApp utilizando os sentimentos das mensagens que
trafegam por ali. O trabalho de Al-Ayyoub et al. [2018] utiliza esse conjunto de métricas
como entrada para uma Support Vector Machine (SVM) e, assim, classificar topicos de
discussdo no Twitter. Além das métricas descritas nesta se¢do, o trabalho citado também
utiliza a métrica Dipole Moment (DM) que serd discutida na préxima secao.

Outro ponto importante é que as métricas podem ser facilmente adaptadas para
outros cendrios, como postagens em uma pagina de jornal ou votagdo de politicos na
camara de deputados. Basta a adaptacdo da métrica que calcula o viés de cada entidade.
Por exemplo, podemos utilizar palavras-chaves ou ainda a opinido de um especialista.

3.4.2. Momento do dipolo elétrico

Nesta secdo abordaremos a métrica introduzida pelo trabalho de Morales et al. [2015]. A
métrica inspirada no momento do dipolo elétrico (em inglés, Dipole Moment (DM)) tem
como objetivo capturar o qudo dividido encontram-se 0os membros de uma populacio.
Para isso parte-se da premissa de que uma populacdo € perfeitamente polarizada se ela
pode ser dividida em dois grupos de mesmo tamanho e com as opinides de seus individuos
concentradas nos extremos.

Sua inspira¢do vem da fisica com uma métrica que calcula a polarizacao das car-
gas de um sistema eletromagnético. Para isso ela calcula o grau de separagdo de cargas
positivas e negativas que fazem parte do sistema. Um caso simples € onde temos somente
duas cargas, uma negativa e uma positiva (—¢g e +¢), o momento do dipolo elétrico € pro-
porcional a distancia entre essas duas cargas. Esse caso € andlogo a um cendrio simples
onde temos duas pessoas de opinides contrarias acerca de um tdpico. Logo, a polariza¢ao
deste pequeno grupo pode ser calculada como o qudo distante as opinides destas duas
pessoas se encontram.

Seja X uma varidvel aleatéria que modela a distribuicao do viés de uma populacdo
acerca de um topico e X; o viés de um usudrio i de modo que —1 < X; < +1. Entdo temos
p(X) como uma funcgdo de densidade da opinido dos usudrios. Primeiramente, iremos
calcular o tamanho das populacdes associadas a cada opinido (negativa e positiva). Seja
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A~ a populag@o com viés negativo (X < 0), calculamos seu tamanho como a area sob a
curva da fung¢do de densidade p(X) no intervalo [—1,0) (equacdo 8). De maneira andloga,
calculamos AT como a drea sob a curva de p(X) no intervalo (0,+1] (equagdo 9).

A- = / Ol p(X)dX = P(X < 0), @®)

1
AT = /0 p(X)dX = P(X > 0) ©)

De posse do tamanho dos grupos, estamos interessados em calcular a diferenca
absoluta entre eles. Que € facilmente calculada como podemos observar na equagao 10.
Esta formula d4 como resultado AA = 0 quando a populacdo estd perfeitamente dividida
em dois grupos de tamanhos iguais (A~ = A™). Por outro lado, AA = 1 quando todos os
elementos da populacdo concordam entre si (A~ =1 ouA™ = 1).

AM =|AT—A"|=|P(X >0)—P(X <0)| (10)
Em seguida, calculamos o quao distante estdo as opinides de ambos os grupos.

Para isso, ¢ calculado o centro de gravidade dos viéses negativos (gc™) e positivos (gc™),
como podemos observar nas equacoes 11 e 12.

0

gc = f—ép(ﬂ’ (11)
JZ1p(X)dX
1

gct = folp(xﬂ (12)
Jo p(X)dX

E entdo calculamos a distancia entre as opinides centrais de cada grupo como
a diferenca absoluta dos centros gravitacionais gc~ e gc™, como podemos observar na
equacgdo 13. Esta féormula d4 como resultado d = 0 quando ambos os grupos concordam
integralmente entre si. Por outro lado, teremos d = 1 quando ambos os grupos discordam
entre si e suas opinides se concentram nos extremos.

d= \gc+—gc_| — |gc+—gc_] (13)
|Xmax - Xmin| 2

Por fim, calculamos o indice de polarizacdo DM a partir dos valores calculados
de AA e d(equagdes 10 e 13), como podemos observar na equagdo 14. Pela equagdo
observamos que a métrica DM € inversamente proporcional a diferenca absoluta entre
as duas populacdes AA e diretamente proporcional a distancia absoluta dos centros de
gravidade d. Como o resultado de AA e d se encontram no intervalo [0, 1], o resultado de
DM também se encontra no intervalo [0, 1].

DM = (1—AA)d (14)

Teremos polarizacdo maxima (DM = 1) quando a populagdo estiver perfeitamente
dividida (AA = 0) e as opinides discordantes estiverem nos extremos (d = 1). Por outro
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Figura 3.8: Representacdo da polarizaciao e da métrica DM. Func¢ao de densidade de opi-
nido. A representa a drea associada a cada ideologia, gc representa o centro gravitacional
de cada uma das opinides e d representa a distancia das opinides.

lado, teremos polarizagdo minima (DM = 0) quando a opinido da populagdo como um
todo estiver concentrada em um unico ponto, ou seja, quando nao hd discordancia. A
métrica poderd apresentar valores entre 0 e 1 quando as populagdes tiverem tamanhos
desiguais (0 < AA < 1) e/ou quando a distancia entre os viéses das populacdes for menor
que 1 (0 < d < 1). A Figura 3.8 ilustra os principais conceitos da métrica DM. Observa-
mos a drea que representa o tamanho de cada grupo com seu respectivo viés, assim como
a distancia entre cada centro de gravidade.

A métrica do momento do dipolo elétrico € muito ttil quando o viés dos usua-
rios (ou conteuidos) puderem ser quantificados (valores entre -1 e +1)e o grafo da rede
de comunica¢do ndo for conhecido. A métrica € de facil implementagdo e baixo custo
computacional. Além disso, a func@o de densidade de opinido dos usudrios pode ser
uma Otima visualiza¢do da polarizacdo da populacdo. Uma anélise desta funcdo nos da
uma visdo de como o tépico em questdo foi recebido pela populagdo e qual € a opinido
predominante.

3.4.3. Conectividade na fronteira entre grupos antagonicos

A estrutura de uma rede social € afetada pelo contexto e comportamento dos usudrios
[Easley and Kleinberg, 2010]. Padrées de comportamento, como homofilia [McPherson
et al., 2001], alteram a probabilidade que dois usudrios se conectem. Em uma rede pola-
rizada, € esperado encontrar padroes que representem a divisdo de uma populacdo. Um
desses padrdes € o antagonismo, isto €, conjuntos de usudrios que ndo apresentardo lacos
(amizade, compartilhamento, etc) entre si.

Partindo dessa premissa, foram elaboradas métricas de polarizacido que utilizam
informagdes da rede de modo a extrair informacdes topoldgicas do grafo da rede. O
primeiro exemplo desse tipo de métrica de polarizacdo € a métrica de Conectividade de
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e

Figura 3.9: Exemplo de uma rede dividida em dois conjuntos G; (nds coloridos) e G
(n6s brancos). Fonte: Guerra et al. [2013].

Fronteira (em inglés, Boundary Connectivity — BC) [Guerra et al., 2013]. Essa métrica
foca sua andlise nos nds que possuem alguma interacdo com nés do suposto grupo oposto,
que aqui denominamos de nés de fronteira.

Seja G = G; UG o grafo que representa uma rede dividida em dois conjuntos G;
e Gj (G;iNG; = 0). Definimos fronteira de comunidade do grupo G;, como o conjunto de
nos B; ; que satisfaz duas condigdes:

1. v € G; possui a0 menos uma conexdo com um no do grupo Gj;

2. v € G; possul a0 menos uma conexao com um né do grupo G; que ndo possua
conexao com os nos de G;.

Na figura 3.9 temos um exemplo de uma rede dividida em dois grupos G| e G».
Neste exemplo, temos as fronteiras By, = {b,d} e Ba; = {1,2}. E importante ressaltar
que o n6 ¢ ¢ Bj 3 pois, apesar do né c ter aresta com um né do outro grupo (né 2), ele
ndo tem aresta com nenhum no6 de G que possua conexdo com um né em G,. Ainda,
nds em G; que ndo pertencem a B; j formam o conjunto de nds internos I; = G; — B; j. No
exemplo, os nés internos sdo I = {a,c,e} e I, = {3,4}.

Vamos entdo nos ater aos nds que compdem a fronteira de modo a comparar o
grau de preferéncia destes nds de se conectarem com noés internos ou com nds do outro
conjunto. Voltando a Figura 3.9, vamos analisar as conexdes do exemplo partindo do né
b. O n6 b possui grau trés e suas arestas sao:

1. (b,1) é uma aresta externa (liga n6s de fronteiras opostas).

2. (b,a) é uma aresta interna (liga nés da fronteira a nds internos).
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3. (b,d) ndo é nem uma aresta interna nem externa.

Olhando para as conexdes do né b, ele ndo nos parece apresentar nenhum tipo
de antagonismo, uma vez que se conecta a uma aresta interna mas também a uma aresta
externa. Essa mesma andlise pode ser extrapolada para os demais nds da fronteira (nés d,
1 e 2). Logo, baseado nos nds da fronteira da rede, o exemplo da Figura 3.9 ndo possui
polarizacgdo.

A equacio 15 define a métrica BC que leva em consideragdo as escolhas que nés de
B; j fazem ao se conectar com nos de ; ou B; ;. Para cada né v pertencente a fronteira B ele
calcula a razdo entre o niimero de arestas internas que ele possui — d;(v) — com o nimero
de suas arestas externas — dp(v) — somadas ao nimero de suas arestas internas. Essa razdo
¢ comparada com a hipétese nula de que cada n6 da fronteira tem a mesma probabilidade
de possuir arestas com nds internos e nds externos.

—0.5 15
|B| LG <v> (>

A métrica BC podera apresentar valores entre —1/2 e +1/2. Um valor BC menor
do que 0 indica ndo somente a falta de polarizacdo mas também que um né na fronteira é
mais provavel de se conectar com nds do grupo oposto. No exemplo da figura 3.9 temos
BC = 0 uma vez que os nds da fronteira possuem o mesmo nimero de arestas com nos
internos e com nds do grupo oposto.

A métrica BC apresenta a vantagem de utilizar informagdes de interacdo e co-
municagdo entre os usudrios, diferentemente das métricas vistas até agora. Além disso,
seu foco na fronteira entre 0s grupos, mensura a interacdo entre os antagdnicos, ou seja,
a métrica nos traz uma visdo sobre o nivel de troca de informagdes entre os diferentes
grupos.

3.4.4. Centralidade do corte da rede

Nesta se¢do iremos abordar a métrica de centralidade do corte da rede (em inglés, Betwe-
eness Centrality Controversy score — BCC) [Garimella et al., 2018b]. Essa métrica vai
analisar o conjunto de arestas presentes no corte que se forma ao particionar um grafo em
dois grupos opostos X e Y. Para isso, utilizamos a nocdo de centralidade de arestas (em
inglés, edge betweeness) e como a centralidade do corte difere das demais arestas.

A centralidade de uma aresta e € calculada pelo que chamamos de “intermedia¢cao”
(em inglés, shortest-path betweeness centrality — bc(e)) [Brandes, 2008]. A equagdo 16
define a intermediagdo de uma aresta e, onde oy, ¢ 0 menor caminho entre s e 7, € Oy (e)
¢ o menor caminho que necessariamente passa pelo vértice e.

be(e)= Y %), (16)

s#teV Os.1t

Consideremos um grafo G = (V, E) polarizado com grupos X e Y opostos e bem

definidos (XUY = G e X NY = 0). Neste caso, o conjunto de arestas C C E do corte
C = (X,Y) agiria como uma “ponte” levando informacdes entre os grupos. Fica entdo
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facil imaginar que o caminho minimo entre pares de vértices de grupos opostos devem
conter alguma aresta do conte C. O que leva a valores altos de intermediacgdo (eq. 16) das
arestas em C. Por outro lado, quando pensamos em um grafo onde os grupos ndo estejam
fortemente separados, entendemos que existirdo outras arestas pelas quais a informacao
pode passar. O que leva a valores de intermediagdo das arestas em C que sejam similares
ao restante das arestas do grafo.

Vamos entdo transformar essa ideia em uma métrica que compara a distribui¢ao
do célculo de centralidade das arestas do corte com a centralidade das demais arestas do
grafo. Para isso é computada a divergéncia de Kullback-Leibler (dg7) [Thomas and Joy,
2006] entre a distribuicdo de centralidade dos dois conjuntos de arestas. A divergéncia
de KL € uma medida de distincia entre duas distribui¢cdes de probabilidade (mais deta-
lhes estdo fora do escopo deste texto). A métrica BCC pode ser vista na equagdo 17 e é
calculada como a inversa da divergéncia KL.

BCC =1— ¢ 9L, (17)

O valor de BCC estara mais perto de 1 para topicos polarizados e perto de O para
tépicos ndo polarizados.

3.4.5. Random Walk Controversy (RWC)

A dltima métrica de polarizagdo que iremos abordar almeja mensurar a facilidade do
acesso da informacao por usudrios de grupos opostos. Se supormos uma rede polarizada
com poucas ligagdes entre os grupos, o acesso ao grupo oposto serd dificultado. Ao con-
trario, em uma rede ndo polarizada temos um numero maior de arestas ligando membros
de grupos distintos, e um maior trafego de informacao entre os grupos.

Utilizando caminhamento aleatério, a métrica Random Walk Controversy (RWC)
[Garimella et al., 2018b] pretende calcular a probabilidade de um usuério acessar infor-
macoes do grupo oposto. Considerando dois usudrios que irdo caminhar aleatoriamente
sobre a rede, a métrica RWC (eq. 18) € definida como a diferenca de probabilidade de que
ambos terminem no grupo em que comecaram e a probabilidade de que ambos terminem
em grupos opostos aos quais comegaram.

RWC = PxxPyy — PxyPrx, (18)
onde Pyp,A,B € {X,Y} é a seguinte probabilidade condicional:
Psp = P[comecou na parti¢do A |terminou na particdo B]. (19)
O resultado da métrica RWC ficard proximo a 1 quando a probabilidade de cruzar
os grupos € baixa, o que implica uma alta polarizacdo. Por outro lado, o resultado da

métrica ficard préximo a 0 quando a probabilidade de cruzar os grupos € comparavel a de
terminar do mesmo lado, o que implica uma baixa polarizacao.

3.5. Analises sobre polarizacao

Chegamos no udltimo estdgio da metodologia que € a andlise da polarizacdo a partir dos
dados coletados e processados. Como ja discutido, a polarizacdo é uma métrica ampla-
mente utilizada em ambientes politicos, mas outros cendrios também sdo possiveis, como
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esportes [Guerra et al., 2013], discurso de 6dio [Almerekhi et al., 2020], desinforma-
cdo [Vicario et al., 2019; Watts et al., 2021], entre outros.

Logo, a andlise da polarizacao deve levar em consideracao as particularidades das
dreas e os objetivos a serem alcancados. Nesse sentido, esta sec@o discute alguns dos
tépicos de pesquisa encontrados na literatura. A seguir veremos uma lista dos topicos
abordados nesta se¢do.

1. Baselines para validacio e comparacao de métricas de polarizacdo.

2. Utilizacdo de polarizagdo como features em éreas relacionadas, como hate-speech,
toxicidade, fake-news.

3. Andlises do impacto nas redes sociais de fatos que acontecem na vida real, por
exemplo a morte de uma celebridade ou a corrida eleitoral em um pais.

4. Previsdo de resultados de elei¢des.

5. Analises de comportamento dos usudrios em torno da polarizagdo.

6. Impacto (ou influéncia) dos algoritmos das midias sociais na sua polarizagao.
7. Abusos do uso da polarizacao de forma deliberada para ganho préprio.

8. Ferramentas e solucdes para conter a polarizagao.

3.5.1. Baselines das métricas de polarizacio

Dada a diversidade de técnicas e métricas propostas na literatura para identificar polari-
zacdo, alguns trabalhos direcionaram seus esfor¢os em validd-las e compard-las. Como
vimos neste curso (se¢io 3.4), alguns trabalhos focaram em métricas de polarizacdo que
utilizam o grafo da rede [Guerra et al., 2013; Garimella et al., 2018b]. Outros vdo com-
parar as métricas baseadas em conteido [Al-Ayyoub et al., 2018; Morales et al., 2015].

Alguns trabalhos exploraram métricas que sdo independentementes do contetido
[Garimella et al., 2018b; Guerra et al., 2013]. Outras métricas ainda demandam de um
especialista [Jang et al., 2016; Ribeiro et al., 2019]. De toda forma, estudos nesta area se
mostraram importantes pois ainda ndo existe um consenso sobre como medir polarizacao.

3.5.2. Polarizacido como features

As métricas de polarizacdo nao necessariamente devem ser vistam como um fim em si
mesmas. Podemos explorar seu uso como uma ferramenta de apoio em dreas correla-
tas, como classificacdo discurso de 6dio [Akhtar et al., 2019], toxicidade [Guimaraes and
Weikum, 2021] e fake-news [Vicario et al., 2019]. E fécil pensarmos que em tépicos
com presenca de discurso de 6dio, por exemplo, provavelmente teremos uma populacao
dividida (polarizada). Tomemos uma discussao com presenca de discurso de 6dio ocor-
rendo nos comentdrios de uma noticia envolvendo racismo. E esperado que a populacio
em torno dessa discussdo se divida entre aqueles que atacam com 6dio e aqueles que
rechacam o racismo e a intolerancia.
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De modo geral, os trabalhos vao percorrer suas bases de dados em busca de t6-
picos identificados como polarizados. E entdo se debrucar sobre estes topicos de vdrias
formas. Por exemplo, o nivel de discordancia (polarizacdo) entre os especialistas que
classificam uma base de dados pode ser utilizada juntamente com o conjunto de treino e
gerar melhores classificadores [Akhtar et al., 2019].

Ainda, métricas de polarizagdo podem ser utilizadas para melhorar previsdes do
aparecimento de mensagens toxicas em uma conversa [Guimaraes and Weikum, 2021] ou
ainda para prever provaveis topicos alvos de noticias falsas [Vicario et al., 2019]. Todos
estes sdo exemplos de classificadores onde a polarizacdo ndo € o tUnico aspecto a ser
considerado, porém utilizar essas informacao trouxe ganho aos classificadores.

3.5.3. Impactos de eventos nas midias sociais

Outro ponto de interesse € a analise da comunicagdo nas midias sociais atreladas a eventos
do mundo real. Na literatura, encontramos diversos exemplos com eventos importantes,
como a andlise da polarizagdo quando da morte do Hugo Chaves [Morales et al., 2015]
e, em consequéncia, a crise politica instaurada na Venezuela em 2019 [Horawalavithana
et al., 2021]; o processo de Impeachment da presidenta Dilma Roussef no Brasil [Moreira
et al., 2020], a corrida eleitoral de Donald Trump em 2016 [Yang et al., 2017], dentre
outros.

Cada trabalho abordando como as midias sociais reagiram aos eventos da vida
real levando suas particularidades em consideragcdo. Por exemplo, o trabalho de Moreira
et al. [2020] realizou uma andlise comparativa entre a polarizacao de dois segmentos
da populacdo: a “elite” (classe politica) e a “massa” (populacao comum). Com essa
particularidade, o cdlculo do viés da “elite”, foi realizado a partir das votagdes ocorridas
na camara dos deputados. J4 o trabalho de Morales et al. [2015] se interessou em analisar
a polarizacdo dividindo a populaciao em diferentes regides geograficas.

3.5.4. Previsao de resultados de eleicoes

Como vimos, muitas métricas de polarizagdo partem da classificacdo e quantificacdo de
grupos antagonicos da populacdo. Quando o tépico escolhido € aborto, por exemplo,
temos uma ideia do tamanho da populacdo pré-escolha e o tamanho da populagdo pro-
vida [Lu et al., 2015]. Quando o tépico € um jogo de futebol, quantificamos o tamanho
da populagao que torce para cada um dos times [Guerra et al., 2013]. E, quando o t6pico
¢ uma corrida eleitoral, a andlise da polarizacdo em torno de um candidato nos mostrara
o tamanho da populagdo que o apoia.

No trabalho de Belcastro et al. [2020], por exemplo, os autores fizeram a classifi-
cacdo dos usudrios do Twitter durante as eleicdes de 2016. Para isso, o viés dos usudrios
foi calculado como a razao entre o nimero de tweets compartilhados em apoio a cada can-
didato. Como resultado, eles obtiveram uma previsao da votacdo mais acurada do que as
pesquisas politicas tradicionais. O mesmo resultado positivo foi observado com os dados
da elei¢ao de Donald Trump em 2016.

Poder analisar, e até prever, a preferencia dos usudrios tem vdrias aplicacdes a
depender do tépico escolhido. Uma empresa pode estar interessada em prever a recepgao
de um novo produto, ou um politico, em saber o nivel de aprovacdo da populagdo a um
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novo projeto, dentre outras aplicagdes.

3.5.5. Analise do comportamento dos usuarios

Outras andlises focam em um melhor entendimento do comportamento dos usuérios em
uma rede polarizada e quais sdo suas consequéncias. Os pontos a serem abordados po-
dem variar como, por exemplo, uma caracteriza¢do da rede e dos seus usudrios [Bakshy
et al., 2015], um melhor entendimento do processo de homofilia e das camaras de eco
[Bright, 2017; Tokita et al., 2021], dos conteddos que tem maior alcance em compartilha-
mento [Bakshy et al., 2015; Bright, 2017; Weld et al., 2021] ou tempo de permanéncia
dos leitores em paginas com diferentes vieses [Garimella et al., 2021],

Ainda, alguns autores escolhem trabalhar com simulacdes das redes e do compor-
tamento dos usudrios. Essas simulacdes possibilitaram avaliar o impacto da polariza¢ao
na estrutura da rede [Tokita et al., 2021]. E entender o papel das decisdes dos usudrios ou
do algoritmo da rede social [Garimella et al., 2021; Valensise et al., 2022]. As diferentes
particularidade entre as redes sociais, como o Twitter ou o Reddit, e seus impactos na
polarizacdo, também € um topico a ser explorado [Weld et al., 2021].

O trabalho de Waller and Anderson [2021], por exemplo, fez uma andlise de todas
as comunidades do Reddit de forma a analisar a polarizacdo politica total da plataforma
desde a sua criacdo. Dentre outras coisas, eles observaram que a polarizacdo comecou
a aumentar durante o ano de 2016 com as eleicdes do Trump e ndo voltaram a dimi-
nuir. Ainda, eles observaram que a polarizag¢do se da pelos novos usudrios que entram na
plataforma primariamente.

3.5.6. Influéncia dos algoritmos na polarizacio

Vimos na tdltima se¢do que indicios apontam um aumento da polariza¢do ao longo dos
anos. Uma pergunta importante a ser respondida € se o advento da Internet juntamente
com as redes sociais possuem sua parcela de responsabilidade.

Alguns autores exploraram essa questdo, por exemplo, o trabalho de Kulshrestha
et al. [2017] focou em calcular o viés do algoritmo de busca do Twitter. Para isso, ele
calcula os vieses dos tweets que retornam com respostas a determinadas consultas. Ainda,
o trabalho de Valensise et al. [2022], criou um modelo de simulacdo para entender o
impacto da escolha dos usudrios e do algoritmo das midias sociais. Como resultado o
trabalho concluiu que o algoritmo tem um grande papel na polariza¢do dos usudrios.

3.5.7. Abusos do uso da polarizacio

Outra investigacao a ser realizada é a existéncia de elementos que utilizam a polariza¢ao
de forma deliberada. O trabalho de Ribeiro et al. [2019] investigou uma série de antin-
cios politicos disparados por uma agéncia russa ao povo americano durante as eleicoes
de 2016. O trabalho apontou que esses antincios foram disparados no Facebook com o
intuito de explorar a polarizacdo da rede. Tais anincios eram direcionados para perfis
especificos de usudrios, possuinudo um alcance 10 vezes maior do que a média de antin-
cios na plataforma. Neste caso em particular, os atacantes procuraram perfis de usudrios
pertencentes a populagdes especificas (principalmente liberais e negros) com o objetivo
de criar discérdia.
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3.5.8. Contencao da polarizacao

Como vimos, existem alguns indicios de que a polarizacdo vem aumentando. O leitor
pode entdo estar se perguntando quais seriam as solugdes existentes para mudar este ce-
nario. Na literatura, alguns trabalhos apresentaram ferramentas e solu¢des para diminuir
a polarizacdo presente nas redes sociais. Como exemplos desses trabalhos, temos a re-
comendacio de usudrios e conteidos com viés diferente [Gillani et al., 2018], a elabora-
cdo de feeds de noticias que ndo sejam enviesados [Babaei et al., 2018; Jang and Allan,
2018]. Ou ainda, alguns trabalhos propde mudancas na rede de comunicagdo ao adicionar
conexoes entre antagdnicos [Garimella et al., 2017a] ou adicionar novos nds na rede [Ga-
rimella et al., 2017b]. De modo geral, o objetivo dessas solucdes € diminuir as cdmaras
de eco, promovendo o contato com visdes opostas.

3.6. Pratica: Covid-19 e Hidroxicloroquina (HCQ)

Entendemos que uma abordagem prética € de suma importincia para a fixagdo dos con-
teidos aprendidos. Nesta secdo, apresentamos um exemplo pratico completo desde a
coleta até a medicao e andlise de polarizacdo em rede social. O cddigo fonte utilizado
nesta se¢cdo podem ser acessados em: https://github.com/brhott/webmed
ia2022-polarization. Para este estudo pratico utilizaremos ferramentas e APIs
desenvolvidas na linguagem Python'3. As ferramentas serdio apresentadas no desenvolver
da secdo.

3.6.1. Base de dados

A primeira fase € a escolha e obtencdo da base de dados a ser estudada. Neste exemplo,
escolhemos analisar o topico do uso do medicamento Hidroxicloroquina (HCQ) para o
tratamento da Covid-19. A base de dados serd composta por um conjunto de tweets
acerca do tema. Neste caso ndo nos preocuparemos com 0s usudrios, realizaremos uma
andlise de polarizacdo baseada no contetido postado. Para coleta, utilizamos a ferramenta
Tweepy '* para acesso & API do Twitter 13

O cddigo de coleta de dados pode ser visualizado no Programa 3.1. Nas duas
primeiras linhas importamos as bibliotecas Tweepy e Pandas ' — Pandas é uma biblio-
teca para manipulacdo e andlise de dados. Na linha 4, inicializamos a biblioteca Tweepy
com uma chave de acesso denominada Bearer_Token — mais informagdes sobre insta-
lacdo e configuracdo da biblioteca Tiveepy podem ser encontradas em tweepy.org.
Vamos buscar por 100 tweets que contenham as palavras hydroxychloroquine,
chloroquine e HCQ; eliminando os retweets (linhas 5 e 6). E, com a linha 7, ar-
mazenamos o resultado da nossa consulta em um Dataframe Pandas.

Aprendemos como realizar uma consulta utilizando a biblioteca Tweepy. Porém,
para o restante desta secdo, vamos utilizar a base de dados disponibilizada no trabalho de
Mutlu et al. [2020]. Esta base contém um total de 14.374 tweets sobre o uso da Hidroxi-
cloroquina como medicamento para a covid-19. Os tweets foram coletados durante todo

Bhttps://python.org
Ynttps://tweepy.org
Bhttps://developer.twitter.com
ohttps://pandas.pydata.org
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import tweepy
import pandas as pd

client = tweepy.Client (Bearer_Token)
query = "hydroxychloroquine chloroquine HCQ -is:retweet"
tweets = client.search_recent_tweets (query=query, max_results=100)

df = pd.DataFrame (tweets.data) .set_index (’id’)
Programa 3.1: Download de uma base de dados utilizando a API do Twitter

from nltk.sentiment.vader import SentimentIntensityAnalyzer
sid = SentimentIntensityAnalyzer () #inicializacao

scores = df[’text’].apply(lambda text : sid.polarity_scores (text))
df [’ compound’] = scores.apply(lambda score : score[’compound’])

Programa 3.2: Andlise de sentimentos da base de dados utilizando a ferramenta Vader

o més de Abril de 2020 e seus vieses foram classificados manualmente. Essa classifica-
cao foi feita com relacdo ao seguinte questionamento: “coroquina/hidroxicoroquina € a
cura para o novo coronavirus?”’. Desses, utilizamos apenas 9.117 tweets que continuavam
online, sendo 3.732 tweets classificados como negativos, 3.385, positivos, e, 2.000, neu-
tros. Mais detalhes sobre a base de dados e sua coleta podem ser encontrados no trabalho
original.

3.6.2. Viés dos tweets

A segunda fase da metodologia € a de cdlculo dos vieses dos dados. Como foi dito, opta-
mos por utilizar uma base de dados onde o viés de cada tweet fora anotado manualmente.
Porém, vamos abordar também a analise de sentimentos destes tweets, da mesma forma
que alguns trabalhos da literatura [Al-Ayyoub et al., 2018; Vicario et al., 2019]. Nesse
sentido, vamos abordar a utilizacdo da ferramenta Vader !’ para extrair o sentimento de
cada tweet da base de dados.

O c6digo no Programa 3.2 realiza a inicializag@o e aplicagdo do Vader no texto
dos tweets coletados (df [ text’]). Os resultados calculados sdo armazenados em
df [’ compound’ ]. Segundo a documentacdo da ferramenta, os valores sdo interpreta-
dos da seguinte maneira: valores no intervalo [—1.0,—0.05) denominam um tweet com
sentimento negativo; valores no intervalo [—0.05,0.05], sentimento neutro; e valores no
intervalo (0.05, 1.0], sentimento positivo.

3.6.3. Polarizacao do grupo

A terceira faze compreende na escolha e aplicagdo das métricas de polarizagdo. Como
estamos trabalhando com o conteddo dos tweets e ndo com a estrutura da rede, vamos
implementar as métricas das secdes 3.4.1 e 3.4.2 (Programa 3.3). As linhas 2-4 separam
os tweets negativos dos positivos. As linhas 6-13 realizam alguns célculos intermedidrios
para as métricas, como, por exemplo, a contagem de tweets negativos ou o cdlculo do

7https://nltk.org

132



1

20

23

24

XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

# Separacao entre tweets positivos e negativos.

g = df[’compound’ ]
= df [df [’ compound’] <= -0.05] [’ compound’ ]
gp = df[df[’compound’] >= 0.05] [’ compound’ ]
A = g.count () # num de tweets totais
An = gn.count () # populacao de tweets negativos
Ap = gp.count () # populacao de tweets positivos
A0 = A - An - Ap # populacao de tweets neutros
Sn = abs(gn.sum()) # soma dos valores de sentimento positivos
Sp = gp.sum() # soma dos valores de sentimento negativos
gcp = gp.mean () # centroide dos tweets positivos
3 gcn = gn.mean () # centroide dos tweets negativos
PN = Ap / An # metrica PN
RPN = min (An, Ap) / max(An, Ap) # metrica RPN
NPN = A0 / (An + Ap) # metrica NPN
PNT = (Ap + An) / A # metrica PNT
PNPNT = PN * PNT # metrica PNPNT
RPNV = min(Sn, Sp) / max(Sn, Sp) # metrica RPNV
dA = abs(Ap - An) / A # diferenca do tamanho das populacoes
d = (gcp - gcn) / 2 # distancia entre centroides
m = (1 - dA) = d # metrica do dipolo eletrico

Programa 3.3: Célculo da polarizacdo do grupo com implementacdes dos trabalhos de
Al-Ayyoub et al. [2018] e Morales et al. [2015].

centroide dos tweets positivos. Por sua vez, as linhas 15-20 trazem as diversas métricas
que abordamos na secao 3.4.1. Por fim, as linhas 22-24 sao responsaveis pela métrica de
polarizacdo do dipolo elétrico abordada na secdo 3.4.2.

O codigo apresentado nesta secdo utilizou os dados de andlise de sentimento cal-
culados pelo Vader. Porém, € facil observar que as linhas 2-4 podem ser facilmente adap-
tadas para carregar os valores de viés obtidos por outros meios. Na proxima secao também
iremos apresentar os resultados de célculo das métricas utilizando os vieses classificados
manualmente (como visto na secdo 3.6.1).

3.6.4. Analise da polarizacao

A ultima etapa consiste na andlise e discussdo dos resultados. A Figura 3.10 apresenta a
distribui¢do tweets em torno de seus vieses e nos da uma ideia do nivel de polarizagao em
torno do tépico em questdo. A figura da esquerda nos mostra a distribui¢dao dos sentimen-
tos dos tweets, onde podemos observar que os conjuntos de tweets negativos e positivos
possuem distribuicdes parecidas. Quando analisamos os vieses anotados manualmente
(figura a direita), observamos que os conjuntos de tweets negativos € positivos possuem
tamanhos similares. Pela visualizacdo de ambos os histogramas, podemos esperar uma
alta polarizagdo dessa populacdo (populacao dividida entre dois grupos de posi¢des opos-
tas).

Os resultados das métricas de polarizacio calculadas podem ser visualizadas na
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Figura 3.10: Histograma dos vieses dos tweets calculados com anélise de sentimentos
(esquerda) e manualmente (direita). Acima temos os boxplots de cada um dos grupos:
negativo, neutro e positivo.

Tabela 3.2: Resultado das métricas de polarizagdo utilizando vieses calculados por andlise
de sentimentos (S) e de maneira manual (M)

PN RPN NPN PNT PNPNT RPNV DM

S 1.11 090 025 0.80 0.89 0.94 047
M 091 091 0.28 0.78 0.70 091 0.96

Tabela 3.2. Como previamos, a polarizacdo encontrada foi alta na grande maioria das
métricas. Uma adendo quanto a métrica NPN que € a tnica das métricas que inversa-
mente proporcional a polarizagdo. Uma segunda observagdo agora com relacdo a métrica
do dipolo elétrico (DM) onde temos resultados diferentes entre as bases de dados (0.47
e 0.96). Essa métrica leva em consideracdo o grau de distanciamento das opinides de
cada um dos grupos. Nesse caso, o viés anotado manualmente com somente 3 valores —
negativo (-1), neutro (0) e positivo (+1) — colocara a distancia entre os grupos negativo
e positivo como a maior possivel. E importante ressaltar que néo é prudente comparar
os resultados com bases de dados processadas de maneira diferentes como a andlise de
sentimentos e a anota¢do manual.

De toda forma, o conjunto de métricas apresentadas na Tabela 3.2, juntamente
com a visualizagdo dos histogramas dos tweets apresentados na Figura 3.10 nos trazem
valiosas informagdes acerca da polariza¢ao do tépico em questdao. Vimos que 0s conjuntos
antagonicos tem tamanhos préximos (PN, RPN), que o nimero de tweets neutros € baixo
com relacdo aos tweets com vieses claros (NPN, PNT) e que a razdo entre o somatoério dos
vieses de cada grupo fica proxima de 1 (RPNV), ou seja, que os grupos estio enviesados
(distancia até o centro) de maneira similar entre eles. Todas estas sdo caracteristicas de
uma populacdo polarizada.

3.7. Consideracoes Finais

Identificar polarizagdo nas redes sociais ainda é uma tarefa dependente do contexto. Neste
capitulo, apresentamos uma revisao bibliogrifica com o objetivo de contextualizar e apre-
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sentar ao leitor o atual cendrio da pesquisa em polarizacdo. Para tanto, apresentamos os
principais conceitos e defini¢cdes da drea além de prover ao leitor o ferramental necessario
para elaborar suas proprias andlises na drea de polariza¢ao. Para isso, propusemos e apre-
sentamos uma metodologia que passa pela coleta e processamento de dados no contexto
da polarizagdo; a classificacdo do viés das entidades presentes nos dados, com enfoque
em texto; a escolha e aplicagcdo de métricas de identificacdo e, a depender da técnica utili-
zada quantificacio da polarizacdo do topico em questdo; por fim, a andlise e interpretacdo
dos resultados da polarizacao.

Também foi proposta uma taxonomia das métricas e técnicas de polarizagdo em
redes sociais. Abordamos métricas elaboradas de diferentes meios, como métricas esta-
tisticas e que utilizam técnicas de teoria dos grafos, o que evidencia a falta um consenso
na literatura sobre como operacionalizar a identificagdo e a polarizacdo de uma popula-
cdo. Nessa mesma linha, este capitulo apresentou diversos exemplos de trabalhos corre-
latos, seus resultados e suas implicagdes. Por fim, foi apresentado um exemplo prético
de andlise de polarizagdo no contexto da pandemia Covid-19 e da discussdo em torno do
medicamento Hidroxicloroquina.
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Abstract

Time series is a concept used to model a sequence of data gathered over time. These
temporal data usually present properties that allow modeling and forecasting of their
applications’ scenarios, such as eHealth, intelligent transportation, media recommen-
dation, or any business intelligence application. However, due to business roles and
privacy issues, most of the data gathered by enterprises are private and protected. An
alternative to tackle these problems is providing the data model instead of the raw
data, leading to more transparency and participation of the research community. In
such a case, a good data model can provide synthetic data based on the original data,
preserving its characteristics while maintaining its privacy. Thus, this chapter discusses
the main concepts of modeling time series data. We discuss the main concepts, classical
statistical techniques, and deep learning approaches to model the data. In particular,
we focus on the generative adversarial network, used initially to transform images, as a
novel technique to reproduce time series. We follow with a hands-on lab to model and
reproduce synthetic data stemmed from the raw data.

Resumo

Série temporal é um conceito usado para modelar uma sequéncia de dados coletados
ao longo do tempo. Esses dados temporais geralmente apresentam propriedades que
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permitem a modelagem e previsdo dos cendrios de suas aplicacoes, como eHealth,
transporte inteligente, recomendagdo de midia, entre outras. No entanto, devido as regras
de negocio e problemas de privacidade, a maioria dos dados coletados por empresas
é protegida. Uma alternativa é fornecer o modelo de dados ao invés dos dados brutos,
levando a mais transparéncia e participacdo da comunidade de pesquisa. Nesse caso,
um bom modelo de dados pode fornecer dados sintéticos com base nos dados originais,
preservando suas caracteristicas e mantendo sua privacidade. Deste modo, este capitulo
discute os principais conceitos para a modelagem de dados de séries temporais. Para isto,
sdo apresentados os principais conceitos, técnicas estatisticas cldssicas e abordagens
de aprendizado profundo para modelar os dados, em particular, as redes adversdrias
generativas. Esta uiltima, usada inicialmente para transformar imagens, e agora sendo
utilizada como uma nova técnica para reproduzir séries temporais. Por fim, o capitulo
apresenta um laboratério prdtico com implementagdes para modelar e reproduzir dados
sintéticos derivados dos dados brutos.

4.1. Introducao

O aumento de dispositivos de sensoriamento coletando dados continuamente, bem
como o armazenamento estruturado de uma enorme quantidade de informacdes permite
uma melhor compreensao da sociedade, natureza, saude e inteligéncia de negdcios.
Em especial, eventos cuja coleta de dados deve ocorrer a cada periodo podem ser
modelados como séries temporais. Exemplos de tais eventos vao desde trafego de
veiculos por hora nas ruas e avenidas da cidade, observacio da concentragdo de mondxido
de carbono (CO) em uma regido durante um periodo, medi¢do de eletrocardiograma
(ECG) e monitoramento de acessos simultaneos (carga) em servidores.

A modelagem destes dados como séries temporais permite realizar classificacdes
e predi¢des de informacdo. Por exemplo, detec¢do de valores atipicos (outliers), agru-
pamento por semelhanga, e predi¢do de eventos, o que agrega de fato valor aos dados
brutos. Contudo, embora haja um esfor¢co continuo para tornar os dados em dominio
publico para pesquisadores, tais dados podem conter informacdes restritas, tais como
posicionamento ao longo do tempo, transicdes entre estacdes-base de uma rede sem
fio (ZHENG et al., 2009; Malandrino; Chiasserini; Kirkpatrick, 2018), transi¢des entre
sessoes de conferéncias técnicas (SCOTT et al., 2009; RIBEIRO et al., 2021a). Além
disso, na pratica, dados reais sdo propensos a conterem erros, a base de dados brutos
pode ser grande demais para compartilhamento, falta de dados e exigem garantias de
privacidade antes de serem disponibilizados ao publico.

Uma abordagem para contornar os problemas acima € a geracdo de modelos
de séries temporais capazes de gerar dados com as mesmas propriedades estatisticas
dos dados brutos. Além disso, um modelo generativo permite maior repetibilidade para
pesquisas e experimentos, uma vez que cada base gerada € diferente. Deste modo, um
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grupo de pesquisa que possua dados sensiveis pode compartilhar com a comunidade cien-
tifica apenas o modelo gerador da série temporal ao invés dos dados brutos, preservando,
assim, a privacidade dos dados. E importante ressaltar que um modelo generativo deve
considerar as caracteristicas intrinsecas de cada cendrio e aplicac@o. Tal heterogeneidade
de cendrios dificulta uma solugdo tnica e que capture as propriedades da aplicagcdo que
se deseja gerar dados.

A Figura 4.1 ilustra trés cendrios de aplicacdes distintas que geram dados continu-
amente, tais como (a) mobilidade de trafego de veiculos, monitoramento de redes e dados
de sensores de satide. No lugar de compartilhar os dados brutos, os dados podem ser
processados visando identificar o melhor modelo generativo (b). Deste modo, um modelo
generativo da série temporal pode ser compartilhado para que demais pesquisadores
gerem os modelos sintéticos. Portanto, as primeiras perguntas que surgem e guiam este
capitulo sdo: (1) Como gerar modelos generativos a partir de dados brutos? (2) Como
mensurar a qualidade dos modelos geradores?

(a) Dados brutos A
'9 o L - 4 ‘a
N @ 'U“ Py
9 Mobilidade Redes Saude

4 N
b) Andlise de dados e geragéo de modelos especificos

FEe B¢ EFE-e

"

~
¢) Modelos generativos

& & {3

g N

d) Dados sintéticos

S _ _ —

Figura 4.1: Aplicagdes heterogéneas que geram dados continuamente podem ter modelos
capazes de gerar dados sintéticos similares.

Neste sentido, o foco deste capitulo é apresentar as técnicas disponiveis na
literatura para a geragdo de séries temporais. Para responder a primeira pergunta, iremos
apresentar as técnicas estatisticas cldssicas, seguido por uma técnica de aprendizado
profundo chamada Redes Generativas Adversarias (Generative Adversarial Networks —
GANSs). As GANs visam a otimiza¢do de modelos generativos baseados em aprendizado
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profundo, originalmente focadas em projecao e recuperagcao de imagens (GOODFEL-
LOW et al., 2014). O bom desempenho no campo de visao computacional levou pesqui-
sadores de diversas dreas perceberam o potencial das GANs em gerar dados sintéticos
com as caracteristicas dos dados brutos reais (YI; WALIA; BABYN, 2019).

Adicionalmente, este capitulo discute o desafio de como mensurar a qualidade
do modelo para gerar conjuntos de dados sintéticos. Normalmente, os modelos em
séries temporais sdo utilizados para fazer previsdes. Tais modelos preditivos consideram
métricas, como erro absoluto médio ( do inglés Mean Average Error MAE) ou seus
equivalentes, que mensuram os erros de previsdo. Tais modelos esperam valores de
erros baixos, e um erro igual a zero significa que o modelo € 6timo, isto €, o modelo
previu exatamente o valor esperado. No entanto, ao avaliar modelos generativos para
reproduzir dados, baixos valores de erros ao comparar os dados sintéticos com os dados
reais indicam que os dados sintéticos sdo praticamente uma copia do original. Nestes
casos, os modelos e os dados sintéticos podem representar um problema, principalmente
quando se trata de questdes de privacidade. Assim, os modelos generativos requerem
métricas que capturem a variabilidade do conjunto de dados sintéticos reproduzidos pelo
modelo.

Ap0s a discussdo tedrica dos conceitos bésico, técnicas e métricas, este capitulo
apresenta um hands on visando a implementagdo pratica para a geragao de séries tem-
porais de aluguel de bicicletas em estacdes de autosservico nos EUA. Apds a geracdo
do modelo, os dados gerados por este modelo serdo avaliados de forma qualitativa e
quantitativa em relacdo aos dados originais.

4.2. Motivacao e Casos de uso de Geracao de Séries Temporais

Os algoritmos de aprendizado profundo tém se mostrado eficientes em diversas dreas de
estudo e sendo aplicados para a resolucao dos mais diversos tipos de problemas. Nesse
sentido, apesar de ser uma tecnologia relativamente recente, ao longo deste capitulo
apresentamos brevemente diversos exemplos de aplicacdo de GANs em séries temporais.
Nota-se com os exemplos que, apesar dos desafios e limitagdes, as GANs podem ser
aplicadas com eficiéncia para problemas envolvendo séries temporais.

4.2.1. Masica

A geracdo dos mais diversos tipos de arte t€m se mostrado uma das mais fascinantes
aplicacoes da Inteligéncia Artificial nas ultimas décadas. Sem duvida, as GANs desem-
penham um papel fundamental nesse contexto, com a geracdo de imagens, videos e texto,
por exemplo. O desempenho das GANs nessas dreas motivou também a investigacao
da geracdo de musicas a partir de modelos generativos, entre eles, as GANs. A seguir
apresentamos apenas dois exemplos em relacio a geracio de misicas. Recomendamos a
leitura dos trabalhos de (DONAHUE; MCAULEY; PUCKETTE, 2018; ENGEL et al.,
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2019) que descrevem abordagens distintas sobre 0 mesmo assunto.

O primeiro trabalho a propor uma arquitetura de GANs para a geracao de musicas
¢ o de (MOGREN, 2016), que j4 foi mencionado em se¢des anteriores neste capitulo.
Essa arquitetura € muito similar a GAN cléssica, composta por um Gerador e um Discri-
minador, onde cada um dos componentes € uma rede neural recorrente, especificamente,
LSTMs. O modelo foi treinado com arquivos de musica no formato midi contendo
caracteristicas como duragdo, tom, intensidade e tempo desde o inicio do dltimo tom.
Além disso, cada arquivo representa uma musica de um compositor classico e € possivel
definir quais compositores serdo usados para treinamento do modelo.

Em seu artigo, (DONG HAO-WEN E HSIAO; YANG; YANG, 2018) apresentam
os principais desafios envolvendo a geracdo de notacdo musical, como dependéncia
temporal, uma estrutura hierdrquica interna (um unico simbolo € um conjunto do mesmo
simbolo possuem sentidos diferentes), necessidade de atender expectativas de ouvintes
humanos (coeréncia, ritmo, tensdo) e o fato de uma misica geralmente ser composta de
diferentes instrumentos. No trabalho, os autores consideram que existem trés tipos de
musica: 1) improvisada, onde os musicos executam os instrumentos sem nenhum arranjo
pré-definido; i1) composta, em que a musica € composta antes da execug¢do; e iii) hibrido,
onde os dois tipos s@o mesclados. Como sdo tarefas distintas, os autores propdem uma
arquitetura especifica para cada uma delas.

4.2.2. Mobilidade e Redes

Como mencionamos anteriormente, bases de dados de diversas areas, como redes e
mobilidade, tém seu acesso e divulgacdo limitados devido a diversos fatores, entre eles, a
privacidade. Nesse sentido, ressalta-se que a drea de redes € diretamente afetada pela
mobilidade das pessoas, pois € tal mobilidade que dita planejamentos ou modificacdes
de estruturas de rede (antenas, roteadores, etc.), bem como o estudo e criacdo de novas
tecnologias. Além disso, a mobilidade também € importante para o estudo de redes
sociais de pessoas, por exemplo, entender as caracteristicas de grupos de individuos em
uma cidade ou para avaliacdo de algoritmos de redes oportunisticas. Devido a falta de
cendrios reais, ¢ comum que novas tecnologias sejam testadas em cendrios simulados,
que podem falhar em representar o ambiente em que a tecnologia serd de fato utilizada.
Nesse contexto, as GANs tém se mostrado uma alternativa a permitir que mais bases de
dados representando cendrios reais de mobilidade e, consequentemente, de redes, sejam
disponibilizadas.

Exemplos de como a geracdo de mobilidade € feita com o uso de GANs podem
ser vistos nos trabalhos de (AMIRIAN; HAYET; PETTRE, 2019; RAO et al., 2020), em
que os autores criam modelos para geragdo de trajetdrias feitas por pessoas e veiculos ou
em (ZHANG et al., 2019b, 2019a) em que sdo gerados dados representando o trafego
de carros em ruas de cidades. A partir de dados de redes de celulares (HUANG; KUR-
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NIAWAN; SUN, 2022) propdem a utilizacdo de GANs como uma forma de identificar
anomalias em métricas importantes para o gerenciamento de redes de celular. Com o
objetivo de aumentar a eficiéncia de algoritmos de previsdo em dados de redes de celular,
(WANG et al., 2020) propdem o uso de GANs como técnica de data augmentation
(técnica onde mais amostras sao adicionadas a base de dados).

Outros cendrios interessantes abordando a mobilidade podem ser vistos nos
trabalhos de (CHEN et al., 2019; ZHANG, 2019), que tratam da geracao de dados para
predi¢do da formacdo de conexdes entre pessoas, por exemplo, por bluetooth ou redes ad
hoc. Esse tipo de dado pode ser usado em experimentos considerando diversos cendrios,
por exemplo, para comparar novos algoritmos com outros ja conhecidos ou para avaliar
algoritmos em novas tecnologias, como o 5G.

4.2.3. Saude

Na drea da saide, uma das grandes aplicacOes de séries temporais € poder representar a
evolucdo de pacientes ao longo do tempo. Essa representacdo € importante, por exemplo,
para realizacdo de previsoes sobre a condi¢do do paciente a partir da evolugdo do seu
quadro clinico. Da mesma forma, esse tipo de dado pode auxiliar a entender como se da
a ocupacao de leitos de hospitais ao longo do tempo, considerando que cada enfermidade
exige tempos diferentes de tratamento e recuperacao.

Um dos primeiros trabalhos a utilizar GANSs para geracao de dados médicos foi
o de (ESTEBAN; HYLAND; RATSCH, 2017). Especificamente, os autores utilizam
séries temporais de uma UTI para treinamento do modelo, considerando que tais séries
podem conter dados numéricos ou categdricos. Uma aplicacdo direta dos dados gerados
pelo modelo, € o treinamento de médicos que, segundo o autor, € geralmente feito
por dados simulados que podem nao representar a realidade de uma UTI. Em outro
trabalho, (KADRI et al., 2022) utilizam dados de hospitais para prever o tempo em
que determinados pacientes ficam nas salas de emergéncia. Essa é uma informacgado
importante para diretores de hospitais, pois € possivel prever e otimizar, com certa
segurancga, como os atendimentos no hospital ocorrem.

Nesse sentido, dados faltantes nas bases de dados sdo um grande problema em
diversas dreas. Por exemplo, para realizar tarefas de previsdes € esperado uma quantidade
predefinida de varidveis de entrada. Nesse contexto, diversas técnicas podem ser utiliza-
das para tratar desses dados faltantes, entretanto, podem nao ser ideais considerando a
questao temporal dos dados. Como exemplos de trabalhos que utilizam GANs para tratar
desse problema tem-se (LUO et al., 2018) e (OH et al., 2021).
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4.3. Introducao as Séries temporais

Uma série temporal é um conjunto de observagdes registradas em um tempo especifico
(BROCKWELL; DAVIS, 2009). Cada observagao pode representar, simultaneamente,
uma ou mais varidveis. Deste modo, as séries temporais podem ser aplicadas em diversas
areas: no audiovisual, pode modelar dados de misica (e.g, musicas)(ENGEL et al.,
2019); em mobilidade humana, auxilia na andlise e modelagem de trajetdrias feitas por
pessoas (RAO et al., 2020); na drea de redes moveis, pode ser aplicada na modelagem de
contatos feitos entre pessoas através de bluetooth (ZHANG, 2019); e na medicina, pode
ser utilizada para andlise e modelagem do tempo que um paciente demora em uma sala
de emergéncia (KADRI et al., 2022).

Uma série temporal pode ser categorizada em dois tipos, discreta ou continua,
conforme os intervalos de tempo entre cada observacdo. A série temporal serd discreta
quando o intervalo de observacdes (t) € um conjunto discreto e cada observacdo ocorre
em intervalos de tempo fixo, por exemplo, a cada segundo, minuto, ou hora. Por outro
lado, a série serd continua quando as observacdes sao registradas continuamente em um
determinado intervalo de tempo, por exemplo, durante 1 minuto, sdo registradas todas
a observagdes que ocorrem. Como exemplo, a Figura 4.2a mostra uma série temporal
de uma corrente que passa por um resistor (continua) durante 1 segundo e a Figura 4.2b
representa as mortes (acumuladas) de Covid-19 entre marco de 2020 e setembro de 2021,
em Vitéria-ES (discreta). Neste sentido, o foco principal deste capitulo serd nas séries
temporais discretas.

1.00

1200
0.50

1000
0.25

800
0.00

Mortes

—0.25 600

Corrente elétrica

—0.50 400
-0.75 200

-1.00 0

0 200 400 600 800 1000
~ > 02 0! 0 A Lo L0 L0 Lol 02
Observacées 1010 1“10 1“10 1010 1010 101& 101& 101& 10@ 10@

(a) Corrente passando por um resistor (b) Mortes causadas por Covid19

Figura 4.2: Exemplos de séries temporais: continua, com a corrente que passa por um
resistor (a); e discretas, com as mortes causadas por Covid-19 em Vitéria-ES (b).

Uma série temporal pode possuir quatro propriedades que auxiliam no seu enten-
dimento. Como estdo diretamente relacionadas a situacdo real que gera a série temporal,
seja por efeito natural, humano ou ambos, essas propriedades podem informar também
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possiveis causas e correlacdes entre dados distintos. As quatro propriedades sdo descritas
a seguir (CHATFIELD, 2003):

» Sazonalidade: sio variacdes nas observacdes dos dados que ocorrem em um certo
periodo de tempo (ou temporadas). Uma série temporal contendo a temperatura de
um pais € um exemplo de série temporal com sazonalidade, com variagdo anual (o
inverno tende a ser mais frio e verdo mais quente).

* Ciclos: € um tipo de variagdo similar a sazonalidade, sendo geralmente causada
por processos externos a natureza da série temporal. Diferente da sazonalidade, os
ciclos podem ocorrer por tempos variados e em intervalos de tempo distintos. As
variagdes de temperatura durante um dia sao um exemplo de variacao ciclica.

* Tendéncia: a tendéncia pode ser definida como uma mudanca na média da série
temporal ocorrendo por um longo periodo. Essa variacdo pode fazer com que a
média da série temporal sofra um aumento (tendéncia positiva), uma diminuicao
(tendéncia negativa) ou nula (tendéncia horizontal).

* Irregularidades: sao alteragdes aleatdrias nos dados, sem nenhum padrao especi-
fico. Geralmente sdo variacdes de curta duragdo.

Uma série temporal pode ser entendida como uma sequéncia de observacdes, que
assim como muitos outros processos reais, sao aleatorias, e podem possuir propriedades
probabilisticas. Dessa forma, uma das formas mais comuns de se entender e modelar
uma série temporal € tentar identificar o processo estocéstico que a pode ter gerado.

Segundo (SHUMWAY; STOFFER, 2000), um processo estocastico ¢ um conjunto
de varidveis aleatdrias {X;} onde ¢, é um valor discreto que varia no intervalo dos niime-
ros inteiros (r = 0,£1,%2,...). Nesse sentido, uma forma de se descrever um processo
estocdstico € entender os momentos do processo, nesse caso, o primeiro e segundo mo-
mentos, 0s quais sdo a média (primeiro momento) e variancia e autocovariancia (segundo
momento) (CHATFIELD, 2003). A autocovariancia (7;), nesse caso, basicamente calcula
a covariancia entre valores atuais (¢) e futuros (¢ + k) de um processo:

N—k
Yoo (X — )Xk — 1)
N—k
onde k representa um intervalo de defasagem entre as observagdes, it € amédiae N € o
nimero de observacdes do processo.

Yo = (1)

Uma das classes mais importantes de processos estocasticos sdo 0S processos
estaciondrios. H& diferentes tipos de niveis de restricdes para que um processo seja
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considerado estaciondrio. Uma série temporal serd estritamente estaciondria se as distri-
bui¢des conjuntas de X;,,...,X; € X, 41, ...,X;,+¢ 30 iguais, ou seja, as distribui¢des ndo
dependem do tempo ¢ ou de qualquer deslocamento 7 aplicado a série temporal. Essa
defini¢do, entretanto, possui um nivel de restricdo muito alto, sendo comum a utiliza¢ao
de uma defini¢do com menos restri¢des, conhecida como estaciondria de segunda ordem.
Logo, uma série temporal serd estaciondria quando sua média for constante e sua funcao
de autocovariancia dependa somente da diferenca entre intervalos distintos (t, — 7).

A andlise estatistica das propriedades de uma série temporal permite a identi-
ficacdo da categoria de processo estocdstico da qual ela faz parte. Assim, alguns dos
processos mais comuns que auxiliam na classificacdo e modelagem de séries temporais
sdo (CHATFIELD, 2003):

* Puramente aleatério: um processo que consiste em uma sequéncia de variaveis
aleatdrias {Z; } que sdo mutuamente independentes e identicamente distribuidas.
Esse tipo de processo possui média e variancia constantes e, como sua fungdo de
autocovariancia ndo depende do tempo, serd estacionario de segunda-ordem.

* Passeio Aleatério: supondo-se que {Z;} seja um processo puramente aleatério
com média y e varidncia 62. Um processo {X;} serd um passeio aleatério se
X; = X;—1 +Z;. Como a média e a variancia sao dependentes do tempo, o processo
€ ndo-estaciondrio.

» Média méveis: Considerando que {Z} seja um processo aleatério com média 0 e
variincia 62, um processo {X;} serd de médias méveis de ordem g, representado
por MA(g) (do inglés, Moving Average), se:

Xl‘ — ﬁOZt ‘I‘ Blzl_l + vee ‘l— qutfq

onde f;, com i =0,...,q, sdo constantes. Esse processo € estaciondrio, pois sua
funcdo de autocovariancia nao depende do tempo ¢ e a média € constante.

* Auto-regressivo: Sendo {Z;} um processo puramente aleatério com média 0 e
variancia GZZ, um processo {X; } serd auto-regressivo de ordem p se:

Xt — Otht_l—f—...—f—Och,_p +Z[ (2)

Considerando o caso mais simples, onde o processo € de primeira ordem (p=1),
tem-se que a Equacgdo 2 pode ser simplificada para:

X = o X1+ 2. 3)
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nesse caso, considerando que —1 < o < 41, podemos rescrever a Equacao 3 como
um processo MA de ordem infinita:

X, =Z+0Z 1 +0*Z 0 +...

Dessa forma, a funcao de autocovariincia para esse tipo de processo ndo depende
do tempo t e o processo serd estaciondrio (de segunda-ordem) quando —1 <
a < +1. Para o caso geral (p > 1), referenciamos o livro de Chatfield (2003).
Assim como em um processo de médias méveis, um processo auto-regressivo €
normalmente abreviado para AR(p) (Auto-Regressive, na sigla em Inglés).

Considerando os tipos de processos apresentados, € comum a defini¢do de mé-
todos capazes de modelar mais de um processo simultaneamente. Como foi visto, um
processo Puramente Aleatério € usado na defini¢do dos processos de Passeio Aleatorio,
Média Movel e Auto-regressivos. Além disso, um dos tipos de modelos mais uteis
para séries temporais € resultado da combinagdo de um processo Auto-regressivo (AR)
e um processo de Médias Moveis (MA), resultando em um modelo conhecido como
ARMA. Desta forma, um processo ARMA de ordem i(p,q), abreviado para ARMA(p,q),
¢ definido por:

Xt - a]Xt_] + + OCI,X,_p +Z[ +B]Zt_] + +B([Zt—(1'

A vantagem da utilizacdo deste tipo de modelo € que mais comum que uma série
temporal estaciondria seja descrita por um processo ARMA contendo poucos parametros
do que por um processo MA ou AR sozinhos (CHATFIELD, 2003). Nesse sentido, na
prética, a maioria das séries temporais nao sdo estaciondrias, dificultando a utilizacdo de
modelos ARMA. A partir dessas limitacdes, surgiu o modelo ARIMA, que seré descrito
com mais detalhes a seguir.

4.3.1. ARIMA

O ARIMA (Auto-Regressive Integrated Moving Average) ¢ um modelo estatistico linear
bastante conhecido na andlise de séries temporais (ZHANG, 2003). Ele € uma generali-
zacdo do modelo ARMA, sendo utilizado em séries temporais ndo-estaciondrias, ou seja,
uma série cujos dados oscilam sobre uma média que pode variar temporalmente.

Um modelo ARIMA ¢ definido utilizando-se os parametros p, d e g, onde p
representa o nimero de pardmetros auto-regressivos, d o nimero de diferenciagdes para
tornar a série estaciondria € ¢ o nimero de parametros utilizado nas médias mdveis.
Um modelo ARIMA definido pelos parametros p, d e ¢ € comumente representado por
ARIMA(p, d, ).
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Existem diversas metodologias que podem ser utilizadas para se encontrar os
parametros p, d e g de um modelo ARIMA, sendo a de Box & Jenkins (BOX et al., 2015)
a mais conhecida delas. Nessa metodologia, existem 3 etapas fundamentais (Identificacao
do modelo, Estimacao dos parametros e Verificacio do modelo), descritas a seguir.

4.3.1.1. Identificacao do processo

Nesta fase, identifica-se o processo estocastico que gerou os dados. Para isso, algumas
técnicas sdo utilizadas para se encontrar a estrutura do modelo, ou seja, os parametros
p,d e g. O parametro d pode ser identificada por meio de uma sequéncia de diferenci-
acoOes aplicadas a série temporal para tornd-la estaciondria. O nimero de vezes que a
diferenciacdo precisa ser realizada define o valor de d.

Os parametros p e g podem ser identificados ao se analisar, respectivamente, as
funcdes de autocorrelagdo parcial e de autocorrelagdo (respectivamente, PACF e ACF, nas
siglas em inglés) utilizando-se a série que ja passou pelo processo de diferenciagcdo para
se tornar estaciondria. Cada uma dessas funcdes exibe a correlagdo entre a série temporal
e um certo numero de defasagens. Assim, elas representam como os coeficientes de
correlacdo se comportam em diferentes nimeros de defasagens.

Na Figura 4.3 tem-se uma série temporal, gerada por um processo ARIMA(1,0,0)
que representa a variacdo do PIB de um pais entre 1900 e 2000. Nota-se que a série
varia entre —1.5 e 2.5, mas ndo ha tendéncias de crescimento ou decrescimento ao longo
tempo, ou seja, a média ndo varia em fung¢do do tempo, logo, d = 0. Na Figura 4.4 t€m-se
os graficos PACF e ACF da série temporal. Pode-se observar na Figura 4.4a que, apds o
nimero de defasagem 1, os coeficientes sao muito proximos de zero 0, indicando que
a série pode ser representada por um processo com p = 1. Além disso, a Figura 4.4b
mostra que os valores dos coeficientes decrescem a medida que se aumenta o nimero de
defasagens, indicando ser improvével que a série seja gerada por um processo de médias
moveis, ou seja, g = 0.

4.3.1.2. Estimacao dos Parametros

Nesta etapa deseja-se estimar os valores de f3; e ; das Equagdes 4.3 e 2 considerando
os valores de p e g encontrados na etapa anterior. Diversos procedimentos podem
ser utilizados para isso, como fun¢des de verossimilhanga e de somas dos quadrados,
estimagdo ndo-linear, andlise dos processos especificos (caso seja verificado que a série
€ gerada por um processo auto-regressivo, de médias-mdveis ou uma combinacdo de
ambos) e estimac¢do usando o Teorema de Bayes. Uma descri¢cdo mais detalhada de tais
procedimentos pode ser encontrada em Box et al. (2015).
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Figura 4.3: Exemplo de série temporal estaciondria.
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Figura 4.4: Graficos PACF (a) e ACF (b) de um processo ARIMA(1,0,0).

4.3.1.3. Verificacao

Esta etapa consiste na realizac@o de testes estatisticos para avaliar o desempenho do
modelo ARIMA ajustado a série temporal. A ideia geral é identificar se o modelo
definido estd adequado para a série em questdo e quais modificagdes no modelo precisam
ser realizadas para garantir uma melhor adequacio.

Um dos testes conhecidos é baseado na andlise dos residuos. A ideia € verificar
se os residuos do modelo ajustado apresentam algum tipo de dependéncia temporal, o
que pode ser feito através dos graficos de autocorrelagcdo parcial anteriormente citados.
Caso seja identificada qualquer tipo de dependéncia, o0 modelo ndo conseguiu capturar
corretamente as dependéncias temporais da série original.

A metodologia de Box & Jenkins € largamente utilizada para defini¢ao e escolha
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dos parametros de um modelo ARIMA. Entretanto, existem alternativas mais rapidas e
livres de m4 interpretacdo das caracteristicas da série temporal, que usam a metodologia
de Box & Jenkins internamente. Por exemplo, em alguns casos, ndo é simples identificar
se uma série € estaciondria e, caso seja, quantas vezes a diferenciagdo precisa ser feita
para tornd-la estaciondria. Dessa forma, algumas linguagens de programagio, como o
Python e R, possuem bibliotecas que facilitam as andlises preliminares e possibilitam a
identificacdo automadtica dos parametros do modelo.

E importante ressaltar, contudo, que o ARIMA tende a ser mais eficiente em
bases de dados pequenas (MONTGOMERY; HINES, 1980). Ainda assim, pela facilidade
em se encontrar os parametros p, d € g e por ser um modelo relativamente rapido de se
treinar, 0 ARIMA mostra-se um bom modelo para se realizar as primeiras anélises dos
dados, indicando se um modelo nao linear, por exemplo, uma Rede Neural Recorrente,
precisa ser ou ndo utilizado, evitando o desperdicio de tempo e de poder computacional.
Embora o ARIMA seja comumente utilizado para a previsdo de novas observagdes de
séries temporais, também pode ser aplicado em geracdo de dados sintéticos. Para isso,
ajusta-se um modelo a uma série temporal e simula-se uma nova série com base nos
parametros do modelo que melhor se ajustam a série.

4.4. Anadlises de séries temporais

De modo geral, as séries temporais sao utilizadas para trés tipos de andlises: Classificagao,
predicao e modelagem da curva. Sendo esta ultima, a que permite entender a série para
que realizar a geracdo de dados.

4.4.1. Predicao

No problema da predi¢do de séries temporais, tem-se um ou mais conjuntos de dados
sequenciais e deseja-se realizar algum tipo de previsao com base nas informagdes obtidas
dos dados. Nesse sentido, a previsdo de séries temporais pode ser dividida em trés
métodos (CHATFIELD, 2003):

* Subjetivo: utiliza julgamentos subjetivos, intui¢do e qualquer informagao relevante
sobre os dados.

* Univariado: as previsoes sdo feitas com base em valores passados de uma tnica
série temporal

* Multivariado: nesse método, a previsao de uma varidvel depende, parcial ou
totalmente, de valores de uma ou mais séries temporais adicionais.

Conhecimentos subjetivos sobre um determinado problema podem aumentar a
eficiéncia dos métodos usados. De fato, na pratica, ¢ muito comum uma combinagao dos
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métodos, por exemplo, em que se faz uma previsdo univariada ou multivariada com base
em informagdes subjetivas que se tem das séries temporais (CHATFIELD, 2003).

Como um exemplo de previsdo utilizando o método univariado, tem-se um
gerente que deseja saber a variacdo de estoque de um certo produto durante os préximos
3 meses. Dado que ele tenha valores passados suficientes do estoque do produto (2
anos de dados, por exemplo), o gerente pode utilizar esses valores e estimar a variagao
do estoque ao longo dos meses desejados. Nesse sentido, os valores estimados podem
ser obtidos com base no conhecimento subjetivo que o gerente possui do histérico de
vendas. Existem dezenas de trabalhos na literatura baseados em previsdo de séries
univariadas. Nesse sentido, referenciamos o survey de (LIM; ZOHREN, 2021), o qual
analisa trabalhos que utilizam técnicas baseadas em redes neurais para previsao de séries
temporais univariadas.

E muito comum, contudo, que diversos fatores possam influenciar a variagdo
de uma determinada série temporal. Isso pode fazer com que seja necessario que 0s
métodos considerem mais de uma série temporal para realizar previsdes. Como exemplo
dessa situacdo, pode-se citar os diversos indicadores econdmicos de um pais, mensurados
mensalmente, como: indices de pre¢os no varejo, porcentagem de desemprego e indice
da bolsa de valores. A partir desses indicadores, pode ser de grande interesse a construcao
de um modelo que descreva as relagdes presentes entre as varidveis e entdo utiliza-lo
para realizar algum tipo de predi¢do (e.g., variacdo da inflacdo). O leitor interessado em
saber mais sobre estudos que realizam previsdes multivariadas pode consultar o trabalho
de (BEERAM; KUCHIBHOTLA, 2021).

4.4.2. Classificacao

Diversos autores tém estudado formas de se classificar séries temporais com base em suas
caracteristicas. Diferente da classificacdo tradicional, entretanto, a ordem dos atributos
possui um papel fundamental durante a classificacdo (BAGNALL et al., 2017). Na
pratica, o problema de classificacdo pode ser resumido em, dado um conjunto séries
temporais nao rotuladas, mapear cada uma delas a uma classe de um conjunto predefinido
de classes (WEI; KEOGH, 2006).

Nesse caso, diferentes técnicas podem ser usadas para a realizacdo da classifica-
¢do, como as técnicas baseadas em caracteristicas, baseadas em modelos e aprendizado
de méquina. No primeiro caso, as caracteristicas podem ser extraidas de varios dominios:
tempo, frequéncia e ondas da série temporal. Entre as abordagens baseadas em modelos
tem-se o ARIMA (vide Secdo 4.3.1), modelos Gaussianos e Bayesianos (SYKACEK;
ROBERTS, 2001; POVINELLI et al., 2004; KOTSIFAKOS; PAPAPETROU, 2014).
Por fim, dentre as abordagens baseadas em aprendizado de mdquina, podemos citar as
arvores de classificacdo e Maquina de Vetores de Suporte (DOUZAL-CHOUAKRIA;
AMBLARD, 2012; KAMPOURAKI; MANIS; NIKOU, 2008).
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O trabalho de (MAHARAJ; ALONSO, 2014) é um exemplo de trabalho que
demonstra a classificag@o de séries temporais sintéticas considerando o dominio temporal,
mais especificamente, ondas. No trabalho os autores simularam sinais de eletrocardiogra-
mas variando um pardmetro A de forma que, quando A > 1, o sinal passa a representar
uma pessoa com sofreu um ataque cardiaco (Acute Myocardial Infarction - AMI, em
inglé€s). Assim, € possivel analisar a variacao e a correlagdo das ondas para identificar
quando ocorreu um ataque cardiaco, como foi proposto no trabalho. Esse tipo de andlise
possui aplicagdes praticas em situagdes reais, auxiliando na prevengado e tratamento de
pessoa com problemas cardiacos.

4.4.3. Geracao

O acesso a bases de dados é fundamental em diversas dreas de pesquisa, como agrupa-
mento de dados, classificacdo, previsao e detec¢ao de anomalias. Na prética, contudo,
existem diversos desafios que limitam ou impedem a utilizacdo eficiente de certos tipos
de dados, por exemplo:

* Tamanho da base de dados: dependendo do objetivo de utilizacdo dos dados,
o tamanho (nimero de registros) pode impactar significativamente os resultados.
No entanto, em algumas situagdes, pode ser invidvel a obten¢do de mais dados da
fonte original. Por exemplo, em medicina, alguns tipos de doengas ocorrem em
poucas pessoas no mundo todo. De forma similar, alguns processos industriais
podem levar horas para serem concluidos, de forma que € invidvel esperar até que
uma grande quantidade de dados esteja disponivel para ser utilizada.

* Dados faltantes com erro: em muitas situacdes, ¢ comum ocorrerem erros no
momento em que os dados sdo armazenados. Consequentemente, isso faz com que
por¢des dos dados ndo possam ser usadas.

* Privacidade: A preocupacio com a privacidade de dados pessoais tem se intensifi-
cado nos ultimos anos. A criacdao da LGPD (BRASIL, 2018) no Brasil € resultado
direto dessa preocupacgdo. Nesse sentido, apesar de estarmos em uma era em que
nossos dados sdo coletados diariamente por diversas empresas, a divulgacao desses
dados depende de muitos processos € pode ndo ocorrer, devido as questdes de
privacidade. Além disso, mesmo que as préprias empresas tratem da privacidade
com algum tipo de método (e.g., anonimizacao e insercdo de ruido), a utilidade
dos dados pode ficar comprometida.

Nesse sentido, a geracdo de dados sintéticos torna-se uma alternativa para mini-
mizar os impactos das limitacdes mencionadas anteriormente. E importante ressaltar que
no contexto deste minicurso, o termo geracao € sindnimo do termo simulacdo, ja que o
objetivo, de fato, € simular um cendrio (conjunto de dados) real. Por exemplo, a partir de
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dados sintéticos, conhecendo-se a distribui¢ao dos dados, uma base de dados pequena
pode ser aumentada, lacunas dos dados podem ser preenchidas e dados que simulem os
dados reais podem ser disponibilizados publicamente. O maior interesse na geracao de
dados, principalmente nesse ultimo caso, € permitir maior repetibilidade para pesquisas
e experimentos, uma vez que cada base gerada € diferente. Apesar dos beneficios, o uso
de dados sintéticos é desafiador, pois € necessario garantir que, de fato, os dados gerados
representem a realidade do problema que se deseja tratar.

Contudo, como foco deste minicurso, este ainda € um campo de estudo pouco
explorado na literatura quando se trata da geracdo de séries temporais a partir de um
conjunto de dados reais. Além dos desafios que é gerar dados com caracteristicas
realistas, a dependéncia temporal dos dados deve ser considerada (LIN et al., 2020). Por
exemplo, suponha que pesquisadores da drea de medicina desejem estudar a evolucao do
quadro clinico de pessoas com uma determinada doenga durante um ano. Por questdes
de privacidade, o hospital pode ndo divulgar os dados dos pacientes. Uma alternativa,
entdo, € o hospital disponibilizar um modelo, obtido a partir dos dados reais, que gere
dados sintéticos para a realiza¢do da pesquisa.

Em teoria, desde que os dados possam ser organizados como séries temporais,
o mesmo principio pode ser aplicado para dados de outros tipos de problemas. Na
pratica, ha exemplos de geracdo de séries temporais de sensores (ALZANTOT; CHA-
KRABORTY; SRIVASTAVA, 2017), pacientes em hospital (ESTEBAN; HYLAND:;
RATSCH, 2017) e rede elétrica inteligente (ZHANG et al., 2018). Nesse sentido, as técni-
cas de geracdo vao desde modelos essencialmente estatisticos ou lineares (SINGH; RAY,
2021) a modelos baseados em aprendizado profundo (YOON; JARRETT; SCHAAR,
2019). Neste minicurso, apresentamos o dltimo caso, os modelos conhecidos como
Redes Generativas Adversarias, uma das técnicas mais recentes € mais bem sucedidas
em geracdo de dados.

4.5. Introducao ao Aprendizado de Maquina

Inteligéncia artificial, aprendizado de maquina e aprendizado profundo sdo paradigmas
que estdo diretamente conectados. De modo geral, todos eles buscam representar o com-
portamento humano ao realizar alguma tarefa. Segundo Chollet (2021) a diferenca entre
tais conceitos € dada pela forma como cada algoritmo adquiri a base de conhecimento
utilizada para realizar tais tarefas.

Algoritmos de inteligéncia artificial sdo desenvolvidos de maneira que as regras,
ou conhecimento, sdo pré-definidos ao nivel de modelo. Dessa maneira, dado um con-
junto de dados e as regras pré-definidas, o algoritmo consegue inferir uma resposta. Ao
contrario dos algoritmos de inteligéncia artificial, algoritmos de aprendizado de maquina
baseiam-se na premissa do aprendizado através de exemplos. Nesse paradigma, as regras
sdo aprendidas por padrdes presentes nos dados e respostas previamente conhecidos
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em um processo de treinamento e, com o conjunto de regras aprendidas, o algoritmo
deve conseguir inferir conclusdes ao processar novas amostras de dados pertencentes
ao mesmo dominio. Por fim, aprendizado profundo € um sub-campo de aprendizado de
mdaquina onde modelos sdo compostos por camadas de redes neurais artificiais, treinadas
usando algoritmos de otimiza¢do em um processo iterativo.

A seguir, apresentamos com mais detalhes alguns dos conceitos presentes nos
paradigmas citados. Primeiro, introduzimos os tipos de problemas de aprendizado de
maquina. Apds isso, serdo apresentados os conceitos de redes neurais artificiais.

4.5.1. Tipos de Problema de Aprendizado de Maquina

Problemas de aprendizado de maquina podem ser classificados de acordo com as ca-
racteristicas dos dados a serem utilizados na etapa de treinamento. Dentre eles, os de
Aprendizado Supervisionado e Aprendizado Nao-Supervisionado englobam a maioria
dos problemas existentes. Para ser caracterizado com um problema de Aprendizado
Supervisionado, o conjunto de dados utilizado no processo de treinamento do algoritmo
deve possuir, além dos dados de entrada, um dado de saida referente a cada amostra
de entrada. Desse modo, o algoritmo busca aprender uma func¢ido de modo que possa
mapear todos os dados de entrada x em um dado de saida y. Comumente nos referimos
a esse tipo de dados como rotulados. Porém, muitos problemas ndo possuem dados
rotulados, seja pela quantidade de dados presentes em um conjunto de dados, o que
geraria um esforgo elevado para rotular todos as amostras manualmente, ou pela falta
de pessoas com conhecimento especializado que possa realizar tal trabalho. Problemas
que envolvem tal tipo de dados (ndo rotulados), sdo conhecidos como problemas de
Aprendizado Nao-Supervisionado. De acordo com Goodfellow, Bengio e Courville
(2016), algoritmos supervisionados buscam encontrar uma saida y dado uma amostra
de entrada x ao estimar P(y|x) e algoritmos Nao-supervisionados buscam encontrar a
distribui¢@o de probabilidade P(x) que gerou os dados.

Problemas de Aprendizado Supervisionado e Nao-supervisionado ainda podem
ser internamente agrupados de acordo com seu objetivo final. Dentre os problemas exis-
tentes, os mais comuns sdo: 1) Classificacdo, 2) Predicao/Regressdo e 3) Agrupamento.
A seguir introduzimos cada um desses problemas.

4.5.1.1. Classificacao

Problemas de classificacdo buscam encontrar uma func¢do capaz de mapear uma entrada x
em sua respectiva saida y, onde y representa um valor categorico, ou rétulo, relacionado
a entrada do problema (GOODFELLOW; BENGIO; COURVILLE, 2016).

De modo pratico, suponha que queremos classificar se um e-mail recebido € um
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spam. Inicialmente, necessitamos de uma base de dados de treinamento X = {xq, - ,Xy },
e seus respectivos rétulos ¥ = {yo, - - -, yy } informado se o e-mail em questdo é conside-
rado spam. O algoritmo deve entdo, de maneira supervisionada, aprender uma fungao
capaz de mapear as amostras X € X da base de dados de treinamento ao seu respectivo
rotulo y. Posteriormente, a fun¢do aprendida deve ser capaz de realizar a mesma tarefa
para amostras além do grupo de treinamento.

4.5.1.2. Regressao

Problemas de regressdo possuem como objetivo prever um valor numérico. Ao contrario
de problemas de classificacdo que querem prever um valor categdrico pertencente a um
conjunto de rétulos, problemas de regressao irdo nos fornecer uma saida contida no
conjunto de nimeros reais. Dessa forma, em problemas de regressao, um modelo busca
aprender uma funcao do tipo f : R” — R (GOODFELLOW; BENGIO; COURVILLE,
2016).

Dado um conjunto n de caracteristicas, uma regressao linear pode ser descrita
pela Equacao 4

Y=wWiX| +wyxp+ - +wpx, + b, @)

onde x; representa a i-ésima caracteristica, w; representa seu peso, treindvel associado e
b representa o bias.

A fim de caracterizar tal problema, podemos utilizar como exemplo de regressao
a tarefa de estimar o nimero de pessoas que irdo assistir um determinado video na
plataforma YouTube, baseando-se na relag@o das caracteristicas de videos similares com
seus respectivos nimero de visualizacoes.

4.5.1.3. Agrupamento

Por fim, problemas de agrupamento buscam encontrar prototipos que possam sumarizar
os dados de estudo de acordo com seus padrdes e estruturas. O objetivo final do algoritmo
¢ de agrupar os dados dentre um ndmero finito de possiveis grupos.

Segundo Wunsch e Xu (2008), um algoritmo de agrupamento busca agrupar o
conjunto de dados X = {xy,---,xy}, onde x; € R", em k grupos C = {Cy, -+ ,---,Cy}
com (k < N), seguindo as seguintes restri¢des:

1. C#0;i=1,...k
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2. UL, G =x;

3.GNCj=0;1i,j= 1,...kei#j.

O processo pela busca de particoes esta relacionado com a escolha de uma métrica
de comparacio e uma funcao objetivo a ser otimizada. Por exemplo, o algoritmo K-means
busca agrupar os dados a0 minimizar a variancia da particao. Esse processo € feito ao
minimizar os erros quadrados entre as amostras o centroide de um grupo C;.

Algoritmos de agrupamento podem ser separados de acordo com sua abordagem
de processamento dos dados. Algoritmos de parti¢do buscam agrupar os dados em um
conjunto finito de grupos pré-definidos, sem necessidade de estruturas mais complexas.
Algoritmos hierdrquicos ndo possuem um nimero de particdes pré-definidas nas quais
os dados devem ser agrupado. Essa abordagem utiliza de uma estrutura de arvore para
encontrar o nimero ideal de parti¢cdes para cada conjunto de dados. Algoritmos hierar-
quicos podem apresentar estratégia de agrupamento do tipo top-down, onde inicialmente
existe um grupo com todos os dados que sdo recursivamente separados em particdes
menores, ou do tipo bottom-up, onde cada amostra dos dados representa uma particao
que sdo posteriormente reagrupadas de acordo com suas caracteristicas. Mais detalhes
referentes aos topicos abordados podem ser encontrados em Zaki e Jr (2020).

4.5.2. Redes Neurais Artificiais

Redes neurais artificiais (ANN, do inglés: Artificial Neural Networks) representam um
conjunto de modelos que buscam representar computacionalmente o funcionamento
biolégico do cérebro humano. Uma ANN € um modelo computacional paralelo e
distribuido criado a partir de unidades de computagdo simples com capacidade de
armazenar conhecimento e utilizar o conhecimento adquirido (HAYKIN, 2009). A juncio
de unidades de computagdo simples, também conhecidas como neur6nios artificiais,
formam camadas que sdo responsdveis por processar € propagar as informagdes para
outras camadas do modelo.

4.5.2.1. Redes Neurais do tipo Feedforward

Como apresentado anteriormente, redes neurais artificiais sao modelos compostos por
camadas de neurdnios interconectados entre si. Quando a informac¢do € propagada
somente em um sentido do modelo, ou seja, somente para camadas subsequentes, temos
uma Rede Neural do tipo Feedforward (FNN, do inglés: Feedforward Neural Network).
O objetivo de uma FNN ¢ aproximar alguma fun¢do f(x) =y, de modo que a fungéo
possa mapear a entrada X em uma saida y (GOODFELLOW; BENGIO; COURVILLE,
2016). A unidade de computagdo simples de uma FNN é o perceptron.
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Segundo Haykin (2009), o perceptron € um modelo computacional formado por
uma funcao afim seguida por um operador ndo linear. Na Figura 4.5a, podemos observar
uma representacdo grafica de um perceptron. Matematicamente, o perceptron € definido
conforme a Equacdo 5, a seguir:

g
wo
Wy ¢(.) -
€T y
Wy

mn Primeira Segunda

Camada de
camada camada -
entrada N 5 saida
escondida escondida

Camada de

(a) Perceptron (b) Perceptron de Miiltiplas Camadas
Figura 4.5: Representacdes de um perceptron, unidade basica de processamento de uma
FNN (a) e uma MLP, composta de uma camada de entrada, duas camadas escondidas e a
camada de saida com um perceptron (b). Adaptado de Haykin (2009).

n
f(x) =0 (} wixi+D), (5)
i=0

onde x representa os dados de entrada, w € o vetor de pesos, ou conhecimento, associados
aos dados de entrada, b representa o viés e ¢ € a funcao de ativacdo do perceptron. A
func¢do de ativacdo € um operador diferencidvel responsdvel por aplicar, na maioria dos
casos, ndo-linearidade ao modelo (ZHANG et al., 2021). Algumas fun¢des de ativagdo
comumente utilizadas sdo listadas a seguir:

e Unidade Linear Retificada - ReLLU

ReLU (x) = max(x,0); (6)
e Sigmoide
1
sigmoide(x) = Thre ™ (7)
» Tangente Hiperbdlica
| —e %
tanh(x) = m (8)
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Apesar de ser descrita como uma unidade de computacdo simples, ao combi-
narmos células de perceptrons, podemos gerar estruturas complexas, conhecidas como
Perceptron de Multiplas Camadas (MLP, do inglés: Multilayer Perceptron). MLPs sdo
redes neurais do tipo feedforward compostas por, no minimo, trés camadas. As camadas
de entrada e saida e pelo menos uma camada oculta. Cada camada de uma MLP, com
excec¢do da de entrada, é definida por um conjunto de perceptrons. Devido a natureza de
uma FNN, cada célula de perceptron conecta-se com todas as células de perceptron da
camada subsequente, realizando assim a propagacao de informacdo. Na Figura 4.5b é
ilustrado a arquitetura basica de uma MLP.

4.5.2.2. Treinamento de Redes Neurais

Como estabelecido anteriormente, algoritmos de aprendizado de mdquina adquirem seu
conhecimento através de um processo de treinamento. O processo baseia-se na aplicacao
de métodos de otimizacao a fim de encontrar os melhores parametros para um modelo.
Em uma MLP, por exemplo, deseja-se obter o melhor conjunto de pesos w associados
a cada perceptron presente nas camadas do modelo. Tal processo € realizado de forma
iterativa, a0 minimizar ou maximizar uma fungfo objetivo f(x). No contexto de redes
neurais, a funcdo objetivo € comumente chamada de fun¢do de perda.

Funciao de Perda: A fungdo de perda tem por objetivo estimar o erro entre a saida y de
uma rede neural com o valor y real associado aos dados de entrada da rede. Por exemplo,
considere um problema de aprendizado supervisionado com objetivo de realizar uma
tarefa de predi¢do. Dado o conjunto de amostras X = {xq, -+ ,Xy}, seus respectivos
valores de saida ¥ = {yo,---,yny} € os valores de saida estimados pelo modelo ¥ =
{0, ,¥u}, podemos calcular o erro L obtido através de uma fun¢do de perda como
demonstrado na Equacdo 9.

1 N
L(Y.7) = 5 Y. (i =59)° ©)
i=0

A funcao de perda demonstrada na Equagao 9 € conhecida como Erro Médio

Quadrético (MSE, do inglés: Mean Squared Error). Outras funcdes de perda utilizadas
em treinamento de redes neurais sao:

e Raiz Quadrada do Erro Médio (RMSE)

(10)
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* Erro médio absoluto (MAE)

1Y .
L(Y,) = 5 ) [vi =il (11)
i=0
* Entropia Cruzada
N
L(Y.¥) =~} (vilog3)). (12)
i=0

A escolha da func¢do de perda estd intrinsecamente relacionada ao problema a ser
resolvido. Fun¢gdes como RMSE e MAE sao utilizadas para problemas problemas de
regressao, quando a saida do problema € um valor numérico. Outras funcdes de perda,
como entropia cruzada, sdo aplicadas a problemas de classificagao.

Otimizacao por Descida de Gradiente: O objetivo do treinamento de uma rede neural
¢ de minimizar uma funcdo de perda y = f(x) (caso o objetivo seja de maximizar a
fun¢do, podemos atingir o mesmo objetivo ao minimizar a fungéo y = — f(x)). Segundo
Goodfellow, Bengio e Courville (2016), ao derivarmos a fun¢do f(x) temos uma pequena
descida do valor de f(x) no ponto x. Em outras palavras, podemos definir uma variagéo
€ que aplicada a x ird resultar em uma variagdo correspondente em f(x).

No contexto de treinamento de redes neurais, o objetivo € minimizar a fungao de
perda ao otimizar os valores dos pesos do modelo. Seja V f(w) o gradiente de f. Cada
iteracao do algoritmo de descida de gradiente ird gerar um novo conjunto de pesos W,
definido como:

w =w—eVf(w), (13)

onde € € definido como taxa de aprendizado. Desse modo, a otimizag@o por descida de
gradiente consiste em realizar pequenas mudancas do valor de w em dire¢do oposta ao
gradiente, de modo a obter pequenas melhoras nos resultados de saida do modelo.

Backpropagation: Uma MLP pode possuir varias camadas conectadas, ou seja, ela é
composta por uma cadeia de funcdes. Nesse cendrio, realizar o cdlculo de forma analitica
do gradiente pelo algoritmo de descida de gradiente torna-se invidvel, uma vez que a
operacdo € computacionalmente custosa e crescente com base no tamanho da rede. Para
lidar com esse problema, Rumelhart, Hinton e Williams (1985) propuseram o algoritmo
de retro-propagacao para o calculo de gradientes em uma ANN. Inicialmente, o algoritmo
realiza os calculos dos gradientes da rede a partir do erro, obtido através da funcao de
perda, ao avaliar a saida real e a saida predita pela rede. Apds essa etapa, € feita a
atualizacdo dos pesos da rede. Esse processo € realizado iterativamente até que a rede
convirja para uma solu¢do (RUMELHART; HINTON; WILLIAMS, 1985).
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4.5.2.3. Redes Neurais Recorrentes

Apesar de FNNs apresentarem bons resultados ao processar dados tabulares, ela perde
expressividade ao lidar com dados sequenciais, ou seja, que possuem algum tipo de de-
pendéncia posicional e/ou temporal. Além disso, dados dessa natureza podem apresentar
outras caracteristicas as quais uma FNN nao possui maneiras de processar, como dados
de entrada de diferentes tamanhos. Imagine, por exemplo, um problema de processa-
mento de linguagem natural. Sentengas de entrada, assim como frases ditas por pessoas
e seu dia a dia, podem ser de tamanhos diferentes. Para lidar com esse tipo de problema,
Rumelhart, Hinton e Williams (1986) propuseram uma arquitetura de ANNSs, conhecida
por Redes Neurais Recorrentes (RNN, do inglés: Recurrent Neural Networks).

RNNs sao modelos de aprendizado profundo que buscam lidar com caracteristicas
sequenciais existentes em diversos problemas através de conexdes recorrentes (ZHANG
et al., 2021). Esse processo € realizado através de ciclos dentro da célula de computacio
simples de uma RNN, que permite o compartilhamento do mesmo conjunto de parametros
através de uma sequéncia temporal. Na Figura 4.6, podemos observar a ideia por trds da
célula de computagao de uma RNN, onde x; e A; representam, respectivamente, a entrada
e saida do modelo no tempo ¢.

I@; ] I/\H\I I/\Hé: ] I@; ]

|

1 I I I

Tt L1 L2 e Lt

Figura 4.6: Ilustragcdo da célula de computacdo de uma RNN. Através do ciclo interno
presente na célula, é possivel manter informacdes temporais dos dados. Adaptada de
Zhang et al. (2021)

Dados utilizados em RNNs s@o sequéncias que possuem vetores x(*) com um
intervalo de tempo ¢ variando de 1 a 7. Por exemplo, considere uma série temporal de
temperaturas de uma cidade quaisquer aferidas diariamente durante 60 dias. Nesse caso,
cada intervalo de tempo ¢ € representado por um dia, ou seja, X = {x(l), S ,x(60)}. Agora
imagine que queremos prever a temperatura do préximo intervalo de tempo, x(°V). E
natural supor que a temperatura dos dias anteriores possa influenciar o valor a ser predito.
Dessa forma, uma RNN ird utilizar informagdes do passado, disponivel pela natureza
de sua arquitetura recorrente, para prever a temperatura do préximo dia. O principal
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objetivo de uma RNN € poder utilizar o contexto passado para prever comportamentos
futuros.

Apesar de apresentar bons resultados para exemplos em que a dependéncia tem-
poral dos dados € curta, alguns modelos de RNN nao conseguem obter bons resultados
quando a dependéncia temporal dos dados € grande (GOODFELLOW; BENGIO; COUR-
VILLE, 2016). Esse problema ¢ referido como dependéncia de longo prazo, causado
pelo desaparecimento ou explosdo do gradiente durante o processo de treinamento de
uma RNN (BENGIO; SIMARD; FRASCONI, 1994) e (HOCHREITER et al., 2001).
Com o intuito de contornar o problema de dependéncia de longo prazo de outros modelos
de RNN, Hochreiter e Schmidhuber (1997) propuseram um novo modelo conhecido
como LSTM (do inglés: Long Short-Term Memory). A principal diferenca entre a célula
LSTM para a célula de uma RNN padrao € a adicio de um mecanismo de memoria
com capacidade de manter informag¢des de estados passados, evitando os problemas de
desaparecimento e explosdo do gradiente.

Devido aos resultados superiores obtidos por RNNs construidas com LSTM
em detrimento de outros modelos, muitos problemas com dados de natureza sequencial
passaram a utilizar solu¢des com aplicacdo de LSTM. Alguns exemplos de tais aplicacdes
sdo andlises de séries temporais (KARIM et al., 2019) e processamento de linguagem
natural (GHOSH et al., 2016). Informagdes detalhadas da arquitetura de uma LSTM
podem ser encotontradas em Hochreiter e Schmidhuber (1997).

4.6. Introducao as Redes Generativas Adversarias

As Redes Generativas Adversarias (GANs) sdo um framework utilizado para a otimi-
zagdo de modelos generativos baseados em aprendizado profundo. A ideia geral do
funcionamento de uma GAN pode ser vista na Figura 4.7, que mostra um esquema de
falsificacdo de pinturas. No esquema, o objetivo € treinar um pintor (G) para produzir
imagens realistas de um pintor famoso, por exemplo, Pablo Picasso. Para que G tenha
conhecimento sobre quao realista estdo suas pinturas, o esquema possui também um
especialista (D) sobre o estilo de pintura de Picasso. Durante um determinado nimero
de vezes, G produz lotes de pinturas que serdo avaliadas por D que, por sua vez, retorna
uma nota média que represente o nivel de fidelidade das pinturas falsas. Para cada lote,
G utiliza um conjunto diferente de cores, garantindo que mesmo que as pinturas sejam
idénticas as reais, ainda serdo falsas. Assim, considerando que esse processo se repita
por um nimero infinito de vezes, chegard o momento em que D ndo sabera diferenciar as
pinturas falsas das reais, e objetivo do esquema serd atingido.

De um ponto de vista técnico, considerando a arquitetura original, as GANs sdo
definidas por um “jogo” de min-max (GOODFELLOW et al., 2014), onde G e D sao
duas redes neurais treinadas simultaneamente, como pode ser visto na Figura 4.8. A rede
G, conhecida como um Gerador (G(z; 6,)), € um perceptron multicamadas que produz
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Pintor (G)

Figura 4.7: Visdo geral do funcionamento de uma GAN.

dados falsos com base em entradas aleatdrias p,(z) (as cores do exemplo anterior). D,
por sua vez, é o Discriminador (D(x; 6;)), outro perceptron multicamadas que classifica
a qualidade dos dados gerados, considerando uma base de dados reais x. Nas redes, z, 6,
e 0, significam, respectivamente, o espago latente dos dados (entradas aleatdrias, como
distribui¢des normais), 0s parametros para o perceptron que define G e os parametros
para o perceptron que define D.

Assim como no exemplo anterior, o objetivo de G € conseguir enganar D. Nesse
caso, gerando amostras de dados falsas cuja distribui¢do p,(x) se aproxime tanto da
distribui¢@o real p;u(x), que D ndo consiga fazer distingdo entre elas. A principal
diferenca entre o exemplo anterior, nesse sentido, € que no inicio do treinamento, D
nao pode ser um classificador com uma porcentagem de acurdcia muito alta, pois caso
isso ocorra, G nunca ird conseguir melhorar a qualidade dos dados gerados. Assim, ao
mesmo tempo que D € treinado para distinguir entre os dados oriundos de G e os reais,
G terd seus pesos atualizados considerando o feedback fornecido por D.

Discriminador
G(z,0 y) D

D(G(z,0 g))l D(x.0,)

Retropropagacao
do erro

Gerador de 2
Amostras
Aleatorias

Gerador
G

J
Figura 4.8: Funcionamento de uma GAN. Adaptado de Goodfellow et al. (2014).

Em teoria, como descrito em Goodfellow et al. (2014), ao utilizar a técnica
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de min-max e com tempo e recursos computacionais suficientes, espera-se que D e
G entrem em equilibrio. Entretanto, as técnicas usadas para o treinamento de GANs
normalmente se baseiam em gradientes descendentes que ndo sdo apropriadas para
encontrar o equilibrio do jogo min-max da GAN. Dessa forma, as primeiras GANs
poderiam apresentar algumas instabilidades, por exemplo, dada a complexidade dos
dados, D e G poderiam nunca chegar a um ponto de convergéncia. Nesse sentido, o
trabalho de Salimans et al. (2016) apresentam uma série de técnicas que podem ser
aplicadas para a melhorar o treinamento de GANS.

Figura 4.9: Rostos gerados por uma GAN treinada com a base de dados TFD (SUSS-
KIND; ANDERSON; HINTON, 2010). Figura de Goodfellow et al. (2014)

Um dos primeiros resultados da aplicacao das GANs pode ser visto na Figura
4.9. Os rostos sintéticos foram gerados a partir da base original TFD (SUSSKIND;
ANDERSON; HINTON, 2010), uma base de dados com faces de pessoas em baixa
resolugdo e preto e branco. Trabalhos posteriores ao de (GOODFELLOW et al., 2014),
utilizando algumas das técnicas propostas por Salimans et al. (2016) em conjunto com
novas estruturas de GANs, mostraram a capacidade das GANs de gerarem imagens ex-
tremamente realistas, por exemplo, imagens sintéticas com base em diferentes categorias
de imagens reais (Figura 4.10) (BROCK; DONAHUE; SIMONYAN, 2018) ou com base
em imagens de celebridades (Figura 4.11).

O bom desempenho no campo de visdo computacional, principalmente em ima-
gens, chamou a atencdo de pesquisadores de diversas dreas. Em medicina, por exemplo,
GANs foram utilizadas para na segmentacdo de 6rgaos com base em imagens de raios-X
(DAl et al., 2018), geracdo de imagens de lesdes em pele (YI; WALIA; BABYN, 2018) e
obten¢ao do fundo de olho a partir de imagens de vasos sanguineos (COSTA et al., 2017).
Esses tipos de dados sdao fundamentais para o treinamento de modelos classificadores
(por exemplo, para identificagdo de cancer de pele), e a utilizacdo de GANs permite
que, a partir de um conjunto pequeno de dados, tenha-se um conjunto maior de dados
disponiveis. A Figura 4.12 mostra imagens dos exemplos mencionados. Ressalta-se que

170



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

NAHUE; SIMONYAN, 2018).

esses sdo apenas alguns exemplos de aplicacdoes de GANs considerando especificamente
o campo de visdo computacional. Mais estudos sobre a aplicacio em medicina podem
ser encontrados nos survey de Singh e Raza (2021). Outros estudos sobre GANs em
visdo computacional podem ser encontrados em Aggarwal, Mittal e Battineni (2021).

&

Figura 4.11: Rostos gerados com base em imagens de celebridades (KARRAS et al.,
2017).

Apesar do seu bom desempenho, a utilizagdo de GANSs € desafiadora devido ao
seu treinamento “adversario”. A questdo principal € que, geralmente, ndo € possivel
inferir a qualidade dos dados gerados da forma como normalmente € feito para avaliacao
de modelos de redes neurais, por exemplo, analisando a acuricia ou variagcdo dos valores
da funcdo de perda. Do ponto de vista da arquitetura das GANs, um gerador G pode
produzir dados que sdo, estatisticamente, indistinguiveis dos reais para um discriminador
D, mas que ndo fazem sentido para o problema em questdo. Isso torna necessario uma
avaliacdo periddica da qualidade dos dados gerados pelos modelos treinados, que pode
variar em func¢ido do dominio do problema. No caso de dados imagens de rostos, por
exemplo, um conjunto de imagens pode ser gerado a cada x iteracdes a fim de se avaliar

171



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

—

loU (lungs): 91.4%
loU (heart): 88.9%

T (b) Lesdes em pele

(c) De vasos para fundo de olho

(a) Segmentacdo de 6rgdos

Figura 4.12: Aplica¢des de GANs em diferentes dreas da medicina. As figuras foram
retiradas dos seus respectivos artigos. (a) Exemplo de segmenta¢do de 6rgdos (coragdo e
pulmdes) a partir de Raios-x (DAI et al., 2018); (b) Diferentes tipo de lesdes em pele
sinteticamente geradas (YI; WALIA; BABYN, 2018); (c) Obten¢ao do fundo de olho a
partir dos vasos sanguineos (COSTA et al., 2017).

se os rostos gerados sdo, de fato, humanos.

Outro desafio diz respeito a constru¢do de um modelo que siga a arquitetura
conceitual das GANs. De modo geral, D e G precisam ter capacidades similares, para que
nenhuma delas se sobressaia durante o treinamento. Como mencionado anteriormente, D
pode ser muito mais poderosa que G e G ndo consiga evoluir. Da mesma forma, G pode
se tornar especialista em gerar um certo tipo de conjunto de dados, pois, pelo feedback
recebido, sabe que D ndo consegue diferencid-lo do real. Ou seja, a distribuigdo p,(x)
que é aprendida por G foca em poucas variagdes da distribui¢ao pg.,(x). Nos exemplos
de imagens, ao invés de produzir imagens significativamente diferentes, o modelo acaba
gerando imagens com as mesmas caracteristicas. Esse problema é conhecido como mode
collapse (YI; WALIA; BABYN, 2019).

Os bons resultados obtidos pelas GANs motivaram pesquisadores de outras
dreas a investigar a aplicacdo das GANs em cendrios diferentes do que foi proposto no
trabalho original. Nesse sentido, Yu et al. (2017) mostram que a arquitetura original
da GAN, com poucas alteracdes, consegue tratar de dados sequenciais, ainda que com
suas limita¢des. Evidenciando o potencial das GANs para tratar de séries temporais, por
exemplo. Trabalhos posteriores evidenciaram que a metodologia proposta nas GANs
conseguem ser utilizadas com eficiéncia para a geracdo de séries temporais (YOON;
JARRETT; SCHAAR, 2019). Contudo, ainda ha diversos desafios inerentes a arquitetura
das GANs que podem dificultar sua utilizacdo em cendrios de séries temporais ainda nao
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estudados. Alguns desses desafios, bem como oportunidades de pesquisa, serdo descritas
na préxima secdo.

4.7. Desafios e Oportunidades de Pesquisa

Nessa secdo, discutiremos alguns problemas e desafios de pesquisa acerca da utilizagdo de
GANSs para geracao de séries temporais. Leitores mais interessados podem se aprofundar
nos detalhes em (LIN et al., 2020) e (ZHANG; MA; XIA, 2022).

4.7.1. Implementacao, Treinamento e Avaliacao

Um dos principais desafios da utilizacdo de GANs, de uma maneira geral, é encontrado
j& durante sua implementag¢do, principalmente em relacdo as capacidades dos modelos
e funcao de perda utilizada. No primeiro caso, considerando a arquitetura original, o
gerador e o discriminador precisam ter capacidades equivalentes. Caso um dos compo-
nentes seja muito mais poderoso que o outro, pode ocorrer o problema de model collapse,
citado anteriormente. A func¢do de perda € outro fator importante, pois € ela que d4 o
feedback que faz com que o gerador melhore a qualidade dos dados gerados.

A avaliagao dos modelos € outro fator importante durante a utilizacdo de GANSs.
Um dos problemas recorrentes na literatura sdo trabalhos que propde modelos especificos
para um campo de estudo, mas testados em apenas uma base de dados, como modelos para
geracdo de musica (ENGEL et al., 2019) e sinais de eletroencefalografia (HARTMANN
KAY GREGOR E SCHIRRMEISTER; BALL, 2018). Tais modelos, apesar de eficientes,
precisam ser avaliados em outras bases de dados. Além disso, em muitas situacdes a
adequacdo dos dados sintéticos aos problemas reais necessitam da avaliacio “manual”
de um humano, o que pode tornar o processo de treinamento ainda mais trabalhoso.
Modelos de GANs para geragdo de musicas (ENGEL et al., 2019) e dados de mobilidade
(RIBEIRO et al., 2021b) sao exemplos onde a avaliacdo manual € necessdria para a
definicdo de um bom modelo. Um grande desafio, nesse sentido, € encontrar formas
automatizadas de se realizar esse tipo de avaliacdo.

Por fim, é importante ressaltar os problemas que envolvem modelos de aprendi-
zado profundo, os componentes principais das GANs. No geral, o treinamento desses
modelos envolve um processo que demanda tempo e complexo, em um longo exercicio
de tentativa e erro, ja que diversos aspectos devem ser considerados, como hiperpara-
metros, algoritmos de otimizagdo (e seus hiperparametros), entre outros (RAMOS et
al., 2021). Assim, a busca por um bom modelo de GAN também pode encontrar esses
mesmos problemas e técnicas para buscas automdticas de modelos se fazem necessdrias.
Nesse sentido, ja é possivel encontrar essas técnicas considerando aplicacdes de visao
computacional (GAO et al., 2020), mas a area de séries temporais ainda carece de estudos
nessa direcao.
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4.7.2. Generalizacao

Uma das grandes caracteristicas das GANs para visdo computacional é que um mesmo
modelo pode ser utilizado, sem exigir grandes modificagdes, para problemas similares.
Por exemplo, a GAN original, o modelo mais simples ja definido, obteve resultados
satisfatorios em duas bases de dados semanticamente diferentes (rostos de pessoas e
digitos) mas conceitualmente as mesmas, pois se tratavam de imagens. Assim, como
sendo o foco das GANs desde o inicio, nota-se que ha arquiteturas e configuracoes
especificas para problemas de visao computacional.

Para séries temporais, contudo, a obtencao de um modelo generalista encontra
desafios adicionais. O principal fator € que uma série temporal ndo se limita a conter
dados de um tnico tipo. Por exemplo, dados de mobilidade urbana podem ser repre-
sentados por uma série temporal e conter dados numéricos (latitude, longitude, altitude,
velocidade) e categdricos (tipo de local visitado, tipo de trajetérias) (RAO et al., 2020).
Outro exemplo sdo dados de pacientes de um hospital, que podem conter informacdes
numéricas (leituras feitas por aparelhos eletronicos) ou categdricas (rétulos associados
aos pacientes) (ESTEBAN; HYLAND; RATSCH, 2017). Nesse contexto, em situacoes
praticas pode ser necessdrio que se encontre formas eficientes de se tratar esses dados
simultaneamente, o que pode adicionar ainda mais complexidade a tarefa.

Além disso, na literatura € comum encontrar problemas similares sendo abor-
dados por metodologias diferentes, onde cada metodologia possui suas vantagens e
desvantagens que devem ser considerados durante sua aplicacdo. Por exemplo, em
relacdo a geracdo de musicas, (MOGREN, 2016) propds uma arquitetura similar 8 GAN
classica, onde o gerador e discriminador sdo RNNs. Por outro lado, (YU et al., 2017)
propde uma arquitetura baseada em aprendizagem por reforco, a qual € uma metodologia
diferente do que € geralmente utilizada em GANs. Neste exemplo, caso deseje-se com-
parar os dois modelos, serd necessdrio compreender bem as duas formas de aprendizado
de maquina que podem ser bem distintas. Essas diferencas tornam-se maiores quando
se trata de dreas diferentes, por exemplo, considerando a drea de mobilidade urbana.
Alguns modelos para geracdo de mobilidade combinam RNNs e Redes Convolucionais
(JAUHRI et al., 2020).

4.7.3. Privacidade

Por definicdo, as GANs ja fornecem privacidade aos dados sintéticos gerados, pois cada
geracdo depende de entradas aleatorias. Entretanto, dado que as GANs conseguem
capturar as caracteristicas dos dados reais, diferentes questdes de privacidade surgem
a partir da aplicagcdo de GANs em diferentes dreas. Em (LIN et al., 2020) os autores
apresentam diversos aspectos sobre privacidade e GANGs:
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4.7.3.1. Protecao de segredos empresariais

Uma das grandes vantagens das GANs é permitir o compartilhamento de dados sin-
téticos ou modelos que gerem dados sintéticos. Segundo (LIN et al., 2020), uma das
preocupagdes de quem detém os dados € o vazamento de informacdes sigilosas como
recursos disponiveis € em uso na empresa, que estdo geralmente embutidas em metada-
dos. Contudo, para a realizacao de estudos, por exemplo, simulacao de dados de uma
aplicacdo, pode ser interessante que as correlacdes entre medi¢des reais da aplicagcdo e
esses metadados sejam mantidas.

As alternativas para minimizar esse problema sdo mudar ou ofuscar a distribuicao
dos metadados. Nesse caso, (LIN et al., 2020) propde uma arquitetura para realizar esse
tipo de procedimento, em que medi¢des reais e metadados sdo gerados por modelos
independentes. Assim, apds o treino nos dados reais, retreina-se 0 modelo dos metadados
para geracdo de distribuicOes desejadas. A questdo principal e maior interesse de
pesquisa € como otimizar a distribuicao dos atributos, ja que o treinamento, nestes casos,
funciona a partir de meios condicionais, isto €, a gera¢do dos metadados é condicionada,
probabilisticamente, por outras varidveis de entrada do modelo.

4.7.3.2. Protecio da privacidade de usuarios

Com a criacdo da LGPD (BRASIL, 2018), a preocupacao com a protecdo € manutencao
da privacidade dos dados de usudrios intensificou-se em diversas dreas que envolvem
aplicacdes que utilizam ou compartilham dados de usudrios. Como que o objetivo
principal de se utilizar GANs € reproduzir as caracteristicas dos dados reais, tem-se um
desafio enorme em equilibrar a geracdo de dados sintéticos e manutencdo da privacidade.
Um exemplo de como a privacidade de um usudrio pode ser comprometida ocorre quando
um modelo generativo memoriza as caracteristicas de um individuo especifico e vaza
essas informacgdes durante a geragdo dos dados (CARLINI et al., 2019).

Existem diversas formas de tratar destas questdes e em muitas delas o principal
desafio € como manter o equilibrio entre utilidade e privacidade dos dados, isto &,
quanto mais privacidade fornecida aos dados, menos tteis eles tendem a ser. Nesse
contexto, uma das métricas mais utilizadas para avaliar a privacidade de usudrios €
a privacidade diferencial (DWORK, 2008). Essa métrica define que um modelo ndo
deveria depender dos dados de um usudrio especifico de forma que, no contexto de
modelos generativos, os dados sintéticos representem as caracteristicas gerais dos dados.
Na literatura, diversos estudos propuseram modelos de GANs para séries temporais
considerando a privacidade diferencial (FRIGERIO et al., 2019), por adi¢@o de ruidos no
processo de treinamento (principalmente durante a aplicagdo da descida do gradiente).
Mais recentemente (QU et al., 2020) utilizaram esta técnica em dados de mobilidade, e
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mostraram o que mencionamos anteriormente: quanto mais privacidade era fornecida
aos dados, menos caracteristicas dos dados reais era aprendida. Além disso, segundo
(LIN et al., 2020), a utilizacdo da privacidade diferencial ainda carece de estudos que
avaliem os dados, principalmente em relacdo a qualidade dos dados.

Outra técnica utilizada para quantificar a privacidade € através dos ataques de
inferéncia de membro (membership inference attack) (CHEN et al., 2020). O objetivo
deste ataque €, considerando um conjunto de amostra de dados e um modelo de aprendi-
zado de mdquina, inferir se tal conjunto faz parte dos dados de treino. Nesse sentido, um
modelo em que a privacidade diferencial tenha sido corretamente aplicado reduziria as
chances de sucesso desse tipo de ataque. Além disso, em seu estudo utilizando a base de
dados Wikipedia Web Traffic (GOOGLE, 2018), (LIN et al., 2020) verificaram que as
chances de sucesso do ataque podem ser reduzidas quando se utiliza uma base de dados
maior durante o treino.

4.8. Estudo de Caso - Hands-on

Para pdr em pratica os conceitos aprendidos durante o capitulo, nesta secdo apresentamos
uma aplicacdo de geracdo de séries temporais utilizando GANs. A base de dados
utilizadas representa o nimero de bicicletas alugadas em um servigo de locacdo em 7
cidades dos Estados Unidos e estio disponiveis um repositério no Github!. A Figura
4.13 apresenta a metodologia que serd seguida nas proximas subsec¢Oes. Primeiramente,
faremos a andlise e descricao dos dados (Subsecdo 4.8.1), seguido das modelagens
estatisticas (Subsecdo 4.8.2) e com GANs (Subse¢do 4.8.3). Por fim, apresentamos como
os modelos podem ser avaliados (Subsecdo 4.8.4).

Modelagem
estatistica

Avaliacao ]

Analise
dos dados do modelo

Modelagem
com GANs

Figura 4.13: Metodologia para geracdo de séries temporais

4.8.1. Analise e Descricao dos dados

A base de dados possui 78888 registros de bicicletas alugadas, entre janeiro de 2011 e
dezembro de 2019. Cada valor representa o numero de bicicletas alugadas simultanea-
mente em intervalos de 1 hora durante cada dia entre 2011 e 2019. Como um dia possui
24 horas, a base de dados pode ser representada com um vetor com 3287 registros, onde

Thttps://github.com/ifribeiro/minicurso_webmedia22
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cada registro possui 24 linhas (cada linha representa uma hora) e cada linha armazena
uma varidvel (o nimero de bicicletas daquela hora). A Tabela 4.1 mostra as 5 primeiras
linhas das trés colunas da base de dados. Nosso interesse aqui € apenas na coluna cnt,
mas as colunas date e hour auxiliam na visualizacio e entendimento dos dados.

Tabela 4.1: Primeiras 5 linhas da base de dados Bikesharing

date hour cnt
2011-01-01 0 16
2011-01-01 1 40
2011-01-01 2 32
2011-01-01 3 13
2011-01-01 4 1

Ao longo do minicurso, utilizaremos uma série de bibliotecas que implementam
boa parte das funcionalidades de que necessitamos, principalmente as bibliotecas dos
modelos ARIMA e do modelo de GAN utilizado e bibliotecas de visualizagdes de
dados. Para facilitar a execucgdo, algumas funcdes auxiliares de visualizacao foram
implementadas e estdo disponiveis no repositorio. As versdes das bibliotecas utilizadas
sdo destacadas no git.

Assim, inicialmente carregamos a base de dados utilizando a biblioteca pandas e
visualizamos todos os dados com o cédigo a seguir:

bikes = pd.read_csv ('datasets/bike_sharing_2011to2019.csv")
lista_datas = p.get_list_dates (data_size=bikes.shapel[0],
year=2011, month=1, day=1)

fig, ax = plt.subplots(figsize=(10,5))

ax.plot (lista_datas, bikes['cnt'])

ax.set_xlabel ("Data")

ax.set_ylabel ("Numero de bicicletas")

A Figura 4.14 mostra a série temporal representando o nimero de bicicletas
alugadas nas 7 cidades de onde os dados foram coletados entre janeiro de 2011 e
dezembro de 2019. Nota-se que hd uma tendéncia de crescimento no nimero de bicicletas
alugadas entre 2011 e inicio de 2019. Além disso, em cada ano os dados apresentam
caracteristicas similares (sazonais) em que ha menos bicicletas alugadas no inicio do
ano, com uma tendéncia de crescimento até por volta do meio do ano e, por fim, uma
tendéncia de reducdo até o final do ano.

Apesar de fornecer informagdes importantes sobre os dados, a Figura 4.14 difi-
culta a visualizacdo de informagdes que podem auxiliar no melhor entendimento dos
dados, como pode ser visto na Figura 4.15. Na imagem a esquerda, tem-se o primeiro

177



XXVII Simpésio Brasileiro de Sistemas Multimidia e Web: Minicursos

2000

1750

1500

1250

1000

750

N2 de bicicletas

500

250

2011 2012 2013 2014 2015 2016 2017 2018 2019 2020
Data

Figura 4.14: Numero de bicicletas alugadas entre Janeiro de 2011 e Dezembro de 2019

més dos dados. Nota-se que existe uma sazonalidade semanal dos dados, com uma
sequéncia de valores altos e baixos. Além disso, podemos olhar especificamente para
a primeira semana dos dados (imagem a direita), e notar que cada dia apresenta pro-
priedades especificas. Por exemplo, em 01/01 e 02/01 (dois primeiros dias) os dados
apresentam um pico por volta meio-dia. Se olharmos no calendério de 2011, esses dias
correspondem ao sdbado e domingo, respectivamente. Nos 5 dias subsequentes (dias
uteis), como pode ser visto, os dados possuem um pico no inicio e no fim do dia, que
variam pouco de um dia para o outro.

1 més de bicicletas alugadas 1 semana de bicicletas alugadas
250
200
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Figura 4.15: Um més (figura a esquerda) e uma semana (figura a direita) de bicicletas
alugadas.

Apesar de ja entendermos melhor parte dos dados, apenas olhar para as duas
figuras anteriores, ndo seria o suficiente para entendé-los como um todo. Nesse sentido, a
Figura 4.16 apresenta a sumarizagdo dos dados por semana (aqui denominados de soma
por intervalo), em que computamos o nimero de bicicletas alugadas por hora do dia,
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considerando os valores acumulados de cada dia da semana. A Figura evidencia o que
foi discutido anteriormente, mostrando que hd uma diferenca clara entre os dias tteis e
finais de semana. Além disso, conseguimos identificar que os dois picos dos dias tteis
sdo, respectivamente, 9 da manha e 6 da tarde.

real_data = bikes["cnt"].values.reshape (bikes.shape[0]//24, 24)
df_real = p.get_df (list_dates=lista_datas,

data=bikes[["cnt"]].values, timesteps=24)
lista_cnt = [p.get_count (df_real,w, 24,

column="ts") ["cnt_0"] for w in range (7)]
p-plot_sum_real (list_cnt_real=lista_cnt, list_dates=lista_datas)
plt.ticklabel_ format (style="sci", axis="y", scilimits=(0,0))
plt.tight layout ()

le5
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Ter.
4 er.
—*— Qua.
—— Qui.
3 —o— Sex.
—&— Sab. /// \\\
Dom.

N

Bicicletas alugadas
=

0 5 10 15 20
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Figura 4.16: Somas por intervalo para a base de dados Bikesharing

As anélises que fizemos até aqui serdo de grande importancia para entender como
melhor definir os modelos que serdo utilizados na geracao dos dados sintéticos, bem
como as causas de possiveis problemas que podemos encontrar durante as modelagens.
Nas proximas subse¢des, apresentamos as técnicas de modelagem de dados.

4.8.2. Modelagem estatistica

Para mostrar a diferenca entre as GANs e modelos lineares, apresentamos aqui uma
modelagem dos dados utilizando o ARIMA. Esta etapa é importante para verificarmos
a necessidade ou ndo de se utilizar modelos mais complexos. Por exemplo, em ou-
tras situacoes, a utilizacdo de um modelo baseado em aprendizado profundo pode ser
desnecessario caso um modelo ARIMA ja produza os resultados desejados.
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Como mencionamos anteriormente, por ser um modelo baseado em regressao, o
ARIMA faz algumas suposi¢des sobre os dados, a principal é que eles sejam estaciondrios
(a média nao varia significativamente em fun¢do do tempo). Caso a série temporal ndo
seja estaciondria, precisamos aplicar diferenciagdes nos dados, de forma que a série
resultante passe a ser estaciondria. Ha diversas formas de se verificar isso, mas neste
minicurso utilizamos uma biblioteca do Python que ja possui as ferramentas necessarias.

Devido a grande quantidade de dados, alguns cédigos podem demorar alguns
minutos para finalizar a execu¢do, dependendo do poder computacional disponivel.
Assim, neste estudo de caso, utilizaremos apenas o primeiro ano dos dados reais a partir
desta subsecdo. Ressaltamos que isso ndo altera a forma como os dados sao executados,
apenas o tempo de execucao. Desta forma, primeiramente verificamos se os dados sao
estaciondrios com o c6digo a seguir.

# realiza teste de estacionariedade

adf_test = pm.arima.stationarity.ADFTest (alpha=0.05)
treino = bikes["cnt"].iloc[:365%x24].values

p_value, dif = adf_test.should diff (treino)

print (p_value, dif)

No teste acima se a série temporal deve passar por alguma tipo de diferenciacao.
Nesse caso, o valor da varidvel dif pode ser False, caso ndo seja necessario a dife-
renciacado e True, do contrario. Em nosso estudo de caso, o teste retorna que os dados
sdo estaciondrios, logo nenhuma diferenciacdo precisa ser feita. Esse resultado ja nos
informa que o parametro d do ARIMA sera igual a 0.

Em seguida, verificaremos quais os valores para os outros dois parametros, p
e ¢, do modelo. Anteriormente apresentamos a metodologia de Box & Jenkins, que
poderia ser utilizada para estimar tais parametros, mas utilizaremos uma biblioteca que
automatiza esse processo com uma metodologia similar. Para isso, definiremos quais
os valores possiveis de cada parametro para que a biblioteca verifique qual combinagdo
deles se ajusta melhor aos dados. Assim, no trecho de cddigo abaixo, definimos que p e ¢
iniciam-se em O (star_p=0, start_g=0) e terminam em 3 (max_p=3, max_qg=23).
Além disso, o teste € executado 5 vezes (maxiter=>5). Nesse caso, valores maiores
para o pardmetro maxiter garantem maior confiabilidade no resultado obtido.

Desta forma, no cédigo abaixo verificamos quais pardmetros geram um modelo
que se ajusta melhor aos dados. E importante ressaltar que os valores (p,d e ¢) encontra-
dos podem variar um pouco dependendo dos parametros passados a biblioteca e devido a
natureza probabilistica da sua implementagdo. Neste exemplo, a biblioteca retorna que
os melhores parametros sd@o: p =3,d =0e g = 1. Com esses valores, ajustamos um
modelo ARIMA aos dados, com as duas ultimas linhas do c6digo abaixo.
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# verifica melhores pardmetros para o modelo (d=0, por padrdo)

pm_auto = pm.auto_arima(treino, maxiter=10, start_p=0, max_p=3,
start_g=0, max_g=3, stationary=True)

# ajusta um modelo usando os parametros identificados

arima = ARIMA (treino, order=pm_auto.order)

res = arima.fit ()

4.8.3. Definicao e treinamento das GANs

Ap6s a definicdo do modelo ARIMA, podemos definir o modelo GAN. Como mostramos
na Subsecdo 4.8.1, os dados variam entre valores muito pequenos e muito grandes, o que
pode prejudicar o processo de treinamento. Assim, antes da defini¢do dos parametros é
preciso padronizar os dados para que eles estejam em uma escala menor, por exemplo,
no intervalo [0, 1]. Isso pode ser feito com o c6digo a seguir:

scaler = MinMaxScaler () .fit (treino.reshape(-1,1))
treino_scaled = scaler.transform(treino.reshape(-1,1))
treino_s = treino_scaled.reshape (len(treino) //24, 24, 1)

Nesse caso, é importante ressaltar o tipo de entrada esperada pela GAN. Como
utilizamos um modelo baseado em séries temporais, a entrada esperada precisa ter 3
dimensoes (n,m,v), onde o n é o nimero de registros, m é o tamanho da sequéncia em
cada registro e v € o nimero de varidveis. Em nosso caso, a varidvel treino_s do
codigo anterior tem as dimensoes (365,24, 1).

Nesse sentido, a GAN que utilizamos neste estudo de caso possui diversos para-
metros para serem configurados e alguns deles t€ém uma influéncia maior nos resultados
e outros no treinamento. Discutiremos isso com mais detalhes na préxima subsecao.
O importante, nesta etapa, € entender a escolha de alguns pardmetros com base na
andlise feita na Subsecdo 4.8.1, especificamente: seq_len, n_seq, hidden_dim,
batch_sizee learning_rate. Nesse sentido, os dois primeiros parametros sao
obtidos diretamente das duas dltimas dimensodes dos dados. Assim, seq_len=24 e
n_seqg=1.

Definimos também o parametro hidden_dim=24, referente ao nimero de
unidades em cada camada escondida das redes neurais que compde a GAN em que
conseguimos controlar a capacidade de aprendizado do modelo. Como temos uma
quantidade relativamente pequena de dados, esse valor ndo precisa ser muito grande.
Em seguida, definimos batch_size=28, que € o tamanho do lote de dados utilizado
durante cada iterac@o do treinamento que, em nosso problema, é a quantidade de dias
utilizados para treinar o modelo. Geralmente o batch_size €é um valor razoavelmente
representativo dos dados, que possibilite que o modelo aprenda e garanta que o modelo
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ird receber valores diferentes de dados a cada iteragdo. Como vimos, na etapa de andlise,
que os dados apresentam um padriao semanal, optamos por definir esse parametro com o
valor 28, ou seja, o modelo recebe, aproximadamente, um més de dados a cada etapa do
treinamento. Por fim, definimos o parametro learning_rate=5e-4 (0.00005),
que controla a velocidade com que os modelos aprendem as caracteristicas dos dados.
Ap6s a defini¢do dos pardmetros, chamamos a fungdo ModelParameters que salva
os parametros na forma esperada pela biblioteca utilizada.

seq_len=24
n_seq = 1
hidden_dim=24
batch_size = 28

learning_rate = 5e-4

gamma=1

dim = 128

noise_dim = 32

gan_args = ModelParameters (batch_size=batch_size,

lr=learning_rate,
noise_dim=noise_dim,
layers_dim=dim)

Em seguida, podemos realizar o treinamento do modelo. No cddigo do exemplo
abaixo definimos que o modelo serd treinado por 3000 vezes. E importante ressaltar
que esse valor pode influenciar bastante o tempo de treinamento, principalmente se a
méquina utilizada ndo possui recursos suficientes. Por exemplo, utilizando a versao
grétis do Google Colab?, o cédigo abaixo demora cerca de 1h para finalizar. Contudo,
caso seja de interesse do leitor, um modelo j4 treinado encontra-se salvo no repositorio
do minicurso. Apds o treinamento, podemos salvar o modelo com o cédigo da linha 3
para uso futuro.

df_sample = p.get_df (lista_datas[:365x24], treino.reshape(-1,1 ),
timesteps=24)

dict_weeks_real_arima = {wk:p.get_count (df_sample,wk,timestep=24,
column="ts") ["cnt_0"] for wk in range (7)}

path_lista_fakes = glob.glob ("datasets/generated/arima/*.npy")

dict_weeks_fakes {i:p.get_list_wks (path_lista_fakes,
lista_datas[:365%x24], 24, wk=i) for i in range(7)}

p-plot_compare_sum(dict_weeks_fakes, dict_weeks_real_arima,
bbox=(1.45, -0.1), figtitle="", scaler=None)

Zhttps://colab.research.google.com/
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4.8.4. Avaliacao dos modelos

Com os modelos treinados, podemos gerar os dados sintéticos e verificar o desempenho
dos modelos em realizar a tarefa desejada. Ressalta-se que um bom modelo terd dados
que mantenham as principais caracteristicas dos dados e em que cada base sintética
gerada seja diferente. Assim, para realizar as avaliagdes, primeiro geramos os dados
sintéticos com o modelo ARIMA e com o modelo GAN. Para garantir os resultados
obtidos, € interessante que seja gerada uma quantidade razodvel de dados sintéticos. No
exemplo apresentado aqui, vamos gerar e salvar 10 bases para cada modelo:

# geracdo de 10 bases sintéticas com o modelo arima
for i in range (10):
synth_arima = res.simulate(nsimulations=len (treino))
np.save ('datasets/generated/arima/arima_{}.npy'.format (i),
synth_arima)
# Geracdo de 10 bases sintéticas usando GANs
for i in range (10):
synth_data = synth.sample (len(treino_s))
np.save ("datasets/generated/timegan/timegan_{}.npy".format (i),
synth_data)

Com as bases geradas, podemos realizar as avaliacdes. Nesse sentido, realizamos
dois tipos de avaliagdo. Na quantitativa, verificamos os residuos produzidos pelos
modelos, que permite avaliar, a0 mesmo tempo, se os dados sintéticos mantém as
principais caracteristicas dos modelos e se possuem variacdo. Na avaliacdo qualitativa
nosso foco € verificar se os dados gerados sdo de fato similares aos reais e em quais
pontos o0 modelo pode ser melhorado.

4.8.4.1. Avaliacao quantitativa

A avaliac@o quantitativa é feita usando os erros residuais dos modelos treinados. Os
erros residuais e de um modelo consistem da diferenca entre o que se espera de saida
de um modelo (representado por y) e o que o modelo retorna (representado por y), ou
seja, e =y —7y. A ideia de se utilizar os erros residuais € que, supondo que os dados
sintéticos tenham capturado as caracteristicas dos reais, seria possivel utilizar um modelo
de previsdo para compara-los. Por exemplo, considere que um modelo tenha gerado um
conjunto de dados sintéticos para uma série temporal com 200 registros. Se um modelo
de previsao tenha sido treinado utilizando os 100 primeiros registros dos dados reais, a
previsdo resultante para os 100 registros restantes deve possuir caracteristicas similares
aos 100 dltimos registros dos dados sintéticos.

Um modelo que tenha capturado com eficiéncia as propriedades dos dados reais,
terd residuos préoximos de 0. Assim, caso o modelo anterior tivesse gerado a saida (3)
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exatamente como esperado (y), tanto a média quanto o desvio padrio seriam 0. Entretanto,
o ideal é que os dados sintéticos gerados pelos modelos possuam variabilidade, ou seja,
cada base € diferente entre si e, a0 mesmo tempo, possuam as propriedades dos dados
reais. Em outras palavras, os residuos devem ser um ruido de média zero e variancia
constante.

Nesse sentido, a Figura 4.17 apresenta os erros residuais nas situagdes em que
as séries temporais previstas pelo modelo s@o iguais (os dados sintéticos sdo iguais aos
reais) e quando sdo levemente diferentes. No primeiro caso, os erros sdo todos iguais
a 0, bem como a média e desvio padrao, contudo, isso significa que ndo temos dados
sintéticos, e sim uma copia dos dados reais. No segundo caso, ao calcularmos a média e
desvio padrao obtemos valores diferentes de 0, mas notamos que os dados sdo similares.

Erro
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Figura 4.17: Exemplo de erros residuais quando os dados sintéticos e reais sao iguais €
diferentes

Em nosso exemplo, a obten¢do dos residuos precisa ser feita com os modelos ade-
quados para cada situacdo. Assim, os erros residuais do ARIMA sdo obtidos diretamente
do modelo ajustado aos dados e os erros residuais das GAN de um modelo de rede neural
recorrente. Primeiramente definimos a rede neural recorrente que servird como modelo de
previsdo para geracdo dos residuos. Para isso, utilizamos a fun¢do make_rnn_model
disponivel no cédigo residuals.py do repositério. No exemplo de cédigo abaixo,
nas linhas de 1 a 3 definimos e compilamos a rede neural. Nas linhas 4 e 5 transformamos
os dados de treino no padrdo esperado pela RNN. O treinamento, neste caso, consistem
em prever, a partir de 24 registros (1 dia), quais os préximos 24 registros. Por fim, na
linha 7 treinamos a rede nos dados reais, definindo, com a fun¢do EarlyStopping,
que o treinamento serd interrompido caso nao haja melhoras significativas no valor
retornado pela funcao de perda.
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rnn_model = r.make_rnn_model (units=32, n_layers=2, net_type="1lstm")

opt = Adam(learning_ rate=5e-4)

rnn_model.compile (optimizer=opt, loss="mse")

X, Y = r.split_sequence(treino_s.flatten(),24)

X = X.reshape (X.shape[0],X.shape[l], 1)

early_stop = EarlyStopping (monitor="loss")

hist=rnn_model.fit (X,Y, epochs=50, batch_size=28,
callbacks=[early_stop])

Com o modelo treinado, podemos obter os residuos. Primeiramente, listamos os
nomes dos arquivos gerados pela GAN (linha 1). Em seguida, usando o modelo treinado,
prevemos qual os dados obteriamos caso a entrada fosse os dados reais (linha 3) e, na
linha 4, obtemos os residuos de cada dado sintético com a fun¢do get_residuals.
Nesse sentido, 0 mesmo processamento feito nas linhas 4, 5 do c6digo anterior € feito
para cada dado sintético. Assim, o que € esperado pelo modelo (X_pred) e o que o
modelo gera podem ser utilizados para obten¢@o dos residuos. A partir dos célculos dos
residuos podemos calcular e armazenar as média e o desvio padrao, nas linhas de 6 a 9
do cddigo abaixo.

synth_m3 = glob.glob ("datasets/generated/timegan/3/*.npy")
X_pred = rnn_model.predict (X)

reid m3 = [r.get_residuals(f, X _pred) for f in synth_m3]
dict_resid = {

"mu": [ np.mean(resid_arima), np.mean(reid _m3)],

"std": [np.std(resid_arima), np.std(reid_m3)]}
df_resid = pd.DataFrame (dict_resid, index=["ARIMA", "GAN"])

A Tabela 4.2 mostra os resultados dos residuos de cada modelo. Nota-se que no
geral a média de ambos os modelos sdo muito préximas de 0, entretanto o ARIMA tem
um desvio padrao muito maior do que o modelo GAN. Isso € um indicador muito forte
de que o ARIMA nao conseguiu gerar dados com as caracteristicas principais dos dados
reais. Para confirmar isso, é importante que verifiquemos a andlise qualitativa a seguir.

‘ Média ‘ Desvio padrao
-0.009 64.608

ARIMA

GAN | -0.049 0.276025

Tabela 4.2: Média e desvio padrao residual dos modelos
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4.8.4.2. Avaliacido qualitativa

Na andlise qualitativa, o que fazemos € basicamente gerar um resultado similar ao da
Figura 4.16, que € a soma por intervalo, mas considerando as médias e desvios padrao
das somas. Assim, primeiramente calculamos as somas, para cada dia da semana, de
cada base sintética, e obtemos a média a desvio padrdo. Por fim, comparamos esses
valores com a soma por intervalo dos dados reais do dia da semana correspondente.

O cddigo abaixo realiza esse célculo para o modelo ARIMA. Primeiramente,
obtemos as somas dos dados reais nas linhas 1 e 2. Em seguida, das linhas 4 a 6,
calculamos as somas por intervalo dos dados sintéticos e geramos a Figura 4.18 que
compara os resultados. Na Figura, a linha azul corresponde aos dados reais e as linhas de
outras cores a média das somas por intervalo dos dados sintéticos. A parte sombreada
em cada linha colorida corresponde ao desvio padriao dos dados sintéticos e indica como
cada base de dados varia em cada dia da semana.

df_sample = p.get_df(lista_datas[:365%x24], treino.reshape(-1,1),
timesteps=24)

dict_weeks_real_arima = {wk:p.get_count (df_sample,wk,timestep=24,
column="ts") ["cnt_0"] for wk in range(7)}

path_lista_ fakes = glob.glob ("datasets/generated/arima/*.npy")

dict_weeks_fakes = {i:p.get_list_wks (path_lista_fakes,
lista_datas[:365%24], 24, wk=i) for i in range(7)}

p.plot_compare_sum(dict_weeks_fakes, dict_weeks_real arima,
bbox=(1.45, -0.1), figtitle="", scaler=None)

A partir da figura anterior, fica evidente que o0 ARIMA nao conseguiu capturar
as caracteristicas dos dados, como foi esperado a partir da andlise quantitativa. Assim,
nesse caso, o ideal € buscar por outros modelos que apresentem um desempenho melhor.

Para avaliar a GAN, realizamos um processo muito similar ao anterior. A di-
ferenca aqui € que utilizamos os dados reais que estdo na escala [0, 1] para realizacdo
das andlises, ja que os dados gerados pela GAN também estdo neste intervalo. Assim,
a Figura 4.19 mostra as somas por intervalos das GANs geradas a partir das 10 bases
sintéticas. Fica evidente que, diferente do ARIMA, a GAN conseguiu capturar com
eficiéncia as principais caracteristicas dos dados reais: os picos de bicicletas alugadas as
8 e as 18 horas, bem como o leve aumento de bicicletas alugadas entre 12 e 13 horas.
Além disso, as dreas sombreadas mostram que os dados sintéticos possuem uma boa
variabilidade. Nesse sentido, ressaltamos que a Figura estd em um escala reduzida. No
geral, a drea sombreada indica que ha uma diferenca de cerca de 100 bicicletas entre
cada base sintética.
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Figura 4.18: Soma por intervalo dos dados sintéticos gerados pelo ARIMA

df_sample = p.get_df (lista_datas[:365%x24], treino_s,
timesteps=24)
dict_weeks_real = {wk:p.get_count (df_sample,wk,timestep=24,
column="ts') ['cnt_0'] for wk in range(7)}
path_lista_fakes = glob.glob ("datasets/generated/timegan/3/x.npy")
dict_weeks_fakes = {i:p.get_list_wks (path_lista_ fakes,
lista_datas[:365%x24], 24, wk=i) for i in range(7) }
p.plot_compare_sum(dict_weeks_fakes,dict_weeks_real,
bbox=(1.45, -0.1), figtitle="")

O maior desafio da GAN, contudo, é capturar as caracteristicas dos finais de
semana, ja que em um ano existem mais dias uteis. Isso faz com que o modelo acabe
extrapolando as caracteristicas dos dias uteis (picos, principalmente) aos finais de se-
mana. Uma alternativa para minimizar esse desafio seria utilizar o parametro para o
batch_size que representa-se apenas alguns dias, ao invés do més inteiro. Entretanto,
isso iria impactar o resultado durante os dias tuteis. Outra alternativa, seria fazer modelos
especificos para os dias uteis para os finais de semana, com o risco de algumas depen-
déncias temporais serem perdidas e com uma complexidade maior para treinamento e
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Figura 4.19: Soma por intervalo dos dados sintéticos gerados pela GAN.

avaliagdo, ja que agora seriam necessarios 2 modelos.

4.9. Consideracoes Finais

Este minicurso introduziu o conceito de GANSs para a geracao de séries temporais. Inici-
almente apresentamos alguns exemplos de como as GANs tém sido usado com eficiéncia
em aplicacOes de séries temporais. Em seguida, fazemos uma breve introdu¢do aos
conceitos de séries temporais, suas propriedades e técnicas estatisticas que auxiliam
seu entendimento e modelagem. Apresentamos também os conceitos de aprendizado
profundo, que sdo fundamentais ao entendimento da arquitetura das GANSs. Introduzimos
também o conceito de GANSs, seu funcionamento e alguns exemplos de casos de uso da
arquitetura original. Finalmente, a partir do que foi exposto ao longo do capitulo, apre-
sentamos os principais desafios de pesquisa de GANs em séries temporais e finalizamos
o capitulo um caso de uso pratico dos conceitos aprendidos.

A arquitetura GAN € uma tecnologia relativamente nova, mas que usa conceitos
bastante conhecidos de aprendizado profundo. Isso faz com que as GANs sejam uma
técnica extremamente versatil em aprender e reproduzir as caracteristicas principais de
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diferentes conjuntos de dados, sendo um dos modelos generativos mais promissores,
principalmente no campo de visdo computacional.

O conceito de séries temporais € utilizado em varios aspectos da vida humana,
desde musicas a drea da satide. Nesse contexto, a literatura evidencia que as GANs podem
ser utilizadas com eficiéncia para tratar de aplicacdes envolvendo séries temporais. Da
mesma forma, os desafios e limitacdes dos exemplos encontrados na literatura mostram
que ainda hd muito o que ser explorado em relagdo utilizacao de GANs para tratar de
problemas envolvendo séries temporais.
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