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Abstract

Graph neural networks, also known as GNNs, have been applied to solve problems in dif-
ferent domains, such as biology, chemistry, physics, natural language processing, com-
puter vision, economics, among others. In particular, this class of neural network has
been shown to be effective in modeling problems related to smart cities, such as traf-
fic prediction; urban function classification of elements such as points of interest, roads
and regions; forecasting the spread of diseases; autonomous agents; anomaly detection,
among other activities. The objective of this chapter is to present the theoretical and
practical foundations of graph neural networks in the context of smart cities. For this,
the following topics are presented: types of tasks performed, taxonomy of GNNs layers,
concepts, commonly used architectures, problems related to smart cities, modeling for
the transformation of raw data to the graph structure and GNN structure, in addition to
the implementation a model in practice.

Resumo

Redes neurais de grafos, também conhecidas como Graph Neural Networks
(GNNs), têm sido aplicadas para resolver problemas em diferentes domínios, como bio-
logia, química, física, processamento de linguagem natural, visão computacional, eco-
nomia, dentre outros. Em particular, essa classe de rede neural tem-se mostrado eficaz
na modelagem de problemas relacionados às cidades inteligentes, como predição de trá-
fego; classificação de função urbana de elementos como pontos de interesse, estradas e
regiões; previsão de disseminação de doenças; agentes autônomos; detecção de anoma-
lia, dentre outras atividades. O objetivo deste capítulo é apresentar os fundamentos teó-
ricos e práticos das redes neurais de grafos no contexto das cidades inteligentes. Para
isto, são apresentados os seguintes tópicos: tipos de tarefas realizadas, taxonomia das
camadas GNNs, conceitos, arquiteturas comumente utilizadas, problemas relacionados
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às cidades inteligentes, modelagens para a transformação de dados brutos para a estru-
tura de grafo e rede GNN, além da implementação de um modelo na prática.

4.1. Introdução

Grafo é um objeto matemático cuja representação computacional pode modelar ele-
mentos individuais, seus relacionamentos e estrutura. O seu potencial de utilização
em diferentes contextos tem atraído a atenção de muitos pesquisadores que, por sua
vez, têm explorado grafos no contexto de redes neurais para a solução de diversos pro-
blemas que envolvem grandes volumes de dados. As redes neurais de grafos (do inglês
Graph Neural Networks, ou simplesmente GNNs) têm demonstrado maior capacidade
do que métodos tradicionais (e.g., algoritmos de aprendizado de máquina) em cap-
turar relacionamentos diretos (e.g., usuário-item) e colaborativos (e.g., estrutura to-
pológica entre elementos que se relacionam) (S. Wu, Sun, et al., 2020). Os principais
problemas nos quais as GNNs são empregadas podem ser organizados nos seguintes
tópicos:

• Cidades inteligentes: O estudo sobre cidades inteligentes é crescente e evolui
constantemente uma vez que novos elementos e soluções são criados. Apesar
da grande variedade de definições, o conceito de cidades inteligentes está co-
mumente relacionado ao uso de tecnologia da informação para a resolução de
problemas e desafios enfrentados por governos, empresas, ou indivíduos (Yin et
al., 2015). Como resultado, as soluções desenvolvidas têm como objetivo tra-
zer benefícios como eficiência e sustentabilidade. No presente capítulo, os pro-
blemas que envolvem cidades inteligentes são categorizados da seguinte forma:
sistemas de recomendação, previsão de tráfego, classificação de função urbana,
previsão de disseminação de doenças, veículos autônomos, detecção de anoma-
lia, reidentificação de veículos e reconhecimento de atividades.

• Biologia e química: No contexto de biologia e química, os principais tópicos são:
predição de reação química, predição de interface de proteína e engenharia bio-
médica (Zhou et al., 2020). Em (Do et al., 2019), moléculas interagem com outras
a partir da presença ou não de moléculas reagentes. Assim, são geradas “molécu-
las produto” a partir da adição ou quebra de conexões. Cada vértice representa
um átomo e cada aresta representa o tipo de ligação entre átomos. Por fim, são
gerados grafos intermediários para a predição de pares de vértices. Rhee et al.
(2017) utilizam uma rede GNN com aprendizagem por reforço para classificar
subtipos de câncer a partir da interação de proteínas.

• Física: Neste contexto, a rede neural deve apreender as leis que governam o com-
portamento e a interação de partículas ou objetos para simular o seu próximo es-
tado (Zhou et al., 2020). Problemas de rastreamento e reconstrução de partículas
podem ser divididos em: rastreamento de partículas carregadas, reconstrução
de vértice secundário, mitigação de acumulação, reconstrução de calorímetro e
reconstrução de fluxo de partícula (Duarte & Vlimant, 2022). Em (T. Kipf et al.,
2018), cada grafo representa uma trajetória de objetos (vértices) que são carac-
terizados pela sua posição no espaço e velocidade, além de interagirem entre si
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(arestas). O modelo prevê, simultaneamente, a trajetória futura dos objetos e os
tipos das arestas que os conectam.

• Processamento de linguagem natural: Redes neurais de grafos são utilizadas
para os seguintes tópicos de processamento de linguagem natural: classifica-
ção de texto, rotulagem de sequência, tradução de máquina, extração de relação,
verificação de fatos, dentre outros (Zhou et al., 2020). Neste contexto, os vér-
tices frequentemente representam palavras e documentos de texto e as arestas
associam palavras dispostas em uma mesma frase ou documentos relacionados
(Malekzadeh et al., 2021). Yao et al. (2019) apresentaram um modelo que classi-
fica os tipos de documentos em termos dos seus assuntos, onde cada grafo re-
presenta um documento e as suas palavras e arestas estabelecem relações entre
palavra-palavra e documento-documento.

• Visão computacional: Em visão computacional, os principais tópicos são: clas-
sificação de imagem, detecção de objeto, detecção de interação, classificação
de região e segmentação semântica (Zhou et al., 2020). Um problema parti-
cular de grande relevância é o MAIC (Multi Label Aerial Image Classification).
Por exemplo, dada uma imagem de satélite, é possível identificar diferentes ele-
mentos como árvore, água, areia, grama, carro, barco, dentre outros. Lin et al.
(2021) combinam redes CNN (Convolutional Neural Network) e GNN para ge-
rar representações de imagens aéreas ao mesmo tempo que gera novas repre-
sentações semânticas de cada rótulo (objeto do mundo real) com base nas suas
inter-relações presentes em um grafo de conhecimento.

• Outras áreas: Redes neurais de grafos também podem ser empregadas em ou-
tras áreas, como: (1) redes de citação de artigos (T. N. Kipf & Welling, 2016a); (2)
mineração de grafo, o que inclui correspondência (Li et al., 2019) e agrupamento
(Tsitsulin et al., 2020) de grafo; (3) economia, onde preços de ações são previstos
(Cheng et al., 2022).

Em particular, as Redes Neurais de Grafos (GNNs) têm demonstrado grande po-
tencial na modelagem de problemas relacionados ao contexto de cidades inteligentes,
um domínio específico de sistemas distribuídos e sistemas de computadores. A com-
putação de borda (edge computing) tem se desenvolvido com o avanço das redes neu-
rais de grafos, onde dispositivos de borda se tornaram capazes, por exemplo, de lidar
com ruídos inerentes aos dados relacionados ao contexto de reconhecimento de ativi-
dade humana (Sanchez et al., 2021). No entanto, para o desenvolvimento de soluções
que envolvam GNNs é necessário compreender quais são as características específicas
desse tipo de rede neural. Dessa forma, este capítulo tem como objetivo apresentar os
seguintes aspectos:

• Fundamentos teóricos: tipos de entradas, tarefas, treinamentos e camadas GNN
(e.g. message passing, pooling, skip connections e módulos de amostragem).

• Aplicações de GNN no contexto das cidades inteligentes (e.g., sistemas de reco-
mendação, previsão de tráfego, detecção de anomalia, dentre outras).
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• Abordagens utilizadas para modelar dados brutos de diferentes tipos para a es-
trutura de grafo e posterior construção de rede neural de grafo, dentro do con-
texto de cidades inteligentes.

• Implementação prática de um modelo de rede neural de grafo.

Este capítulo segue a seguinte organização: na Seção 4.2 são apresentados os
tipos possíveis de entradas para redes neurais de grafos; na Seção 4.3 são apresenta-
dos os tipos de tarefas e treinamentos existentes; a Seção 4.4 contém os fundamentos
teóricos das principais camadas GNN ; a Seção 4.5 descreve os principais tipos de pro-
blemas em que as redes neurais de grafos são empregadas no contexto das cidades
inteligentes; na Seção 4.6 são sumarizadas as principais abordagens de conversão de
dados brutos para a estrutura de grafo e posterior modelagem de rede neural; na Seção
4.7 são descritos os desafios e questões abertas de maior relevância; na Seção 4.8, um
problema e a sua respectiva implementação são apresentados; Por último, as conside-
rações finais são apresentadas na Seção 4.9.

4.2. Grafo como entrada para GNN

Nesta seção, são apresentadas as notações e os conceitos utilizados neste capítulo. A
Tabela 4.1 sumariza as principais notações utilizadas ao longo deste capítulo.

Seja um grafo direcionado G = (V ,E ) composto por um conjunto V de vértices
e E de arestas, onde vi ∈ V denota cada vértice e (vi , v j ) ∈ E denota uma aresta de vi

para v j . Além disso, assuma que N = |V | representa o número de vértices e M = |E | o
número de arestas de G , e que N (vi ) = {v j ∈ V |(vi , v j ) ∈ E } representa a vizinhança de
vi . O grafo não direcionado é um caso particular onde para cada aresta (vi , v j ) existe
uma aresta (v j , vi ) no sentido contrário (Z. Wu et al., 2020). Ambos os tipos de grafos
têm suporte nas GNNs dependendo das camadas utilizadas. A partir de G são geradas
três matrizes de entrada para modelos GNN :

• Matriz de adjacência A ∈ RN×N , com Ai j 6= 0 se (vi , v j ) ∈ E e Ai j = 0, caso con-
trário.

• Matriz de atributos de vértices X ∈ RN×D onde cada vetor xi ∈ RD contém os
valores dos D atributos do vértice vi .

• Matriz de atributos de arestas E ∈ RM×C onde cada vetor ei j ∈ RC contém os
valores dos C atributos da aresta (vi , v j ) ∈ E . Essa matriz é utilizada em contextos
onde os vértices possuem diferentes tipos de relacionamentos (e.g., conhecidos,
amigos ou parceiros) (Bianchi et al., 2020).

É importante notar que a maioria das soluções utilizam a própria matriz de ad-
jacência de um grafo ponderado para caracterizar as arestas. Isto é, cada aresta contém
um valor que representa o seu peso. Dessa forma, ainda são poucas as abordagens que
tiram proveito da matriz de atributos das arestas E .

A utilização das matrizes de adjacência, de atributos de vértices e de atributos
de arestas, varia de acordo com cada tipo de camada de GNN. Por exemplo, as camadas

138



de message passing necessariamente utilizam como entrada a matriz de adjacência.
Além da matriz de adjacência, a maioria dessas camadas utilizam em conjunto apenas
a matriz de atributos de vértices, sendo menor o número de métodos que aproveitam
da matriz de atributos de arestas. Já as camadas de pooling, geralmente têm como en-
trada as matrizes de atributos, podendo ou não utilizar a matriz de adjacência. Ambos
os tipos de camadas serão apresentados e discutidos na Seção 4.4.

Tabela 4.1. Notações utilizadas

Notação Descrição

G = (V ,E ) Um grafo um conjunto V de vértices e E de arestas.
N O número de vértices, N = |V |
M O número de arestas, M = |E |.
D A dimensão do vetor de atributos dos vértices.
C A dimensão do vetor de atributos das arestas.
A ∈RN×N matriz de adjacência.
X ∈RN×D Matriz de atributos dos vértices.
E ∈RM×C Matriz de atributos das arestas.
x ∈RN Sinal de grafo. Corresponde a uma coluna na matriz de atributos.
xi ∈RD Vetor de atributos do vértice vi .
ei j ∈RC Vetor de atributos da aresta (vi , v j ).

Além disso, os grafos podem ser categorizados de acordo com diferentes as-
pectos, dentre eles: (1) direcionado/não direcionado onde a existência de uma aresta
(vi , v j ) implica em uma aresta (vi , v j ) no caso do grafo não direcionado e onde a exis-
tência de uma aresta (vi , v j ) não implica em uma aresta (vi , v j ) no caso do grafo direci-
onado; (2) ponderado/não ponderado onde a existência de uma aresta (vi , v j ) implica
em Ai j = 1 no caso do grafo não ponderado e a existência da mesma implica em Ai j 6= 0
no caso do grafo ponderado. (3) homogêneo/heterogêneo onde vértices e arestas são
de tipos iguais (homogêneo) ou tipos diferentes (heterogêneo); (4) estático/dinâmico
onde o grafo dinâmico tem os seus atributos e a sua topologia variando ao longo do
tempo.

Para cada um dos aspectos acima, existe um conjunto mais adequado de cama-
das e abordagens no contexto das redes neurais para grafos. Por exemplo, a camada
GCN (Graph Convolutional Network) é frequentemente utilizada em grafos não dire-
cionados, ponderados, homogêneos e estáticos. No entanto, de acordo com a imple-
mentação, alterações nesses aspectos podem ser realizadas. Este capítulo, no entanto,
tem maior foco nos tipos de grafos mais comumente encontrados na literatura como
homogêneos e estáticos.

4.3. Tarefas e tipos de treinamentos em uma GNN

Redes neurais para grafos realizam tarefas específicas sobre os elementos que com-
põem um grafo. Essas tarefas são divididas nas seguintes classes: nível de vértice, nível
de aresta e nível de grafo.

• Nível de vértice: os vértices podem ser classificados, agrupados e associados a
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valores contínuos (ou seja, regressão). No processo de agrupamento, os vértices
são divididos em conjuntos disjuntos onde vértices similares pertencem a um
mesmo grupo. Em particular, o agrupamento de vértices está frequentemente
associado às camadas de pooling, como em (Bianchi et al., 2020).

• Nível de aresta: nesta categoria, as tarefas possíveis são classificação e predição
de arestas (link prediction), onde o objetivo da última é prever a existência ou
não de arestas entre os vértices. Considerando as representações ocultas de dois
vértices, é possível prever a classe/conexão entre eles considerando uma função
de similaridade ou uma rede neural (S. Zhang et al., 2019).

• Nível de grafo: inclui classificação de grafo, regressão e correspondência. Nor-
malmente, as tarefas de nível de grafo incluem camadas de pooling responsáveis
por gerar uma representação de alto nível, já que a estrutura original do grafo
não precisa ser preservada.

A escolha do tipo de tarefa a ser realizada é importante para a definição da fun-
ção de perda a ser utilizada. Por exemplo, em uma regressão de grafo a função de perda
mean squared error pode ser a mais adequada, enquanto que para a classificação de
grafo a categorical cross entropy pode ser a melhor opção. Em determinadas soluções,
é comum que as predições não sejam diretamente calculadas sobre as representações
latentes encontradas pela GNN. Ao contrário, a predição é calculada a partir de uma
combinação (e.g., produto, concatenação, dentre outras operações) das representa-
ções latentes da GNN com representações encontradas por outros componentes da
rede neural, como ocorre em (Capanema et al., 2021b).

Com relação ao aspecto da configuração do treinamento, as redes neurais po-
dem ser treinadas nas seguintes configurações:

• Supervisionado, onde rótulos estão disponíveis. As classificações de vértice e
grafo são exemplos de tarefas comumente relacionadas.

• Semi-supervisionado, onde se treina o modelo considerando uma pequena
quantidade de amostras rotuladas e uma grande quantidade de amostras não
rotuladas. A solução de (T. N. Kipf & Welling, 2016a) emprega a camada GCN no
contexto semi-supervisionado.

• Não supervisionado, onde os dados utilizados não são rotulados. Esse tipo de
treinamento está frequentemente associado com a tarefa de agrupamento de
vértices. Além disso, treinamentos não supervisionados têm como variantes os
métodos de auto-encoder e aprendizagem contrastiva. Em redes auto-encoder,
tanto as matrizes de adjacência quanto as de atributos podem ser reconstruídas
e comparadas com as originais para se computar o erro. Os autores de VGAE (Va-
riational Auto-Encoder) (T. N. Kipf & Welling, 2016b) treinaram o modelo com a
adição de ruído, e aplicam a seguinte equação:

Z = GCN(X , A) ,

Â =φ
(
Z Z T )

,
(1)
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onde Z são os embeddings atualizados de vértices e Â é a matriz de adjacência recons-
truída. No contexto de aprendizagem contrastiva não supervisionada, You et al. (2020)
apresentaram quatro soluções de data augmentation para grafos onde são aplicadas as
seguintes variações: vértices e arestas são adicionados ou retirados; alguns atributos
de vértices são removidos; amostragem de um subgrafo. Após o processo de encoder,
as representações latentes do grafo criado e do grafo original tendem a ser semelhan-
tes.

4.4. Camadas GNN

Nesta seção, as camadas GNN são categorizadas de acordo com as tarefas que elas
podem desempenhar bem como de acordo com as motivações teóricas por trás de
cada classe de camadas.

As camadas GNN são divididas em message passing e pooling, e a utilização de-
las está intimamente relacionada com o tipo de tarefa desempenhada pela rede neural.
Por exemplo, as camadas de pooling alteram a topologia original do grafo, fornecendo
uma representação de alto nível. Assim, esse tipo de camada está mais associada às
tarefas a nível de grafo. Por outro lado, as camadas de message passing não alteram a
estrutura do grafo em termos dos vértices e das arestas, o que permite que esse tipo de
camada seja utilizada, durante alguma etapa, em todos os tipos de tarefas.

Por último, esta seção apresenta uma discussão sobre a complexidade das ca-
madas de GNN.

4.4.1. Camadas de message passing

As camadas de message passing ou de convolução, são responsáveis por computar no-
vas representações de cada vértice considerando a informação local (mensagem) dos
seus vizinhos (Grattarola & Alippi, 2021). Assim, esse tipo de camada generaliza o con-
ceito de convolução presente nas CNNs (Convolutional Neural Networks) para o con-
texto de grafos.

Em arquiteturas GNN, é comum que existam camadas convolucionais conse-
cutivas/empilhadas. Neste sentido, uma dada camada de nível k representa uma ope-
ração de convolução para cada vértice central sobre os seus vizinhos de ordem k. Por
exemplo, a primeira camada GCN (Graph Convolutional Network) (T. N. Kipf & Wel-
ling, 2016a) aplica a convolução sobre os vizinhos de primeira ordem de cada nó, a
segunda camada aplica a convolução sobre os vizinhos de segunda ordem, e assim por
diante. Isto significa que, as matrizes de atributos dos vértices são atualizadas a cada
passo de convolução. No entanto, algumas abordagens não se constituem de um con-
junto de camadas empilhadas, adotando-se mecanismos específicos para agregar as
características dos vértices vizinhos em diferentes níveis (e.g., (Defferrard et al., 2016)
e (Atwood & Towsley, 2016)).

Considerando os fundamentos teóricos empregados, uma camada de message
passing pode ser categorizada em abordagem espectral ou espacial. Na primeira, as re-
presentações de cada vértice são mapeadas para o domínio espectral através da trans-
formação de Fourier. Na segunda, a convolução é realizada considerando a vizinhança
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de cada vértice, sem a necessidade de conversão para o domínio espectral. Essas duas
abordagens são detalhadas a seguir.

4.4.1.1. Abordagem espectral

Esse tipo de camada utiliza a teoria espectral de grafos. Os filtros de grafos são introdu-
zidos para reduzir ruídos dos sinais de grafos. Em operações espectrais, o sinal de grafo
denotado por x ∈RN é um vetor de atributo de todos os vértices de um grafo (Z. Wu et
al., 2020), ou seja, ele representa uma determinada coluna da matriz X ∈ RN×D . Esse
vetor é convertido para o domínio espectral pela transformação de Fourier, seguida
da operação de message passing e convertendo o resultado de volta pela transformada
inversa de Fourier F−1 (Zhou et al., 2020). Esse processo, é apresentado pela Equação
2:

F =U T x,

F−1 =Ux,
(2)

onde U é a matriz de auto-vetores do grafo Laplaciano normalizado L = IN −
D

(− 1
2

)
AD

(− 1
2

)
, sendo I ∈ RN×N a matriz identidade, D a matriz de graus e A a matriz

de adjacência. Uma vez que o grafo Laplaciano normalizado é real, simétrico, positivo
semi-definido, ele pode ser fatorado como L =UΛU T , onde Λ é a matriz diagonal dos
auto-valores (i.e.,Λi i =λi ). Dessa forma, a operação de convolução é definida como:

g · x =F−1 (
F

(
g
)¯F (x)

)=U
(
U T g ¯U T x

)
, (3)

onde ¯ denota o produto elementar e U T g representa o filtro no domínio espectral.
Ao simplificar o filtro como uma matriz diagonal treinável gθ = diag(U T g ), temos

gθ · x =UgθU T x, (4)

onde o filtro de grafo gθ remove ruídos do sinal de grafo x. Em geral, as soluções es-
pectrais se diferenciam uma das outras na forma como o filtro de grafo gθ é definido.

A camada Spectral CNN (Bruna et al., 2013) considera que gθ = diag(w), é uma
matriz diagonal com parâmetros treináveis onde w ∈RN (Zhou et al., 2020). Esta abor-
dagem requer a autodecomposição da matriz Laplaciana, o que resulta em três pro-
blemas (Z. Wu et al., 2020): (1) qualquer variação em um grafo resulta na mudança
de sua base de auto-valores e auto-vetores; (2) os filtros de grafo computados não po-
dem ser aplicados a grafos com estruturas diferentes porque são baseados no domínio
onde foram treinados; (3) a autodecomposição tem complexidade computacional de
O(N 3). As abordagens ChebNet (Defferrard et al., 2016) e GCN (T. N. Kipf & Welling,
2016a) reduzem a complexidade para O(M).

A solução ChebNet (Defferrard et al., 2016) utiliza os polinômios de Chebyshev
da matriz ortogonal de auto-valores para aproximar o filtro do grafo. Esses polinômios
são recursivamente definidos por Ti (x) = 2xTi−1(x)−Ti−2(x) com T0(x) = 1 e T1(x) = x,
onde i indica a ordem do polinômio. Ao invés de calcular a autodecomposição da ma-
triz Laplaciana, o que tem alto custo, o filtro do grafo é definido em função do polinô-
mio de Chebyshev até a ordem K , como gθ (Λ) =∑K

i=0θi Ti (Λ̃), onde θi é um parâmetro
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treinável, Λ̃= 2
λmax

Λ− IN representa os auto-valores reescalados, λmax é o maior auto-
valor e cada auto-valor deΛ está compreendido no intervalo [−1,1]. A normalização de
Λ é necessária por causa da base ortonormal dos polinômios de Chebyshev (Z. Zhang
et al., 2020). Substituindo a nova aproximação de gθ na Equação 4, temos

gθ ·x =U

(
K∑

i=0
θi Ti

(
Λ̃

))
U T x. (5)

Uma vez que Ti (L̃) =U Ti (Λ̃)U T , onde L̃ = 2
λmax

L − IN , a Equação 5 pode ser reescrita
como:

gθ · x =
K∑

i=0
θi Ti

(
L̃
)

x. (6)

Assim, a solução ChebNet atualiza os atributos de cada vértice com base nos seus vizi-
nhos de ordem K .

A camada GCN (Graph Convolutional Network) (T. N. Kipf & Welling, 2016a)
simplifica a Equação 6 assumindo que K = 1 para evitar sobreajuste, e considera que o
maior auto-valor é λmax = 2, fazendo

gθ ·x = θ0x +θ1x (L− IN ) x = θ0x −θ1D
(− 1

2

)
AD

(− 1
2

)
x, (7)

com dois parâmetros livres θ0 e θ1. Ao se considerar θ0 =−θ1, temos

gθ · x = θ
(
IN +D

(− 1
2

)
AD

(− 1
2

))
x. (8)

Em seguida, é aplicado um truque de renormalização para evitar a perda de gradiente,

com IN +D
(− 1

2

)
AD

(− 1
2

)
→ D̃

(− 1
2

)
Ã D̃

(− 1
2

)
. Ao final do processo de simplificação, cada

camada GCN é definida como:

X (k+1) =σ
(
D̃

(− 1
2

)
Ã D̃

(− 1
2

)
X (k)W (k)

)
, (9)

onde σ é uma função de ativação, auto-conexões são adicionadas via Ã = A + IN e os
valores dos atributos são normalizados a nível de vértice através da matriz de graus D̃ ,
onde D̃i i =∑

j Ãi j .

4.4.1.2. Abordagem espacial

As camadas espaciais de message passing tendem a ser mais flexíveis e eficientes se
comparadas com as espectrais, uma vez que não necessitam de computar auto-vetores
ou processar todo o grafo em um mesmo passo. Além disso, dependendo da camada
espacial, é possível processar grafos direcionados/não direcionados, diferentes entra-
das como as matrizes de atributos de arestas, grafos heterogêneos, dentre outros as-
pectos.

As abordagens espaciais aplicam a operação de convolução diretamente con-
siderando a topologia do grafo. Neste sentido, as operações baseadas no espaço se
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assemelham às camadas de convolução das redes CNN. Por exemplo, uma imagem
pode ser considerada um caso especial de um grafo onde cada pixel corresponde a um
nó, e os seus vértices vizinhos são os pixels adjacentes. Na operação de convolução,
um filtro 3×3 é aplicado sobre o pixel/vértice e os seus vizinhos obtendo a média dos
valores calculados. Da mesma forma, as camadas baseadas no espaço realizam a con-
volução, isto é, atualizam a representação de cada vértice, ao agregar as representações
dos vértices vizinhos de cada nó central (Z. Wu et al., 2020). Como maior desafio, as
abordagens espaciais buscam realizar a operação de convolução considerando dife-
rentes tamanhos de vizinhança e mantendo a invariância local (Zhou et al., 2020).

A DCNN (Diffusion Convolutional Neural Network) (Atwood & Towsley, 2016;
Z. Wu et al., 2020) assume que as características de um vértice são agregadas com base
em uma probabilidade de transição que equilibra a distribuição de informação a cada
passo de convolução. O método DCNN é definido como:

X (k+1) =σ
(
W (k+1) ¯P (k+1)X (0)

)
, (10)

onde σ é uma função de ativação, a matriz P ∈ RN×N é calculada como P = D−1 A. O
resultado final é uma concatenação de X (1), X (2), . . . , X (K+1). Essa camada tem suporte
para grafos ponderados e direcionados.

Camadas que utilizam mecanismos de atenção são frequentemente classifica-
das como um caso particular de métodos de convolução espacial (Zhou et al., 2020). A
camada GAT (Graph Attention Network) (Velickovic et al., 2017; Z. Wu et al., 2020) pos-
sui as vantagens de ser paralelizável na computação dos attention heads, e pode ser
aplicada em contextos onde os vértices que têm diferentes graus ao especificar pesos
para os seus vizinhos. A camada GAT utiliza o mecanismo de atenção para aprender o
peso entre vértices conectados e a saída da k-ésima camada é definida como:

x(k+1)
i =σ

( ∑
j∈N (i )

α(k+1)
i j W x(k)

j

)
, (11)

onde x(0)
i = xi . O peso do coeficiente de atenção normalizado α(s+1)

i j representa o quão
conectados estão os vértices vi e v j no mecanismo de nível s +1, e é definido como:

α(s+1)
i j = softmax

(
g

(
aT

[
W x(k)

i ||W x(k)
j

]))
, (12)

onde g (.) é a função de ativação LeakyRelu, e a é um vetor treinável. Em particular, a
Equação 11 tem duas variações ao se utilizar o multi-head attention (veja as Equações
13 e 14). Na Equação 13, cada uma das S heads são calculadas e concatenadas (Zhou
et al., 2020):

xk+1
i = ‖S

s=0σ

( ∑
j∈N (i )

α(s+1)
i j W (s+1)x(k)

j

)
, (13)

Por outro lado, a Equação 14 é aplicada quando o mecanismo de atenção é
executado na última camada da rede.
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xk+1
i =σ

(
1

S

S∑
s=0

∑
j∈N (i )

α(s+1)
i j W (s+1)x(k)

j

)
, (14)

onde ‖ é o operador de concatenação e α(s+1)
i j é o coeficiente de atenção normalizado

do attention head de nível s +1.

A maioria das camadas de message passing atualizam a matriz de atributos dos
vértices X . No entanto, a camada XENet (Maguire et al., 2021) atualiza tanto as matri-
zes de atributos dos vértices X quanto as matrizes de atributos das arestas E .

Si j =φ(s)
(
(xk

i ‖xk
j ‖ek

i j‖ek
j i )

)
(15)

S(out)
i = ∑

j∈N (i )
a(out ) (Si j

)
Si j (16)

S(in)
i = ∑

j∈N (i )
a(i n) (Si j

)
Si j (17)

xk+1
i =φ(n)

(
(X k

i ‖S(out)
i ‖S(in)

i )
)

(18)

ek+1
i j =φ(e) (Si j

)
, (19)

onde φ(s), φ(n) e φ(e) são multi-layer perceptrons com a função de ativação PRELU,
a(out ) e a(i n) são camadas Dense que utilizam a função de ativação softmax e têm ape-
nas um escalar como saída. Na Equação 15, para cada par de vértices são concatenados
os respectivos atributos de vértices e de arestas. Nas Equações 16 e 17 as mensagens
em direção de saída S(out )

i e de entrada S(i n)
i são calculadas para cada vértice vi . O ve-

tor de atributos de cada vértice xk+1
i do nível k +1 é atualizado com base na sua repre-

sentação de nível anterior xk
i concatenado com as mensagens de direção de entrada

e saída, que carregam dados de vértices e arestas (veja a Equação 18). Os atributos de
cada aresta são atualizados de acordo com a Equação 19, onde a nova representação
ek+1

i j de cada aresta depende das mensagens trocadas entre seus respectivos vértices.
De acordo com a implementação desta camada na biblioteca Spektral (Bianchi et al.,
2020), as mensagens de saída e entrada podem ser calculadas utilizando o mecanismo
de self-attention. Além disso, na versão para processamento em batch, a matriz de
adjacência A é utilizada, através de multiplicação, como mascaramento para cada Si j .

4.4.1.3. Skip connections

As skip connections são operações comumente adicionadas às camadas de message
passing com o objetivo de permitir que o modelo tenha maior profundidade em ter-
mos de camadas GNN. Para isso, as skip connections tentam preservar a representação
histórica do grafo e, assim, reduzir as chances de sobre-suavização (Zhou et al., 2020).
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A camada ARMA (Bianchi et al., 2021, 2020) (veja a Figura 4.1) é composta de
atualizações recursivas da camada Graph Convolutional Skip (GCS), que é definida
como:

X (t+1) =σ
(
L̃X (t )W +X (0)V

)
, (20)

onde X (t+1) são atualizações dos atributos dos vértices na iteração t+1,σ é uma função
de ativação, X (t ) é a saída da última camada GCS, X (0) é matriz inicial de atributos dos
vértices e representa a skip connection desta camada, e W ∈ Rout×out e V ∈ Rout×out

são parâmetros treináveis. out é o hiperparâmetro do tamanho da saída. L̃ é a ma-

triz Laplaciana modificada L̃ = D
(− 1

2

)
AD

(− 1
2

)
, onde D é a matriz de graus. Por fim, a

saída da camada ARMA, X̃ , é a média das saídas empilhadas das camadas GCS, o que
é computado como:

X̃ =σ

(
1

K

K∑
k=1

X (T )
k

)
, (21)

onde K é o número de camadas GCSs, X (T )
k é a última saída da k-ésima camada GCS e

σ é uma função de ativação que pode ser softmax ou sigmoid, por exemplo, caso essa
seja a camada que gera a predição final.

Figura 4.1. Diagrama da camada ARMA de (Bianchi et al., 2021)

4.4.1.4. Módulos de amostragem

Os módulos de amostragem (do inglês sampling modules) são principalmente empre-
gados em camadas de message passing e são úteis para grafos grandes e para reduzir o
problema de explosão de vizinhança. Existem três tipos de módulos de amostragem:
por vértice, camada e por subgrafo (veja a Figura 4.2).

Na amostragem por vértice, um subconjunto de vértices vizinhos é selecionado
em cada passo de propagação de mensagem. Hamilton et al. (2017) selecionam um
subconjunto de tamanho fixo de vizinhos de cada vértice. R. Ying et al. (2018) apli-
cam caminhos aleatórios partindo de cada vértice e selecionam aqueles com o maior
número de visitas normalizadas.
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Figura 4.2. Módulos de amostragem de (L. Wu et al., 2022). a) indica a amostra-
gem por vértice b) indica a amostragem por camada c) indica a amostragem por
subgrafo

Em métodos de amostragem por camada, ao invés de se selecionar um sub-
conjunto de vizinhos para cada vértice, apenas um subconjunto de vértices de todo
o grafo será utilizado para a agregação de informação no processo de propagação de
mensagem (Zhou et al., 2020). Esse tipo de método sofre com conexões esparsas entre
vértices (Zou et al., 2019). J. Chen et al. (2018) selecionam os vértices com maior grau
para construir uma matriz de adjacência menor que será utilizada na propagação de
mensagem e representará menor custo computacional. No entanto, de uma camada
para outra, o conjunto de vértices selecionados pode não estar suficientemente co-
nectado (e.g., um dos vértices selecionados pode não estar conectado com os outros
vértices de maior grau), podendo gerar uma matriz esparsa e até mesmo com valores
zero em todas as posições (Zou et al., 2019). Zou et al. (2019) aliviam o problema de co-
nexões esparsas ao selecionar amostras a partir dos vizinhos dos vértices selecionados
na camada anterior.

Os métodos de amostragem por subgrafo aplicam a propagação de mensagem
apenas dentro dos múltiplos subgrafos selecionados. Chiang et al. (2019) obtêm es-
ses subgrafos são obtidos a partir de algoritmos de agrupamento, onde cada subgrafo
representa um cluster.

4.4.2. Camadas de pooling

Analogamente ao contexto de visão computacional, as camadas de pooling são opera-
ções de redução de amostragem utilizadas para gerar uma representação simplificada
de um dado elemento. Na literatura, elas também são comumente referidas como ope-
rações readout.

Nas arquiteturas de GNNs, as camadas de pooling estão, em geral, associadas
às tarefas a nível de grafo, de modo que vértices são agregados para gerar uma repre-
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sentação simplificada do grafo. Como caso particular, esse tipo de camada também
é utilizado em operações de agrupamento de vértices. Essas camadas estão posicio-
nadas após as operações de convolução. Em termos de implementação, esta classe
de operações gera como saídas novas matrizes de adjacência e de atributos, onde am-
bas representam uma quantidade reduzida de vértices. Esta operação de redução de
amostragem/vértices tem os seguintes benefícios (Z. Wu et al., 2020):

• Redução do custo computacional das operações, das chances de sobreajuste e
de invariância de permutação.

• Melhoria no desempenho de tarefas a nível de grafo.

Como desafio, as camadas pooling devem manter a invariância de ordem dos
vértices (Z. Zhang et al., 2020), i.e., ao se trocar os índices dos vértices e arestas usando
uma função bijetora entre um par de vértices, a representação simplificada do grafo
após a operação de pooling deve ser a mesma.

Existem dois tipos de camadas pooling para grafos: pooling direto e pooling
hierárquico (Zhou et al., 2020).

4.4.2.1. Pooling direto

Esta categoria de camadas gera representações simplificadas de grafos ao diretamente
aplicar estratégias de seleção de vértices (Zhou et al., 2020).

No pooling global, todo o grafo é reduzido a um vértice representado por um
vetor de atributos. Neste caso, operações de soma, média, máximo e gated attention
(GAP), dentre outras, podem ser utilizadas (Grattarola & Alippi, 2021). As represen-
tações calculadas para cada vértice são resumidas/simplificadas pelos operadores de
pooling.

4.4.2.2. Pooling hierárquico

Esta classe de operações explora a hierarquia ou topologia de um grafo para gerar uma
nova representação. A camada DiffPool (Z. Ying et al., 2018) realiza um agrupamento
hierárquico, e é definida por:

Sk = softmax
(
GN Nk,pool

(
Ak , X k

))
,

Ak+1 =
(
Sk

)T
Ak Sk ,

X k+1 =
(
Sk

)T
ConvGNNk,embed

(
A(k)X k

)
,

(22)

onde X k é a matriz de atributos dos vértices, Ak é a matriz de adjacência do nível k,
Sk ∈Rn contém as probabilidades para que cada vértice no nível k, e Ak+1 e X k+1 são as
matrizes de adjacência e de atributos de vértices simplificadas, ou seja, com tamanho
reduzido no nível k +1.
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4.4.3. Complexidade

A complexidade de tempo de cada camada pode ser dominada pelo custo do pré-
processamento, se existir, ou da operação de message passing em si. Camadas espec-
trais que calculam a decomposição de auto-valores sem que haja nenhuma simplifica-
ção no pré-processamento, como Spectral CNN, requerem O(N 3). O modelo de (Tran
et al., 2018) tem custo de O(N 3) devido ao cálculo de menor caminho entre pares de
diversos vértices. Quanto a operação em si de message passing, a sua complexidade
na maioria das camadas é de O(N 2) quando a matriz de adjacência é densa e O(M)
quando a matriz é esparsa (Z. Wu et al., 2020).

4.5. GNN para cidades inteligentes

O termo cidades inteligentes é definido pelo uso inteligente da tecnologia para melho-
rar a qualidade de vida das pessoas, o que é frequentemente associado com a melhoria
da saúde de indivíduos, da eficiência de produtos e serviços, da sustentabilidade, do
planejamento urbano, da mobilidade urbana, dentre outros aspectos.

As redes neurais para grafos se inserem nesse contexto a partir da mode-
lagem em grafo de elementos presentes no dia-a-dia de ambientes urbanos como
ruas/estradas, estabelecimentos, fluxo de veículos em rodovias, movimentação de
massas no ambiente urbano, dentre outros. Nesta seção, serão apresentadas as prin-
cipais áreas dentro de cidades inteligentes onde pesquisadores têm obtido relevantes
avanços a partir do uso das GNNs. Dentre estes tópicos estão: sistemas de recomenda-
ção, previsão de tráfego, classificação de função urbana, previsão de disseminação de
doenças, agentes autônomos, reidentificação de indivíduos e reconhecimento de ati-
vidades. Para cada um dos tópicos, são apresentadas aplicações reais e como os dados
originais são mapeados para o contexto de grafos.

4.5.1. Sistemas de recomendação

Sistemas de recomendação usualmente inferem a preferência de indivíduos por itens.
Neste sentido, as interações Usuário-Item podem ser modeladas a partir de um grafo
bipartido heterogêneo (i.e., Usuário-item) ou a partir de grafos homogêneos (i.e.,
Usuário-Usuário e Item-Item) para se encontrar representações latentes que sejam
úteis para estimar a preferência de um usuário por um item (S. Wu, Sun, et al., 2020), o
que frequentemente se traduz em tarefas a nível de aresta de predição de link.

Com relação ao processo de recomendação, existem dois tipos principais: reco-
mendação geral e recomendação sequencial. Na recomendação geral, assume-se que
os usuários têm preferências estáticas, isto é, que não mudam ao longo do tempo. A
maior parte dos modelos constroem as representações de usuários e itens a partir dos
dados históricos das interações entre ambos. Essa relação pode ser descrita por:

yu,i = f
(
h∗

u ,h∗
i

)
, (23)

onde yu,i é a preferência do usuário u pelo item i , f (.) é uma função que utiliza as
representações h∗

u de usuário e h∗
i de item para gerar a saída yu,i .

Por outro lado, as recomendações sequenciais assumem que as preferências de
cada usuário são dinâmicas e evoluem ao longo do tempo. Dada uma sequência de n
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interações Usuário-Item, o objetivo é prever qual é o item mais provável na interação
n +1, como descrito por:

i∗s,n+1 = argmaxi∈I P
(
is,n+1 = i |Su)

, (24)

onde Su = [is,1, is,2, . . . , is,n] é a sequência de itens is,t que o usuário u interagiu em cada
tempo t ≤ n.

Com relação às recomendações sequenciais, S. Wu, Zhang, et al. (2020) e
Capanema et al. (2021b) combinam redes RNN e GNN para estimar preferências de
usuários por PoIs (Points of Interest) e categorias de PoIs, respectivamente. S. Wu,
Zhang, et al. (2020) utilizam um bloco com duas camadas consecutivas GCN para mo-
delar as características geográficas de cada PoI, onde cada vértice indica a influência
geográfica entre cada par de PoIs (modelagem Item-Item), de modo que quanto maior
a proximidade maior a influência. Na matriz de atributos dos vértices, são utilizadas as
representações latentes encontradas de cada PoI através da camada de Embedding da
componente recorrente. Na camada recorrente, são processadas sequências de locais
visitados por um usuário. As componentes de RNN e GNN são combinadas a partir
do produto entre as representações latentes de cada componente, o que se traduz na
preferência de um usuário por cada PoI.

O modelo apresentado em (Capanema et al., 2021b) prevê a categoria do pró-
ximo local a ser visitado, o que é importante para que provedores de serviços móveis
realizem ações de marketing mais assertivas. Neste trabalho, cada vértice do grafo
corresponde a uma categoria de PoI (modelagem Item-Item) e diferentes matrizes de
atributos de vértices (e.g., matrizes de distância e duração de tempo entre visitas aos
estabelecimentos de cada categoria) são utilizadas em blocos separados de convolu-
ção. É importante ressaltar que, um dos datasets utilizados contém check-ins de usuá-
rios de uma rede social, de modo que cada estabelecimento visitado é considerado
como um PoI. Por outro lado, a segunda base de dados utilizada contém trajetórias de
GPS de usuários móveis e, dessa forma, foi necessário utilizar o algoritmo de identifi-
cação de PoIs descrito em (Capanema et al., 2021a, 2019; Capanema & Silva, 2021). A
componente de camada RNN indica o comportamento recente do usuário, enquanto
a componente GNN indica o comportamento global/geral do usuário em termos da
sua mobilidade entre PoIs e as suas respectivas categorias. A predição da categoria
do próximo local se dá pela combinação dos resultados de cada componente, o que
caracteriza a solução como uma abordagem híbrida.

No contexto de abordagem não sequencial, Xiao et al. (2020) utilizam os grafos
Usuário-Usuário e Usuário-Item para prever relacionamentos de amizade entre indiví-
duos (link prediction) e a probabilidade de aquisição de produtos/itens no contexto de
redes sociais. Para isso, os autores consideram que usuários que são amigos em uma
rede social têm propensão a consumir os mesmos produtos, ao mesmo tempo que in-
divíduos que têm hábitos de consumo similares tendem a se tornarem amigos. Neste
sentido, vértices são associados aos usuários e produtos, e representações latentes são
calculadas para cada um, tendo um papel similar à matriz de atributo de vértices.

Liang et al. (2021) apresentam uma rede neural para a recomendação de apps
do Google Play considerando o contexto de grafos heterogêneos onde cada vértice
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pode representar um usuário, um aplicativo, ou uma categoria de aplicativo. Além
disso, as arestas são divididas em dois tipos: avaliação de usuários a aplicativos e as-
sociação entre aplicativo e a sua categoria. Um exemplo de meta caminho é: conside-
rando a preferência de um usuário por um aplicativo, percorre-se o grafo considerando
apenas aplicativos da mesma categoria. Neste meta caminho, será alcançado um con-
junto específico de usuários que têm preferência pela mesma categoria de aplicativo.
O processo de message passing é realizado através de meta caminhos onde se agrega
os atributos de vértices de arestas de diferentes tipos.

4.5.2. Previsão de tráfego

A previsão de tráfego é um problema importante para o desenvolvimento de sistemas
de transportes inteligentes. Neste sentido, as redes neurais de grafos têm contribuído
para o desenvolvimento de soluções no estado da arte. Essas soluções partem do prin-
cípio de que o estado de tráfego (e.g., fluxo de tráfego e velocidade de tráfego em um
dado local) influenciará, em certo grau, o estado de tráfego futuro de outros locais.
Para isso, as soluções processam, em geral, sequências históricas de grafos que repre-
sentam a variação do estado de tráfego ao longo do tempo.

Os sistemas de previsão de tráfego são inicialmente divididos de acordo com o
tema (Jiang & Luo, 2021): fluxo de tráfego, velocidade, demanda por recursos, dentre
outros. Cada um desses problemas podem ser analisados em diferentes níveis: estrada,
estação e região. Além disso, cada nível exige uma abstração diferente dos dados. A
nível de estrada, cada vértice pode representar uma interseção de ruas e cada aresta
pode representar uma rua. Em outro cenário, cada vértice pode representar um sensor
em um segmento de estrada ao mesmo tempo em que o peso de cada aresta indica
a distância entre cada par de sensores. A nível de estação, cada estação de ônibus ou
metrô é representada por um vértice e as linhas/trajetórias realizadas são correlacio-
nadas com as arestas. A nível de região, cada vértice é associado a uma região e cada
aresta indica o fluxo de elementos entre duas regiões.

Com relação à geração do grafo a partir de dados de fluxo de tráfego, sejam
eles obtidos através de sensores ou dados de GPS de usuários móveis, existem diver-
sos tipos de matrizes de adjacência. Os principais tipos são: (1) matrizes baseadas
em conectividade de transporte, onde dois locais vi e v j podem estar associados, isto
é Ai j = 1, se uma viagem pode ser realizada de modo conveniente ou dentro de um
tempo máximo, utilizando os meios de transporte disponíveis; (2) matrizes baseadas
em distância, onde a aresta entre dois vértices vi e v j é ponderada pela distância (e.g.,
distância geográfica) entre os elementos representados pelos vértices; (3) matrizes de
similaridade, onde a posição Ai j indica o nível de similaridade entre dois locais consi-
derando o histórico de seus estados de tráfego.

4.5.2.1. Fluxo de tráfego

O fluxo de tráfego é definido como o número de veículos que passam por um local em
um dado intervalo de tempo. A predição eficaz do fluxo de tráfego é importante para
o controle de tráfego ou o controle de semáforos, por exemplo. Nesse último, o tempo
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do semáforo pode ser otimizado de modo que os veículos permaneçam parados por
um período menor. Em problemas a nível de estrada, são previstos os seguintes tipos
de fluxos: estrada, origem-destino (OD) e vazão de tráfego em uma interseção. Em
problemas a nível de região, cada área pode ser dividida regularmente (i.e., grids de
tamanhos iguais) ou irregularmente (e.g., com base no CEP ou limites de um bairro).
Por outro lado, nos problemas a nível de estação se prevê o fluxo em uma estação de
metrô ou de ônibus.

Um aspecto desafiador é a coleta de dados de tráfego. A utilização de sensores
em rodovias, por exemplo, tem um alto custo de implantação e manutenção. Como
alternativa, sensores de GPS em dispositivos móveis podem fornecer dados de movi-
mentação de indivíduos a um baixo custo. Ao mesmo tempo, essa abordagem apre-
senta desafios com relação à qualidade dos dados, por exemplo, dados faltantes.

Dai et al. (2020) utilizam dados de navegação de veículos para caracterizar o
fluxo de tráfego em segmentos de estradas (vértices) e, a partir disso, estimar o tempo
de viagem em uma região. Cada grafo representa o tráfego de uma região, e é cons-
truído para cada intervalo de tempo de 30 minutos. As arestas da matriz de adjacên-
cia conectam estradas do grafo não direcionado, e o peso é obtido por uma operação
composta que considera a proximidade entre as estradas (i.e., menor caminho) e a cor-
relação do tempo de viagem entre elas. Esse trabalho utiliza a camada STGCN (Spatio-
Temporal Graph Convolutional Network) (Yu et al., 2017) para realizar o treinamento
sobre sequências de grafos que representam os estados de tráfego anteriores. Essa so-
lução se enquadra na tarefa de regressão de grafo.

No contexto de transporte ferroviário, vértices podem estar associados a es-
tações de metrô, como em (Ye et al., 2020). Nesse trabalho, as arestas do grafo di-
recionado são ponderadas pelo menor tempo de viagem entre cada par de estações
(Origem-Destino). Em particular, esses valores de tempo são obtidos a partir do algo-
ritmo de Dijkstra. A partir disto, são gerados diferentes tipos de matrizes de adjacência,
onde duas estações estão conectadas apenas se a aresta tem um peso dentro de um in-
tervalo específico de valores. A matriz de atributos dos vértices contém os fluxos de
saída e chegada de passageiros em cada estação. No modelo proposto, existem duas
componentes de redes neurais. Na primeira, camadas RNN processam sequências de
matrizes de atributos para diferentes intervalos de tempos. Na segunda, camadas GNN
processam sequências de grafos. A solução se enquadra na tarefa de regressão de vér-
tice, onde se pretende prever o fluxo de passageiros em cada estação.

4.5.2.2. Velocidade de tráfego

A velocidade de tráfego é definida como a velocidade média de veículos que passam
por um local. A predição da velocidade de tráfego é útil para estimativas de melhores
rotas, tempo de chegada no destino e duração de viagem. Yu et al. (2017) apresentam
um modelo para prever a velocidade do tráfego em cada estação de sensor (vértice)
ao longo da estrada, configurando-se como uma tarefa de regressão de vértice. Cada
aresta, indica a conectividade entre esses sensores e é ponderada pela proximidade
geográfica entre eles.
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4.5.2.3. Demanda de tráfego

Esta classe de problemas se refere à previsão da demanda de sistemas de transporte
considerando o potencial de viagens a serem realizadas. Isto pode se traduzir em de-
mandas por táxis, veículos compartilhados, bicicletas, dentre outros. Em (Ke et al.,
2021), cada vértice representa um par de regiões Origem-Destino (OD) e cada aresta
indica a conexão entre ODs. A partir do conceito de grafo OD, são construídos qua-
tro grafos onde as matrizes de adjacência têm os pesos das arestas ponderados pelos
seguintes aspectos: vizinhança de regiões, similaridade de função urbana de regiões,
distância entre regiões, correlação de padrões de mobilidade entre regiões. Os vértices
são caracterizados pelas demandas de viagem para cada par de regiões OD conside-
rando diferentes períodos. Assim, é possível estimar a demanda futura por viagens de
táxi em cada par de regiões OD.

4.5.2.4. Outros problemas

Outros tópicos estão relacionados com as seguintes predições (Jiang & Luo, 2021): dis-
ponibilidade de vagas de estacionamento, atraso de linhas de trem, emissão de polu-
entes por veículos, acidentes, dentre outras.

4.5.3. Classificação de função urbana

Nesta categoria de problemas, as redes neurais de grafos são utilizadas para prever a
função ou o tipo de cada elemento urbano. Essa tarefa é importante para o planeja-
mento urbano e governança, uma vez que com o passar do tempo, os elementos ur-
banos podem ter a sua semântica alterada. A classificação de função urbana pode ser
realizada a nível de local específico, rua/estrada, área e região. Como esse tópico não
está relacionado com a previsão de fluxos de tráfego, a utilização de grafos direciona-
dos não é frequentemente necessária.

(S. Hu et al., 2021) classificam segmentos de estradas em: (1) tráfego, que são
caracterizadas pela alta velocidade, faixas mais largas e pelo baixo volume de pedes-
tres; (2) comercial, onde há predominância de shoppings e comércio em geral; (3) pú-
blica, onde a velocidade de tráfego tende a ser menor, as faixas são levemente mais
estreitas e as ruas são cercadas por estabelecimentos que oferecem serviços gerais,
como estacionamentos e edifícios públicos. Além disso, cada vértice é associado a um
segmento de estrada, e as arestas indicam segmentos de estradas adjacentes. Consi-
derando essa modelagem, o trabalho realiza a tarefa de classificação de vértices. São
utilizadas três fontes de dados: rede de estradas urbanas, dados de GPS de trajetórias
de táxis e dados de PoIs que contêm as categorias de estabelecimentos. A partir desses
dados, são criadas matrizes de atributos que caracterizam cada rua com base nos PoIs
ao redor e nos padrões das viagens de táxis que passam por elas.

Yang et al. (2022) classificam regiões em industrial, comercial, residencial e ou-
tro. Cada vértice representa um edifício de uma dada região e cada aresta conecta
vértices de edifícios vizinhos sendo, portanto, um grafo não direcionado. Como a co-
nexão entre os edifícios é construída utilizando a Triangulação Delaunay, as arestas
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são ponderadas de acordo com o tamanho da aresta que liga um centroide a outro na
triangulação. Cada vértice é caracterizado pelos seguintes atributos geométricos re-
ferentes ao diagrama de Delaunay obtido: raio, área, perímetro, média de orientação
da aresta, compacidade, alongamento e concavidade. Este trabalho se enquadra na
categoria de tarefas de classificação de vértice.

4.5.4. Previsão de disseminação de doenças

Como uma tendência crescente, grafos têm sido utilizados para representar a movi-
mentação de massas entre diferentes regiões geográficas para modelar a disseminação
de doenças. A previsão de disseminação de doenças pode ser a nível de indivíduo (i.e.,
de pessoa para pessoa) até a nível de região (i.e., de região para região). Essa última, é
um caso particular da predição de fluxos de massas. Além disso, nesse tipo de mode-
lagem, a matriz de atributos dos vértices normalmente carrega o estado de saúde de
cada indivíduo ou de grupos de pessoas (e.g., pessoas que vivem em uma dada região).

Tomy et al. (2022) utilizam dados de redes sociais para estimar a disseminação
de Covid-19. Cada grafo não direcionado representa uma rede de usuários, onde cada
indivíduo é associado a um vértice e o contato entre duas pessoas é representado por
uma aresta. A matriz de atributos dos vértices indica estado de saúde de cada indiví-
duo. Ao final, a solução proposta prevê a condição de saúde de cada pessoa, podendo
ser: recuperado, saudável ou contaminado. Dessa forma, essa solução se enquadra na
tarefa de classificação de vértice.

La Gatta et al. (2020) apresentam um modelo que processa sequências de gra-
fos direcionados a partir da combinação de redes GNN e RNN, onde cada G (t ) com
t ∈ [1,T ] representa um snapshot de grafo no instante t , onde T é o tamanho da
sequência. Cada vértice representa uma região, e é caracterizado por atributos estáti-
cos (e.g., população e densidade demográfica) e dinâmicos (e.g., fração de indivíduos
não viajantes, fluxo de entrada de indivíduos e raio de giro), onde os valores variam
ao longo do tempo. Além disso, as arestas são ponderadas com base nos fluxos de
usuários móveis entre as regiões analisadas. Essas informações são obtidas através
de dados governamentais e de operadores de serviços móveis. Por fim, para cada re-
gião/vértice são previstos os seus estados futuros, como números de novos casos e de
indivíduos recuperados, o que se caracteriza como uma tarefa de regressão de vértice.

4.5.5. Agentes autônomos

A modelagem de redes CAV (Connected Autonomous Vehicle) em grafos e a subse-
quente utilização de GNNs é importante para o auxílio de tomadas de decisões de veí-
culos autônomos.

S. Chen et al. (2021) modelam CAVs para assegurar a comunicação e coopera-
ção entre veículos na tarefa de mudança de faixa, isto é, mover-se para a esquerda,
permanecer na faixa ou mover-se para a direita (veja a Figura 4.3). No processo de mo-
delagem da matriz de adjacência do grafo não direcionado, cada veículo é associado
a um vértice e seus vizinhos estão conectados por arestas. A matriz de atributos dos
vértices contém quatro características: velocidade, posição, localização e intenção de
movimento. Posição e intenção são variáveis categóricas, e portanto são representa-
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das por one hot encoding. Por fim, cada veículo/vértice é classificado de acordo com
as ações de mudar para a faixa da esquerda, direita, ou manter a posição.

Figura 4.3. Exemplo de rede CAV de (S. Chen et al., 2021)

4.5.6. Detecção de anomalia

A modelagem em grafos de sistemas inteligentes de transporte, energia e de empresas
(e.g., indústrias e prestadoras de serviços) tem se mostrado promissora para o desen-
volvimento de soluções que empregam GNNs (Y. Wu et al., 2021). Neste sentido, a In-
ternet das Coisas (IoT) e o advento das redes 5G tem um papel fundamental na coleta
dos dados utilizados na modelagem de grafos para a detecção de anomalias.

No contexto de sistemas inteligentes de transporte, anomalias no trânsito es-
tão frequentemente associadas a acidentes, eventos públicos, crimes, dentre outros.
(Y. Hu et al., 2020) apresentam uma arquitetura auto-encoder de grafo, onde cada vér-
tice corresponde a uma região e as arestas correspondem às viagens realizadas entre
cada região. A matriz de adjacência é ponderada pelo quão rápidas são as viagens
entre cada par de regiões. Cada vértice é caracterizado pelos valores das latitudes e
longitudes mínimas e máximas da região correspondente. O erro de reconstrução do
auto-encoder é utilizado para indicar o grau de anomalia de cada grafo. Nesse pro-
cesso é realizada a predição de peso de arestas, o que enquadra a solução no contexto
da tarefa de predição de link.

Deng et al. (2022) utilizam uma arquitetura GAN (Generative Adversarial
Network) para sequências de grafos direcionados, onde o gerador aprende a criar
grafos falsos e os adiciona na última posição de cada sequência, e o discriminador
aprende a distingui-las. Neste trabalho, cada vértice representa uma região ou faixa de
trânsito, de acordo com o contexto avaliado. Cada aresta conecta vértices de localida-
des adjacentes. O peso de cada aresta é determinado pela distância entre as regiões, de
modo que regiões mais próximas têm maior valor associado. Com relação à matriz de
atributos de vértices, cada atributo é caracterizado de acordo com os fluxos de entrada
e saída de viagem em cada região ou o volume de tráfico e a velocidade média em cada
faixa, dependendo do dataset avaliado. Esse estudo se encaixa na tarefa de regressão
de vértice, de modo que o cálculo da função de erro envolve a matriz X e a gerada X ′.

Os sistemas de energia inteligentes estão relacionados pelo advento de fontes
renováveis (e.g., eólica e fotovoltaica), bem como com as suas redes de geração distri-
buída, transmissão e consumo. Anomalias que causem a interrupção ou a sobrecarga
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desses sistemas podem afetar sistemas de produção, em especial de empresas alta-
mente tecnológicas como na Indústria 4.0. Neste sentido, a detecção e predição de
anomalias é importante para que organizações mantenham a segurança e a previsibi-
lidade. (Owerko et al., 2018) desenvolveram um modelo baseado em redes neurais de
grafos para prever a interrupção de transmissão elétrica tendo como base as condições
meteorológicas. Em particular, cada vértice corresponde a uma estação meteorológica
e cada aresta indica a correlação entre elas, onde estações próximas têm um alto va-
lor associado na matriz de adjacência. Com relação à matriz de atributos dos vértices,
cada coluna representa uma medição meteorológica, como pressão, temperatura, ve-
locidade do vento, umidade, nível de precipitação dentre outras.

No contexto de empresas inteligentes, anomalias podem ser detectadas ou pre-
vistas na linha de produção, nos produtos em si, ou nos serviços prestados (Y. Wu et al.,
2021). Com isso, atividades de reparos podem ser antecipadas ou mais bem planeja-
das e prejuízos são eventualmente reduzidos. (D. Chen et al., 2021) detectam falhas em
processos industriais a partir da seguinte modelagem: os vértices representam senso-
res e as arestas representam a relação entres os sensores. Cada posição da matriz de
adjacência tem um peso treinável. A matriz de atributos dos vértices contém as carac-
terísticas coletadas por cada sensor. A matriz de atributos das arestas indica o tipo de
cada aresta. Na matriz de adjacência, o peso de cada aresta (i.e., relação entre cada
sensor) não é obtido diretamente, como ocorre na maioria dos métodos. Ao contrá-
rio, esses pesos são calculados utilizando o mecanismo de atenção sobre os vetores de
atributos de cada vértice, indicando a importância que cada sensor tem para o outro
em ocorrências de falhas no sistema.

4.5.7. Reidentificação de indivíduos

Em sistemas de vigilância por vídeo, a identificação de um mesmo indivíduo em ima-
gens de diferentes câmeras tem sido tratada utilizando-se GNNs juntamente com redes
CNNs para extrair as similaridades entre imagens (Shen et al., 2018). A partir da identi-
ficação automática de indivíduos que representem perigo potencial a uma população,
eleva-se a sensação de segurança e de bem-estar de uma sociedade. A utilização de
recursos tecnológicos para este fim é um importante aspecto para as cidades inteli-
gentes.

Em (Shen et al., 2018), cada vértice representa um par de uma imagem de re-
ferência (e.g., imagem do indivíduo alvo) e uma imagem de galeria (i.e., amostra de
imagem de câmera), onde cada aresta é ponderada pela similaridade entre cada par
de amostras de galeria. Cada vértice possui uma representação latente gerada por uma
componente baseada em camadas CNN que codificam a similaridade entre a imagem
de referência e a imagem da galeria (veja a Figura 4.4). O processo de message passing
é guiado pela similaridade (i.e., peso das arestas) de imagens de galeria, de modo que
imagens similares têm as suas representações agregadas com maior peso, resultando
em um melhor desempenho na tarefa de reidentificação de indivíduo, onde cada vér-
tice é classificado como pertencente ou não à imagem de um indivíduo de referência.
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Figura 4.4. Modelo de reidentificação de indivíduos de (Shen et al., 2018)

4.5.8. Reconhecimento de atividade humana

O reconhecimento de atividade humana, também conhecido como HAR (Human Ac-
tivity Recognition), tem aplicações na saúde humana, esportes, investigação criminal
dentre outros (Mondal et al., 2020). Caminhar, correr e descansar são exemplos de
atividades de pessoas em uma cidade que podem ser detectadas a partir de uma mo-
delagem em grafo capaz de agregar informações de diversos sensores. O tratamento
desses dados de forma isolada e/ou combinada (fusão) aparece frequentemente em
sistemas distribuídos.

Figura 4.5. Modelo de reconhecimento de atividade humana de (Mondal et al., 2020)

Mondal et al. (2020) utilizam dados coletados de sensores de smartphones (e.g.,
acelerômetro, giroscópio, dentre outros) para prever o tipo de atividade desempe-
nhada por um usuário em um dado momento (veja a Figura 4.5). Como esses dados
são coletados continuamente, eles representam uma série temporal. Na modelagem
do grafo, cada vértice representa uma atividade realizada em uma janela de tempo na
série temporal. Essa atividade é caracterizada por dados agregados dos sensores em-
butidos (atributos dos vértices). Cada vértice é conectado com o vértice da janela de
tempo anterior e posterior, considerando a série temporal. Em outras palavras, essa
modelagem assume que cada atividade realizada está associada com os comporta-
mentos anteriores e posteriores do indivíduo. A classificação de atividades (e.g., correr,
caminhar, permanecer parado, andar de bicicleta, dentre outras) é realizada tanto a ní-
vel de vértice quanto a nível de grafo.
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O reconhecimento de atividade humana também pode ser utilizado para siste-
mas de vigilância inteligente por vídeo (smart video surveillance). (Sanchez et al., 2021)
consideram que uma atividade pode ser identificada com base em uma sequência de
poses/ações contidos em um conjunto de frames. Nesse trabalho, é proposta uma rede
espaço-temporal para o reconhecimento de atividade humana onde cada frame repre-
senta um corpo humano, que por sua vez é mapeado para um grafo, onde cada vértice
corresponde a uma junção (keypoint) do corpo e as arestas conectam partes adjacen-
tes. A matriz de atributos de vértices contém atributos que caracterizam as possíveis
poses ou movimentos de cada indivíduo em um frame, e o processo de convolução
agrega os movimentos realizados para se classificar o tipo de atividade realizada. Essa
solução processa sequências de grafos utilizando uma arquitetura ST-GCN e se enqua-
dra no contexto de tarefas de classificação de grafo.

4.5.9. Discussão

As redes neurais para grafos têm se mostrado flexíveis para a inserção en novos contex-
tos. Porém, um ponto a se notar é a pouca utilização da matriz de atributos das arestas
E . Isso se deve a três motivos:

1. Camadas: a quantidade de camadas capazes de processar a matriz E juntamente
com as matrizes A e X é pequena.

2. Modelagem: na maior parte dos trabalhos, os autores utilizam a matriz de ad-
jacência ponderada, de modo que os pesos são utilizados para caracterizar as
arestas, em detrimento da utilização da matriz E .

3. Contexto: nem todos os contextos são abrangentes o suficiente para exigir a uti-
lização da matriz E , onde cada aresta indica um tipo de relacionamento entre os
vértices.

4.6. Dos dados brutos para o modelo GNN

Uma das principais razões para o advento das redes neurais de grafo é a sua capaci-
dade de modelar problemas de diferentes contextos. Neste sentido, um dos aspectos
relevantes que surge é o processo de transformação dos dados originais para a estru-
tura de grafo. Dependendo da modelagem utilizada, dados brutos de diferentes formas
podem ser transformados em grafo, como: imagens, dados de check-ins de localização,
trajetórias coletadas por sensores de GPS, sensores espalhados por estradas, dentre ou-
tros. Para isso, é necessária uma sequência de passos, desde o pré-processamento dos
dados brutos até a implementação da rede neural. Além disso, séries temporais corres-
pondem a um tipo de dado muito importante no contexto de GNNs, uma vez que elas
podem ser utilizadas tanto para gerar grafos estáticos quanto para grafos dinâmicos,
dependendo do contexto.

4.6.1. Representatividade dos vértices

Vértices podem representar usuários, pontos de interesse, estações de metrô, seg-
mento de estrada, regiões, veículos, estações meteorológicas, sensores, imagens, jun-
ções do corpo humano, dentre outros elementos. A Tabela 4.2 sumariza os principais
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elementos representados pelos vértices em cada tópico onde as redes neurais de grafos
são empregadas no contexto das cidades inteligentes.

4.6.2. Tipos de matrizes de adjacência

Além de modelar a representatividade dos vértices, é importante definir como eles in-
teragem entre si. As matrizes de adjacência podem indicar diferentes tipos de intera-
ções entre vértices, como: distância, duração, conectividade de transporte, relaciona-
mento composto, relacionamento/contato, frequência, similaridade e vizinhança. A
Tabela 4.3 apresenta os tipos de matrizes de adjacência e os estudos relacionados no
contexto das cidades inteligentes.

4.6.3. Série temporal

Uma série temporal é uma sequência ordenada de observações comumente realizadas
entre períodos iguais ou dentro de um intervalo máximo de tempo. As séries tempo-
rais podem ser utilizadas para se gerar grafos estáticos ou dinâmicos, dependendo do
contexto e da abordagem utilizada. Elas são essenciais para as redes neurais de grafos
e, em especial, para problemas relacionados às cidades inteligentes. Por exemplo, a
partir de séries temporais de dados de navegação, são construídas sequências de gra-
fos dinâmicos que caracterizam a movimentação de veículos em um conjunto de ruas
no contexto de previsão de tráfego (Dai et al., 2020).

No contexto das cidades inteligentes, grafos podem ser gerados a partir de
séries temporais de diferentes tipos: trajetórias de GPS de usuários móveis (S. Wu,
Zhang, et al., 2020; Capanema et al., 2021b); trajetórias de GPS de veículos (Dai et
al., 2020), sequências de dados coletados por sensores de tráfego (Yu et al., 2017;
Deng et al., 2022), embutidos em dispositivos móveis (e.g., acelerômetro e giroscó-
pio (Mondal et al., 2020)); dados coletados periodicamente sobre a movimentação de
massas (La Gatta et al., 2020); imagens pré-processadas (e.g., algoritmos que detectam
junções do corpo humano para posterior construção de grafo no problema de reco-
nhecimento de atividade humana) (Sanchez et al., 2021).

A partir de séries temporais pode ser gerado um grafo ou uma sequência de
grafos. Capanema and Silva (2021) utilizam a trajetória histórica de um usuário para
gerar um grafo, que representa a sua mobilidade em todo o período. Por outro lado,
sequências de grafos também podem ser criadas, como em (Ye et al., 2020), o que é
comumente associado aos grafos dinâmicos, onde as características do grafo variam
ao longo do tempo. Considerando que os grafos dinâmicos adicionam a dimensão
temporal em sua definição, eles são divididos em dois tipos (L. Wu et al., 2022): grafos
dinâmicos contínuos temporalmente e grafos dinâmicos discretos temporalmente. O
primeiro não é criado a partir da agregação temporal dos dados, sendo mais rico em
informação mas, ao mesmo tempo, mais complexo. O segundo, agrega dados tem-
poralmente em sua criação, sendo mais simples e amplamente utilizado no contexto
das cidades inteligentes. Dessa forma, os grafos dinâmicos discretos são descritos nos
parágrafos seguintes.

Um grafo dinâmico discreto temporalmente (do inglês discrete-time dynamic
graph ou simplesmente DTDG) é composto por uma sequência de snapshots de grafos
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Tabela 4.2. Representatividade dos vértices para cada tópico.

Tópico Vértice Atributos
Usuário Representação latente de cada usuário

(Xiao et al., 2020)
Sistemas de recomen-
dação

Usuário-PoI
(Usuário-Item)

Representação latente de usuário e PoI
(Xiao et al., 2020)

PoI-PoI (Item-
Item)

Representação latente de cada PoI
(S. Wu, Zhang, et al., 2020) e Distância e
duração entre visitas (Capanema et al.,
2021b)

Estação de sen-
sor

Velocidade (Yu et al., 2017)

Estação de metrô Fluxos de passageiros (Ye et al., 2020)
Previsão de tráfego Segmento de es-

trada
Volume de tráfego e tempo de viagem
(Dai et al., 2020)

Região Fluxo de viagens (Ke et al., 2021)
Classificação de fun-
ção urbana

Segmento de es-
trada

(S. Hu et al., 2021)

Região (Yang et al., 2022)
Disseminação de do-
enças

Usuário Estado de saúde (Tomy et al., 2022)

Região População, densidade demográfica e
fluxo de entrada (La Gatta et al., 2020)

Agentes autônomos Veículo Velocidade, posição, localização e inten-
ção de movimento (S. Chen et al., 2021)

Detecção de anomalia Região Fluxo de entrada e saída (Deng et al.,
2022) e dados da fronteira geográfica da
região (Y. Hu et al., 2020)

Estação meteo-
rológica

Dados de pressão atmosférica, tem-
peratura, velocidade do vento, humi-
dade, nível de precipitação, dentre ou-
tros (Owerko et al., 2018)

Sensor Dados coletados pelo sensor (D. Chen et
al., 2021), (Deng et al., 2022)

Reidentificação de in-
divíduo

Imagem de refe-
rência - Imagem
de galeria

Representação codificada da similari-
dade entre imagens (Shen et al., 2018)

Reconhecimento de
atividade humana

Amostra de ativi-
dade

Dados agregados de acelerômetro, gi-
roscópio, dentre outros (Mondal et al.,
2020). esses dados são coletados em
uma janela de tempo da atividade

Junção do corpo
humano (key-
point)

Atributos categóricos que indicam o
tipo da pose/movimento em cada frame
(Sanchez et al., 2021)
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Tabela 4.3. Principais tipos de matrizes de adjacência em termos dos significa-
dos das arestas.

Tipo de matriz de adja-
cência

Definição Estudo(s)

Distância Ai j = disi j onde disi j é a distân-
cia entre vi e v j . Um caso parti-
cular é a matriz de proximidade
de distância, f (disi j ) onde f (.) é
uma função aplicada na distância
que atribui maior peso às distân-
cias menores

(S. Wu, Zhang, et al.,
2020), (Yu et al., 2017),
(Ke et al., 2021), (Yang
et al., 2022), (Deng et
al., 2022) e (Owerko et
al., 2018)

Duração Ai j = duri j onde duri j é a duração
da viagem entre vi e v j . Um caso
particular é a matriz de proximi-
dade temporal, f (duri j ) onde f (.)
é uma função aplicada na distân-
cia que atribui maior peso às dis-
tâncias menores

(Y. Hu et al., 2020)

Conectividade de
transporte

Ai j 6= 0 (ponderado por alguma
métrica) se é possível viajar de vi

para v j e Ai j = 0 caso contrário

(Ye et al., 2020)

Composta Ai j = f c (i j ) onde f c (.) é uma fun-
ção que agrega dados de proxi-
midade, tempo de viagem, dentre
outros

(Dai et al., 2020) e
(D. Chen et al., 2021)

Relacionamento/
contato

Ai j = 1 se vi e v j estabelecem al-
gum relacionamento ou contato e
Ai j = 0 caso contrário

(Xiao et al., 2020),
(Tomy et al., 2022),
(Mondal et al., 2020),
(Sanchez et al., 2021) e
(Sanchez et al., 2021)

Frequência Ai j indica a frequência de transi-
ções/viagens entre vi e v j

(Capanema et al.,
2021b) e (La Gatta et
al., 2020)

Similaridade Ai j representa o grau de similari-
dade entre as representações de vi

e v j

(Shen et al., 2018)

Vizinhança Ai j = 1 se vi e v j forem vizinhos
e Ai j = 0 caso contrário. Esse é
um caso particular de relaciona-
mento/contato para entidades ge-
ográficas

(S. Hu et al., 2021) e
(S. Chen et al., 2021)
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[G (1),G (2), . . . ,G (t )] coletados em intervalos de tempo regulares. Cada grafo é represen-
tado como G (t ) = (V (t ), A(t ), X (t )), onde o conjunto de vértices V (t ), a matriz de adja-
cência A(t ) e a matriz de atributos dos vértices X (t ) podem variar ao longo de intervalos
discretos de tempo. Um tipo específico de grafo dinâmico discreto temporalmente é
o grafo espaço-temporal. Nesta categoria de grafo, a topologia se mantém a mesma
enquanto que os valores dos atributos podem mudar ao longo do tempo (Skardinga et
al., 2021), como em (Yu et al., 2017; Deng et al., 2022; Mondal et al., 2020; La Gatta et
al., 2020; Sanchez et al., 2021). No contexto das cidades inteligentes, é frequente a uti-
lização de redes neurais para grafos dinâmicos espaço-temporais na área de previsão
de tráfego onde os vértices representam sensores em estradas, o que significa que não
ocorrerá nenhuma alteração na estrutura do grafo (Dai et al., 2020).

Um aspecto importante é o intervalo de tempo utilizado para coletar os dados
de cada grafo na sequência (i.e., snapshot). Caso esse período de tempo seja muito
curto, o grafo eventualmente possuirá poucas arestas e as matrizes de atributos terão,
eventualmente, pouca informação. Por outro lado, períodos longos para a coleta de
snapshots podem resultar na perda de informação precisa entre as mudanças de um
grafo para o outro.

4.6.4. Principais tarefas para cada tipo de problema

Compreender as tarefas mais comuns realizadas em cada área é importante para que
pesquisadores possam direcionar melhor os seus esforços. A Tabela 4.4 apresenta as
principais tarefas realizadas em cada tipo de tópico de GNN em cidades inteligentes,
como descrito a seguir:

• Em sistemas de recomendação, as principais tarefas são: (1) predição de link,
onde relacionamento entre usuários ou usuário-item são previstos; (2) classifi-
cação de vértice, onde se recomenda o item (e.g., PoI) de maior associação.

• Os problemas de previsão de tráfego se concentram nas seguintes tarefas: (1) re-
gressão de grafo, onde o tempo de viagem em uma região ou o fluxo de tráfego de
uma rede são previstos, por exemplo; (2) regressão de vértice, onde a velocidade,
fluxos de passageiros, dentre outros aspectos, são previstos.

• No contexto de classificação de função urbana, a principal tarefa é a classifica-
ção de vértice, onde segmentos de estradas e regiões, por exemplo, têm os seus
tipos classificados.

• Os problemas de disseminação de doenças estão frequentemente associados
às tarefas de: (1) classificação de vértice, onde o estado de um indivíduo (vér-
tice) é previsto; (2) em regressão de vértice, onde valores epidemiológicos (e.g.,
quantidade de indivíduos contaminados) podem ser previstos para cada locali-
dade/região.

• Os problemas de agentes autônomos se concentram em tarefas de classificação
de vértice onde, por exemplo, as possíveis ações (e.g., mudança de faixa de trân-
sito) de veículos são previstas.
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• Em problemas de detecção de anomalia, as principais tarefas são: (1) predição
de link em uma arquitetura auto-encoder ao se reconstruir a matriz de adjacên-
cia; (2) regressão de vértice em uma arquitetura GAN, onde os valores previstos
dos atributos da matriz X são utilizados na detecção de anomalia.

• Os problemas de reidentificação de indivíduos se concentram em tarefas de
classificação de vértice. Nesse caso, cada vértice pode conter um conjunto de
atributos que representam a similaridade entre duas imagens. Por fim, cada vér-
tice é classificado como pertencente a um dado indivíduo ou não.

• Em sistemas de reconhecimento de atividade humana, as principais tarefas são:
(1) classificação de vértice para a predição do tipo de atividade realizada; (2) clas-
sificação de grafo para a predição da atividade global composta por um conjunto
de ações (vértices).

Tabela 4.4. Principais tópicos e tarefas de GNN associadas

Tópico Tarefa Trabalho(s)
Sistemas de recomendação Predição de link, classifica-

ção de vértice
(Xiao et al., 2020)

Previsão de tráfego Regressão de grafo (Dai et al., 2020)
Regressão de vértice (Yu et al., 2017), (Ye et

al., 2020)
Classificação de função ur-
bana

Classificação de vértice (S. Hu et al., 2021),
(Yang et al., 2022),
(Capanema et al.,
2021b)

Disseminação de doenças Classificação de vértice (Tomy et al., 2022)
Regressão de vértice (La Gatta et al., 2020)

Agentes autônomos Classificação de vértice (S. Chen et al., 2021)
Detecção de anomalia Predição de link (Y. Hu et al., 2020)

Regressão de vértice (Deng et al., 2022)
Reidentificação de indiví-
duo

Classificação de vértice (Shen et al., 2018)

Reconhecimento de ativi-
dade humana

Classificação de vértice (Mondal et al., 2020)

Classificação de grafo (Mondal et al., 2020),
(Sanchez et al., 2021)

4.6.5. Passo a passo

Considerando a capacidade dos grafos em modelar diversos problemas, é necessário
estruturar o processo de conversão de dados brutos para a estrutura de grafo. Essa
modelagem é composta por uma sequência de passos, onde são definidos os seguintes
aspectos:

1. Estrutura de grafo: o grafo por ser direcionado/não direcionado, homogê-
neo/heterogêneo e estático/dinâmico.
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2. Tarefa: a tarefa pode ser a nível de vértice, aresta ou de grafo.

3. Função de perda: com base na tarefa selecionada, se define a função de perda.
Por exemplo, se a tarefa é uma classificação de vértice, então uma função de
perda apropriada pode ser a categorical cross entropy.

4. Tipo de supervisão: com base nos dados utilizados e a disponibilidade de rótu-
los, deve-se definir o tipo de supervisão no treinamento: supervisionado, semi-
supervisionado e não supervisionado.

5. Camadas: a escolha das camadas utilizadas depende do tipo do grafo, das entra-
das disponíveis (i.e., as matrizes de entrada A, X e E) e da tarefa escolhida.

4.7. Desafios e questões abertas

As redes neurais de grafos apresentam tanto desafios teóricos quanto práticos. Além
disso, alguns tópicos e técnicas têm se sobressaído e demonstrado serem promissoras
para futuros trabalhos.

4.7.1. Desafios

O processo de aprendizagem em redes neurais de grafos é caracterizado pela agrega-
ção recursiva das informações de vértices vizinhos, e à medida que o modelo se torna
cada vez mais profundo, dois problemas emergem (Zhou et al., 2020):

• Explosão de vizinhança: ao se utilizar consecutivamente múltiplas camadas de
message passing, o número de vértices vizinhos cresce exponencialmente. Como
alternativa, ao invés de agregar as informações de todos os vértices vizinhos a
cada iteração, as camadas de amostragem agregam apenas subconjuntos de vér-
tices a cada iteração, o que reduz a quantidade de tempo e memória necessários
para a operação (D. Chen et al., 2020).

• Sobre-suavização: a intuição por trás do processo de message passing é que os
vértices mais relacionados entre si assumem representações similares, o que é
comumente chamado de suavização, um processo natural das redes GNN. No
entanto, à medida que mais camadas de message passing são adicionadas, o nú-
mero de vértices vizinhos cresce exponencialmente (explosão de vizinhança) e
tanto informações úteis quanto ruídos são adicionados nas novas representa-
ções. Por exemplo, interações entre vértices de uma mesma classe são bené-
ficos, enquanto que interações entre vértices de classes diferentes trazem ruí-
dos. Neste sentido, as representações dos vértices tendem a se tornarem sobre-
suavizadas (i.e., todos os vértices tendem a assumir representações semelhan-
tes), o que torna difícil para que os modelos possam distinguir corretamente
vértices de diferentes classes. A sobre-suavização é especialmente negativa para
tarefas a nível de vértice (L. Wu et al., 2022). Para mitigar esse problema, opera-
ções de skip connection no contexto de grafos têm sido utilizadas para propagar
representações históricas de vértices (D. Chen et al., 2020).
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Além desses problemas, outro aspecto importante é a invariância: as camadas
de redes neurais de grafos devem ser equivariantes em tarefas a nível de vértice e in-
variantes em tarefas a nível de grafo (Z. Wu et al., 2020). Isto significa que, quando a
ordem dos vértices é alterada, apenas a ordem (equivariância) em que eles estão dis-
postos é alterada na nova representação gerada por uma camada de message passing.
Por outro lado, a variação na ordem dos vértices do grafo não deve alterar a representa-
ção final gerada em uma tarefa a nível de grafo, em especial quando se utiliza camadas
de pooling para a redução no tamanho do grafo.

4.7.2. Questões abertas

As principais questões abertas e os temas mais promissores de possíveis trabalhos fu-
turos estão apresentados a seguir:

• Enriquecimento de Dados: diferentemente do domínio da imagem, onde rota-
ções, adição de ruído e outras técnicas são suficientes para gerar novos dados,
os grafos devem ser enriquecidos de acordo com a estrutura de dados complexa
(e.g., correlação entre vértices e arestas). Quanto ao contexto das cidades inte-
ligentes, a necessidade de enriquecimento é alta uma vez que, é comum que
os dados utilizados sejam esparsos (e.g., dados de check-in), levando à cons-
trução de poucas instâncias de grafos ou grafos com poucas arestas. Zhao et
al. (2021) melhoraram a classificação semi-supervisionada de vértices através de
uma nova abordagem para data augmentation para grafos, onde arestas são adi-
cionadas entre vértices que supostamente pertencem a uma mesma classe, ao
mesmo tempo em que arestas de vértices de classes distintas são removidas.

• Uso de múltiplas técnicas: A utilização das GNNs juntamente com as RNNs
(Capanema et al., 2021b) e CNNs (Shen et al., 2018; Lin et al., 2021) tem se mos-
trado promissora em diversas áreas. Com exceção de (Capanema et al., 2021b),
a combinação de GNNs com RNNs ou CNNs está frequentemente associada ao
processamento de sequências de grafos dinâmicos, onde é necessário capturar a
evolução dos vértices e das arestas ao longo do tempo. Grafos espaço-temporais
têm sido frequentemente utilizados para modelar fluxos de tráfego, uma vez que
a topologia do grafo permanece a mesma. No entanto, grafos dinâmicos a nível
estrutural, com adição e remoção de vértices, ainda foram pouco explorados nos
problemas de cidades inteligentes apresentados neste capítulo.

• Aprendizado multi-tarefa: a estrutura de grafo pode ser utilizada para integrar
o conhecimento sobre diferentes fontes de dados no aprendizado multi-tarefa,
como: imagens, texto e bases de conhecimento (L. Wu et al., 2022).

• Escalabilidade: os módulos de amostragem têm sido extensivamente estudados
como alternativa para se processar grafos grandes. No entanto, é importante que
sejam desenvolvidos métodos adequados para grafos heterogêneos e dinâmicos
(L. Wu et al., 2022).
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4.8. Prática

Nesta seção, é apresentado um experimento prático no contexto das cidades inteligen-
tes. Para isto, são descritos os principais conceitos da biblioteca Spektral que perten-
cente à linguagem Python. Além disso, é apresentada a modelagem da solução con-
siderando a geração do grafo e o processo de desenvolvimento da rede neral, além da
apresentação de um código de exemplo seguido de sugestões de melhorias.

4.8.1. Biblioteca Spektral

A biblioteca Spektral (Bianchi et al., 2020) na sua versão 1.1.0 é utilizada neste capítulo
para o treinamento de redes neurais de grafos. O pacote é baseado no Tensorflow, se
beneficiando dos seus recursos para ambiente de produção.

O treinamento de redes de grafos não é trivial como em outros contextos. Por
exemplo, com relação às redes CNN, imagens podem ser cortadas ou preenchidas,
através do padding para assumirem um mesmo tamanho. Da mesma forma, em re-
des RNN as sequências podem ser preenchidas. O domínio de grafo não permite que
operações “diretas"como essas sejam realizadas, pois elas assumem, por exemplo, a
proximidade espacial dos pixels, o que não existe em grafos. A retirada de um vértice
pode, por exemplo, desconectar partes de um grafo.

Dessa forma, a biblioteca possui o conceito de modo de dados, que organiza os
modos como as entradas são processadas pela rede neural. Os quatro modos de dados
são apresentados a seguir:

1. Single: apenas um grafo é utilizado.

2. Disjoint: um batch de grafos é representado pelas suas uniões disjuntas. Caso
não se deseje utilizar matrizes com representação densa, nem realizar o preen-
chimento com zero, esse é o modo mais adequado.

3. Batch: os grafos devem ter o mesmo número de vértices, o que é comumente
alcançado com o preenchimento de zeros (i.e., zero-padding). esse modo tem
maior comunalidade com os recursos do Tensorflow.

4. Mixed: todos os grafos compartilham de uma mesma matriz de adjacência, va-
riando apenas as matrizes de atributos. Para evitar replicações e, portanto, me-
lhorar o desempenho, a matriz de adjacência é processada no modo single, en-
quanto que a matriz de atributos é processada no modo batch.

4.8.2. Experimento

O experimento realizado neste capítulo consiste da modelagem e teste de uma rede
neural de grafos para o problema de predição de categoria de pontos de interesse
(PoIs). Um ponto de interesse é um local/estabelecimento frequentemente visitado
por um indivíduo. Esse problema se insere no contexto de classificação de função ur-
bana, onde cada PoI corresponde a um vértice e as arestas representam as viagens
realizadas por um usuário móvel entre pares de PoIs.
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Figura 4.6. Exemplo de grafo não direcionado PoIxPoI, onde cada PoI é repre-
sentado por um vértice e as viagens realizas por um indivíduo entre cada par de
PoIs são representadas por arestas

4.8.2.1. Motivação

Em alguns serviços baseados em geolocalização em que a mobilidade dos usuários é
frequentemente registrada, é comum que nenhuma informação adicional seja forne-
cida além dos dados brutos do GPS. Serviços de mapas como OSM (Open Street Map)
e Google Maps podem ser usados para anotar a semântica dos PoIs; no entanto, essa
abordagem direta nem sempre é suficiente, pois é comum que muitos lugares ainda
não estejam anotados no sistema de mapas, ou haja um custo para usar esse tipo de
serviço. Desse forma, é necessário fornecer um modelo offline e sem custo, capaz de
extrair os padrões de visitas a cada tipo de categoria de PoI para realizar, dessa forma,
o enriquecimento semântico de outras bases de dados.

4.8.2.2. Modelagem

A base de dados utilizada contém check-ins de localização de usuários da rede social
Gowalla (Liu et al., 2014). Cada registro contém as seguintes informações: identifica-
dor do usuário e local visitado (assumimos que esse local é um PoI), data e horário,
latitude e longitude, além da categoria do local (i.e., rótulo do problema de classifica-
ção).

Com base nos check-ins de localização de um usuário, é construído um grafo,
onde cada vértice corresponde a um PoI e cada aresta conecta PoIs visitados consecu-
tivamente, como é mostrado na Figura 4.6.

Com relação às entradas para o modelo, a matriz de adjacência A é ponderada
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pela quantidade de viagens consecutivas entre cada par de PoIs. A matriz de atributos
dos vértices X ∈ RN×48 representa a quantidade de visitas feitas à cada PoI para cada
hora do dia (i.e., 24 horas para dias de semana e 24 horas para finais de semana). No
processo de message passing cada PoI, representado por um vértice, agrega os padrões
de visita (i.e., horários de visitação) dos estabelecimentos visitados antes e depois (i.e.,
vértices vizinhos). Como o grafo é ponderado, os pares de PoIs que um dado indivíduo
fez mais visitas consecutivas possui um maior peso na etapa de agregação dos valo-
res de seus atributos. Ao final desse processo, a representação de cada PoI contêm as
características de visitação dos estabelecimentos vizinhos considerando o histórico de
mobilidade de um usuário móvel.

Figura 4.7. Diagrama de modelagem da solução

A Figura 4.7 exibe o diagrama de modelagem da solução. As matrizes de entrada
A e X estão, inicialmente, não normalizadas. Na etapa de pré-processamento, a matriz
de adjacência é modificada de acordo com a camada de message passing utilizada que,
no presente exemplo, corresponde à camada ARMA. A biblioteca Spektral fornece essas
operações de pré-processamento. Adicionalmente, a matriz de atributos dos vértices
X pode ser normalizada. Por fim, as entradas são enviadas para o modelo GNN, onde
são previstas as categorias dos PoIs representados por cada vértice do grafo. A base
de dados Gowalla contém sete tipos de categorias de estabelecimentos: Community,
Entertainment, Food, Nightlife, Outdoors, Shopping e Travel.
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4.8.2.3. Exemplo de implementação

A Figura 4.8 apresenta um trecho de código de rede neural de grafo para a classificação
de vértice e que pode ser utilizado no contexto de classificação de PoIs. São utilizadas
duas camadas ARMA para o processo de message passing. Como entrada, são utilizadas
as matrizes de adjacência A_input e de atributos de vértices X _input. Além dos hiper-
parâmetros comuns de uma camada de rede neural, é importante observar que essa
camada requer valores para order e iterations que indicam a quantidade de blocos de
camadas e a quantidade de camadas GCS em cada bloco. Além disso, apenas a matriz
de atributos de vértices X é atualizada a cada iteração, e a matriz de adjacência é man-
tida com os mesmos valores iniciais. Outro aspecto importante, é que essa camada
possui dois parâmetros para funções de ativação, sendo o primeiro utilizado pelas ca-
madas GCS internas e o segundo aplicado sobre a saída da camada ARMA. Como esse
é um problema de classificação com diferentes rótulos, a função de ativação da última
camada ARMA é a softmax.

Figura 4.8. Definição do modelo GNN
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A Figura 4.9 apresenta o trecho de código onde o modelo final é criado conside-
rando as matrizes de entrada e a saída. A rede neural é compilada utilizando o otimiza-
dor Adam, a função de perda categorical crossentropy e a métrica acurácia. Após isso, é
realizado o treinamento e a validação com os dados de teste utilizando o método fit. O
código completo juntamente com os resultados estão disponíveis no repositório deste
capítulo1. O algoritmo do exemplo apresentado alcança cerca de 40% de acurácia.

Figura 4.9. Configuração do treinamento do modelo GNN

Considerando o contexto desse experimento e as entradas disponíveis para o
modelo, são propostas direções para melhorias no desempenho da rede neural:

• Alteração nos valores dos hiperparâmetros.

• Modificar a quantidade de camadas GNN utilizadas.

• Avaliar o emprego de outras camadas de message passing. A biblioteca Spek-
tral contém diversas camadas que podem ser utilizadas no presente problema,
como: GCN, GCS, APPNP (Approximate Personalized Propagation of Neural Pre-
dictions) (Klicpera et al., 2018), dentre outras. É importante destacar que ao se
mudar a camada utilizada, o método de pré-processamento aplicado sobre a
matriz de adjacência também deve ser modificado utilizando-se a função apro-
priada. Outros exemplos de como isto é realizado estão presentes na documen-
tação2 e no repositório3 da biblioteca.

• Avaliar o uso de outros tipos de camadas.

1https://github.com/claudiocapanema/minicurso_gnn_sbrc2022. Acessado em 13/5/2022.
2https://graphneural.network/. Acessado em 3/5/2022.
3https://github.com/danielegrattarola/spektral/. Acessado em 3/5/2022.

170



4.9. Considerações finais

Este capítulo discorreu sobre a redes neurais de grafos no contexto das cidades inte-
ligentes, incluindo os fundamentos teóricos e aplicações práticas das GNNs. Inicial-
mente, foram apresentados os principais conceitos, os tipos de entradas possíveis, as
tarefas existentes, os tipos de treinamentos e as principais camadas GNN juntamente
com o fundamento teórico e as motivações para cada classe de camadas.

Em seguida, foram apresentadas as principais aplicações das redes neurais de
grafos no contexto das cidades inteligentes, o que inclui os tópicos de sistemas de re-
comendação, previsão de tráfego, classificação de função urbana, disseminação de do-
enças, agentes autônomos, detecção de anomalia, reidentificação de indivíduo e reco-
nhecimento de atividade humana. Além disso, foi discutido o processo de conversão
de dados brutos para a estrutura de grafo com foco especial em séries temporais. Dois
aspectos que foram apresentados e que são importantes para o desenvolvimento de
novas soluções são: (1) principais tarefas utilizadas de GNN em cada tópico de pro-
blema; (2) desafios e questões abertas que são importantes para indicar a direção de
novos métodos.

Por último, foi apresentada a modelagem de um experimento prático para o
problema de classificação de pontos de interesse envolvendo redes neurais de grafos
através da biblioteca Spektral.
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