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Resumo

Este minicurso apresenta os fundamentos e as características das GPUs de última ge-

ração (Turing, Volta, Pascal) para que os pesquisadores possam avaliar e compreender

o desempenho e os gargalos no desenvolvimento de aplicações. Serão apresentadas as

métricas e as técnicas com microbenchmarks para identificar e mitigar os gargalos, evi-

tar equívocos nas interpretações quantitativas, além de uma comparação detalhada das

arquiteturas e suas estruturas de memória. Uma melhoria no processo de medida e na

experimentação possibilita um entendimento claro para obter alto desempenho, além de

compreender os resultados reportados por outros trabalhos da área.

1.1. Introdução

Com um pouco mais de uma década [Cheng et al. 2014], as GPUs são aceleradores já
incorporados na maioria dos supercomputadores, datacenters, computadores pessoais e
celulares. Uma GPU pode ser programada de diversas formas, as mais comuns são através
da API CUDA específica para GPUs da Nvidia e do framework do consórcio OpenCL,
que é mais genérico. Este trabalho irá utilizar a API CUDA e desmistificar as arquiteturas
recentes da Nvidia.

As GPUs introduziram um novo modelo de programação no qual milhões de thre-

ads podem ser disparados no paradigma SIMT (Single Instruction Multiple Threads). A
Figura 1.1(a) ilustra uma chamada de função (ou kernel) que é realizada pela CPU (linha
8)). Os múltiplos threads serão executados na GPU. O código da CPU também faz o
controle da alocação de memória da GPU (linhas 5-6) e da transferência de dados entre
a CPU e a GPU (linhas 7 e 9). A CPU pode continuar executando em paralelo (linha 9)
enquanto a GPU executa um ou mais kernels. O exemplo ilustra uma avaliação de um
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polinômio e o código do kernel é ilustrado na Figura 1.1(b). A Figura 1.1(c) ilustra uma
versão em CPU do mesmo código.

Figura 1.1. (a) Código na CPU de chamada da GPU; (b) Código do kernel na GPU;
(c) Código equivalente em CPU;

Para simplificar a explicação, usaremos potências de 10 ao invés de potência de
2. Suponha que a CPU dispare 10 milhões de threads. Em CUDA, os threads são organi-
zados em blocos, o que facilita a infraestrutura para execução na arquitetura. Existe um
limite do número máximo de threads por bloco (1024 a 2048 nas arquiteturas atuais). Por-
tanto, se quisermos disparar 3000 threads, precisaremos de 2 ou mais blocos. No exemplo
da Figura 1.1(a) foram disparados 10 milhões de threads organizados em 10 mil blocos
de mil threads cada. Na execução, a GPU irá enviar para cada multiprocessador um con-
junto de b blocos. O número de blocos em execução em um multiprocessador depende
das características do código e da arquitetura da GPU. Por exemplo na arquitetura Volta,
b pode ter o valor entre 0≤ b≤ 16. A cada clock, a unidade de busca do multiprocessador
buscará uma instrução para um grupo de 32 threads, denominado warp. Apesar de todos
os threads do warp executarem sincronamente a mesma instrução 2, cada thread terá um
identificador único formado pelo número do thread (de 0 a 999, no nosso exemplo) e o
número do bloco (0-9999). O identificador é usado para indexar a tarefa realizada pelo
thread. No nosso exemplo, cada thread irá avaliar um ponto do polinômio, buscando na
posição indexada pelo seu identificador calculado pela expressão bloco ·10000+ thread.
Suponha um thread qualquer de um bloco qualquer, por exemplo o thread 159 do bloco
314. Este thread irá gerar o identificador 0314159 e irá acessar esta posição de memória,
onde os 4 dígitos mais significativos são o número do bloco e os três últimos dígitos são
o número do thread dentro do bloco. Como veremos mais adiante, o acesso as posições
consecutivas por threads com indexação consecutiva gera um padrão de acesso que a GPU
consegue executar de forma eficiente.

Apesar de simples, podemos destacar alguns detalhes para começar a desmistificar
como a GPU obtém desempenho com este primeiro exemplo:

1. A transferência de dados entre a GPU e CPU é limitada pelo barramento PCI (na
faixa de 1-12 GB/s). Portanto, a GPU deve reusar o dado efetuando muitos cálcu-
los para compensar o tempo de transferência (linhas 7 e 9 no código exemplo da
Figura 1.1(a)). Supondo 10 Milhões de threads com um vetor de 10 Milhões de
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f loat, o tempo de transferência foi de 28 ms executando em uma GPU da geração
Tesla.

2. A leitura dos dados na GPU (acesso à variável x no código Figura 1.1(b)) demora
em torno de 800 ciclos. Portanto, o thread irá para uma fila de espera para aguardar
os 800 ciclos após executar uma instrução de leitura. A arquitetura da GPU resolve
este problema gerenciando milhares de threads ao mesmo tempo, onde a troca de
contexto pode ser realizada em um ciclo de clock. Ou seja, centenas de threads

serão disparados e irão para a fila de espera para esconder a latência da memória,
até que o primeiro dado da memória chegue a GPU e todos executem em pipeline.
Porém, existe um preço a ser pago, que é manter vivos nos registradores os valores
para cada thread em estado de execução ou espera. Portanto, a GPU necessita de
um grande número de registradores e um gerenciamento eficiente para troca de
contexto. Uma GPU da arquitetura Volta V100 tem 80 multiprocessadores com
64K registradores cada, totalizando mais de 5 milhões de registradores que ocupam
15% da área em sílicio e corresponde a 21 Megabytes que é mais de três vezes o
tamanho da cache L2 da GPU Volta, que tem 6 Megabtes de cache.

3. Considerando que um grande número de threads está em execução, mascarando a
latência da memória, a GPU tem uma taxa de leitura (de sua memória principal)
de pico que pode chegar à 200-800 GB/s, uma das suas maiores qualidades. Em
nosso exemplo, com 10 milhões de threads, o tempo de execução total do kernel

foi de 2 ms, o que equivale a uma taxa de leitura de apenas 10000000∗4/0,002=
20GB/s. O fator 4 é devido ao fato de cada elemento ser um float de 32 bits ou 4
bytes. Podemos fazer duas observações. A primeira é que o tempo de transferência
de dados entre a GPU e CPU para este exemplo foi 10x maior que o tempo de
execução. Portanto é necessário realizar dezenas de cálculos com os dados para
compensar o tempo gasto na transferência. A segunda observação é que para uma
pequena quantidade de dados (10 milhões ou menos), o desempenho da GPU será
bem inferior ao desempenho de pico. Portanto, a GPU terá alto desempenho se a
quantidade de dados é significativamente maior, da ordem de pelo menos centenas
de mega bytes.

4. Considerando 300 GB/s para ler o dado na arquitetura Pascal para uma GTX 1070,
podemos perguntar como a GPU pode ter um desempenho de mais de 1 Tera ope-
rações por segundo? A resposta é simples: para cada dado lido a uma taxa 300
GB/s, a GPU precisa executar pelo menos 4 operações para gerar um desempenho
de 1 Tera operações. No exemplo da Figura 1.1(b), como podemos calcular quantas
operações são executadas por operação de memória ? Primeiro podemos notar que
para avaliar a expressão Pol[i] = 3 ∗ x[i] ∗ x[i]− 7 ∗ x[i] + 5 são realizadas 3 multi-
plicações e duas somas. Ou seja, 5 operações. A GPU irá ler apenas uma vez o
elemento x[i] do vetor de entrada, armazenar em um registrador interno, efetuar os
cálculos e gravar uma vez na memória no elemento Pol[i] do vetor de saída. Ou seja,
executamos apenas 5 operações para 2 operações de memória. Considerando que
o tempo de execução foi de 2ms, então foram executadas 50 milhões de operações,
o desempenho foi de 25 Gflops/s. Neste exemplo, podemos avaliar o polinômio
Pol[i] = 4∗ x[i]∗ x[i]∗ x[i]+3∗ x[i]∗ x[i]−7∗ x[i]+5 que o tempo de execução não



irá ser alterado, mas o desempenho será de 45 Gflops/s pois agora são 9 operações
por elemento. Se executarmos um cálculo mais complexo com dezenas de opera-
ções, o desempenho irá também ficar limitado pela latência das instruções além da
latência da memória. Neste exemplo, a GPU usa as instruções FMA (multiplica e
soma) e o polinômio pode ser executado com apenas três instruções: dois fma e
uma multiplicação (Pol[i] = 3∗ f ma((x[i]∗ x[i]), f ma(7∗ x[i],5))).

Este capítulo tem o objetivo de mostrar como instrumentar e medir o desempe-
nho de aplicações mapeadas em GPU para compreender as limitações de desempenho
em função da memória, das instruções e de outras características das GPUs como as di-
vergências de controle na execução de um sub-conjunto de threads (ou warps). Além das
características básicas [Cheng et al. 2014], serão apresentados também detalhes das novas
arquiteturas de GPU com as gerações Pascal, Volta e Turing da Nvidia [Serpa et al. 2019].

1.2. Modelos e Arquiteturas

Primeiro iremos apresentar as origens da arquitetura GPU e do modelo SIMT. Depois
iremos descrever o modelo de execução da API CUDA com threads e blocos. Em se-
guida, iremos apresentar a estrutura interna com detalhes da arquitetura do sistema de
memória. Para aprofundar no assunto, sugerimos a leitura dos cinco primeiros capítulos
do livro [Cheng et al. 2014] cujos exemplos de código estão disponíveis no link 3, adi-
cionamos também um novo conjunto de exemplos no link 4. Para motivar os estudantes
e profissionais, mesmo sem acesso direto a uma máquina com uma GPU da Nvidia, os
experimentos propostos para este minicurso podem ser executados na plataforma online
Colab da Google. Maiores informações podem ser encontradas no Apéndice A.

1.2.1. Single Instruction Multiple Thread

A classificação de Flynn apresenta 4 categorias: SISD, SIMD, MISD e MIMD. Em uma
análise simples, as GPUs seriam enquadradas na categoria SIMD (Single Instruction Mul-

tiple Data). Entretanto, as GPUs podem ser consideradas um misto em MIMD e SIMD.
ParaMIMD podemos justificar pois uma GPU tem vários multiprocessadores e a princípio
cada multiprocessador pode estar executando um kernel diferente. Um mesmo multipro-
cessador tem vários escalonadores de warps e a princípio também poderia estar execu-
tando mais de um kernel. Para cada escalonador, vários warps estarão executando no
modelo SIMT que é semelhante ao modelo SIMD, porém executa vários conjuntos de th-

reads como iremos detalhar a seguir fazendo analogia com um processador RISC simples
com estágios em pipeline.

A Figura 1.2 apresenta um pipeline de um processador no estilo MIPS com uma
pequena modificação. Primeiro, o estágio de busca da instrução dispara uma única instru-
ção para um conjunto de threads, que serão 4 threads no nosso exemplo. Para simplificar a
explicação de warp (grupo de threads que executam em conjunto), iremos supor um warp

de 4 threads e um total 12 threads em execução agrupados em três warps. No estágio de
decodificação, cada thread tem seu próprio banco de registradores. Neste exemplo serão
necessários doze bancos de registradores. A execução é em ordem. Ou seja, nenhuma ins-

3https://media.wiley.com/product_ancillary/29/11187393/DOWNLOAD/CodeSamples.zip
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trução irá executar fora de ordem como ocorre nos processadores superescalares. Iremos
supor também uma latência de 4 ciclos para qualquer instrução no estágio de execução.
Porém, como estão em pipeline, a cada ciclo, uma nova instrução termina sua execução.

(a)

(b)

(c)
Figura 1.2. (a) Warp1 com duas instruções em execução; (b) Warp2 e warp1 em
execução; (c) O warp3 entra em execução.

No trecho de código do exemplo, cada warp tem seu próprio apontador ou conta-
dor de programa w1,w2 e w3. Algumas instruções não tem dependências de dados, como
as duas primeiras. Porém, a terceira instrução depende dos novos valores de R1 e R3

calculados pelas duas primeiras. Os warps podem executar em qualquer ordem. Vamos
supor que inicialmente o warp1 está com duas instruções começando a execução no pi-

peline de 4 estágios. O warp1 não poderá continuar a execução, pois para calcular R4 é
necessário o novo valor de R1 e R3 que ainda está no pipeline de execução como ilustrado
na Figura 1.2(a), faltando 2 ciclos para cálculo de R1 e 3 ciclos para cálculo de R3. O
warp1 irá para fila de espera e o próximo warp pode ser o warp2 ou warp3. Suponha
que seja o warp2, que só poderá executar também a primeira e segunda instrução e de-
pois irá para fila de espera como ilustrado na Figura 1.2(b). Neste momento, o warp3

deve ser escalonado, uma vez que é o único pronto para executar. O warp3 já está na
terceira instrução. A ordem que os warps executam não é garantida pelo modelo CUDA:
cada execução pode ser em uma ordem diferente. Observe que no modelo SIMT, como
já mencionado, cada warp tem seu próprio contador de programa e pode estar em uma
instrução diferente. Porém múltiplos threads dentro do warp executam a mesma instrução
(SIMT). No exemplo da Figura 1.2(a), o warp1 estava executando a segunda instrução, o



warp2 aguardando para executar a primeira e o warp3 aguardando para executar a terceira
instrução.

Cada thread tem o seu próprio conjunto de registradores como ilustrado na Fi-
gura 1.2. Quando um thread vai para o estado de espera, o banco de registradores per-
manece vivo. É importante fundamentar as origens das GPUs, que foram introduzidas
pela máquina HEP [Smith 1986] e pelo processador Niagara [Kongetira et al. 2005] com
a troca de contexto de grão fino em um ciclo de clock, mascarando a latência com múlti-
plos threads e uso de diferentes bancos de registradores.

1.2.2. Multiprocessadores

Uma GPU tem de centenas a milhares de unidades de execução. A maioria das unida-
des são simples unidades lógico/ariméticas (ALU) capazes de executar operações com
ponto flutuante ou inteiros. As unidades são agrupadas formando multiprocessadores
chamados de SM (Stream Multiprocessors). Os primeiros modelos da Nvidia (supor-
tando CUDA) como a GPU GTX280, lançada em 2008, possuíam 30 multiprocessadores
com 8 unidades de execução cada, totalizando 240 núcleos de execução ou 240 cores,
termo comumente utilizado. Vale ressaltar que a granularidade do termo núcleo ou core

em GPU é bem diferente do termo núcleo nos processadores superescalares com múlti-
plos núcleos. Cada multiprocessador da GPU recebe um ou mais blocos para executar. Os
blocos permanecem no multiprocessador até terminarem a execução, quando novos blo-
cos são alocados para o multiprocessador. Como a GTX só tinha 8 unidades, a execução
de uma instrução de um warp de 32 threads demorava em média 27 ciclos. A execução
era semelhante ao ilustrado na Figura 1.2 porém com 8 unidades de execução, onde cada
unidade tinha um pipeline de profundidade de 24 estágios. A cada ciclo, 8 threads do
warp eram disparados em pipeline, demorando 24 ciclos de latência mais 3 ciclos para
completar a execução do warp.

A evolução das GPUs teve uma tendência inicial em aumentar o número de uni-
dades de execução por multiprocessadores, começando com 15 multiprocessadores de 32
unidades na arquitetura Fermi em 2010, totalizando 480 núcleos. A Fermi também in-
troduziu unidades de ponto flutuante de precisão dupla (64 bits). Em 2012, a arquitetura
Kepler foi lançada com um novo modelo de multiprocessador (new Streaming Multipro-
cessor Architecture ou SMX) com 192 unidades. A GPU GTX680 da geração Kepler
possui 1536 núcleos em 8 multiprocessadores, ou seja, três vezes mais núcleos que a
geração Fermi por multiprocessador. Esta inovação foi possível graças ao aumento em
quase três vezes da eficiência energética dos transistores na implementação em sílicio da
arquitetura Kepler. Vale ressaltar aqui que as GPUs além das inovações no nível de ar-
quitetura, também tiveram ganhos de desempenho e eficiência resultante da evolução das
tecnologias em sílicio. Mais unidades irão requer mais registradores: enquanto a Kepler
possui um banco de 64K registradores por SMX a Fermi possui apenas 32K. Porém, se
contabilizarmos a proporção de registradores por núcleos, vemos que a Fermi possui 1k

registradores por núcleo enquanto a Kepler possui 1/3k registradores por núcleo.

Após a Kepler, começou um movimento contrário para redução na quantidade de
núcleos por multiprocessador e aumento na quantidade de memória do multiprocessador
por unidade de execução, além de aumentar a quantidade de multiprocessadores para



possibilitar paralelismo a nível de tarefa (MIMD). A próxima geração, a Maxwell, possui
128 unidades por multiprocessador. Outro grande salto foi o lançamento da arquitetura
Pascal em 2016 com transistores na tecnologia de 16 nm FinFET em comparação com
40nm da geração da Kepler e 28nm da geração Maxwell. Ao reduzir para 64 unidades por
multiprocessador, a Pascal aumentou a relação do número de registradores disponíveis por
unidade de execução. Outra inovação foram as operações com precisão de 16 bits (Half
float), permitindo duas operações de 16 bits sendo executadas em uma unidade de float 32
bits (precisão simples), dobrando a taxa de pico em operações com ponto flutuante, que
tem impacto principalmente em aplicações com aprendizado de máquina.

Posteriormente, em dezembro de 2017, a Nvidia lançou a arquitetura Volta na
tecnologia 12nm FinFet com até 21 bilhões de transistores por chip, mais uma evolução
na eficiência energética e a introdução das unidades multiplicadoras de matrizes 4x4 de 16
bits, os tensor core ou tensores. São unidades sistólicas que podem executar em pipeline

uma multiplicação e uma soma de matrizes. A Figura 1.3 ilustra a evolução da arquitetura
do multiprocessador da GPU da Nvidia começando com 8 unidades na arquitetura da
GTX280 (Figura 1.3(a)) em 2008 até chegar na arquitetura Volta em 2018 (Figura 1.3(b)).
A Figura 1.3(c) mostra a evolução das gerações Nvidia em quantidade de unidades e
registradores por unidade. As memórias serão detalhadas na próxima seção.

Por fim, podemos destacar o poder de cálculo de uma GPU Volta V100. O multi-
processador é dividido em 4 partições. Cada partição tem 2 unidades tensor, 8 unidades
de precisão dupla (64 bits), 16 unidades de precisão simples, 16 unidades de inteiro e
uma unidade especial. Importante destacar que quando dizemos que uma V100 com 80
multiprocessadores tem 5120 núcleos, estamos contando apenas as unidades de precisão
simples. A V100 ainda terá 2.560 unidades de precisão dupla e 640 unidades tensor.
Estes recursos possibilitam que uma V100 seja capaz de executar 40960 operações multi-
plica/soma (FMA Float Multiply/add), ou 81920 operações de ponto flutuante de 16 bits
nas unidades tensor por clock. Executando a 1,53 Ghz pode chegar a um desempenho de
125 Tera Flops/s. Já as unidades de cálculo de precisão simples e dupla podem gerar um
desempenho de pico de 15,7 e 7,8 Tera Flops/s, respectivamente. Além disso, podemos
ter 31,4 Tera Flops/s em operações de meia-precisão (16 bits) nas unidades de precisão
simples.

Dado este desempenho, fica a questão: como podemos modelar e implementar
algoritmos para explorar todo o potencial das GPUs? Nas próximas seções iremos abordar
as arquiteturas de memória e posteriormente, como instrumentar as implementações para
extrair o máximo de desempenho.

1.2.3. Hierarquia de Memória

Como já mencionado, as GPUs usam milhões de registradores para manter as variáveis
locais próximas das unidades de execução, esconder a latência caso existam dependências
de dados e maximizar o uso das unidades. Além dos registradores, as GPUs possuem uma
hierarquia de memória com semelhanças e diferenças em relação ao sistema de memória
da CPU. Primeiro, o espaço de memória da GPU é isolado da CPU. Uma vantagem é não
precisar garantir coerência de memória. Uma desvantagem é a limitação da transferên-
cia de dados pelo barramento PCI da CPU para GPU e vice-versa. A memória principal



Figura 1.3. (a) Multiprocessador da GTX 280 (b) Multiprocessador da Arquitetura
Volta; (c) Evolução dos recursos por unidade e multiprocessador nas Arquitetu-
ras da Nvidia.



da GPU é denominada pelo termo memória global, pois é visível para todos os threads.
Desde as primeiras gerações, a memória global da GPU possui uma vazão elevada de da-
dos em comparação com a CPU, com taxas de vazão de 150-200 GB/s. As últimas GPUs
têm vazão próxima de 1 Tera bytes por segundo. Apesar da vazão elevada, a latência da
memória é alta, podendo chegar à 800 ciclos de clock em comparação com uma CPU que
tem uma latência na faixa de 100 ciclos.

Para mascarar a latência, a GPU usa os milhares/milhões de threads e registrado-
res. Quando um thread faz uma requisição de memória e a instrução seguinte precisa do
dado solicitado, o thread vai para fila de espera. Em um cenário com milhares de threads

com troca rápida de contexto, milhares de requisições serão disparadas e isso irá escon-
der a latência da memória à medida em que começam a ser atendidas. Assim que chegar
a primeira requisição, as requisições seguintes já estarão no caminho e tudo funcionará
com uma alta vazão em pipeline. Além disso, o acesso deve ter um padrão para maxi-
mizar a vazão. Cada transação com a memória envolve uma palavra de 128 bytes ou 32
palavras de 4 bytes (32 bits). Ou seja, se cada thread dentro de um warp solicitar uma
palavra de 32 bits (float ou int), os 32 threads do warp estarão solicitando 128 bytes. Se
threads solicitarem dados consecutivos ou aglutinatos (coalesced é o termo em inglês),
o acesso pode gerar a vazão máxima, pois apenas uma transação de 128 bytes de me-
mória será necessária para atender todos os threads do warp. Entretanto, se cada thread

de um mesmo warp solicitar dados em regiões espaçadas (com distância de dezenas ou
centenas de bytes) como, por exemplo, percorrer uma coluna de uma matriz (variando a
linha) a vazão será reduzida. Acesso a padrões aleatórios como, por exemplo, quando
cada thread acessa um hash geram o pior desempenho. A Figura 1.4 ilustra o exemplo do
polinômio da Figura 1.1(b) onde o padrão de acesso é ideal com threads fazendo acessos
consecutivos e aglutinados.

Figura 1.4. Padrão aglutinado de Acesso a Memória Global, todos os threads do
warp acessam posições consecutivas da memória: thread 0 acessa posição 512,
thread 1 posição 516, ...(de 4 em 4 bytes).

Apesar da proposta inicial das GPUs ter sido eliminar a cache para simplificar o
projeto e maximizar área do chip para as unidades de execução, as arquiteturas da geração
Fermi em diante incorporaram caches L1 e depois L2. As caches L1 variam de tamanho e
cada multiprocessador tem sua própria cache privada. Um recurso interessante é contro-
lar o tamanho da cache em tempo de execução. Algumas gerações permitem controlar do
tamanho da cache e da memória compartilhada. A partir da arquitetura Kepler, um novo
comando da API CUDA permite configurar dinamicamente o tamanho da L1 e da memó-
ria compartilhada (isso é ilustrado na Tabela 1.1). A última coluna ilustra um exemplo de
tamanho com a arquitetura Kepler.

As novas gerações Volta e Turing adicionaram um novo recurso com a cache L0



Tabela 1.1. Configurações de Tamanho para L1 e Memória Compartilhada com o
comando cudaDeviceSetCacheConfig ( cudaFuncCache cacheConfig )

Parâmetro L1 Compartilhada Kepler
cudaFuncCachePreferNone Sem preferência Sem preferência
cudaFuncCachePreferShared Menor Maior L1=16K,SM=48K
cudaFuncCachePreferL1 Maior Menor L1=48K,SM=16K
cudaFuncCachePreferEqual Mesmo Tamanho Mesmo Tamanho L1=32K,SM=32K

para instruções devido ao aumento da codificação das instruções em binário. Em relação
à memória compartilhada e cache, as gerações Pascal P100 e Volta V100 têm abordagens
diferentes como ilustrado na Figura 1.5, onde a Pascal usa espaços separados e a Volta
usa o mesmo espaço que pode variar o tamanho da L1 e da memória compartilhada,
introduzido na arquitetura Kepler.

Figura 1.5. Estrutura de Memória das arquiteturas Pascal P100 e Volta V100.

Diferentemente das CPUs tradicionais, a GPU possui umamemória compartilhada
(shared memory em inglês), que pode ser vista como uma memória cache controlada
pelo programador (diferentemente da cache tradicional, que é controlada pelo hardware).
Este recurso não é novidade e foi introduzido na década de 70 com o microprocessador
Fairchild F8 com 64 bytes de memória local controlada por software (scratchpad é o
termo em inglês). Nas GPUs, diferentemente da organização da cache (que é por linha,
sendo de 128 bytes nas arquitetura da Nvidia) a memória compartilhada é organizada
por bancos. Em todas as arquiteturas, a memória compartilhada possui 32 bancos. O
acesso ideal é quando cada thread do mesmo warp faz acesso a um banco diferente. A
Figura 1.6(a) ilustra um trecho de código sem conflito de acesso aos bancos, enquanto
que a Figura 1.6(b) ilustra um exemplo com conflito, onde cada sub-grupo de 8 threads

faz acesso ao mesmo banco de memória compartilhada. O acesso será serializado.

Um exemplo clássico de conflito é o acesso por coluna ilustrado na Figura 1.7(a),
adaptado da referência [Cheng et al. 2014]. Neste exemplo, suponha a memória com
cinco bancos. A Figura 1.7(a) destaca o acesso aos dados da coluna 0 (em cinza) que
será concentrado no banco 0, gerando conflitos que fazem com que os acessos sejam
serializados durante a execução. Este problema pode ser facilmente contornado com a



Figura 1.6. Trecho com visualização de um warp: (a) Padrão de acesso sem
conflito na memória compartilhada; (b) Padrão de acesso com conflito.

técnica de "padding". Ao acrescentar uma coluna, fazendo um deslocamento dos dados
como ilustrado na Figura 1.7(b), cada thread fará acesso a um banco diferente ao percorrer
a matriz por coluna. Podemos observar que a coluna 0 em destaque pode ser acessada em
paralelo, onde cada elemento está em um banco diferente. Vale ressaltar que o exemplo
está simplificado para 5 bancos e pode ser diretamente estendido para 32 bancos.

Figura 1.7. (a) Acesso com conflito na memória compartilhada para percorrer
uma matriz por coluna (b) Acesso sem conflito aplicando a técnica de "pad-
ding"para percorrer por uma matriz por coluna. Figura adaptada da referência
[Cheng et al. 2014].

1.3. Métricas

Nesta seção apresentamos inicialmente a ferramenta nvprof, as métricas que podem ser
aferidas, como interpretar as medidas e qual a correlação delas com o código. Posteri-
ormente, o papel do compilador e a análise do código PTX são introduzidos com exem-



plos simples e didáticos. Por exemplo, desmistificar a relação entre a ocupação e o de-
sempenho, onde mais trabalho e poucos threads são capazes de gerar um desempenho
maior [Volkov 2010].

1.3.1. Nvprof

A ferramenta nvprof irá executar uma aplicação realizando medidas detalhadas. Por ser
uma ferramenta de linha de comando de simples configuração, pode ser bem útil para
construção de scripts para avaliar uma aplicação. A Figura 1.8 ilustra um trecho de dados
extraídos com nvprof para execução do exemplo de código da Nvidia para multiplicação
de matrizes dividindo-a em blocos (tiles). Primeiro, a ferramenta imprime as característi-
cas da GPU, neste exemplo é uma GPU de laptop, uma GPU 640M com 384 núcleos a
645 Mhz com um desempenho de pico de 247 Gflops. A aplicação imprime informações
do tamanho das matrizes e o desempenho medido de 35,35 Gflops. O tempo de execução
foi 3,7 milisegundos.

Figura 1.8. Trecho de execução com nvprof para a aplicação Multiplicação de
Matrix disponibilizada pela Nvidia.

O exemplo multiplica uma matriz de 320x320 por uma matriz de 320x640. Serão
executadas 320x320x640 = 65.536.000 multiplicações e adições, ou seja, aproximada-
mente 130 milhões de operações em 3,7 ms, que equivale a 130M

0.0037s
= 35 Gflops. Agora

iremos analisar as informações impressas pelo nvprof. Primeiro, 99.95% do tempo foi
gasto com a multiplicação de matrizes. Porém, este código realiza 301 repetições (cha-
madas da função de multiplicação) como mostra a coluna calls do nvprof. Neste experi-
mento, as repetições são usadas para aferir um tempo médio. Se considerarmos o tempo
de uma chamada apenas, a multiplicação em 3,7ms seria responsável por 85% do tempo
total de 4,35ms, onde 650us seriam necessários para transferir os dados entre da CPU e a
GPU como apresentado (em azul) pelas chamadas CUDA memcpy HtoD (CPU para GPU)
e CUDA memcpy DtoH (GPU para CPU).

O nvprof irá exibir o tempo de execução de cada kernel, das funções API CUDA e
das transferências. A ferramenta também permite uma análise detalhada de várias métri-
cas de memória e instruções como vazão, ocupação, número de operações, etc. O exemplo



abaixo executa uma aplicação e imprime a ocupação da GPU (fração de warps em exe-
cução pelo total de warps que podem executar) e o número médio de ciclos por instrução
(ipc):

nvprof --metrics achieved_occupancy,ipc <app> <app args>

Além disso, a avaliação pode ser detalhada e específica para um kernel apenas:

nvprof --kernels<kernelspecifier> --analysis-metrics <app>

O nvprof possui muitos recursos que podem ser explorados. Vários exemplos de
uso do nvprof são apresentados na referência [Cheng et al. 2014]. Um fato importante é
evitar de fazer análises isoladas de uma métrica. Vale lembrar que é sempre bom ter o de-
sempenho ou tempo de execução de uma versão da implementação como uma referência
básica. Um exemplo ilustrado em [Cheng et al. 2014] é a transposição de matrizes onde
a versão que faz a leitura da matriz original por coluna e escreve por linha apresenta uma
vazão de leitura (gld = global load) na ordem de 600 GB/s aferida com o comando:

nvprof --devices 0 --metrics gld_throughput ./transpose

porém, o acesso por coluna não é eficiente que é verificado ao acionar a métrica –metrics

gld_efficiency que mostra que apenas 6% de cada 128 bytes (uma transação de memória
global) são efetivamente utilizados devido ao acesso por coluna.

Além do nvprof, a Nvidia disponibiliza várias outras ferramentas como o Nvidia

Visual Profile com interface gráfica e análise. Porém é recomendado um bom entendi-
mento da arquitetura e das métricas para avaliar as aplicações. A Figura 1.9 ilustra uma
tela com a análise dos gargalos de uma aplicação, onde a ferramenta visual apresenta
as frações para cache L2, memória e operações aritméticas. Para o exemplo podemos
observar a recomendação que a aplicação está limitada pelo acesso aos dados na cache
L2.

A Figura 1.10 ilustra outra tela da ferramenta Visual Profile, com um diagrama
detalhado com a quantidade em milhões de instruções de memória executadas para os
diversos níveis e tipos de memória da GPU.

Com as novas GPUs a partir da geração Pascal e da rede de interconexão de nvlink
com alto desempenho, as ferramentas visuais também auxiliam na otimização de código
com múltiplas GPUs como ilustrado na Figura 1.11. A taxa de pico pode chegar a 100
GB/s entre as GPUs, que é bem superior a taxa de 10 GB/s do barramento PCI.

1.3.2. Assembly PTX

A Nvidia disponibiliza uma pseudo linguagem assembly PTX (Parallel Thread Execu-
tion). O compilador nvcc traduz o código C++/CUDA em PTX, que depois é traduzido
para binário para executar na GPU. Além de um formato intermediário, o PTX é legível
possibilitando ao programador várias informações sobre o código gerado. Um detalhe im-
portante é que o PTX usa um número arbitrário de registradores que depois será otimizado
pelo compilador. Por exemplo, o comando:



Figura 1.9. Análise de Dados de utilização da Cache L2, Memória e operações aritméticas

Figura 1.10. Diagrama com os diversos níveis de memória da GPU e o número
de operações executadas.

.reg .u32 %r<51>;

declara 51 registradores de inteiros sem sinal com 32 bits cada. É possível identificar
facilmente as operações com amemória global, instruções condicionais, etc. Por exemplo,
o trecho a seguir:

ld.global.f32 %f2, [%rd8];

add.f32 %f3, %f2, %f1;

st.global.f32 [%rd10], %f3;



Figura 1.11. Taxa de troca de dados entre GPUs com uma rede de interconexão nvlink.

executa uma leitura (load) na memória global para o registrador f2 da posição apontada
pelo registrador rd8. A instrução add executa a soma f3= f1+ f2. Finalmente a instru-
ção st (store ) grava o valor de f3 na memória global no endereço apontado pelo registrador
rd10. Apesar de simples, o trecho pode demorar muitos ciclos para executar. A operação
de leitura pode demorar até 800 ciclos, portanto o thread irá para fila de espera, caso o
dado não esteja na cache. Mesmo na cache, como veremos na Seção 1.4.1, a leitura pode
demorar alguns ciclos. A instrução de soma pode demorar vários ciclos também (como
será detalhado na Seção 1.4.2) e finalmente a instrução de escrita do resultado na memó-
ria. Ou seja, apesar de pequeno, o trecho ilustrar dependência de dados e de operações de
memória.

Ao compilar com o parâmetro -ptx, o nvcc irá gerar um arquivo com a extensão
PTX onde podemos visualizar o código gerado. Além disso, o PTX pode ser usado para
inserir código e/ou instrumentar trechos de código para realizar medidas como iremos
ilustrar a seguir.

Primeiro iremos ilustrar um exemplo com assembly PTX para otimizar uma ope-
ração simples na execução da expressão da aplicação SAPXY. O exemplo foi proposto
em [Jia et al. 2019] para motivar a importância de otimizações mesmo nas últimas ge-
rações de GPU. O exemplo ilustrado na Figura 1.12 mostra que podemos ter um ganho
significativo de desempenho na arquitetura Turing ao agrupar a leitura de dados de 4 em
4 valores com as instruções vetoriais load.global.v4 e store.global.v4. O código é simples
e executa y[i] = x[i]∗α + y[i]. Cada thread irá ler 4 elementos dos vetores x e y, executar
a operação localmente nos registrados a,b,c e d no exemplo com uma única operação
FMA (multiplica e soma) por elemento e finalmente gravar o resultado agrupado com o
comando store.global.v4. Podemos observar que o código mescla instruções em PTX e
em C/C++. A comunicação é feita pelos parâmetros %0, %1 e %2 que são respectiva-
mente os ponteiros para os vetores x[i] e y[i] e a variável al pha.

A Figura 1.13 mostra que a versão em PTX com as instruções explícitas para
ler/escrever agrupando de 4 em 4 elementos por thread geram um desempenho 2x me-



Figura 1.12. Trecho de código extraído da referência [Jia et al. 2019] com desta-
ques ilustrando um código misto C/C++ e Assembly PTX para a aplicação Sapxy.

Figura 1.13. Tempo de execução para a aplicação Sapxy comparando a biblio-
teca otimizada Cublas com um trecho com o código misto PTX/C que explora
a vetorização com 4 elementos por threads por vez. O resultado foi extraído e
adaptado da referência [Jia et al. 2019].

lhor em comparação com a versão otimizada da biblioteca CUBLAS de álgebra linear
da Nvidia na arquitetura Turing. Resumindo, este exemplo demonstra uma oportunidade
de otimização acessível aos programadores que possuem um conhecimento de PTX e um
entendimento no nível de arquitetura das gerações de GPU. Maiores detalhes de como
explorar estes recursos estão ilustrados em [Jia et al. 2019].

Outro recurso interessante é medir a latência de execução de uma instrução ou



de um trecho de código para cada thread em execução. Esta medida é interessante para
comprovar a latência real assim como para estimar o número de threads necessários para
esconder a latência com a sobreposição concorrente das execuções. Este recurso é muito
utilizado em microbenchmark [Arafa et al. 2019] que são exemplos de testes para avalia-
ção isolada de instruções, pequenos trechos ou recursos das arquiteturas.

Para medir o tempo de um trecho podemos coletar o clock da GPU antes e depois
do trecho, calcular a diferença e teremos o número de ciclos de clock gastos por cada
thread. A Figura 1.14(a) ilustra um exemplo simples com dois vetores A e B de float com
o código instrumentado para medir o tempo em ciclos da operação add. As linhas 5 e 7
fazem a leitura do clock antes e depois da execução do add e armazenam nas variáveis
locais c1 e c2. O vetor C irá retornar a latência em ciclos de clock para cada thread.

Figura 1.14. Trecho de código com instrumentação para medida de tempo da
instrução de soma de ponto flutuante de 32 bits: (a) Versão ingênua; (b) Versão
sem a latência da memória.

O valor esperado para a latência do add é em torno de 10-20 ciclos. Porém o valor
medido é da ordem de 600 a 800 ciclos. Este fato é justificado pois ao disparar a leitura
do valor na linha 4, a instrução load é não bloqueante. A próxima instrução é a leitura do
clock para o registrador c1, que não depende do load e irá executar logo após a requisição
de load ser disparada. Na linha 6, antes de executar, o thread irá aguardar o load e só
retornará depois que o dado já estiver no registrador para calcular a expressão a+a com
a instrução add. Portanto a medida do clock na linha 7 irá incluir a latência do load e do
add. Para contornar este problema e fazer a medida apenas da latência do add, podemos



usar a versão ilustrada na Figura 1.14(b), onde usamos o número do thread para o valor
de a, medimos a latência do add e depois executamos a operação 2 ∗A[i] para gravar no
vetor.

No código binário, além das instruções as GPUs da Nvidia utilizam bits para ar-
mazenar código de controle. São 23 bits nas gerações Volta e Turing [Jia et al. 2019]. As
palavras de controle foram introduzidas na geração Kepler para substituir as técnicas de
escalonamento dinâmico empregadas nos processadores, uma vez que as GPUs fazem a
execução em ordem com escalonamento estático. Estas informações irão auxiliar a uni-
dade de controle de execução (escalonador de warps) da GPU, sem complicar o hardware,
deixando o trabalho para o compilador. O código binário da Turing e da Volta possui 128
bits incluindo as informações de controle. Estas informações são divididas em campos.
O campo de reuso é usado para evitar conflito no banco de registradores, salvando valores
para uso nas próximas instruções. Campos de barreiras de espera, escrita e leitura são
usados para auxiliar o escalonador com relação a latência das instruções que serão execu-
tadas para planejar a troca de contexto dos warps. O campo de barreiras de dependências
de leitura servem para evitar conflitos de escritas após leituras. O campo parada (stall)
indica quantos ciclos o escalonador deve esperar para retornar para executar a próxima
instrução do warp corrente. Finalmente o campo yield, com um bit apenas, serve para
dizer se o escalonador deve manter o warp em execução ou realizar a troca de contexto.

Para auxiliar no ensino e pesquisa com assembly PTX, a ferramenta Compiler

Explorer de compilação disponível no navegador pode ser usada [Godbolt 2019]. Como
ilustra a Figura 1.15 do lado esquerdo temos o trecho de código com cores e do lado
direito o assembly PTX gerado também colorido para mostrar o mapeamento do código
de alto nível no código assembly.

Figura 1.15. Tela do navegador com a Ferramenta Compiler Explorer disponível
para ensino e pesquisa de compiladores que incluem versões do NVCC 9 e 10.



1.4. Latência e Vazão

A Seção 1.4.1 apresenta detalhes para compreender as restrições das classes de apli-
cações com desempenho limitado pela memória e/ou processamento [Serpa et al. 2019,
Shekofteh et al. 2019]. Estudos recentes [Jia et al. 2019, Mei and Chu 2016] são apre-
sentados na Seção 1.4.1 e mostram a latência dos vários níveis de memória das gerações
recentes (Turing, Volta, Pascal, Maxwell). Com relação as operações, a Seção 1.4.2 des-
taca o nível de instrução e a grande variação na latência do conjunto de instruções das
gerações aferidas com precisão [Arafa et al. 2019].

1.4.1. Memórias

Tabela 1.2. Latência para diversas situações com e sem falhas de acesso nas
caches L1, L2 e nas TLBs.

Padrão P1 P2 P3 P4 P+5 P6

L1 acerto acerto acerto falha falha falha
L1 TLB acerto falha falha acerto falha falha
L2 TLB - acerto falha - acerto falha
Latência

Maxwell 980 L1 82 - - 385 2439 2740
Sem L1 214 225 289 383 2461 2750

Kepler 780 198 204 257 339 702 968
Fermi 560 L1 96 384 468 635 1239 -

Sem L1 351 378 462 619 1225 -

Em [Jia et al. 2019, Jia et al. 2018, Mei and Chu 2016] são apresentados estudos
detalhados das arquiteturas Turing T4, Volta, Maxwell, Kepler e Fermi com microben-

chmarks, avaliando as latências dos diversos níveis de memória. O trabalho apresentado
em [Mei and Chu 2016] introduziu uma análise detalhada da latência nos diversos níveis
de cache. A Tabela 1.2, adaptada de [Mei and Chu 2016], mostra as latências para diver-
sas situações p1, . . . , p6 que incluem acertos (hit) e falhas de acessos (miss) na cache de
dados L1 e L2 bem como na cache de endereços (TLB) de nível 1 e 2. Podemos observar
que existe uma grande variação na latência dos acessos.

Tabela 1.3. Tabela adaptada de [Jia et al. 2019] para a latência aferida com micro-

benchmarks para as arquiteturas Turing, Volta, Pascal e Kepler.

Arquitetura Turing Volta Pascal Pascal Maxwell Kepler
Placa T4 V100 P100 P4 M60 K80

clock Ghz 1.5 1.4 1.3 1.5 1.2 0.9
Multiprocessadores 40 80 56 40 16 13
Latência Hit L1 32 28 82 82 82 35

Tamanho linha L1 32 32 32 32 32 128
Latência Hit L2 188 193 234 216 207 200



A Tabela 1.3 mostra algumas medidas de latências e outras características ilus-
trando pequenas e grandes diferenças entre as últimas gerações de GPU com dados extraí-
dos com microbenchmarks nos experimentos realizados em [Jia et al. 2019]. Por exem-
plo, a latência do acerto (hit) é em torno de 30 ciclos para a Turing T4 e para Volta V100.
Já para a Pascal e Maxwell, a latência da L1 é de 82 ciclos. Entretanto, a latência da K80,
uma GPU bem mais antiga é de 35 ciclos. Uma mudança da K80 em relação às GPUs
mais novas é o tamanho da linha de cache que passou de 128 bytes para 32 bytes. Com
relação à latência da cache L2, a variação é pequena, assim como para maioria das outras
medidas apresentadas pelos experimentos que estão detalhados em [Jia et al. 2019].

Figura 1.16. Trecho de código com instrumentação para medida da vazão da
cache L2 em diversas arquiteturas proposto em [Jia et al. 2019] (a) Microbench-
mark (b) Vazão em GB/s.

AFigura 1.16 ilustra um exemplo de microbenchmark proposto em [Jia et al. 2019]



para avaliação da latência no nível L2 de cache. O código inclui trechos mistos em C/C++
e assembly PTX. A instrução ld.global.cg.f32 que irá realizar a leitura de memória. Note
que é necessário adicionar o vetor sink para evitar que o compilador remova código e gere
erros nas medições. Este detalhe é importante na instrumentação dos códigos. Além deste
exemplo, a referência [Jia et al. 2019] apresenta uma avaliação detalhada das caches L1,
caches de constantes, memória global e compartilhada, acesso concorrente na memória
compartilhada, operações atômicas, cache de instruções, banco de registradores, latência
de instruções e desempenho dos novos operadores tensores. Por exemplo, a Figura 1.17
mostra a diferença entre a vazão teórica e a vazão medida para memória global e com-
partilhada aferida em [Jia et al. 2019]. Podemos observar que as gerações Pascal e Volta
aumentaram a vazão da memória global da faixa de 200/300 GB/s para 600/800 GB/s.
Com relação a memória compartilhada, também existe um ganho significativo chegando
a taxa de 12 Tera bytes por segundo na geração Volta para a GPU V100.

Figura 1.17. (a) Vazão em GB/s da Memória Global (b) Vazão em GB/s da Memória
Compartilhada. Experimentos realizados em [Jia et al. 2019].

A Tabela 1.4 foi extraída da referência [Jia et al. 2019] com as latências para
acesso com operações atômicas com e sem conflitos de acesso (competição pela mesma
posição) com várias configurações de threads para diversas arquiteturas: Turing T4, Volta
V100, Pascal P100 e P4, Maxwell M60 e Kepler K80.

Tabela 1.4. Latência das operações atômicas em cenários com acesso em pre-
sença de conflitos com 2 a 32 threads nas memórias global e compartilhada para
diversas gerações de GPU. A Tabela foi extraída da referência [Jia et al. 2019].



Podemos observar que a operação atômica tem uma pequena latência para as ar-
quiteturas mais novas no cenário sem conflito em comparação com a arquitetura kepler
K80 para memória compartilhada. À medida que 2 ou mais threads fazem a operação
atômica na mesma posição, a latência vai aumentando mas não chega a ser 32x maior no
pior caso, exceto para a K80 onde a latência supera os 4000 ciclos de clock . Em relação
à memória principal, a arquitetura T4 apresenta uma latência até maior que a K80, mas à
medida que os conflitos com mais threads aumentam, a latência da T4 fica menor que a
latência da K80.

Trabalhos recentes fazem avaliação de memória com simulação sem perder a pre-
cisão e utilizando microbenchmarks, como por exemplo o modelo proposto para o sis-
tema de memória da arquitetura Volta implementado no simulador GP-SIM apresentado
em [Khairy et al. 2018]. O trabalho proposto em [Chen et al. 2019] apresenta um modelo
sistólico com deslocamento e somas parcais que utiliza o banco de registradores como
cache para acelerar aplicações com cálculo de stencil e convoluções que explora os me-
canismos de cache L1, L2 e banco de registradores para gerar uma aceleração de 2,5x em
relação a biblioteca NPP.

1.4.2. Instruções

Nesta seção iremos apresentar alguns resultados de trabalhos recentes na instrumentação
de códigos com microbenchmarks [Jia et al. 2019, Jia et al. 2018, Arafa et al. 2019]. O
uso de microbenhmarks já foi proposto desde as primeiras gerações [Wong et al. 2010],
mas nesta seção iremos destacar apenas as últimas gerações.

A Tabela 1.5 foi extraída da referência [Arafa et al. 2019] e foi resumida para
ilustrar a variação das latências para as diversas arquiteturas e tipos de instruções. A
Tabela mostra o número de ciclos com e sem otimização (otim. com a opção -O3/não
otim. com a opção -O0) para a latência na execução das instruções de apenas três clas-
ses (inteiros, precisão simples ou float, precisão dupla ou double) e três operações add,
mult e div. Primeiro, podemos observar que praticamente não existe diferença na latência
entre as operações com inteiros e com precisão simples. Com relação à precisão dupla
há apenas uma diferença nas arquiteturas Titan X e RTX, que possuem poucas unidades
de precisão dupla (o que gera uma latência 4-5x maior). Já a operação de divisão tem
uma grande latência. Instruções lógicas e ariméticas, com precisão de 16 bits, instruções
especiais (raiz quadrada, cosseno,etc.) dentre outras estão todas detalhadas na referên-
cia [Arafa et al. 2019].

1.4.3. Mais Trabalho com Redução dos Threads

As latências podem ser mascaradas commilhares de threads ou com a redução dos threads

mais aumento da carga de trabalho por thread. Por exemplo, no lugar de cada thread

avaliar uma entrada do vetor para o kernel de polinômio ilustrado na Figura 1.1, podemos
avaliar 2 ou 4 entradas e melhorar o desempenho. Esta ideia foi introduzida por Volkov
em [Volkov 2010]. A Figura 1.18 ilustra a ideia básica, onde ao invés de ter um código
com pouco paralelismo a nível de instrução (ILP) da Figura 1.18(a) devemos buscar uma
implementação com mais paralelismo como ilustrado no trecho da Figura 1.18(b).

Ao executar mais trabalho nos threads, reduzimos a proporção de código e variá-



Tabela 1.5. Tabela adaptada de [Arafa et al. 2019] para a latência das instruções
aferida com microbenchmarks para as arquiteturas Turing, Volta, Pascal e Kepler.

Instrução K80 TitanX P100 V100 RTX
add int 9/16 6/15 6/15 4/15 4/15
mult int 9/16 13/87 13/85 4/15 4/15
div int 134/791 141/1020 144/1039 125/815 111/785

add float 9/16 6/15 6/15 4/15 4/15
mult float 9/16 6/15 6/15 4/15 4/15
div float 151/621 135/725 167/671 123/638 152/546

add double 10/16 48/52 8/15 8/15 40/48
mult double 10/16 48/52 8/15 8/15 40/54
div double 445/1588 709/1821 545/1399 159/945 540/1202

Figura 1.18. (a) Código sem paralelismo a nível de instrução (b) Código com para-
lelismo e mais trabalho por thread. Figura adaptada da referência [Volkov 2010].

veis de controle por thread em relação às operações com dados. Exemplos de controle
são as variáveis de índice, os controles de laços for, etc. A Tabela 1.6 mostra o impacto no
uso de registradores e no desempenho quando o algoritmo de multiplicação de matrizes
com diversas versões onde são avaliados 1, 2, 4, 8 e 36 pontos por thread.

Tabela 1.6. Experimentos introduzidos em [Volkov 2010] na arquitetura Fermi
para aumentar o desempenho com a redução dos threads e mais trabalho com
ILP por thread.

Pontos por Blocos por
Thread Registradores Desempenho Ocupação Multiprocessador

1 21 241 GFlops/s 67% 1
2 28 341 GFlops/s 67% 1
4 41 427 GFlops/s 50% 3
8 63 485 GFlops/s 33% 4
36 63 838 GFlops/s 33% 2

O resultado final é um ganho de 4x em desempenho com a técnica graças ao me-
lhor uso dos registradores por thread, mesmo com baixa ocupação de warps. O aumento
das oportunidades de paralelismo a nível de instrução reduz as trocas de contexto neces-
sárias para mascarar as latências das operações. A Figura 1.19 ilustra a modificação na



implementação da multiplicação de matrizes para executar o cálculo de dois elementos
por thread, destacadas em vermelho. Podemos notar que parte do código não é duplicada
e apenas 28 registradores são usados em comparação com a versão com um elemento
por thread que faz uso de 21 registradores. Ou seja, o desempenho melhora de 241 para
341 GFlops, sem muito impacto no aumento do número de registradores necessários, que
poderia dobrar, mas só requer um aumento de 30%.

Figura 1.19. Código com dois elementos calculados por thread para a multiplica-
ção de matrizes. Figura adaptada de [Volkov 2010].

1.5. Novos Operadores e Computação Aproximada

Desde as primeiras gerações, as GPUs oferecem várias opções de funções aritméticas com
precisão variada e desempenho variado. Por exemplo, a função __powf(x,i) e a função
powf(x,i) para calcular xi. Na versão CUDA 5.0, a função __powf(x,i) é implementada
com 17 instruções PTX em comparação com a função powf(x,i) que requer 344, que
impacta em um tempo de execução 24x mais lento. Em termos de precisão, a diferença é
na sétima casa decimal [Cheng et al. 2014].

Com a introdução de operadores de grão grosso capazes de executar uma multi-
plicação e soma de uma matriz 4x4 com números na representação de meia-precisão (16
bits) em um único clock (em pipeline), as novas GPUs a partir da geração Volta trouxe-
ram um impacto significativo no desempenho para aplicações de aprendizado de máquina.
Além disso, a GPU Turing pode operar com números de 4 ou 8 bits, obtendo um desem-
penho acima de 100 Tera operações por segundo, podendo chegar em alguns casos a até
500 Tera operações por segundo. Em [Jia et al. 2019], a comparação entre a Turing e a
geração Pascal mostra que para 16 bits, a Turing tem um desempenho de 41 Tera Flops
(contra 6 Tera Flops da Pascal. Para números de 8 bits, a Turing tem um desempenho de
75 tera Flops contra 24 Tera Flops da Pascal, além das possibilidades de executar opera-
ções com 4 bits e 1 bit de forma vetorizada, que não são possíveis na Pascal, gerando um
desempenho de 114 e 552 Tera Flops, respectivamente.



O trabalho [Lew et al. 2019] apresenta o uso de simuladores de GPU para avaliar
o desempenho com cargas de trabalho de aprendizado de máquinas, que podem auxiliar
no desenvolvimento de novas arquiteturas para aumentar ainda mais o desempenho no
processamento de redes neurais profundas. Em [Raihan et al. 2019], o desempenho dos
operadores tensores das gerações Volta e Turing é avaliado para aplicações de aprendizado
de máquina com microbenchmarks e simulação. Um modelo para os operadores tensores
é proposto e validado com 99.6% de precisão em comparação com a execução na GPU
Volta.

Os operadores tensores também podem ser usados para executar outras operações
como mostra o trabalho [Dakkak et al. 2019] que propõe a implementação eficiente das
operações de redução e varredura (scan) usando os operadores tensores que alcança de
89% à 98% do desempenho de pico para cópia na memória e é ordens de magnitude (100
para redução e 3 para varredura) mais rápido em comparação com o estado da arte para
segmentos pequenos, comuns em aplicações de aprendizado de máquina. A implementa-
ção apresenta uma economia de energia de até 22% para redução e 16% para a varredura.

1.6. Considerações Finais

Este minicurso tem como proposta desmistificar as arquiteturas de GPU, suas métricas
e técnicas que foram bem sucedidas para gerar código com desempenho. O conheci-
mento em detalhe da arquitetura e do assembly PTX podem auxiliar os programadores a
extraírem o máximo de desempenho. Compreender bem a hierarquia de memória, suas
latências e vazão é importante para modelar as estruturas de dados que serão utilizadas
na implementação. O uso de microbenchmarks e das ferramentas de profile como nvprof

auxiliam no entendimento dos gargalos. Este texto também incluem várias referências re-
centes [Jia et al. 2019, Jia et al. 2018, Arafa et al. 2019] que fazem uma análise detalhada
das GPUs.

Finalmente, como já mencionado na introdução, para motivar os estudantes e pro-
fissionais, mesmo sem acesso direto a uma máquina com uma GPU da Nvidia, os experi-
mentos propostos para este minicurso poderão ser executados na plataforma online Colab
da Google. Maiores informações podem ser encontradas no Apêndice A.
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A. Colab

Este minicurso apresenta também um roteiro de exemplos e exercícios que podem ser exe-
cutados na plataforma colab da Google. Este roteiro foi desenvolvido com a colaboração
dos estudantes da Universidade Federal de Viçosa: Marcelo Menezes, Michael Canesche
e Westerley Carvalho.

O colab ou Colaboratory é um ambiente com um Jupyter notebook que não
requer inicializações e executa na nuvem. Com o colab, você pode escrever e executar
código, documentar, fazer análise, ter acesso a recursos computacionais diretamente de
seu navegador sem custos adicionais. Na versão atual, o colab disponibiliza uma CPU
XEON dual-core com 46 MB de cache L3, 360 GB de área em disco, GPU K80 ou T4 e
acesso ao acelerador TPU da Google.

O colab foi desenvolvido para executar códigos em Python integrado com am-
bientes como TensorFlow, PyTorch, Keras, etc. Entretanto, como é um computador na
nuvem com Linux tem muita flexibilidade e pode ser configurado para executar código
C/C++ e CUDA. Nesta Seção iremos descrever brevemente os principais passos para exe-
cutar códigos CUDA no colab. Além do exemplo do colab para este minicurso, estamos
desenvolvendo outros exemplos para iniciantes ou com temas específicos como stencil,
convolução, etc. Todo o material pode ser acessado a partir do link 5 do minicurso no
Github, incluindo um exemplo bem simples para iniciantes de como usar o colab com
GPU.

A.1. Configurando o Colab

A abrir o link https://colab.research.google.com no seu navegador, você primeiro deve
configurar a GPU. Nas opções ir para o menu runtime → change runtime type → Hard-

ware accelerator escolher GPU. Você pode ter acesso a uma GPUK80 ou umGPU Turing
T4. Para verificar executar o comando

!nvidia-smi

Note que é um comando de uma ferramenta da Nvidia com o caracter ’!’ na frente. Todos
os programas que você instalar ou já estiverem instalados podem ser executados com um
’!’ na frente, como se fossem comandos de linha do Linux.

O colab tem células de texto e de código. As de texto servem para documentar,
dar instruções, etc. A célula de código irá executar código python. Porém, o desenvolve-
dor Andrei Nechaev disponibilizou um plugin 6 para executar códigos CUDA. Ao criar
uma nova célula basta iniciar com %%cu seguido do seu código CUDA. O código será
compilado e executado. Adaptamos este plugin para iniciar a célula com %%gpu. Além
disso, o plugin deve ser carregado no ambiente. A seguir os comandos para configurar:

!pip install git+git://github.com/canesche/nvcc4jupyter.git

%load_ext nvcc_plugin

5github.com/cacauvicosa/wscad2019
6https://github.com/andreinechaev/nvcc4jupyter



feito isto, você pode abrir uma nova célula e editar, compilar e executar código em CUDA.
A seguir um exemplo simples:

%%gpu

#include <stdio.h>

#include <stdlib.h>

__global__ void add(int *a, int *b, int *c) {

*c = *a + *b;

}

int main() {

int a, b, c; // host copies of variables a,b&c

int *d_a, *d_b, *d_c; // device copies of variables a,b&c

// Allocate space for device copies of a, b, c

int size = sizeof(int);

cudaMalloc((void **)&d_a, size);

cudaMalloc((void **)&d_b, size);

cudaMalloc((void **)&d_c, size);

c = 0; // Setup input values

a = 4;

b = 8;

// Copy inputs to device

cudaMemcpy(d_a, &a, size, cudaMemcpyHostToDevice);

cudaMemcpy(d_b, &b, size, cudaMemcpyHostToDevice);

add<<<1,1>>>(d_a, d_b, d_c); // Launch add() {\em kernel} on GPU

// Copy result back to host

cudaError err=cudaMemcpy(&c, d_c,size,cudaMemcpyDeviceToHost);

if(err!=cudaSuccess) {

printf("CUDA error copying to Host: %s\n",

cudaGetErrorString(err));

}

printf("result is %d\n",c);

// Cleanup

cudaFree(d_a);

cudaFree(d_b);

cudaFree(d_c);

return 0;

}

A.2. Executando com nvprof

Além da execução, introduzimos mais opções. Começando com a diretiva %%nvprof, o
código CUDA da célula será executado com o nvprof e podemos verificar o número de



chamadas de cada kernel e de cada API, bem como o tempo de execução. Se você esitver
em uma sessão com uma GPU K80, poderá também usar as métricas do nvprof.

A.3. Usando Github, Compilando e Executando

Uma segunda opção é compilar e executar com comando de linha. Primeiro, você pode
configurar o path com os comandos:

import os

os.environ[’PATH’] += ’:/usr/local/cuda/bin’

Depois pode copiar da sua conta Google Drive ou baixar do github ou outro sítio da
internet. No caso dos exemplos deste minicurso, você pode baixar com o comando:

%cd /content

!git clone https://github.com/cacauvicosa/wscad2019.git

onde o comando cd é para se posicionar no pasta raíz, seguido do comando para download

do repositório com os exemplos e documentação do minicurso. Note que para navegar nas
pastas usamos com comando cd com o caracter % na frente, não usar com ’!’. O próximo
passo é ir para pasta desejada, compilar e executar um exemplo, como a seguir:

%cd /content/wscad2019

!nvcc -arch=sm_35 1_Introducao/poly.cu

!nvprof ./a.out

onde o código poly.cu foi compilado com nvcc e depois a execução com profile usando o
nvprof.

Finalmente, podemos mesclar as duas abordagens, para mostrar a parte do código
que o usuário pode fazer pequenas modificações e deixar o restante no arquivo, usando
uma abordagem mista como ilustra o exemplo a seguir:

%%gpu

#define POWER 26

__global__ void poli(float* poli, const int N) {

int idx = blockIdx.x * blockDim.x + threadIdx.x;

if (idx < N) {

float x = poli[idx];

poli[idx] = 5 + x * ( 7 - x * (9 + x *
(5 + x * (5 + x))))- 1.0f/x + 3.0f/(x*x) + x/5.0f;

}

}

#include "/content/wscad2019/1_Introducao/poly_test.cu"



onde o usuário pode definir o tamanho do vetor de entrada e visualizar o código do kernel

que avalia um polinômio. O usuário pode modificar a exepressão e observar o tempo de
execução. A maior parte do código ficou "escondida"no arquivo poly_test.cu, deixando a
interface mais leve e a atenção apenas na parte que está sendo avaliada.


