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Abstract

In view of the pandemic scenario we are experiencing, we propose a minicourse aimed at
the application of Computer Vision techniques that can be useful to support the authorities
in the control of restrictive measures. The minicourse aims to explain the concepts of
techniques such as Convolutional Neural Network, Multi-task Cascaded Convolutional
Networks, FaceNet and Multilayer Perceptron, practically applying such techniques in a
Computer Vision system to detect whether people in a given environment are or are not
using mask. This chapter describes the technologies used in the mini-course, as well as
the steps involved in implementation.

Resumo

Diante do cenário de pandemia ao qual estamos vivenciando, propomos um minicurso
voltado à aplicação de técnicas de Visão Computacional que podem ser úteis para apoiar
as autoridades no controle das medidas restritivas. O minicurso tem como objetivo ex-
plicar os conceitos de técnicas como Rede Neural Convolucional, Multi-task Cascaded
Convolutional Networks, FaceNet e Multilayer Perceptron, aplicando de forma prática
tais técnicas em um sistema de Visão Computacional para detectar se pessoas em um
determinado ambiente estão ou não utilizando máscara. Este capítulo descreve as tecno-
logias utilizadas no minicurso, bem como os passos envolvidos na implementação.

2.1. Introdução

Desde a descoberta do novo coronavírus (COVID-19) na China no final de 2019, a doença
tornou-se uma preocupação mundial, principalmente devido à sua rápida disseminação.
Em setembro de 2021, o número de casos confirmados notificados à Organização Mundial





da Saúde (OMS) já ultrapassava 223 milhões, enquanto o número de óbitos já ultrapassava
4 milhões [WHO 2021].

Em virtude do cenário de pandemia, diversas soluções computacionais têm sido
propostas para apoiar as autoridades no controle das medidas restritivas, como por exem-
plo a detecção de máscara em tempo real. Os algoritmos de detecção de máscara podem
ser utilizados em sistemas embarcados presentes em câmeras de supermercados, shop-
pings, aeroportos, hospitais, escolas e outros ambientes que acomodam um grande nú-
mero de pessoas.

O propósito deste projeto é desenvolver um algoritmo para detecção de máscaras
utilizando técnicas de Deep Learning para a caracterização e classificação das faces e a
biblioteca OpenCV para a captura de vídeo em tempo real. Ao final, espera-se instigar o
leitor quanto a utilização dos métodos de detecção facial e proporcionar um projeto que
pode agregar o portfólio dos participantes.

2.1.1. Objetivos

Este capítulo visa construir uma aplicação de Visão Computacional e apresentar os con-
ceitos envolvidos em cada etapa do sistema, bem como as tecnologias utilizadas. De
maneira específica, pretende-se:

• Abordar, de maneira sucinta, os principais conceitos de Visão Computacional;

• Explanar os conceitos de Redes Neurais Convolucionais;

• Introduzir sobre a Multi-task Cascaded Convolutional Networks;

• Introduzir sobre a FaceNet;

• Introduzir sobre o classificador MLP;

• Aplicar, de maneira prática, os conceitos explanados.

2.1.2. Organização do Capítulo

Este capítulo está organizado da seguinte maneira: a Seção 2.2 apresenta os conceitos
das técnicas utilizadas no desenvolvimento da aplicação; a Seção 2.3 detalha os passos
envolvidos na execução do método, bem como os algoritmos criados; por fim, a Seção
2.4 mostra as considerações finais do trabalho, destacando as contribuições e sugestões
de melhoria.

2.2. Referencial Teórico

Esta seção fornece um relato da literatura sobre os principais temas abordados na proposta
deste trabalho, contribuindo para o entendimento das etapas desenvolvidas.

2.2.1. Visão Computacional

Visão computacional é a ciência responsável pela visão de uma máquina, pela forma
como um computador enxerga o meio à sua volta, extraindo informações significativas





a partir de imagens capturadas por câmeras de vídeo, sensores, scanners, entre outros
dispositivos. Estas informações permitem reconhecer, manipular e pensar sobre os objetos
que compõem uma imagem [Ballard e Brown 1982].

O olho humano consegue perceber e interpretar objetos em uma imagem de forma
muito rápida. Isso acontece no córtex visual do cérebro, uma das partes mais complexas
no sistema de processamento do cérebro. Alguns cientistas concentraram seus estudos na
tentativa de entender o funcionamento dessa parte do cérebro, para então trazer tais ideias
para a Visão Computacional. É o que pesquisadores do MIT definem como "ensinar
computadores a enxergarem como humano"[de Milano e Honorato 2014].

Dessa forma, a visão computacional fornece ao computador uma infinidade de
informações precisas a partir de imagens e vídeos, de forma que o computador consiga
executar tarefas inteligentes, simulando e aproximando-se da inteligência humana.

Em geral, um sistema de Visão Computacional é composto pelas seguintes etapas:

• Aquisição: nesta etapa as imagens são capturadas e representadas de forma com-
putacional para serem interpretadas pela etapa seguinte.

• Processamento de imagens: o objetivo deste estágio é adequar e otimizar os dados
visuais adquiridos. Para isso, podem ser aplicadas algumas técnicas como retirada
de ruídos, rotação da imagem, aplicação de filtros, etc.;

• Segmentação: consiste em dividir a imagem em objeto(s) e fundo. Em outras pa-
lavras, essa etapa consiste em técnicas que de alguma maneira consigam formar
padrões de agrupamento, gerando sub-regiões que possuem entre si alguma simila-
ridade;

• Extração de características: tem como objetivo representar, através de valores,
uma imagem ou partes dela. Estes valores são características fundamentais que
representam propriedades contidas nas imagens;

• Reconhecimento de padrões: neste ponto as imagens são classificadas em função
de suas características similares.

2.2.2. Deep Learning

O conceito de algoritmos de Deep Learning foi introduzido no final do século XX, per-
mitindo que modelos computacionais compostos por várias camadas de processamento
aprendam representações de dados com vários níveis de abstração. Em contraste com
as abordagens tradicionais de Machine Learning, as tecnologias de Deep Learning estão
progredindo recentemente em aplicações para reconhecimento de fala, processamento de
linguagem natural, recuperação de informações, visão computacional e análise de ima-
gens [Liu et al. 2017].

As Redes Neurais Convolucionais (CNNs, do inglês Convolutional Neural Networks)
fazem parte de uma categoria de algoritmos de Deep Learning que tornou-se o novo pa-
drão na área de Visão Computacional. As CNNs são baseadas no processamento de dados
visuais, capaz de aplicar filtros nesses dados, mantendo a relação de vizinhança entre os
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pixels da imagem ao longo do processamento da rede [LeCun et al. 1998]. Essa operação
é conhecida como convolução, onde ocorre a somatória do produto ponto a ponto entre
os valores de um filtro e cada posição da vizinhança do pixel de entrada.

As camadas convolucionais são formadas por um conjunto de filtros que são ini-
ciados com um arranjo 3D, muitas das vezes chamado de volume. Cada filtro tem uma
dimensão reduzida, porém estende-se por toda a profundidade do volume de entrada. No
processo de treinamento da rede, esses filtros são ajustados automaticamente para que
possam extrair características relevantes [Karpathy 2014].

O objetivo da camada de pooling é reduzir a dimensionalidade do volume de en-
trada, de modo geral esse progresso ocorre logo após uma camada convolucional, dimi-
nuindo consideravelmente o custo computacional da rede e o tempo de processamento.
Por consequência, a camada de pooling tende a evitar o overfitting. No processo de poo-
ling, cada valor da nova matriz é referente ao resultado de alguma métrica aplicada a uma
região do mapa de convoluções. Diversas métricas podem ser aplicadas no pooling, como
o máximo valor da região, o mínimo ou a média, dependendo do problema abordado.

A imagem de entrada fornece para a camada convolucional e de pooling a pos-
sibilidade de extrair as características relevantes acerca dessa determinada imagem. O
objetivo da camada totalmente conectada é utilizar essas características para classificar
a imagem em um rótulo pré-determinado. As camadas responsáveis pela classificação
das características extraídas das camadas convolucionais são exatamente como uma rede
artificial convencional [Haykin et al. 2009].

2.2.2.1. Multi-task Cascaded Convolutional Network

A Multi-task Cascaded Convolutional Network (MTCNN) é um método de detecção fa-
cial baseado em CNN, proposto por Zhang et al. [Zhang et al. 2016]. Como mostra a
Figura 2.1, o modelo divide-se em três estágios capazes de reconhecer faces e locais de
referência, como olhos, nariz e boca.

O primeiro estágio é uma Fully Convolutional Network (FCN). A diferença entre
uma CNN e uma FCN é que a FCN não usa a camada densa como parte de sua arquite-
tura. A FCN usada é denominada Proposal Network (P-Net), ela é responsável por obter
janelas candidatas e seus vetores de regressão de caixas delimitadoras. A regressão de
caixa delimitadora é uma técnica popular para prever a localização de regiões quando o
objetivo é detectar um objeto de alguma classe predefinida, neste caso faces. Depois de
obter os vetores da caixa delimitadora, algum refinamento é feito para combinar regiões
sobrepostas. A saída final desse estágio são todas as janelas candidatas após o refinamento
para reduzir o volume de candidatas [Gradilla 2020].

Todas as regiões candidatas da P-Net são alimentadas na Refine Network (R-Net).
Esta rede é uma CNN, não uma FCN como a anterior, pois há uma camada densa no
último estágio da arquitetura da rede. A R-Net reduz ainda mais o número de regiões
candidatas, realiza a calibração com a regressão das caixas delimitadoras e emprega uma
supressão não máxima para mesclar as caixas candidatas sobrepostas. A saída da R-Net
prevê se a entrada é uma face ou não, um vetor de 4 elementos (caixa delimitadora para a
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face) e um vetor de 10 elementos para a localização do ponto de referência facial.

Por fim, a MTCNN possui a Output Network (O-Net) para operar o terceiro es-
tágio. Este estágio é semelhante ao da R-Net, mas a O-Net visa descrever o rosto com
mais detalhes e produzir as cinco posições dos marcos faciais para olhos, nariz e boca.
De acordo com Edwin et. al. [Jose et al. 2019], a MTCNN supera de forma consistente
os métodos convencionais sofisticados em relação à confiabilidade do desempenho em
tempo real. Este desempenho em tempo real é de grande importância em um sistema de
vigilância.

Figura 2.1: Arquitetura da MTCNN. Fonte: [Zhang et al. 2016]

2.2.2.2. FaceNet

A FaceNet é um modelo de reconhecimento facial proposto por Florian Schroff, et al.
[Schroff et al. 2015], no Google. A FaceNet aprende diretamente um mapeamento a par-
tir de imagens de rosto para um espaço euclidiano compacto onde as distâncias corres-
pondem diretamente a uma medida de semelhança facial. Uma vez que este espaço foi
produzido, tarefas como reconhecimento facial, verificação e agrupamento podem ser fa-
cilmente implementadas usando técnicas padrão com embeddings FaceNet como vetores
de características.

O modelo é uma CNN profunda treinada por meio de uma função triplet loss.
Esse treinamento é feito de forma que a distância quadrada L2 entre os embeddings cor-
responda à semelhança de faces: faces da mesma pessoa têm pequenas distâncias e faces
de pessoas distintas têm grandes distâncias [Schroff et al. 2015]. A FaceNet representa
cada face através de um vetor de 128 características.

Para calcular a triplet loss são necessárias 3 imagens, chamadas de âncora, positiva
e negativa. A intuição por trás da função triplet loss é que a imagem âncora (imagem de
uma pessoa A específica) esteja mais próxima das imagens positivas (todas as imagens da
pessoa A) em comparação com as imagens negativas (todas as outras imagens).

Em outras palavras, o objetivo é que as distâncias entre o embedding da imagem
âncora e o embedding das imagens positivas sejam menores em comparação com as dis-
tâncias entre o embedding da imagem âncora e o embedding das imagens negativas. As
Figuras 2.2 e 2.3 ilustram o funcionamento da FaceNet.
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Figura 2.2: Triplet Loss. Fonte: [Kumar 2021].

Figura 2.3: Ilustração do funcionamento da FaceNet. Fonte: [Kumar 2021].

2.2.2.3. Multilayer Perceptron

As Redes Neurais Artificiais tentam modelar o funcionamento do cérebro humano. O cé-
rebro humano, por exemplo, consiste em bilhões de células individuais chamadas neurô-
nios. Dado que o cérebro humano consiste em um grande número de neurônios, a quanti-
dade e a natureza das conexões entre os neurônios são, nos níveis atuais de compreensão,
quase impossíveis de avaliar [Ramchoun et al. 2016].

O Multilayer Perceptron (MLP) é o modelo mais utilizado em redes neurais usando
o algoritmo de treinamento de retropropagação. A definição de arquitetura em redes MLP
é um ponto muito relevante, pois a falta de conexões pode tornar a rede incapaz de resol-
ver o problema de parâmetros ajustáveis insuficientes, enquanto um excesso de conexões
pode causar um sobreajuste dos dados de treinamento [Ramchoun et al. 2017], especial-
mente quando usamos um grande número de camadas e neurônios.

O processo de aprendizado no MLP ocorre pela adaptação das conexões pesos a
fim de obter uma diferença mínima entre a saída da rede e a saída desejada. Normalmente,
utiliza-se o algoritmo de retropropagação baseada em técnicas de gradiente descendente
[Ramchoun et al. 2016].

O MLP consiste em pelo menos três camadas de nós: uma camada de entrada,
uma camada oculta e uma camada de saída. Exceto para os nós de entrada, cada nó é um
neurônio que usa uma função de ativação não linear. Suas múltiplas camadas e ativação
não linear distinguem o MLP de um perceptron linear. Ele pode distinguir dados que não
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são linearmente separáveis [Ramchoun et al. 2016].

2.3. Metodologia

Esta seção descreve os passos envolvidos na construção da aplicação. Cada etapa será
explicada e os algoritmos de implementação serão mostrados. Toda a implementação
deste projeto está disponível no GitHub, bem como a base de imagens e as instruções
para executar os códigos. A Figura 2.4 ilustra as etapas desenvolvidas.

Figura 2.4: Fluxo da aplicação.

2.3.1. Aquisição de Imagens e Pré-processamento

A base de imagens utilizada no projeto foi adquirida, em sua maioria, através do material
do professor Sandeco, em seu vídeo sobre detecção de máscaras. A base do professor
Sandeco possui 898 imagens de pessoas com máscara e 958 de pessoas sem máscara.
Para melhorar essa base, retiramos algumas imagens que não eram necessárias, como por
exemplo imagens de pessoas em desenho/animação/não reais. Além disso, adicionamos
algumas imagens de pessoas com óculos e máscaras, já que haviam poucas imagens desse
tipo na base.

Ao final deste processamento, obtivemos um conjunto de dados que resultou em
1087 imagens de pessoas com máscara e 1000 de pessoas sem máscara, um conjunto
relativamente balanceado. Tanto as imagens da base original, quanto da base resultante
foram extraídas da internet através da pesquisa de imagens por palavras-chave relaciona-
das ao tema e métodos para download das imagens em lote. Após a aquisição, as imagens
passaram por uma etapa de pré-processamento, onde as faces foram extraídas e redimen-
sionadas para o tamanho 160x160, uma vez que este é o formato de entrada da FaceNet.

Após as importações necessárias para os códigos, podemos carregar a base de
imagens como no exemplo abaixo.

1 from t e n s o r f l o w i m p o r t k e r a s
from s k l e a r n . m o d e l _ s e l e c t i o n i m p o r t t r a i n _ t e s t _ s p l i t

3 from s k l e a r n . m e t r i c s i m p o r t a c c u r a c y _ s c o r e , cohen_kappa_sco re ,
c o n f u s i o n _ m a t r i x

௺

https://github.com/VitoriaCarvalho/MaskDetection
https://www.youtube.com/watch?v=PT45jhlQD7M


from s k l e a r n . n e u r a l _ n e t w o r k i m p o r t M L P C l a s s i f i e r
5 from skimage . i o i m p o r t imread , imshow

i m p o r t numpy as np
7 from g lob i m p o r t g lob

from tqdm . no tebook i m p o r t tqdm
9 i m p o r t pandas as pd

i m p o r t p i c k l e
11

maskon = g lob ( ’ . / n e w _ d a t a s e t / maskon / * . png ’ )
13 maskof f = g lob ( ’ . / n e w _ d a t a s e t / maskof f / * . png ’ )

15 p r i n t ( l e n ( maskon ) , l e n ( maskof f ) )

Código Fonte 2.1: Importações necessárias e carregamento das imagens.

2.3.2. Extração de Características

A extração de características das faces foi feita por meio do modelo FaceNet, que gera
um vetor de 128 características para cada entrada, que chamamos de embeddings. Neste
projeto, usamos o modelo pré-treinado da FaceNet, em sua versão implementada no keras.
Nós disponibilizamos esse modelo no repositório do projeto no GitHub.

É necessário carregar o modelo treinado e em seguida extrair os embeddings de
cada imagem através da FaceNet.
model = k e r a s . models . load_mode l ( ’ . / f a c e n e t _ k e r a s . h5 ’ )

2

d a t a = maskon + maskof f
4

embeddings = [ ]
6

f o r p a t h i n tqdm ( d a t a ) :
8

t r y :
10 # Lendo e n o r m a l i z a n d o a imagem

img = imread ( p a t h ) . a s t y p e ( ’ f l o a t 3 2 ’ ) / 25 5
12

# Ap l i cando um r e s h a p e na imagem p a r a d e i x a r o f o r m a t o de a co r d o
com o i n p u t da FaceNet

14 i n p u t = np . expand_dims ( img , a x i s =0)

16 # E x t r a i n d o o v e t o r de embeddings
embeddings . append ( model . p r e d i c t ( i n p u t ) [ 0 ] )

18

e x c e p t :
20 p r i n t ( f ’ E r r o r i n { p a t h } ’ )

c o n t i n u e
22

l a b e l s = pd . DataFrame ( {
24 ’ l a b e l ’ : [ 1 ] * l e n ( maskon ) + [ 0 ] * l e n ( maskof f )

} )
26

d f_embedd ings = pd . c o n c a t ( [ pd . DataFrame ( embeddings ) , l a b e l s ] , a x i s =1)

Código Fonte 2.2: Extração de características com a FaceNet.





2.3.3. Classificação

Para classificar os embeddings extraídos na etapa anterior, utilizamos o classificador MLP.
Utilizamos o MLP disponível na biblioteca sklearn, que possui vários algoritmos de re-
gressão, classificação e agrupamento. Dividimos o conjunto de dados em treino e teste,
com uma proporção de 80% e 20%, respectivamente.

Primeiro separamos o conjunto em treino e teste, em seguida instanciamos, trei-
namos e testamos o MLP.

1 X = np . a r r a y ( d f_embeddings . d rop ( ’ l a b e l ’ , a x i s =1) )
y = np . a r r a y ( d f_embeddings [ ’ l a b e l ’ ] )

3

X _ t r a i n , X_ te s t , y _ t r a i n , y _ t e s t = t r a i n _ t e s t _ s p l i t (X, y , t e s t _ s i z e
= 0 . 2 , r a n d o m _ s t a t e =0)

5

p r i n t ( X _ t r a i n . shape , X _ t e s t . shape , y _ t r a i n . shape , y _ t e s t . shape )
7

mlp_model = M L P C l a s s i f i e r ( )
9

mlp_model . f i t ( X _ t r a i n , y _ t r a i n )
11

y_pred = mlp_model . p r e d i c t ( X _ t e s t )
13

p r i n t ( ’ Acur á c i a : ’ , a c c u r a c y _ s c o r e ( y _ t e s t , y_pred ) )
15 p r i n t ( ’ Kappa : ’ , c o h e n _ k a p p a _ s c o r e ( y _ t e s t , y_pred ) )

p r i n t ( ’ M a t r i z de c o n f u s ã o : \ n ’ , c o n f u s i o n _ m a t r i x ( y _ t e s t , y_pred ) )

Código Fonte 2.3: Classificação dos embeddings usando o MLP.

A acurácia mede a proporção de acerto do modelo, sem considerar o desbalancea-
mento de classes. Por este motivo, optamos por avaliar o método através do índice kappa
também, que leva em consideração o desbalanceamento, aumentando a confiabilidade dos
resultados.

Nossos testes mostraram acurácia de 0,9569 e kappa de 0,9135, mas esses valores
podem variar de acordo com a aleatoriedade da divisão dos dados ou pela variação de
parâmetros do classificador. Para finalizar a parte 1 deste projeto, treinamos o modelo
novamente antes de salvá-lo, mas agora usando todos os dados para treino. Quanto mais
exemplos de entrada nosso modelo recebe, melhor será seu aprendizado.
# I n s t a n c i a n d o novamente

2 mlp_model = M L P C l a s s i f i e r ( )

4 # T r e i n a n d o com t o d o s os dados
mlp_model . f i t (X, y )

6

# Mostrando a a c u r á c i a de t r e i n o
8 p r i n t ( mlp_model . s c o r e (X, y ) )

10 # Sa lvando o modelo como um a r q u i v o p i c k l e
p i c k l e . dump ( mlp_model , open ( ’ . / mlp_model . p k l ’ , ’wb ’ ) )

Código Fonte 2.4: Treinando e salvando o modelo final de classificação. usando o MLP.





2.3.4. Detecção em Tempo Real

Com a execução de todas etapas anteriores, teremos um modelo de classificação treinado
e pronto para ser utilizado em um cenário real. Para isso, utilizamos a biblioteca OpenCV,
uma biblioteca de funções de programação voltada principalmente para a Visão Compu-
tacional em tempo real, exatamente o que precisamos.

No código abaixo, temos as importações e o carregamento dos modelos necessá-
rios. Apesar da MTCNN ter sido utilizada na aquisição de imagens, para extrair as faces
de imagens que não estavam na base original, aqui ela é essencial. A MTCNN nos for-
nece um conjunto de coordenadas para cada face detectada, referentes à posição do olho
esquerdo, olho direito, nariz, canto esquerdo da boca e canto direito da boca.

1 i m p o r t p i c k l e
from PIL i m p o r t Image

3 from mtcnn i m p o r t MTCNN
from t e n s o r f l o w i m p o r t k e r a s

5 i m p o r t cv2 as cv
i m p o r t numpy as np

7

# Car regando modelo da FaceNet
9 f a c e n e t _ m o d e l = k e r a s . models . load_mode l ( ’ . / f a c e n e t _ k e r a s . h5 ’ )

11 # Car regando modelo da MLP
mlp_model = p i c k l e . l o a d ( open ( ’ . / mlp_model . p k l ’ , ’ rb ’ ) )

13

# Car regando modelo da MTCNN
15 d e t e c t o r = MTCNN( )

Código Fonte 2.5: Importações e carregamento dos modelos necessários.

Basicamente, a OpenCV nos fornecerá a imagem da webcam, a MTCNN detectará
as faces existentes nessa imagem, a FaceNet extrairá as características das faces detecta-
das e o MLP classificará essas características quanto ao uso de máscara.

Abaixo, demos um nome para cada label numérico, pois será esse nome que nós
utilizaremos para exibir em cima do retângulo da face, através da OpenCV. Também de-
mos uma cor para cada label, lembrando que o modelo de cor padrão da OpenCV é BGR
(blue, green e red), não RGB.

1 l a b e l _ d e s c r i p t i o n = {
0 : ’NO MASK’ ,

3 1 : ’MASK’
}

5

c o l o r = {
7 0 : ( 0 , 0 , 255) ,

1 : ( 0 , 255 , 0 )
9 }

Código Fonte 2.6: Definindo descrição e cor dos labels.

Em seguida, criamos alguns métodos para facilitar a utilização dos modelos e a
manipulação dos frames. O primeiro método chamamos de get_faces, ele é responsável





por extrair as faces de uma imagem através do modelo MTCNN e retorná-las como uma
lista de imagens (faces) do tipo Image (Pillow). Como parâmetros dessa função, temos
image, uma imagem de qualquer dimensão, e size, que refere-se à dimensão que as faces
recebem antes de serem retornadas, o padrão é (160, 160).

1 d e f g e t _ f a c e s ( image , s i z e =(160 , 160) ) :

3 # Trans fo rmando imagem em um a r r a y numpy
img = np . a s a r r a y ( image )

5

# Cap tu rando as f a c e s da imagem a t r a v é s da MTCNN
7 r e s u l t s = d e t e c t o r . d e t e c t _ f a c e s ( np . a s a r r a y ( image ) )

9 # L i s t a p a r a a rmazena r a s f a c e s
f a c e s = [ ]

11

# P e r c o r r e n d o a l i s t a de f a c e s d e t e c t a d a s
13 f o r i i n r a n g e ( l e n ( r e s u l t s ) ) :

15 t r y :

17 # Caso a f a c e t e n h a s i d o d e t e c t a d a com mais de 95% de c e r t e z a ,
e s s a c o n d i ç ã o é v e r d a d e i r a

i f r e s u l t s [ i ] [ ’ c o n f i d e n c e ’ ] > 0 . 9 5 :
19

# E x t r a i n d o os p o n t o s da f a c e
21 # w −> wid th ( l a r g u r a )

# h −> h e i g h t ( a l t u r a )
23 x1 , y1 , w, h = r e s u l t s [ i ] [ ’ box ’ ]

x2 , y2 = x1 + w, y1 + h
25

# E x t r a i n d o a f a c e da imagem f a z e n d o s l i c e nos p o n t o s
i d e n t i f i c a d o s p e l a MTCNN

27 f a c e = image [ y1 : y2 , x1 : x2 ]

29 # Adic ionando a f a c e e n c o n t r a d a e s u a s i n f o r m a ç õ es na l i s t a
de f a c e s

# Cada f a c e é r e d i m e n s i o n a d a p a r a o f o r m a t o e s p e c i f i c a d o na
v a r i á v e l s i z e

31 f a c e s . append ( {
’ x1 ’ : x1 ,

33 ’ y1 ’ : y1 ,
’ x2 ’ : x2 ,

35 ’ y2 ’ : y2 ,
’ f a c e ’ : np . a r r a y ( Image . f r o m a r r a y ( f a c e ) . r e s i z e ( s i z e ) ) ,

37 ’ c o n f i d e n c e ’ : r e s u l t s [ i ] [ ’ c o n f i d e n c e ’ ]
} )

39

e x c e p t :
41 c o n t i n u e

43 r e t u r n f a c e s

Código Fonte 2.7: Método responsável por extrair as faces de uma imagem através do
modelo MTCNN.





Um ponto importante sobre o código acima é que retornamos uma face apenas se
o modelo tiver mais de 95% de certeza de que aqueles pontos realmente são de uma face.
Isso melhorou consideravelmente a precisão do método, pois antes o modelo identificava
como faces algumas regiões sem relação alguma com o alvo.

O método acima retorna as faces encontradas em uma imagem. Agora precisamos
de um método que retorne o vetor de embeddings da FaceNet para um rosto. Chamamos
esse método de get_embeddings e atribuímos a ele os parâmetros face, que é uma imagem
com dimensão 160x160 (referente a uma face), e facenet_model, uma instância do modelo
FaceNet previamente treinado. O retorno é um array numpy com 128 posições, referentes
às 128 características da FaceNet (embeddings).

1 d e f ge t_embedd ings ( f ace , f a c e n e t _ m o d e l ) :

3 # Conver t endo a imagem p a r a numpy e n o r m a l i z a n d o p a r a o i n t e r v a l o
[ 0 . . 1 ]

img = np . a r r a y ( f a c e ) . a s t y p e ( ’ f l o a t 3 2 ’ ) / 2 55
5

# Expandindo a dimens ã o da imagem p a r a adequ á− l a a e n t r a d a da FaceNet
7 # O shape deve f i c a r ( 1 , 160 , 160)

i n p u t = np . expand_dims ( img , a x i s =0)
9

# Fazendo a p r e d i ç ã o do modelo p a r a e x t r a i r os embeddings da imagem
11 embedding = f a c e n e t _ m o d e l . p r e d i c t ( i n p u t ) [ 0 ]

13 r e t u r n embedding

Código Fonte 2.8: Método responsável por extrair as características de uma face, usando
a FaceNet.

Agora precisamos de um método para receber um vetor de características (em-
beddings) e retornar a classificação desses dados quanto ao uso da máscara, utilizando o
classificador treinado. Chamamos esse método de get_label, passando os parâmetros em-
bedding, um vetor de características de uma face, representado por um array numpy com
128 valores, e mlp_model, o modelo treinado do classificador MLP. O retorno é apenas
uma variável label, que apresenta valor 0 (sem máscara) ou 1 (com máscara).

1 d e f g e t _ l a b e l ( embedding , mlp_model ) :

3 # Expandindo dimens ã o do a r r a y p a r a adequ á− l o a e n t r a d a do
c l a s s i f i c a d o r
# A dimens ã o deve f i c a r ( 1 , 128)

5 embedding = np . expand_dims ( embedding , a x i s =0)

7 # R e a l i z a n d o a p r e d i ç ã o da p r o b a b i l i d a d e de a c e r t o p a r a cada c l a s s e
p roba = mlp_model . p r e d i c t _ p r o b a ( embedding )

9

# E x t r a i n d o do v e t o r de p r o b a b i l i d a d e s o l a b e l que a p r e s e n t o u o
maior r e s u l t a d o

11 l a b e l = np . argmax ( p roba )

13 # Caso o modelo t e n h a menos de 95% de c e r t e z a s o b r e o maior
r e s u l t a d o , o l a b e l p r e d i t o r e c e b e r á o v a l o r i n v e r s o





# Por exemplo , s e o modelo n ã o t i v e r 95% ou mais de c e r t e z a s o b r e
c l a s s i f i c a r como l a b e l 1 , o r e t o r n o s e r á l a b e l 0

15 i f p roba [ 0 ] [ l a b e l ] < 0 . 9 5 :
l a b e l = abs ( l a b e l −1)

17

r e t u r n l a b e l

Código Fonte 2.9: Método responsável por classificar o vetor de características de uma
face quanto ao uso de máscara, através do MLP treinado.

Analisando o código acima, é possível perceber que também há um limiar de
confiança, assim como na detecção de faces. O que fizemos foi uma condição que permite
que a saída da classificação seja 1 ou 0 apenas se o modelo tiver mais de 95% de certeza
sobre isso. Caso a probabilidade de acerto seja menor que esse limiar, a saída prevista
será o contrário do que o modelo previu. Essa condição foi necessária para melhorar
a precisão dos resultados, já que algumas vezes o modelo errava a classificação porque
tinha uma confiança muito baixa sobre a classe prevista, mas retornava essa previsão por
ser a maior entre as probabilidades.

O último método nós chamamos de mark_points_in_frame, que recebe um frame
(imagem), executa o get_faces para extrair as faces dessa imagem, o get_embeddings
para extrair as características das faces e o get_label para classificar as características em
0 (sem máscara) ou 1 (com máscara). O método também faz as marcações no frame
através da OpenCV, desenhando um retângulo em torno das faces, colocando o label da
face em cima do retângulo e inserindo um contador de pessoas sem máscara.

d e f m a r k _ p o i n t s _ i n _ f r a m e ( f rame ) :
2

# Trans fo rmando a imagem em a r r a y numpy
4 img = np . a s a r r a y ( f rame )

6 # E x t r a i n d o f a c e s da imagem
f a c e s = g e t _ f a c e s ( img )

8

# I n i c i a n d o c o n t a d o r r e s p o n s á v e l por marca r q u a n t a s p e s s o a s sem má
s c a r a e x i s t e m na imagem

10 no_mask_count = 0

12 # P e r c o r r e n d o a l i s t a de f a c e s i d e n t i f i c a d a s
f o r f a c e i n f a c e s :

14

# E x t r a i n d o os p o n t o s da f a c e
16 x1 = f a c e [ ’ x1 ’ ]

x2 = f a c e [ ’ x2 ’ ]
18 y1 = f a c e [ ’ y1 ’ ]

y2 = f a c e [ ’ y2 ’ ]
20

# E x t r a i n d o os embeddings da f a c e
22 emb = ge t_embedd ings ( f a c e [ ’ f a c e ’ ] , f a c e n e t _ m o d e l )

24 # C l a s s i f i c a n d o a f a c e em l a b e l 0 ( maskon ) ou l a b e l 1 ( maskof f )
l a b e l = g e t _ l a b e l ( emb , mlp_model )

26

ఀ



# Caso uma p e s s o a sem má s c a r a s e j a i d e n t i f i c a d a , o c o n t a d o r é
i n c r e m e n t a d o

28 i f n o t l a b e l : no_mask_count += 1

30 # C o n f i g u r a n d o o t i p o e o tamanho da f o n t e p a r a i n i c i a r a s
marca ç õ es na imagem

f o n t = cv . FONT_HERSHEY_TRIPLEX
32 f o n t _ s c a l e = 0 . 5

34 # Desenhando um r e t â ngu lo em t o r n o da f a c e
img = cv . r e c t a n g l e ( img , ( x1 , y1 ) , ( x2 , y2 ) , c o l o r [ l a b e l ] , 2 )

36

# Par â m e t ro s do mé todo r e t a n g l e : imagem , c o o r d e n a d a de i n í c io ,
c o o r d e n a d a de fim , c o r e g r o s s u r a das l i n h a s

38

# Esc revendo a c l a s s i f i c a ç ã o MASK ou NO MASK em cima do r e t â
ngu lo desenhado

40 # Essa d e s c r i ç ã o é b a s e a d a no l a b e l
cv . p u t T e x t ( img , l a b e l _ d e s c r i p t i o n [ l a b e l ] , ( x1 , y1 −10) , f o n t ,

f o n t S c a l e = f o n t _ s c a l e ,
42 c o l o r = c o l o r [ l a b e l ] , t h i c k n e s s =1)

44 # Esc revendo no topo do frame um i n f o r m a t i v o s o b r e q u a n t a s
p e s s o a s e s t ã o sem má s c a r a na imagem

cv . p u t T e x t ( img , f ’ P eo p l e w i t h o u t mask : { no_mask_count } ’ , ( 1 5 ,
15) , f o n t , f o n t S c a l e = 0 . 6 ,

46 c o l o r = (0 , 0 , 0 ) , t h i c k n e s s =1)

48 # Par â m e t ro s do mé todo p u t T e x t : imagem , s t r i n g a s e r e s c r i t a ,
p o s i ç ã o do t e x t o no frame , e s t i l o da f o n t e , tamanho da f o n t e , c o r e

g r o s s u r a da f o n t e

50 r e t u r n img

Código Fonte 2.10: Método responsável por executar os métodos anteriores e desenhar
na imagem a caixa delimitadora de cada face, bem como o label associado.

Finalmente, podemos executar o código que abrirá nossa webcam e realizará o
processo de detecção de máscara em tempo real. É normal se os frames estiverem sendo
renderizados lentamente, isso depende do poder computacional da sua máquina, pois o
custo das predições dos modelos para cada frame influencia no tempo de renderização.
Se sua máquina tiver uma GPU, a transmissão será bem mais fluida.
p r i n t ( ’ I n i c i a n d o c a p t u r a . . . \ n ’ )

2

# I n s t a n c i a n d o um o b j e t o VideoCapture , p a r a s e l e c i o n a r sua webcam
4 # Também é poss í v e l r e n d e r i z a r um v í deo p ron to , b a s t a voc ê p a s s a r o

caminho d e s s e a r q u i v o no l u g a r do p a r â met ro 0
v i d = cv . VideoCap tu re ( 0 )

6

p r i n t ( ’ C a p t u r a i n i c i a d a ! ’ )
8

# A c a p t u r a dos f r am e s a t r a v é s da sua webcam ou v í deo s e r á f e i t a a t é
que voc ê p r e s s i o n e a t e c l a ’ q ’

10 w h i l e ( True ) :

ఁ



12 # Lendo a imagem e e x t r a i n d o o frame
# O mé todo r e a d ( ) r e t o r n a d o i s r e s u l t a d o s . O p r i m e i r o d i z se a

c a p t u r a do f rame f o i f e i t a com s u c e s s o ou n ão , e n q u a n t o o segundo
e n t r e g a o f rame c a p t u r a d o .

14 _ , f rame = v i d . r e a d ( )

16 # Fazendo a d e t e c ç ã o de má s c a r a e as marca ç õ es nas f a c e s
i d e n t i f i c a d a s no f rame
d e t e c = m a r k _ p o i n t s _ i n _ f r a m e ( f rame )

18

# E x i b in d o o f rame r e s u l t a n t e do mé todo a n t e r i o r
20 cv . imshow ( ’ f rame ’ , d e t e c )

22 # Condi ç ã o de p a r a d a do loop : p r e s s i o n e a t e c l a ’ q ’
i f cv . wai tKey ( 1 ) & 0xFF == ord ( ’ q ’ ) :

24 b r e a k

26 # Fechando o a r q u i v o de v í deo ou d i s p o s i t i v o de c a p t u r a
v i d . r e l e a s e ( )

28

# Fechando as j a n e l a s a b e r t a s
30 cv . des t royAl lWindows ( )

32 # Apagando o o b j e t o da memó r i a
d e l ( v i d )

Código Fonte 2.11: Captura da webcam com a OpenCV e detecção de máscara através
dos métodos anteriormente definidos.

A Figura 2.5 mostra exemplos do algoritmo aplicado à imagens com e sem más-
cara, além de com e sem óculos.

Figura 2.5: Exemplos do método de detecção nos cenários com e sem máscara e com e
sem óculos.

2.4. Considerações Finais

Neste capítulo, construímos uma aplicação para detecção de máscaras usando métodos
amplamente adotados na literatura para diversas finalidades em Visão Computacional.
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No decorrer do capítulo, introduzimos os conceitos de Visão Computacional e Deep Le-
arning, adentrando na explicação de cada uma das tecnologias utilizadas na detecção, a
saber: MTCNN, FaceNet e MLP.

Embora existam várias melhorias possíveis a serem feitas no projeto para que o
mesmo possa integrar um sistema real, os algoritmos de detecção de máscara podem ser
utilizados em sistemas embarcados presentes em câmeras de supermercados, shoppings,
aeroportos, hospitais, escolas e outros ambientes que acomodam um grande número de
pessoas. Além disso, nós apresentamos uma aplicação robusta que pode agregar o portfó-
lio dos alunos e instigar seu interesse quanto a infinidade de aplicações que o ecossistema
de Inteligência Artificial nos permite desenvolver.

Destacamos algumas sugestões de melhoria na aplicação:

• Adicionar mais imagens à base de treino, imagens com pessoas em distância maior
e imagens capturadas pela própria OpenCV, alternando entre o uso e o não uso de
máscara. Com a base de treino incrementada, o classificador deverá ser treinado
novamente;

• Utilizar um algoritmo de otimização de hiper parâmetros no classificador, como o
Grid Search;

• Variar o limiar de confiança que atribuímos na classificação até encontrar um novo
valor ideal;

• Avaliar abordagens alternativas de extração e classificação de características;

• Avaliar abordagens alternativas de detecção facial.
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